Klasifikace a rozpoznavani

Umelé neuronoveé site
a Support Vector Machines



Linearni klasifikatory

0@ y=f(W'x+b)
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* Nevyhoda: pouze linearni rozhodovaci hranice
« Moznée reseni:
— Pouzit jiny nez linearni klasifikator (napf. GMM)
— Nelinearni transformace vstupnich vektoru:
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B "'*.- Ale jakou transformaci pouzit?
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— Postavit hierarchii linearnich klasifikatoru



Neuron a jeho matematicky model
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Hierarchie linearnich klasifikatoru

b
« Napred nétrénujeme modry a zeleny klasifikator tak aby
oddelily kazdy cluster modrych dat od zbytku.

— Potfebujeme supervizi: Které modré data patfi do kterého clusteru?

« Pak natrénujeme Cerveny klasifikator na pravdépodobnostnich
vystupech modrého a zeleného klasifikatoru




Neuronove site pro klasifikaci

o
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« Takovyto hierarchicky klasifikator muzeme trénovat jako celek
bez nutnosti predchozi supervize.

« Jedna se o jednoduchou neuronovou sit (Neural Network) pro
binarni klasifikani problém
- Klasifikatory® v prvni vrstvé

— se maji samy naucit jaké clustery je v datech tfeba identifikovat,
aby finalni linearni klasifikator mohl oddélit tridy.

— lze videt jako nelinearni transformaci do prostoru, kde jsou tridy
dobre linearné separovatelnée.

— predstavuji tzv. skrytou vrstvu



Trenovani neuronove site

Uvazujme jednoduchy pfipad binarniho klasifikatoru. Stejné jako u logistickeé
regrese pouzijeme jako objektivni funkci pravdépodobnost spravnych anotaci

P = | [ Ptalxn)

kde P(t,|x,,) je pravdépodobnost spravné tfidy t,, predikovana neuronovou
siti pro vzor x,,. t je vektor korektnich identit tfid: t,, = 1 resp. t,, = 0, pokud
X, pafi do tfidy C; resp. C,. Vystup neuronové sité y,, = P(C,|x,,) a a tedy
P(Czlxn) =1—-y

Opét se nam bude lepe pracovat se (zapornym) logaritmem této objektivni
funkce, tedy vzajemnou entropi:

N
E(w) = — lnp(tIX) - - Z{tn Iny, + (1- tn) In(1 — yn)}
n=1
Opét budeme parametry (vahy neuronove sité) optimalizovat pomoci metody

gradient descend:
whew = wold _ T]VE(W)



Dosazenim pak dostaneme
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Zpetne sireni chyby
Potrebujeme vypocitat gradient chyby:

(zde jsou vzorce jen pro jeden vzor trénovacich dat)
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Nejprve urCime gradient vah mezi skrytou a vystupni vrstvou:

0E  OF 0y dagz Ret&zové pravidlo: chyba E je sloZzena funkce zavisla
Ows " 9y das Ows ; na vaze w, ; pres aktivaci a; a vystup y

OE _ OE 0Oy __8(tlny+(1—t)ln(1—y))6f(a3)_(1—t t>y

da; 0y das dy das 1-y y
OF _ OE day _ 3 s , |
dws; 0azows; Cows; k_1W3,k k = O30 Takzvana chyba na vystupu

Zde predpokladame, ze vSechny aktivacni funkce jsou logistické sigmoidy
f(a) = a(a) a vime, Ze derivace o'(a)’ = o(a)(1 — a(a)) = y(1 — y).



Zpetne sireni chyby I

Nyni urCime gradient vah mezi vstupni a skrytou vrstvou:

0E  OF 0y daz0h, da,  Opétretézové pravidlo: chyba E je slozena funkce
= zavisla na vaze wj. pres aktivaci a; a vystup 4, prvni
vrstvy a dale pres aktivaci a; a vystup druhé vrstvy

0wy, 0y dasdh, da; Owy,

Podobnym vypoctem jako pro vystupni vrstvu a vyuZitim uz spocitaného 05:

O0E  OE daz dhy B Chyba na vystupu 0, se
da, 0Oasdhy da, 03wz chi (1 = hye) = O zpétné se propaguje do
,Chyby“ve skryte vrsve o,

oE _ oE aak
aWk,n B aak aWk’n

A 4
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Varianty neuronovych siti

Umelé neuronove site mohou mit vice nez jednu skrytou vrstvu:

« Soucasny trend pro large-scale problémy (rozpoznavani reci i obrazu) jsou
hluboké sité (Deep Neural Networks) s nékolika (typicky do 10) vrstvami a az
desitky tisic neuronu (miliony trénovatelnych vah)

Neuronovou sit' Ize pouzit pro jiné problémy nez binarni klasifikace:
Regrese
* Neunorova sit muze aproximovat libovolnou (M-dimensionalni) nelinearni funkci
« Typicky je pouzita linearni (Ci-li zadna) aktivacni funkce na vytupu NN.
» Objektivni funkce je typicky Mean Squared Error (pro N vzoru a M vystupu):

N M
E=-— Z Z (tam Ynm)z
LN okl V4 7 =1 =1
Klasifikace do vice trid: N
« Muticlass cross-entropy obektivni funkce: E=-— z Z tym108Ynm
n=1m=1

kde t,,, je 1 pokud n-ty vzor patri do m-te tridy, jinak je O.
« Softmax nelinearita na vystupu zaruci, ze vystupem jsou normalizované

posteriorni pravdépodobnosti fid: M
Y = exp(an)/ ) exp(a)
i=1



Dopredna klasifikacni neuronova sit
pro vice trid

Wi a, hl > v,
Xy Wiz 5
fbl g
W a, h, g2
b,
h = O'(wl'hx + bh)
y = softmax(W;,h +b,)
w w
W, = Wi WZ] - matice vah ze vstupu do skryté vrstvy
b, =[by by]" - vektor biasu ve skryté vrstvé
w w
w,, = Wii sz] - matice vah ze skryté vrstvy do vystupni vrstvy.
b, =1[b; bs]" - vektor biasu ve vystupni vrstvé
o(a) - logisticka sigmoida aplikovana na vektor a po elementech
softmax(a) = —=P@ _ _yde a., jsou elementy vektoru a

Xm exp(am))



Zpetne sireni chyby Il

V pFl’padé ze mé neuronové sit vice vystupﬁ ym (Napf. pro vice trid) nebo vice

Vig WEWV /S

Index vrstvy
M I /
OE 0E Oal,

= St h,(1—nh,) =61
dal? aamahll aa Z Wine | hic( k) = B

m=1

ProtoZe v8echny vystupy sité zavisi na hodnoté skryté vrstvy h,, s€itame parcialni
derivace ze v8ech neuron(l dalsi vrstvy. Vyraz 62, = y,, — t,,, je chyba na m-tém

vystupu.

Druhy vstup, druhého neuronu v prvni vrsvé
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Zpetne sireni chyby IV

Jak uz jsme vidéli, vyhodnoceni neuronové sité mizeme vyjadfit vektorovy zapisem:

> Vi al = Wix +b!
1 hl=g(!)
F  a?=W?2h!'+b?
2 " v2 : y = softmax(a?®)

Jodobné muzeme vyjadrit i zpétné Sifeni chyby

M
oF 0E 0al,

_ 8L, h(1—hy) =81
dal 1 . dak, OhL aa z Wane | Fae(1 = Fi)

m=1

jako:
oE 0F da! oh!™1
dal-1  9alghi-1gal-1

= 8'W! diag (h*1 o (1 — hi-1)) = 5}

OFE OE (softmax(a2 dal OWIh!~14p!
da? da2 oh oht—1

Kde Jacobiho matice:

oh!  do(a! .
a:l = zga;):dlag(hlo(l—hl))




Uprava vah

whiew — ywold _ nVvE

Upravu vah Ize provadét:
1. po predlozeni vSech vektoru trénovaci sady (batch training)
« gradienty pro jednotlivé vzory z pfedchozich slajdu se akumuluiji
* pomalejsi konvergence, nebezpeci uviznuti v lokalnim minimu
2. po kazdém vektoru (Stochastic-Gradient Descent)
* rychlejsi postup tréenovani pfi redundantnich trenovacich datech
* riziko pretrénovani na poslednich par vektoru z trénovaci sady
* data je lepsi predkladat v nahodném poradi

3. po predlozeni nékolika vektort (mini-batch training)



Ochrana proti pretrenovani

. Rozdéleni dat: trénovaci, cross-validacni, testovaci sada

 Algoritmus New-Bob:
1. proved jednu iteraci trénovani
2. zjisti uspesnost NN na CV sadé
- pokud pfrirustek je mensi nez 0.5%, sniz ,teplotu“ e o 1/2
- pokud prirustek opétovné mensi nez 0.5%, zastav trénovani
3. jdina1.

Regularizace vah (weight-decay): do objektivni funkce pridame
vyraz ktery penalizuje vahy s velkou kladnou Ci zapornou
hondotou (viz regularizace logistickeé regrese)



Normalizace dat
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bez normalizace

X2 X X2

« Transformujeme nahodné promenne X, tak aby platilo:
E[X]=0; D[X]=1

« Dynamicky rozsah hodnot se pfizpusobi dynamickému
rozsahu vah



Rekurentni n

euronova sit

Wi,

X >

Dopredna sit".

Who
h

y

h = O'(Wl'hx + bh)
y = softmax(W,,h +b,)

Rekurentni neuronova sit:

Xt

Who

h, ™ Vi

> delay
he_,

hy = o(Wiy,

X + whhht—l + bh)

y; = softmax(Wy,h; +b,)

Vhodna pro rozpoznavani sekvencnich

dat (napf. matice feCovych priznaku)

Ve ,stavovém vektoru® si pamatuje historii minulych vstupu
MuUzZe nas zajimat y, pro kazdé t = mapovani sekvence [x{,X,, ... Xt] ha [y, V2, ... V1]
nebo jen yt pro posledni vzor sekvence = klasifikace celé sekvence



Zpetna propagace casem

Output Layer
IWH()
Hidden Units
WHH
Wi
Inputs Hidden Units
Time t WHH
Wy
Pro trénovani muzeme rekurentni sit Inputs Hidden Units
rozvinout v Case a tréenovat ji stejné jako
’ Time t-1
doprednou neuronovou sit. ‘ [W’”
Sotejn’é ,,sd(lené“ vahy (W, Whh)§e f).bjevi na _
ruznych mistech v takto rozvinuté siti = pro
Time t-2

trénovani seCteme odpovidajici gradienty.



Konvolucni neuronove site

CNN je obvykla architektura pro rozpoznavani obrazku

Berou v uvahu to jak jednotlive vstupy neuronové sité (pixely
obrazku) lezi vedle sebe.

Sdileni vah pro ruzné pozice v obrazku =» invariance vuci translaci
obrazku.

Diskrétni konvoluce

x[i] * h[i] Z x[k]h[i — k]

2d konvoluce

X[i, j] * H[i, /] = z Z X[k, [JH[i — k, j — []
k l



2d konvoluce
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Konvolucni filtry

Konvolucni vrstva aplikuje nekolik konvolucnich filtru jejichz vahy se
v ramci trénovani CNN ucime.

Vysledkem je nékolik hladin (replik) obrazku (tzv. feature maps)

Na vysledné obrazky se jeste pixel po pixelu aplikuje nelinearita:
napr. sigmoida nebo RelLU(a) = max(0,a)

00
01110
0|0




Pooling

Pooling vrstva provede podvzorkovani obrazku

Napr Max-pooling nahradi kazdou CEtverici pizeku pouze jejich
maximalni hodnotou = zredukuje onrazek na poloviCni velikost

12 {20 [ 30 | O

8 11214 2 1 0 | 2x 2 Max-Pool [20] 30
)

34 | 70 | 37 | 4 112 | 37

112 (100 | 25 | 12




Kompletni CNN

« CNN strida konvolucni a pooling vrstvy
« Na konci se vetSinou objevi obvykla plné propojena hladina

Input layer (S1) 4 feature maps

1 (C1) 4 feature maps (52) 6 feature maps (C2) 6 feature maps

L_[&E'“ A.’Oooo °

l convolution layer | sub-sampling layer | convolution layer | sub-sampling layer | fully connected MLP |

« Konvolucéni filtry v pozdéjSich vrstvach maji tvar 3D matic tak aby
operovaly nad vSemi “feature maps”. Filtry se ale pohybuiji jen ve
dvou dimenzich:

conv(X,H); ;=0 (7 7 S“X[k, L mlH[i — k,j — [, m])
k | m

* Pro barevné obrazky operuje i prvni konvoliCni vrstva nad tfremi
barevnymi hladinami (RGB feature maps)




Support Vector Machines



Support Vector Machines

« SVM linearni klasifikator s specifickou objektivni
funkci: maximum margin

4 I
X1 Wi
W > T
A y y=>) wx,+b=w x+b
ﬁ Wn n=I
XN b
- J

* V zakladni variante zvladne pouze dve
neprekryvajici se linearne separovatelne tridy



SVM Kritérium

« Maximalizuje mezeru (margin) mezi dvemi
shluky dat

05

OF

=05t




Linearni klasifikator

y(x)=w x+b

T
wx b +y(x)

wl o w] | w]




Linearni klasifikator

y=1 y=W X+b

y=-1  Rozhodneme, ze margin
bude dan prostorem mezi
primkami y=-1 a y=1

w * Co se stane, kdyz zkratime
vektor w?




Linearni klasifikator

y=1
y=0, y=w X+b

 Rozhodnéme, ze ,margin®
bude dan prostorem mezi
_. .. .. primkami y=-1 a y=1
A * Co se stane, kdyz zkratime
vektor w? Margin se zvétsi!

« Budeme hledat reSeni, kde
(o W je co nejkratsi a kde
,margin“ oddéluje data
obou trid.




Tréenovani SVM

Minimalizujeme:

.1,
argmin —w’' w

w.b

S podminkami:
t,(W'x, +b)>1 neil,2,...,N}
N je pocCet trénovacich vektoru a ¢, € {-1,1} udavaji tfidy

pro jednotliva trenovaci data.

Jedna se o problem tzv. kvadratickeho programovani,
coz je specialni pripad optimalizace s omezenim
(constrained optimization).



Co jsou to Support Vectors?

* Podpurné vektory (support vectors) lezi na okraji
prazdne oblasti a primo ovlivhuji reseni

« Kdyby se ostatni data vypustila z trenovaciho setu,
vysledek by se nezmenil




Reseni

* Normalovy vektor w definujici rozhodovaci hranici Ize
sestavit linearni kombinaci podpurnych vektoru:

W= Ztiaixi ao; > 0
ieS

« Tato reprezentace umoznuje klasifikaci bez explicitnino
vyjadreni vektoru w:

_w! _ T
Yy=W x+b—Ztlaixix+b
ieS

* Podobne i vstupem do trenovacihi mohou byt skalarni
soucCiny mezi trenovacimi daty = moznost pouziti
nasledujicino ,kernel triku®.



Linearne neseparovatelna uloha

Muze byt feSena nelinearnim mapovanim dat (p(x) do noveho
prostoru (s vice dimenzemi)

X o P(x)
o o :
o .' . 2D 3D: -
e 0o 0 99

° (0% o >

Pro SVM potrfebujeme v novem prostoru spo itat skalarni soucin
mezi jakymikoli dvéma mapovanymi vektory.

To lze Casto udéelat efektivnéji bez explicitniho mapovani do noveho
prostoru pomoci tzv. jadrové funkce (kernel function)

K(x,y) =0(x)" o(y)



Priklady jader
« Polynomialni jadro: K(x,y)=(1+x"y)*
 Priklad pro jednorozmerna data a d=2

K(x,y)=(1+xp)* =1+2xy+x°y* = o(x)" ¢(y)

« Coz odpovida skalarnimu soucinu po mapovani:

o(x) = (1, \/Ex,xz)

 Radialni bazove funkce:
1 T
K(x,y) = eXp(— (x-y) (x— y))

207

« Odpovidaji skalarnimu soucinu po projekci do jisteho
nekonecne dimensionalniho prostoru =» vzdy
separovatelné tridy .




Prekryvajici se tridy
* Pro prekryvajici tridy uvedeneé reseni selze.

« Zavadeji se promenné (slack variables), ktere
oslabi omezujici podminky

X,




Prekryvajici se tridy |l

Minimalizujeme

N
mlgl W W+ CZ fn
W, n=1
S podminkami:

t(W'x +b)>1-& n=1....N
E >0

Prvni vyraz maximalizuje mezeru (margin) mezi tridami
a druhy penalizuje vzory porusujici tento margin.

C ridi kompromis mezi obéma vyrazy. C—> odpovida
originalni varianté pro separovatelna data.



Vlastnosti a pouziti SVM

Vystup SVM nema pravdépodobnostni interpretaci.
* nepredikuje pravdepodobnost trid pro dany vstup
« produkuje ale mékké skore, kterée |ze priblizné na ,pravdépodobnost
tridy“ preveést.
« Obijektivni funkce ma blize k maximalizaci poctu spravné rozpoznanych

nez k maximalizaci pravdepodobnost ze vse je rozpoznano dobre
(objektivni funkce logisticke regrese).

Casto pouzivany klasifikator pro problémy se dvéma tiidami.

* Rozsireni na vice tfid je mozne, ale ne tak pfimocare jako u
pravdépodobnostnich klasifikatoru.

Hlavni vyhoda oproti napr. logisticke regresi je moznost implicitni
nelinearni transformace vstupu pomoci jader.

« Spolecna vlastnost vsech jadrovych metod (Kernel methods).



Software

 Existuje velni dobra knihovna LibSVM

* Funkce v Matlabu:
— svmtrain, svmclassify



