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Abstrakt

Predikce a vyhledavani homolognich sekvenci proteinti je jednou z fady dualezitych oblasti, které jsou
v soucCasnosti feSeny v ramci bioinformatiky. Diky urCeni homolognich sekvenci proteind k
hledanému neznamému proteinu je Casto mozné zjistit jeho strukturu a funkci v organismu. Pro
vyhledavani homolognich sekvenci se ¢asto pouzivaji nastroje zalozené na piimém porovnavani
sekvenci, dalsi metody vyuzivaji profily vzniklé z vicenasobného zarovnani sekvenci nebo provadéji
vyhledavani pomoci konstrukce skrytych Markovovych modelt. Nejde vSak urc€it univerzalni metodu,
ktera by prevySovala ostatni. Pro maximalni uspokojeni pozadavkt tykajicich se naptiklad
pozadované sekvencni identity a poméru spravné nalezenych a falesné¢ oznacenych homologl je
nutné zvolit vhodny typ metody a jejich parametrd. Tato prace se zabyva vyvojem nastroje, ktery na
zakladé provedené analyzy riznych metod a jejich nastaveni urci, jakou metodu a jeji parametry by

mél uzivatel zvolit. Program pak umoznuje spusténi této metody a zobrazeni jejich vysledku.

Abstract

Prediction and searching for homologous protein sequences is one of important tasks which are
currently being addressed in the area of bioinformatics. According to the determination of
homologous sequences of unknown protein sequence it is often possible to determine its structure and
function in the organism. For searching homologous sequences, the most frequently used tools are
based on direct sequence comparison, profile comparison or on the use of hidden Markov models.
There is no universal method better than all others. To satisfy user’s request on needed sequence
identity between domains and error rate between founded true positive and false positive pairs, the
selection of proper method and its settings is needed. This work is focused to create tool which will
help user to choose the best method and its settings according to his requirements. It was created on
the basis of the analysis of method results with different settings. In addition, the implemented
application offers the possibility to run this method and show its results.
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1 Uvod

Jednou z najdolezitejSich oblasti vyskumu pre pochopenie biologickych procesov v zivych
organizmoch je stidium proteinov. Vyuzitie ma v mnohych oblastiach, ¢i uz v medicine,
molekularnej biologii a genetike, alebo v nanotechnolégiach atd’. V dnesnej dobe je zname velké
mnozstvo proteinov a ich pocet kazdoroéne rychlo narasta. A preto narasta aj mnozstvo proteinov, pri
ktorych nepozname ich funkciu. Experimentalne zistovanie v§ak byva ¢asto narocné nielen na cas,
ale aj na peniaze. Jednou z moznosti ako teda zistit' funkciu proteinu, je najdenie podobnych
(homolognych) proteinov, homoldgne proteiny mavaju rovnaku alebo podobnu funkciu. Vdaka
zisteniu homolodgie S niektorym z0 znamych proteinov moédzeme teda odvodit’ funkciu novo
najdenému proteinu.

Uréovanie homolognych sekvencii sa pouziva aj na modelovanie $truktury proteinov. AK je
podobnost’ sekvencii dvoch homolognych proteinov dostatoéne vysoka, je mozné na zaklade znamej
Struktry proteinu zostavit’ Struktiru druhého.

V dnesnej dobe existuje uz vela nastrojov na vyhladavanie homolognych sekvencii, niektoré z
nich su zalozené na priamom porovnavani zadanej sekvencie so sekvenciami z databazy, iné
vyuzivaju profily vzniknuté z viacnasobného zarovnania sekvencii a d’alSie prevadzaju vyhl'adavanie
pomocou konstrukcie skrytych Markovovych modelov. Pri vyhl'adavani je mozné vyuzit’ aj vlastnosti
konzervacie urcitych domén v ramci rodin proteinov.

Tato praca sa zaobera problematikou vyhladdvania homolégnych sekvencii proteinov. V tejto
oblasti existuje mnozstvo réznych metdd, ale kazda pracuje na mierne inom principe a dava hodnotné
vysledky len pre ista $pecificki oblast’” dat. Hlavnym cielom prace bolo najst’ rieSenie, vyvinut
aplikaciu, ktora bude na zaklade uskutonenych testov pomahat uzivatelovi rozhodntt sa, aka
metédu ma v danom pripade pouzit. Riesenie bude teda zalozené na vyuziti vysledkov porovnania
metéd apodla ich uspeSnosti pri hladani parov s danou sekvencnou identitou bude pomahat
uZivatel'ovi vybrat’ nie len spravnu metddu, ale aj jej nastavenie s odpovedajucimi parametrami tak,
aby splnili pozadované kritérid. UrCenie idedlneho nastavenie prebehne podla vyhodnotenia
uspesnosti hl'adania metod podl'a typu vstupu a poziadaviek. Vysledok tejto prace bude aplikacia,
ktora sama rozhodne o type pouzitej metédy a jej nastaveniach tak, aby vysledkom bola sada
homolognych parov proteinov s parametrami, ktoré uzivatel’ pozadoval.

V uvode prace (kapitola 2) je stru¢né nacrtnutie problematiky z biologického hladiska. Teda
principy molekularnej biologie ako je Struktira a uloZenie informacie v DNA, proteiny a ich
Struktira. Nasledne v kapitole 3 st popisané v dneSnej dobe asi najpouzivanejSie metody
vyhl'adavania homolognych sekvencii proteinov. V kapitole 4 je popisany navrh samotného néstroja
vratane popisu metodiky pri hodnoteni vysledkov testovanych metod, ktory sluzi ako zdroj informacii

pre aplikaciu, podla ktorej sa rozhoduje o type a parametroch pouzitej metddy. V kapitola 5 je potom



samotné zhrnutie vysledkov testovania existujicich metdd na testovacej sade dat. Posledna kapitola 6

popisuje testovanie implementovanej aplikacie spolu s postupom jej ovladania.

2 Principy molekularnej biologie

Molekularna biologia je relativne mlady vedny obor, ktory skiima molekularny vztah Struktary a
interakcii biologickych makromolekul k funkciam a vlastnostiam zivych sustav [1]. Jej zaklady boli
polozZené Vv tridsiatych rokoch minulého storocia a nazov jej dal Warren Weaver.

Molekularna biologia je zalozena na vedomostiach z oblasti genetiky a biochémie. Jej ulohou
je pozorovat’ zmeny v molekularnej stavbe organizmov a Gcinky tychto zmien na Zivot daného
organizmu. Zaobera sa vzt'ahmi medzi bunkovymi systémami, ako napriklad DNA a RNA, dalej
skiima, ako su tieto vztahy regulované. Molekularna bioldgia sa snazi vysvetlit’ principy genetickej

regulacie a genetického kodu.

2.1  Centralna dogma molekularnej biolégie

Kedze molekularna biologia sa zaobera Studiom molekul, zaujimaju nas predovsetkym procesy

translacie, transkripcie a replikacie genetického materialu [2]. Je zobrazena na obrazku 2.1.

@ B =zikladna schéma
B 3pecidlne pripady

Obrazok 2.1.: Centralna dogma molekularnej bioldgie

Replikacia predstavuje prepis DNA na DNA, kedy sa vytvara komplementarne vlakno k vlaknu
povodnému. Helikazy, Specidlne enzymy, pri tomto procese rozmotavaji dvojzavitnicu, nasledne sa
pomocou polymerazy pripojuju potrebné bazy, ktoré su spojené pomocou ligazy. Po dokonceni mame
dve identické dvojzavitnice.

Transkripcia prebieha v smere z DNA na RNA, z DNA sa transkripciou vytvori pre-mRNA,
ktora obsahuje introny (nekédujuca ¢ast’) a exony (kodujuca Gast’), toto plati pre vSetky eukaryoty.
Pre zaujimavost, len 1,5 % l'udskej DNA tvoria gény kodujuce proteiny [3]. Po prevedeni zostrihu sa
z pre-mRNA stane mMRNA, ktora uz neobsahuje Zziadne introny a uz nie je ulozena v jadre, ale v
cytoplazme.

Translacia potom predstavuje prevod mRNA na protein. Poradie nukleotidov v mRNA je

prevedené na poradie aminokyselin v polypeptidovom retazci. Jednotlivé aminokyseliny sa



prenasané tRNA, druh aminokyseliny je urceny kodonom (teda trojicou nukleotidov) mRNA a
komplementarnym antikodénom tRNA.
Okrem zakladnych procesov existuju aj $pecialne pripady prevodu a to:
e reverzna transkripcia, teda prevod RNA do DNA, prikladom st niektoré virusy, ktoré
vedia zapisat’ svoju RNA do DNA hostitel'ovej bunky,
¢ RNA na RNA, prikladom su virusy, ktoré vedia zapisat’ svoju RNA do inej RNA,

e DNA na protein, tento pripad je mozny len v laboratornych podmienkach.

2.2  Struktira DNA

DNA alebo deoxyribonukleova kyselina je nositel’kou genetickej informacie v kazdom jedincovi. Jej
ulohou je delenie, riadenie rastu a obnova buniek. Prvykrat bola popisana v roku 1953 Jamesom D.
Watsonom a Francisom Crickom [3].
Zakladnou zlozkou DNA st nukleotidy, tie pozostavaja z troch hlavnych zlozZiek:
1. molekuly deoxyribozy,
2. fosfatového zvysku kyseliny fosfore¢nej,
3. dusikatej bazy.
Prvé dve zlozky tvoria pentdzafosfatovi kostru a maju za tlohu udrzat’ bazy v spravnej polohe
a vzdialenosti. Dusikaté bazy delime na dve skupiny:
e puriny: adenin a guanin
e pyrimidiny: cytozin a tymin, pripadne uracil
Tieto dusikaté bazy tvoria Struktaru DNA a spojujt vlakna dvojzavitnice DNA, ta je zobrazena
na obrazku 2.2. Pomocou dvoch vodikovych vézieb sa spaja adenin s tyminom (v RNA s uracilom) a
pomocou troch vodikovych védzieb guanin S cytozinom. Iné kombinacie st nevyhodné. Toto
parovanie nazyvame Watson-Crickovo parovanie baz [4]. Pricom je zachovana komplementarita baz.
Poradie dusikatych baz je podstatné pre prenos genetickej informacie. Dedi¢nost’ je zalozena na

génoch, pricom gén je sekvencia nukleotidov, obsahujtca informaciu pre syntézu istého produktu [1].

double-stranded DNA

mgwﬁa

>>>>>>>

Obrazok 2.2.: Struktara DNA [3]



DNA je ulozena Vv jadre eukaryotu a volne v cytoplazme prokaryotu. Primarna $truktara uréuje
poradie aminokyselin v bielkovinach. DNA sa bezne vyskytuje ako tzv. pravotociva dvojzavitnica,
kedy sa dve vlakna DNA tocia okolo spolo¢nej 0si. Vel'mi dolezitou vlastnostou DNA je aj to, ze je
smerovana, rozliSujeme dva konce podl'a ukonéenia retazca. Ak je zakoncena fosfatom, ide o0 5’
koniec, ak OH skupinou, ide o 3’ koniec. Jedna zavitnica je teda v smere 3°->5’, druha v smere 5°->3°
a vzajomne su antiparalelné. Nukleotidy podl'a dohody zapisujeme vzdy v smere 5°->3[3].

2.3 Ulozenie informacii DNA

Geneticka informacia je informacia uloZena v sekvencii nukleotidov a nachadza sa vo vsetkych
Zivych organizmoch, ale aj vo virusoch. Jej ulozenie a mozZnost’ prenasat’ ju neporusenti na potomkov
je jednou zo zakladnych vlastnosti zivota. Je Vv nej totizto zakdodovana informacia 0 poradi
aminokyselin v bielkovinach. Ulozenie DNA zalezi od typu organizmu, moéze byt volne v
cytoplazme, v jadre, ale aj v mitochondriach a plastidoch. Kompletnu geneticki informaciu daného
organizmu potom nazyvame geném [3].

Geneticky kod sa sklada z kodonov, ¢o su tri po sebe nasledujuce bazy, ked’Zze pozname 4 bazy,
méame a7 4° moznych kodénov. Kodon je nasledne prelozeny na jednu z dvadsiatich aminokyselin,
pricom viacero kodonov moéze kodovat' jednu aminokyselinu. Niektoré kodony maju Specialny
vyznam, rozliSujeme tzv. start a stop kodony, medzi ktorymi sa nachadza ¢itaci ramec.

LCudska molekula DNA obsahuje priblizne 3 G baz, kazda baza méze byt’ zakédovana na 2 bity,
na ulozenie celého genému teda potrebujeme 750 MB. Pri ukladani DNA do databazy sta¢i ulozit’ len
jeden z ret'azcov, najéastejSie v smere 5°->3" a d’al$i retazec sa dopocita na zaklade komplementarity.

Je dolezité mysliet’ na to, ze ak chceme DNA analyzovat, musime brat’ do uvahy obe vlakna[4].

2.4  Proteiny a ich Struktara

Proteiny st polypeptidové polyméry skladajuce sa z linearne usporiadanych aminokyselin a su
jednym z najddlezitejSich prvkov kazdej bunky. Maju viacero funkcii od vystavby bunky az po

prepravu materialu medzi jednotlivymi bunkami.

2.4.1 Proteinova Struktura

Proteinova S$truktira je definovand v Styroch trovniach. Primarna Struktara odkazuje na
linearnu sekvenciu aminokyselin v polypeptidickom retazci. Sekundéarna S$truktara popisuje
usporiadanie primarnych sekvencii do vzorov (a-helix a B skladany list a mostik). Tercidlna Struktira
je trojdimenziondlne usporiadanie, vznikajice pri baleni sekundarnej Struktary do domény.

Kvarciarna $truktara je spojenie polypeptidovych ret'azcov pri vytvarani funkéného proteinu [4]
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Obrazok 2.3 — Struktura proteinov [3]

2.4.2  Proteinové domény

Proteinova doména je konzervovana Cast’ proteinu, ktord sa méze vyvijat, fungovat a existovat
nezavisle na zvysku proteinového retazca. Kazda doména vytvara kompletnt trojdimenzionalnu
Struktiru a mdze byt samostatne stabilnd a zbalena. VicSina proteinov pozostava z niekolkych
Strukturalnych domén a jedna doména sa méze vyskytovat’ v roznych proteinoch.

V molekularnej biologii domény funguju ako stavebné prvky, pri spojeni viacerych domén teda
vznikaju proteiny S rozliénymi funkciami. Domény Casto vytvarajii samostatné funkéné jednotky.
Ked'ze su takto nezavislé, v genetickom inzinierstve sa pouzivaju Vo vyskume pri zostavovani novych

proteinov, tzv. proteinovych chimér. Domény maji roznu dizku od 25 az po 500 aminokyselin [4].

243 Konzervované a promiskuitné domény

Konzervované domény su také domény, ktoré obsahuju konzervované sekvenéné motivy S réznou
funkciou. Tie umoznuju detekciu domény v polypeptidickych sekvenciach. Je mozné ich tiez
definovat’ ako jednotky, ktoré sa opakuju po¢as molekularnej evolicie.

Pri hl'adani homolognych proteinov K zadanej sekvencii neznameho proteinu je mozné vyuzit
konzervované domény na urcenie rodiny, do ktorej by mohli patrit. Z obrazku 2.4 je zrejmé, ako

¢lenovia rodiny zdielaju spolo¢né konzervované domény.

E. coli RecQ [ D
S. cerevisiae  Sgsl [ [ T ]
H. sapiens
RecQl [ )——| I
BLM [ I | — |
WRN I TIT T |
RecQ4 [ [ ] | -
RecQ5p = | ]
[ ] [ | ] I D .

Exonuclease Acidic Helicase RQC HRDC NLS

Obrazok 2.4. — Zarovnanie proteinov podla konzervovanych domén [5]



Domény sa lisia v ich nachylnosti na vytvaranie viacdoménovych proteinov. Zatial’ ¢o niektoré
domény sa mézu vyskytovat’ len v uréitych kombinaciach a poziciach, iné sa mézu vyskytovat’ v
roznych doménovych architektiurach proteinov. Tie sa potom nazyvaji mobilné, alebo promiskuitné a
je pri nich udany stupeit mobility. Tieto domény maji vyznamni ulohu Vv interakcii medzi doménami
proteinov a pri prenosoch signalov bunkou [6].

Existuje mnoho doménovych databaz, ktoré umoznuji detekciu proteinovych domén ako
napriklad Pfam [7] alebo CDD [8]. Databazy pouzivaju metddy pracujuce So sekvenciami alebo
Struktarami, ktoré rozpoznavaju oblasti v proteinoch patriace do urcitej doménovej rodiny. Na
vyhladanie konzervovanych domén bolo vyvinutych niekol’ko metdd, asi najpouzivanejSou je CD-

Search, ktora spolupracuje s databazou CDD.

244  CD-Search

Conserved Domain Search (CD-Search) je nastroj pre detekciu strukturalnych a funkénych domén v
proteinovych sekvenciadch. VyuZiva heuristické funkcie zname z nastroja BLAST na vyhladavanie
doménovych profilov. Najdené domény zo zadanej sekvencie mdézu byt zobrazené ako Specialne
znaéky s nazvom domény pozdiz sekvencie. Je mozné zobrazit aj viacnasobné zarovnania s
doménovo odpovedajucimi sekvenciami z databazy.

Vstupom metody je sada sekvencii, v ktorych st vyhladdvané zname domény. Modely domén
st ziskavané z doménovych databaz (napr. CDD), tie st skonvertované na pozi¢ne Specifické
skorovacie matice. Zadané sekvencie su potom s vyuzitim tychto matic preskenované algoritmom
RPS-BLAST (variant PSI-BLAST).

CD-Search pouziva rovnaké ohodnotenie najdenych zarovnani ako BLAST. Spolu s najdenymi

zarovnaniami vracia ich hodnotu E-value (vid’ 3.1.1) [9].

2.5  Homoldégne sekvencie proteinov

Pojem biologicka homologia je pouzivany napr. pre segmenty, ktoré su zalozené na spolo¢nom
povode, alebo zdiel'ajii podstatni podobnost’. Na zaklade Strukturnej podobnosti segmentov mozeme
odvodit’ vyvojovy povod organizmov.

Za homologne proteiny sa povazuju tie, ktoré maji sekvencie, pri ktorych ofakdvame, ze
zdiel'aju rodovy povod, a teda boli odvodené z jednej povodnej sekvencie. Homologiu sekvencii
rozdel'ujeme na dva druhy — ortholégne a paralégne [4].

e Orthologne sekvencie si homologne sekvencie v réznych druhoch, ak vznikli z génu

spolo¢ného predka pri speciacii ( jeden druh sa rozdelil do dvoch, v oboch sa nachadza
kopia rovnakého génu).

e Paralogne sekvencie si homologne sekvencie, ktoré vznikli pri génovej duplikacii.



Pri uréovani homologie proteinov sa pouZzivaju aj pojmy identita a podobnost”

Identita (sekvenénd) znamena, Ze dve sekvencie su Gplne rovnaké, pripadne uvadzame v
percentach, na kol’ko su dve sekvencie identické (napr. ATCG a ATCG st identické na
100 %, kym ATCC a ATCG su identické iba na 75 %).

Podobné sekvencie zdiel'aji podobné biochemické vlastnosti. Potom homologne pary st
Struktrne a funkéne pribuzné. Pri konstrukcii zarovnania pre homologne sekvencie
moze prist’ @) kK parovaniu aminokyselin, ktoré nie st identické, ale patria do rovnakej

skupiny [4].



3 Vyhladavanie homolégnych sekvencii

V zavislosti na evolu¢nej vzdialenosti medzi proteinmi si pouzivané rdzne zlozité metody
vyhl'adavania ich homologii. Tieto mézeme rozdelit do niekolkych skupin, podla toho, ako
komplexna je informacia 0 proteinoch, s ktorymi pracujeme:

e zarovnanie paru sekvencii,

e zarovnanie profil — sekvencia a skryt¢é Markovove modely (HMM),

e zarovnanie profil — profila HMM — HMM.

Ak hl'adame blizke homoldgie, teda také, ktoré maju vysokt sekvenént identitu, malo by byt

dostatoéné aj najjednoduchsie zarovnanie parov sekvencii. Ak ide o0 vzdialenejSie pribuzné sekvencie,

je vhodné vytvorit HMM profil a ten pouzit’ pre vyhl'adavanie [10]. Toto je zndzornené na obrazku 3.1.

Profile-Profile (HMM-HMM)

Profile (HMM)-Sequence

Sequence-Sequence

€ |
“Midnight” “Twiligk “Daylight” >
25 35 45

Sequence identity, %

Obrazok 3.1. — Porovnanie skupin metdd podl'a identity sekvencii s ktorou pracuja [10].

Na hladanie pribuznych proteinov sa Casto vyuzivaju proteinové databazy, ktoré obsahuju
rozne vzorky proteinov. Néajdenie homolognych sekvencii, ktoré st zname, mdéze umoznit’ urenie
Struktary alebo funkcie neznameho proteinu.

Asi najpouzivanejSou sekven¢nou databazou je Non-Redundant databaza (NR), ktora je
spravovana organizaciou National Centre for Biotechnology Information (NCBI) a je zacielena na jej
vyhl'adavac BLAST. Preto pouziva format Protein Data Bank (PDB [11]), ale je mozné s fou
pracovat’ aj vo formate FASTA. Udaje v databaze su vzdy unikétne. Uplne identické sekvencie tvoria
len jeden zaznam, obsahujuci zdznamy zo0 vsetkych Ciasto¢nych databaz, ako je napriklad UniProt
a Swisprot [12].

Na vyhladavanie s profilmi alebo HMM profilmi sa ¢asto pouziva databaza Pfam proteinovych
rodin. Ta obsahuje anotacie a viacnasobne zarovnané sekvencie, ktoré su generované HMM. Pfam-A
je manualne spravovana databdza a obsahuje okolo 10 000 zaznamov. Tieto zaznamy nepokryvaja
vetky zname proteiny, preto vznikla databaza proteinovych rodin odvodenych algoritmom, Pfam-B,
ale ta je povazovana za menej kvalitnt.

Na kategorizaciu znamych proteinov bola vytvorena hierarchia Structural Classification of

Proteins (SCOP [13]), ktora zahfiia proteiny a ich domény, ktoré je mozné zaradit’ do spolo¢nych
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kategorii. Tato klasifikacia tvori strom So 7 poschodiami: najvyssie je korefiovy uzol, ktory obsahuje
11 zakladnych tried (classes), tie sa dalej ¢lenia na foldy (folds), tie nasledne na nadrodiny
(superfamilies), rodiny (families), proteiny (proteins) a tie nakoniec na domény. SCOP je pouzivana
aj na kontrolu najdenych homoldgnych sekvencii na falosné zhody. Pritom sa berie do tvahy, ¢i
najdené homologne pary patria do rovnakej nadrodiny alebo rodiny.

V d’alsom texte bud popisané rozne vyhladavacie nastroje, pricom vécSina je dostupna ako

vol'ne stiahnutel'ny softvér, alebo ako webovy server.
3.1  Dolezité pojmy

3.1.1 E-value

Expected value (E-value) je hodnota, ktora vyjadruje pocdet roznych zarovnani sekvencii so skore
zhodnym alebo vy$§im nez ziskané skore na zaklade Smith-Watermanovho algoritmu (raw score),
ktorych vyskyt je o¢akavany pri ndhodnom vyhladévani v databaze. Je mozné ho interpretovat’ aj tak,
ze overuje vierohodnost’ najdenej zhody. Znizuje sa exponencidlne s hodnotou zakladného skore.
Nizke hodnoty (pod 10°®) vypovedaju, Ze najdena zhoda je homolégiou. Hodnoty nachadzajiice sa
v rozmedzi 10® a7 10™ oznadujii mnoZinu pravdepodobnych homolégii a hodnoty nad 10 naznaduja,
Ze 0 homologiu nejde.

Pre vypocet E-value sa pouziva nasledujuci vztah (1):

E = Kmne™S (8]

V tomto vzorci koeficient K uruje mierku priestoru pre vyhladavanie a koeficient A mierku

skérovacieho systému. Hodnoty m a n udavaja dizky oboch porovnavanych sekvencii a hodnota S

odpoveda zakladnému skore pre zarovnanie dvoch sekvencii [14].

3.1.2 Format FASTA

Format FASTA je textovy format, reprezentujuci nukleotidové alebo peptidové sekvencie, v ktorom
st nukleotidy alebo aminokyseliny reprezentované jednoduchym pismenovym kédom [14].
Sekvencia zapisana vo formate FASTA zadina symbolom “>" nasledovanym jednoduchym
popisom sekvencie na prvom riadku. Na d’al$ich riadkoch s data vlastnej sekvencie. Na jednom
riadku by nemalo byt viac ako 60 znakov. Sekvencia kon¢i, ak je na d’alSom riadku znova znak “>”,
zacinajuci d’alsiu sekvenciu. Priklad proteinu ulozeného vo FASTA formate vyzera nasledovne:
>tr|Q988A4|Q988A4 RHILO M116828 protein - Rhizobium loti (Mesorhizobium loti).
MVTHPSLVLAATIALAVVLGAISIADFRRQIIPDGLNLALAGIGLSYQLAADADAMPQRL
LFAAATFAAAWLLRRGHFLMTGRIGLGLGDVKMLAAASCWISPLLLPVLLFIASASALLF
VGGQVVATGPAAARARVAFGPFIAIGLGASWALEQFAGLDMGLL
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3.1.3 Format PDB

Format PDB [11] je jednoduchy textovy format, ktory popisuje 3-dimenzionalne Struktury molekul.
St v ilom ulozené informécie o anotacii proteinov, d’alej obsahuje aj popis sekundarnej Struktury,
suradnice atomov aich prepojenie. Kazdy riadok v subore obsahuje na zaciatku kI'icové slovo
popisujuce typ informacie na riadku.

Medzi tie zakladné patria informacie o autorovi a nazve zaznamu (znacky HEADER, TITLE,
AUTHOR), popis anotacie (znacka REMARK) ¢i odkaz na zaznam do proteinovej databazy (DBREF).
Tento zdznam obsahuje ndzov proteinu a ndzov retazca, ktorého sekvencia je dalej v subore
popisana. Dalsie dolezité informacie z pohl'adu metdd pre vyhladavanie homolégov sa skryvaju na
riadkoch, ktoré zacinaju znackou SEQRES. Na tych je okrem oznacenie retazca, ku ktorému patri,

uvedend aj sekvencia aminokyselin.

3.2 BLAST

Basic Local Alignment Search Tool (BLAST) je jeden z najrozsirenejSich nastrojov na porovnavanie
sekvencii. UmoZiuje zistit', ktorému znamemu proteinu je zadana sekvencia podobna. Porovnava
nukleotidové alebo proteinové sekvencie so sekvenénymi databazami a ohodnocuje najdené zhody. Je
dobre vyuzitelny pre odvodenie funkcie a evolu¢nych vztahov medzi sekvenciami, ale aj pre
najdenie génovych rodin [15].

Algoritmus BLAST bol vyvinuty Stephenom Altschulom v roku 1990. Ide o heuristicky
algoritmus, ktory je rychlejsi neZ predtym pouzivané pristupy ako bolo zistovanie optimalneho
globalneho zarovnania sekvencii (algoritmus Needleman-Wunsch [16]) alebo lokalneho zarovnania
(algoritmus Smith-Watermanov [17]). Tieto starSie pristupy su vV porovnani s algoritmom BLAST
sice pomalsie, na druhej strane vzdy najdu optimalne zarovnanie medzi dopytovanou sekvenciou a
sekvenciami z databazy.

Zéakladny variant BLAST umozinuje porovnavanie sekvencie so sekvenciou, alebo sekvencie so
sekvencnou databazou. Zakladnou myslienkou je vyuzivanie parov sekvencii S vysokym
ohodnotenim (High Scoring Segment Pairs — HSP). Vstupom je najcastejsie sekvencia vo formate
FASTA (vid’ kapitola 3.1.2) alebo GenBank a vahova matica, vystupom je grafické zobrazenie vo
formate tabulky, ktora obsahuje identifikatory najdenych sekvencii, ich zarovnanie a skore.
Algoritmus BLAST sa sklada z troch faz [18]:

e  Osievanie — hl'adana sekvencia je rozdelena na casti (slova) velkosti w. Pre w plati, Ze ¢im
ma mensiu hodnotu, tym viac vyskytov je najdenych a algoritmus ma vyssiu
citlivost, ale narasta doba vypoctu. Rozdelenie na slova prebehne az po tom,
¢o su odstranené casti DNA, ktoré su malo vypovedajuce (napr. repeticie,

nejasné oblasti atd’.),
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— pre kazdu Cast’ je najdena mnozina alternativnych slov. Slovam je pridelené
skore podobnosti, najcastejsiec maticou BLOSUMxx [19]. Do tabulky
podobnosti su ulozené slova so skore vyssim nez zvoleny prah T. Pre hodnotu
T plati, Ze ¢im je hodnota vyssia, tym presnejsie zhody st najdené a vypocet je
rychlejsi, ale je najdenych menej vyskytov.

e Rozsirovanie — slova ulozené v tabulke podobnosti su rozsirené na obe strany. Ak je skore
nad pozadovanou hodnotou, sekvencia je odovzdana na vystup. Ak klesne
pod zvoleny prah, rozSirovanie je ukonéené, na vystup ide sekvencia
najdena predtym, ako zacalo skore klesat,

— vystupom tejto fazy je zoznam segmentov s najvyssim skore.

e Ohodnotenie — vo vysledku nas zaujimaja skupiny konzistentnych usekov, ktoré na seba
nadvdzuju. Zo zoznamu vyradime segmenty s nizkou hodnotou E-value
(vid’ 3.1.1). Samotné ohodnotenie sa lisi podl'a typu Glohy [20].

V priebehu rokov bolo okrem zakladnych variant ako je BLASTn a BLASTp, vyvinutych
viacero vylepseni algoritmu BLAST, ako su napriklad PSI-BLAST, PHI-BLAST atd’. [20].

3.3 PSI-BLAST

Position-Specific Iterated BLAST je jednym z vylepSeni algoritmu BLAST, je ovela presnejsi v
hladani vzdialene pribuznych proteinov a novych ¢lenov z danej rodiny proteinov. lIterativne
vyhl'adava v proteinovej databaze podobné sekvencie k jednej alebo viacerym zadanym proteinovym
sekvenciam. Rozdiel medzi PSI-BLAST a BLAST je v type pouzitej skorovacej matice. BLAST
pouziva preddefinovani skoérovaciu maticu (napr. BLOSUMG62), zatial' ¢o PSI-BLAST pouziva
poziéne Specificki skorovaciu maticu (Position Specific Scoring Matrices — PSSM), ktora je
odvodena az pocas vyhl'adavania [21].

PSI-BLAST by mal byt schopny najst’ aj vzdialene pribuzné sekvencie, ktoré mozu byt
prehliadnuté pri vyhladavani zakladnou metédou BLAST. Pre odvodenie novej PSSM sa pouZziva
viacnasobné zarovnanie parov sekvencii s vysokym ohodnotenim (HSP) najdenych v predchadzajuicej
iteracii, takto vzniknuta PSSM sa pouzije Vv nasledujicej iteracii hladania. Pre odvodenie sa vzdy
pouziju iba pary, ktoré maju hodnoty E-value niz$i ako zadany prah (vychodzia hodnota byva 0,005).
Pri prvej iteracii PSI-BLAST, zvykne byt namiesto PSSM pouzita Standardna skorovacia matica.

Algoritmus pouzity v PSI-BLAST je iterativny, vyhladavanie homologov konéi v prvej
iteracii, kedy sa nenajdu uz ziadne nové sekvencie. Toto je mozné upravit' tak, ze sa vykona iba
zadany pocet iteracii.

Vyhladavanie sekvencii nastrojom PSI-BLAST prebieha v nasledujucich krokoch [22]:

1. Vstupom je jedna proteinova sekvencia, ktora bude porovnana s proteinovou databazou

vyuzitim metody BLASTp.
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2. Algoritmus skonstruuje viacnasobné zarovnanie z vyznamnych lokalnych zarovnani
ziskanych v predchadzajucom kroku. Z toho je potom skonstruovana PSSM.
Vyhladanie novych lokalnych zarovnani v proteinovej databaze pomocou ziskanej PSSM.

4. PSI-BLAST statisticky odhadne vyznamnost’ najdenych lokalnych zarovnani medzi
povodnou sekvenciou a sekvenciami z databazy.

5. Ak je splnena ukonéujuca podmienka, teda bol dosiahnuty zadany poc¢et opakovani, alebo
metoda prestala konvergovat’, je algoritmus ukonceny.

Ak nie, pokracuje sa znova od kroku 2.

3.4 CS-BLAST a CSI-BLAST

Context-Specific BLAST (CS-BLAST) bol v roku 2009 vyvinuty ako d’alie rozsirenie pévodného
algoritmu BLAST. Obdobne Context-Specific Iterated BLAST (CSI-BLAST) je kontextovo $pecificka
analogia nastroja PSI-BLAST [23].

Ulohou CS-BLAST je zostrojit' pociatoéni PSSM za pouzitia dopytovanej sekvencie a
kniznice kratkych profilov. Na vytvorenie tejto kniznice autori zostrojili mnoho viacnasobnych
zarovnani sekvencii porovnanim podmnozin sekvencii z celej NR proteinovej databazy, S inou
pomocou dvoch iteracii PSI-BLAST. Viacnasobné zarovnania sekvencii su prevedené na frekvencéné
profily aminokyselin, rozdelené do kratkych okien a zoskupené do kniznice profilov.

CS-BLAST uréuje pravdepodobnost’ vyskytu kontextovo Specifickej mutacie, ktora je zavisla
na 13 aminokyselinach (hlavné aminokyseliny a 12 susednych). Takto uréena pravdepodobnost’ je
presnejsia ako pravdepodobnost’ vyskytu podla substituénej matice, ¢im sa zlepSuje zarovnanie a
vyhl'adavanie sekvencii [23].

Pre porovnanie, CS-BLAST najde az 0 50 % viac homolognych proteinov nez BLAST pri
rovnakom nastaveni, pricom zarovnania CS-BLAST st omnoho citlivejsie a presnejsie predovsetkym
pre komplikované zarovnania. CSI-BLAST dosahuje lepsiu citlivost’ ako PSI-BLAST a pri dvoch
iteraciach CSI-BLAST spravidla najde viac sekvencii nez s piatimi iteraciami PSI-BLAST [24].

3.5 HMMER

Ako HMMER sa oznacuje sada nastrojov pre biologicktl analyzu sekvencii S vyuzitim profilovych
skrytych Markovovych modelov (Hidden Markov Model - HMM).

351 HMM

Skryty Markovov model (HMM) je Statisticky model pre sekvencie s diskrétnymi symbolmi. DIho sa
pouzival pri problémoch rozpoznavania reéi, neskor sa zacal pouzivat’ aj v oblastiach bioinformatiky.
HMM méze byt zapisany ako pética (Q,V,p,A,E), kde:
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¢ Q je kone¢na mnozina stavov,
e V je kone¢na mnozina pozorovanych symbolov (abeceda),
e p je podiato¢na pravdepodobnost’ stavu,
e A st pravdepodobnosti prechodov medzi stavmi, pravdepodobnost’ prechodu medzi stavmi
s,t € Q oznaime ako ag;,
e E je matica pravdepodobnosti, ze dany symbol bude vystupom stavu. Pravdepodobnost, Ze
vystupom stavu s € Q bude symbol x € V, oznac¢ime ako e, .
Vystupom HMM st symboly, ktoré boli vystupmi prechadzanych stavov pri ceste medzi
zadanym pociato¢nym a koncovym stavom. Samotna cesta medzi stavmi je skryta [25]. Priklad HMM
na obrazku 3.2. a popisuje situaciu, kedy mame tri stavy a tri mozné symboly, ktoré moézu byt

vystupom modelu.

Obr. 3.2. — Priklad HMM s troma stavmi a troma symbolmi s ilustraénymi percentualnymi hodnotami.
HMM mézu byt ucinne aplikované na problémy v bioinformatike, ako su:
e zistovanie sekundarnej Struktiry proteinov,
e viacnasobné zarovnanie sekvencii,
e hladanie génov.
Na najdenie najpravdepodobnejsej sekvencie symbolov sa najéastejSie pouziva Viterbiho

algoritmus [26], ten je zaloZeny ha technike dynamického programovania.

3.5.2 Profilovée HMM

Ide o statisticky model, zaloZzeny na viacnasobnom zarovnani. Tento model zachytava informaciu 0
tom, ako ¢asto sa v danom stipci vyskytuje dané reziduum. Na rozdiel od klasického HMM su
profilové HMM vzdy linearnou Struktirou, orientovanou zlava doprava, ktora neobsahuje ziadne
cykly [27]. Profilovy HMM pouziva tri typy skrytych stavov:

e zhoda (match states) My — ak aktualny symbol v sekvencii odpoveda aktualnemu symbolu,

o vlozenie (insert states) I, — ak symbol nie je pritomny v modeli, len v sekvencii,

e mazanie (delete states) Dy — ak symbol je pritomny v modeli, ale nie je v sekvencii.
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Postup pri vytvarani profilového HMM je znazorneny na obrazku 3.3. Z neho je zrejmé, Ze
pocet stavov k odpoveda velkosti viacnasobného zarovnania. Stavy My odpovedaju situacii, kedy
porovnavana sekvencia na k-tom mieste odpovedd pdvodnému viacnasobnému zarovnaniu. AK
porovnavana sekvencia je dlhsia nez povodné zarovnanie, tak vkladanie nezhodnych symbolov je
modelované stavmi l,. Stavy Dy sa vyskytujt, ak je porovnavana sekvencia kratia, teda jeden alebo

viacero symbolov v zarovnani je naviac oproti porovnavanej sekvencii [25].

(a) Sequence Alignment

Seq 1 §+—T—C— - ——G—A >3
Seq 2 5+—T—C——A—C—A 3
Seq3 5T ——G——A——G——T > 3
Seq 4 5> — B A G——i=—>— 3
Seq 5 5 —p—tale—— e e —p— 3’

(b) Ungapped HMM

m m @ @ Match states

(c) Profile-HMM

E] Match states
@ Insert states

@ Delete states

Obrazok 3.3. — Vytvorenie profilového HMM z viacnasobného zarovnania sekvencii. Kde (2) znazoriiuje
viacnasobné zarovnanie, (b) HMM bez vkladania medzier a (c) odpovedajuce profilové HMM [25]
Profilové HMM sa casto pouziva pre reprezentaciu vzorov v rodine DNA sekvencii alebo
proteinov. S databazami zaloZenymi na profilovych HMM pracuje viacero nastrojov na hl'adanie
homolognych sekvencii, ako je HMMER (kapitola 3.5.3) a SAM (kapitola 3.6).

3.5.3  Vyhladavanie homolégnych sekvencii pomocou
HMMER

Sada nastrojov HMMER obsahuje program na vyhladavanie homolognych sekvencii proteinov v
sekven¢nych databazach. Obsahuje aj d’alSie nastroje hapr. na vytvorenie viacnasobného zarovnania
proteinov, ¢i vytvaranie profilovych HMM. Navrhol ho Sean Eddy s vyskumnou skupinou z Janelia
Farm Research, ktora posobi na institite Howarda Hughesa od roku 2010.

HMMER moéze pracovat’ aj s jednoduchymi sekvenciami, ale jeho prednostou je praca s
viacnasobnym zarovnanim sekvencii nad rodinou sekvencii. Pri tom si vytvara HMM profil dotazu,
ktory prirad’'uje pozi¢ne Specificky skorovaci systém pre substitucie (zhodu), vlozenia a vymazania
[28]. Pri urcovani ako sa zadana sekvencia alebo profil zhoduje s existujicim HMM profilom sa
pocita skore nazyvané ako log-odds ratio [29] najpravdepodobnejSicho zarovnania pomocou
Viterbiho algoritmu. V novej verzii HMMER3 sa namiesto neho pouziva Forward-Backward

algoritmus [4].
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HMMER vznikol, aby nahradil starSie metody ako BLASTp a PSI-BLAST pri hl'adani zadanej
sekvencie v databaze. Oproti nim je presnejsi a dokaZze najst’ aj vzdialenejSie homology. V prvej
verzii HMMER vsak boli problémy s vypoctovou naro¢nostou, ktord spdsobovala, ze vypocet bol az
stokrat pomalsi nez pri metdde BLAST. Nova verzia HMMERS sa jej uz rychlost'ou vyrovna [30].

Sada HMMER zahtna tieto programy na vyhl'adavanie sekvencii proteinov v databaze:

e phmmer — vyhl'adava zadant sekvenciu v sekvenénej databaze (ako BLASTp),
e jackhmmer — iterativne vyhladava sekvenciu v sekvenénej databaze (ako PSI-BLAST),
e hmmsearch — vyhl'adava profilovi HMM v sekvenénej databaze,

e hmmscan — vyhl'adava sekvenciu v databaze profilov HMM.

3.6 SAM

Sequence Alignment and Modeling system (SAM) je subor softwarovych nastrojov na vytvaranie,
upravu a pouzivanie skrytych Markovovych modelov na analyzu sekvencii. Zakladom metody je
iterativny algoritmus, ktory vytvara HMM z jednej proteinovej sekvencie alebo zarovnania pouzitim
iterativneho prehl’adavania databazy. Tato metoda je vel'mi podobna metéde HMMER.

Postup pri vyhl'adavani homolognych sekvencii sa skladd z niekolkych krokov. Najprv sa
generuje HMM model. Ten méze byt vytrénovany automaticky, ak mu je zadana skupina pribuznych
sekvencii, alebo je mozné ho vytvorit z viacnasobného zarovnania. S jeho pomocou je potom
prehladana zadana databaza a najdené potencialne homologne sekvencie st pouzité na vytvorenie
novej databazy homologov. Z najlepSie ohodnotenych je potom vytvoreny v niekolkych krokoch
novy HMM model. Pri ohodnoteni sa opét’ vyuziva skore log-odds ratio. Novo vytvoreny HMM
model je nakoniec pouzity na opitovné prehladanie databazy a ziskanie hl'adanych homolognych
sekvencii [31].

Na rozdiel od metody HMMER, ktora pri trénovani modelov vyuziva metodu diskriminacie
maxima (maximum discrimination), sa v algoritme SAM vyuziva metéda maximalizacie o¢akavania
(expectation maximization). Pri tom sa cela trénovana mnozina sekvencii zarovna k existujucemu
modelu a je generovany novy model, ktory kombinuje informacie zistené pri tomto zarovnani. SAM

vyuziva pri praci s modelom Forward-Backward algoritmus [31].

3.7 COMPASS

Comparison of Multiple Protein Alignments with Assessment of Statistical Significance (COMPASS)
je metdoda na detekcie vzdialenych homolognych sekvencii a vytvaranie lokalnych zarovnani
zalozenych na porovnavani profilov vytvorenych z viacnasobnych zarovnani sekvencii. Metoda
vytvara HMM profily zo zadanych viacnasobnych zarovnani, ktoré medzi sebou zarovnava a

analyticky ur¢uje hodnoty E-value pre najdené podobnosti [32].
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Prva faza metody pozostava z konstrukcie profilov zo zarovnania. Je nutné vyrovnat sa S
redundanciou medzi podobnymi sekvenciami, to sa robi pomocou metédy vypoctu pozi¢ne
$pecifickych nezavislych poétov (PSIC [33]). Pri vytvarani lokalneho zarovnania su vyptstané stipce
s vysokym obsahom medzier, ktoré spdsobuju problémy. Skérovaci systém pre ohodnotenie zhod
dvoch vytvorenych profilov je zaloZeny na vypocéte skore log-odds ratio. Zmena mierky u ziskanych
pozicnych skor umoziuje ndjdenie dlhsich lokalnych zarovnani.

V dalsej faze dochadza ku konstrukcii samotného lokalneho zarovnania pomocou algoritmu

Smith-Waterman. Statistickd vyznamnost’ zarovnania je ohodnotena hodnotou E-value [34].

3.8 PROCAIN

PROCAIN je metoda porovnavania zalozena na viacnasobnom zarovnani sekvencii, ktora vyuZiva
kombinaciu vertikalneho a horizontalneho kontextu zarovnania. Patri do metdd zaloZzenych na
porovnavani profilov. Pri vertikdilnom kontexte sa uvazuji obmedzenia substiticii na ur€itych
poziciach v sekvencii a pri horizontalnom kontexte sa beru do uvahy vzory zlozené z rezidui na
viacerych poziciach. Hoci je PROCAIN zalozeny na jednoduchej metode porovnavania profilov a
jednoduchého merania podobnosti vzorov pre horizontalne zarovnania, jeho vysledky pri hladani
homolognych sekvencii st porovnatelné s metédami zalozenymi na HMM a predikcii sekundarnej
Struktary [35].

Vstupom metody je viacnasobné zarovnanie. PROCAIN prevadza hl'adanie v profilovej
databaze, vytvara zarovnanie profilov a vracia vyznamné podobnosti. Zarovnanie profilov je zalozené
na skoére podobnosti medzi poziciami porovnavanych viacnasobnych zarovnani sekvencii. Vypocet
skore zahriiuje S$tandardny vypocet skére ako u metody COMPASS kombinovany s dal§imi
hodnotami, ktoré reflektujti lokalnu podobnost’ v sekundarnej $truktiare konzervaciou aminokyselin a
sekven¢nych motivov. Vysledné pozi¢né skore je pouzité pre konsStrukciu optimalneho lokalneho

zarovnania dvoch profilov pomocou algoritmu Smith-Waterman.

3.9 HHsearch

HMM-HMM Search (HHsearch) je metdda, ktora namiesto porovnania profilov (¢asto pouzivané),
pracuje s porovnaniami HMM profilov — pri ktorom sa vyhodnocuje sekundarna struktara proteinov.
Na rozdiel od ostatnych metod sa nespolieha len na hodnotu E-value, pre ktoru bolo dokazané, ze
moze byt vel'mi nespol'ahliva [36], ale pouziva aj pravdepodobnost’, ze kazda zhoda bude spravne
urcena (true positive). Tato pravdepodobnost’ je zalozend na rozdeleni skore pre negativne a
homologne doménové pary. Tieto skore boli ziskané pri porovnani kazdého zarovnania s kazdym z

databazy SCOP, teda vychadzajt z realnych dat.
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Pri uréovani homoldgnych parov sa povazuje za rozhodujuce, ¢i st z rovnakej nadrodiny alebo
maju asponi Strukturalne skore MAXSUB [37] vidcsie ako 0,1. Pri vypocte sa pre dopytovanu
sekvenciu alebo zarovnanie predpoveda sekundarna $truktara (a-helix, B-skladany list a B-mostik) s
doveryhodnost'ou Vv intervale 0 az 9. Na to sa pouziva program HHpred.

HHsearch podporuje lokalne aj semi-globalne zarovnanie.

3.10 HHblits

HMM-HMM based lightning fasta iterative sequence search (HHblits) je metéda zalozena na metode
HHsearch, ktorti rozSiruje O iterativne sekvenéné vyhladivanie. Je rychlejSia, pretoze vyuZiva
predfiltrovanie zarovnania profilov, ¢im redukuje pocet kompletnych HMM-HMM zarovnani radovo
na tisice. Vd’aka tomu je rychlejsia nez PSI-BLAST a citliva ako HHsearch [38].

Pouzita sekvencna databaza je rozdelena na skupiny sekvencii, ktoré su zarovnané skoro celou
svojou dizkou. Pre tieto skupiny sii vygenerované viacnasobné zarovnania sekvencii a HMM profily.
Dalsim krokom je potom prevedenie dopytovanej sekvencie alebo viacnasobného zarovnania na
HMM profil. Nasleduje hl'adanie v databaze HMM profilov. Z najdenych HMM profilov, ktoré maju
hodnotu E-value nizsiu nez zadany prah, sa vytvara spolo¢ne s dopytovanym HMM profilom nové
(viacnasobné) zarovnanie. Z vysledného zarovnania je zostrojeny znova HMM profil, ktory sa
pouzije v d’alsej iteracii metody.

Zakladom rychleho spracovania je predspracovanie, ktoré sa prevadza tak, e kazdy stipec
HMM profilu je diskretizovany na jeden znak z abecedy 219 znakov, kde kazdy znak reprezentuje
jeden typicky profil stipca. Tymto sposobom vznikne rozsireny sekvenény profil. Predfiltrovanie sa
potom sklada z dvoch krokov: prvym je lokalne zarovnanie bez medzier medzi rozsirenym profilom z

dopytu a rozsirenymi profilmi z databazy a druhym je lokalne zarovnanie s medzerami.

3.11 Metodika testovania nastrojov pre

vyhladavane homologov

V mnohych publikaciach sa autori zameriavaju na porovnanie metdod pre hl'adanie homologov.
Zakladom pre toto porovnanie je vyber Statisticky odpovedajuceho zastipenie vzorkou dat
(proteinov) z celkovej sady dat (databazy), ktora je pouzitd ako vstup pre jednotlivé metody. Tato
vzorka by mala obsahovat’ odpovedajiice zastiipenie proteinov podla dizky sekvencie, sekvenénej
podobnosti a d’alSich kritérii.

Délezitym krokom je urcenie skutocnej pribuznosti medzi proteinmi. S pomocou tejto znalosti

je mozné ohodnotit’ vystup metddy pre vyhl'adanie homologov. Podl'a tohto ohodnotenie potom mozu
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byt metddy porovnané. Urcenie skuto¢nej homoldgie medzi proteinmi moze prebiehat’ napriklad na
zaklade informacii ziskanych z existujucich klasifikacii proteinov (teda zalozené na referencnom
modeli). Dalsou moznostou je uréenie homoldgie na zaklade vypoctu pouzitia jedného zo znamych
algoritmov pre vypocet Struktirnej podobnosti (budi d’alej v podkapitole 4.2.2), ktorych vysledkom
je skore, podla ktorého je mozné s urcitou presnostou urcit pribuznost’ najdenych parov. Tento
pristup je teda nezavisly na referenénom modeli.

Metody su teda porovnavané podla ich uspesnosti najst’ skutoéne homologne pary, ktoré su
urcované podla niektorého z pristupov popisanych vyssie. Zakladom je vzdy urCenie Struktirnej

podobnosti, ktora je jednym z hlavnych ukazovatel'ov homologie proteinov.
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4 Navrh nastroja na vyhlPadavanie

homolognych sekvencii proteinov

V sucasnej dobe existuje mnozstvo metdd pre vyhladdvanie homolognych sekvencii proteinov.
Kazda ale pracuje na trocha inom principe a dava hodnotné vysledky len pre isti Specifickil oblast’
dat. Stcasné metddy pracuju predovSetkym s nastavenim parametra maximalnej E-value, ktorou je
obmedzeny pocet najdenych uvazovanych homolégnych parov. So zviac¢Sujlicou maximalnou
hodnotou pribuda pocet chybne oznaenych parov. Pre uzivatela je zlozité urcit, ako ma tento
parameter nastavit'. Tato hodnota je navySe zavisla na velkosti databazy pouzivanej pri hl'adani.

Metody sa liSia aj tom, na vyhladavanie akej pribuznosti su cielené. Zakladné nastroje ako
BLASTp alebo PHMMER vyhladavaju hlavne blizkych homolégov, iné metody cielia aj na
homoloégne proteiny so vzdialenejSou pribuznost'ou. K tymto patria hlavne tie iterativne. Pri nich patri
medzi hlavné parametre, ktoré je nutné urcit, predovsetkym pocet iteracii, ktoré moézu previest’.
Zatial’ ¢o pre hl'adanie parov s blizkou pribuznost'ou by mal staéit’” mensi pocet iteracii, pre najdenie
vzdialenejSich homologov je treba iteracii viace;.

Kedze porovnanie metéd na vyhladavanie homologov bolo vo vécSine prac spracované iba
z globalneho pohl'adu a nie jednotlivo podl'a sekvenénej identity najdenych parov, hlavnym cielom
tejto prace bolo vytvorit' aplikaciu, ktora bude na zaklade vysledkov porovnania metdéd podla
uspesnosti pri hladani parov s danou sekvencnou identitou pomahat’ uzivatel'ovi vybrat spravnu

metddu a jej nastavenie. Aplikacia dokaze metodu aj spustit’ a zobrazit’ jej vystup.

4.1  Princip ¢innosti nastroja

Princip Cinnosti aplikacie je zobrazeny na obrazku 4.1. Ako vstup aplikacie je uvazovany zoznam
proteinov (alebo domén), z ktorych uzivatel’ vyberie tie, pre ktoré chce najst homologne proteiny.
Tieto sekvencie proteinov na vstupe mézu mat’ rézny format. Ja som v tejto praci pouzila dva asi
najroz8irenejsie, FASTA a PDB. Aplikacia potom sekvencie proteinov prevedie na jeden spolo¢ny
format FASTA, ktory bol vybrany z dévodu, ze ho podporuju vSetky zvolené metody.

Potom nasleduje vyber optimalnej metddy pre hladanie homoldégov na zaklade toho, aku
uzivatel' vyberie oblast’ sekvenénej identity, ktora ho najviac zaujima a zvoli mieru maximalnej
chybovosti. Toto sa prevadza na zaklade spracovanej analyzy UspeSnosti metdd, ktora je popisana
v nasledujucej podkapitole.

Po zisteni optimalnej metoédy spolu s nastavenim vhodnych vstupnych parametrov nasleduje
spustenie externého nastroja a zobrazenie vyslednych najdenych homolognych sekvencii, ktoré boli

najdené k zadanej sekvencii.
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Obrazok 4.1. — Princip ¢innosti aplikacie

4.2  Posudenie aspesnosti zvolenych metod

Pre porovnanie rozdielnych metod zalozenych na réznych typoch vyhl'adavania bolo nutné stanovit’
metodiku, ktord jasne urci, ktord metoda je pre zadané parametre najvhodnejSia. K tomu bolo nutné
ako prvé zvolit' testovaciu sadu proteinov, nad ktorymi bude toto posudzovanie prebiehat. Jej
ziskanie je popisané v podkapitole 4.2.1.

Ked’Ze nas zaujima aj rozloZenie uspesnosti metéd podla sekvencnej identity proteinov, bolo
nutné ju pre kazda dvojicu ngjst’. V tejto praci som vyuzila sekvencnu identitu, ktora bola ziskana az
po zarovnani dvojice podla sekundarnej Struktry. Tento typ viac odpoveda realite [39], jej vyznam
bol spomenuty aj v podkapitole 3.11. Dalej uz budem tuto identitu oznacovat’ ako sekvenénu identitu
po Struktirnom zarovnani. Popis ziskavania zarovnania je uvedeny v podkapitole 4.2.2.

Dalsim krokom bolo uréenie, ktoré zo vietkych moznych ziskanych dvojic proteinov z tejto
sady bude mozné povazovat za skutocne homoldgne a tieto pary zaradit’ na referenény zoznam
overenych homoldgov. Tak isto bolo nutné ziskat' referenény zoznam tych dvojic, pre ktoré je
overené, ze homologmi nie si. Pre konStrukciu tychto zoznamov bola vyuzitd hierarchicka
klasifikacia SCOPe. Postup vytvorenia referenénych zoznamov bude opisany v podkapitole 4.2.5.

Takto vytvorena sada potom moéze byt pouzitd na klasifikaciu metéd a je viac popisana

v podkapitole 4.2.7.

4.2.1 Tvorba datovej sady

Podmienkou pre dobré otestovanie metdd je zvolenie vhodnej datovej sady proteinov, ktoré budu
sluzit’ ako vstup pre hl'adanie homolognych proteinov. Tato vzorka by mala mat’ zastipenie proteinov
podla roznych kritérii (dizka sekvencie, zastipenie proteinov s danou sekven¢nou identitou apod.)
odpovedajtcich zastipeniu proteinov v prehl'adavanej databaze. Rovnako plati aj to, Ze ¢im vicsia
bude vzorka dat, tym budu vysledky presnejsie.

Pre vyber vzorky dat som sa rozhodla vyuzit’ niektort z uz existujtcich sad proteinov, ktoré su
klasifikované do skupin podla ich pribuznosti. Existuje celd rada manualne alebo automaticky

vytvorenych klasifikacii proteinov (alebo proteinovych domén) do skupin podla podobnosti
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a pribuznosti (PFAM, CATH, SCOP). Ked’ze sa v tejto praci zameriavam na zistovanie homoldgnych
parov na urovni super-rodin, teda aj vzdialenejSej pribuznosti, zvolila som posledne menovanu
databazu SCOP a to konkrétne jej rozsirenu verziu 2.05. Cela databaza SCOPe obsahovala v ¢ase
vzniku tejto prace 71 015 zaznamov (proteinovych domén), ktoré st na najniz$ej urovni zoradené do
rodin a super-rodin (vid’ kapitola 3.).

Mnozstvo domén z tohto poctu ma medzi sebou vysoku sekvencnou identitu. Pri vytvarani
testovacej sady zo vsetkych tychto domén by dochadzalo k zbytocnému vyhladdvaniu takmer
rovnakych domén. Preto som sa rozhodla zobrat’ len domény, ktoré su medzi sebou maximalne z 95%
sekven¢ne identické, ¢im v zozname zostalo len 26 949 domén. Ide o podstatny rozdiel, ked’Zze bude
nutné namiesto 2 521 529 605 dvojic, ktoré by vznikli porovnanim kazdej zo 71-tisic domén so
vSetkymi ostatnymi, ur¢it’ podobnost’ len u 363 110 826 dvojic. Hoci potrebujeme vysledky hl'adania
rozdelit’ podla Struktirnej identity, tymto obmedzenim stratime Cast’ najpodobnejSich parov, ale
z dovodu obrovského narastu vypoctového Casu pri zahrnuti vSetkych domén sa s touto stratou

musime zmierit’.

4.2.2 Struktirne zarovnanie

Na ziskanie ¢o najpresnejSieho Struktirneho zarovnania medzi kazdym parom proteinov z testovacej
sady som vyuzila nastroj TM-align [39]. Jeho algoritmus je zalozeny na pouziti kombinacie rota¢nej
matice TM-skore a dynamického programovania. Oproti star§im nastrojom ako s CE, DALI a SAL
je doba konstrukcie zarovnania polovi¢na az Stvrtinova [39].

Nastroj TM-align sa okrem konstrukcie Struktirneho zarovnania vyuziva aj na ziskanie
TM-—skore a jeho hodnota popisuje podobnost’ dvoch proteinov. TM—skore je viac citlivé na globalnu
topoldgiu nez na lokalne Struktirne variacie. Oproti inym hodnotdm (Z-skére, RMSD) popisujicim
podobnost’ proteinov je normalizovana tak, ze velkost’ skore nie je zavisla na velkosti proteinu. Pre
urcenie, ¢i je podobnost’ ndhodnd, alebo je skuto¢ne znakom homolodgie, je prahova hodnota rovna
0,17. V mojej praci som sa spol'ahla na urcenie homoldgnych parov na zaklade rozdelenia do super-
rodin a rodin v hierarchii SCOP a vyuzila som len vyprodukované Strukturne zarovnanie.

TM-align vyuziva len suradnice chrbtovych C, atomov zo zadanej proteinovej Struktiry, da sa
vSak zovSeobecnit’ na akykol'vek typ atomu. Pri zarovnani vyuziva tri druhy rychlej identifikacie
pociatocného zarovnania:

e Prvy typ vytvara zarovnanie podla sekundarnej Struktary dvoch proteinov pomocou
dynamického programovania, vyuziva aj medzery a jednoduché porovnanie (rovnaké —
nerovnaké) dvoch sekundarnych Struktur.

e Druhy typ porovnava dve S$truktiry bez vkladania medzier, vybera sa zarovnanie

S najvyssim TM-skore.
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o Treti typ je opit’ ziskany dynamickym programovanim s vyuzitim vkladania medzier,
ale skorovacia matica uz neobsahuje len dva typy hodnét, ale kombinuje pol na pol
skorovaciu maticu zo Struktirneho zarovnania (z prvého typu) a maticu vzdialenosti
ziskant pri druhom type zarovnania.

TM-align potrebuje na vstupe subory obsahujuce popis porovnavanych proteinov vo formate

PDB [11]. Po ziskani dokonéeného Struktirneho zarovnania je mozné ziskat viacej vypovedajicu

hodnotu sekvencnej identity nez by bola t4, ktora by bola ziskand priamo porovnanim dvoch

sekvencii.

4.2.3 Poziadavky na metody vyhladavajiuce homologne

proteiny a ich parametre

Z pohladu uzivatel'a, ktory sa chce o zvolenom proteine (alebo doméne) dozvediet’ viac pomocou

toho, Ze knemu najde homologne proteiny, si pre vyhladavajuce metédy najpodstatnejSie tieto

ukazovatele:

pocet najdenych homolognych parov z celkového poctu — metody sa lisSia v tom, ako su
schopné hladat’ aj vzdialenej$ie pribuzné proteiny,

pomer spravne a chybne oznacenych homolégov — existuje mnoho réznych ukazovatel'ov
uspesnosti pri ur¢ovani homologie, mnou pouzivané ukazovatele error rate a FPR budu
popisané v nasledujucich Castiach prace,

¢as hPladania,

dostupnost’ naformatovanych databaz — metody Casto potrebuju Specialne naformatované
databazy, niektoré dokonca poskytuju nastroje pre vytvorenie vlastnej databazy s pomocou
sady proteinov alebo ich zarovnani.

To, aké vysledky metoda pre zadany vstup vracia, je mozné nastavit pomocou tychto

zakladnych parametrov:

pocet iteracii metody — u iterativnych metod, ¢asto ide o maximalny mozny pocet, ak metdda
nedokonverguje k vysledku skor, neZ dosiahne zadany podet iteracii,

E-value — maximalna hodnota E-value, ktorit méze mat’ par vrateny metodou,

prahova E-value — u iterativnych metdd zna¢i maximalnu E-value, ktordt mézu mat’ pary na
konci jednej iteracie, ktoré buda zahrnuté do tvorby PSSM matice pouzivanej v nasledujtcej
iteracii,

pokrytie — urCuje v percentach minimalny pomer zarovnanej ¢asti proteinov voéi najdlh§iemu
proteinu v zarovnani,

cena za otvorenie medzery — tam, kde sa dopytovana sekvencia andjdend sekvencia
nezhoduju v Ziadnej z aminokyselin, je ¢asto vlozena medzera, tymto parametrom je mozné

ovplyvnit, ako odvazne budti metddy pri rozhodovani o otvarani medzier,
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e cena za predlZenie medzery — spravidla mensia ako cena za otvorenie medzery, pretoze dlzka
medzery nie je az taka podstatna, dolezité je, ze medzera vobec vznikla,

e typ pouzitej skorovacej matice — vacSina metodd pouziva ako defaultnii maticu BLOSUMG62.

4.2.4  Postup pri vyhPadavani moznych homolégnych
proteinovych parov

Pre spustenie vybranej metddy je nutné vybrat vstup — zoznam sekvencii proteinov, ku ktorym
chceme vyhladat homoldgne proteiny. V tejto praci som sa zamerala na hladanie s pomocou
sekvencii proteinov v sekvenénych databazach. Tieto databazy musia odpovedat’ typu sekvencii na
vstupe. Ak je na vstupe podmnozina celej hierarchie SCOP, mala by sekvencna databaza obsahovat
minimalne ta isti podmnozinu sekvencii. V mojom pripade som pouzila databazu Protein Data Bank
(PDB), ktora bola dostupna pre vac¢sinu testovanych metod a ktorej podmnozinou je databaza SCOP.
Teda domény z databazy SCOP sa vyhl'adavaji vo viac doménovej databaze z PDB. Ak metdda nasla
niektort z domén, ktora je v PDB, ale nie je v pouzitom vybere domén SCOP s najviac 95%
sekvenc¢nou identitou, bola odfiltrovana prec.

Po spusteni vybranej metédy st na vystup vytlaené dvojice moznych homologov spolu
s niektorymi ukazovatel'mi, pripadne aj s ich zarovnanim. NajzaujimavejSou z mojho pohl'adu bola
asi hodnota E-value. Pre zhodnotenie Gispesnosti metody pre hl'adanie homologov a vykreslenie ROC
krivky (vid® dalSia podkapitola) je nutné tieto dvojice zoradit' prave podla E-value. Potom do6jde
k tomu, Ze pary, pri ktorych je najvacSia pravdepodobnost’, ze budu skutoéne homoldgne, budu na
zaClatku zoznamu.

Namiesto E-value by bolo mozné pouzit’ aj iné ukazovatele, napriklad takmer kazda metdda
udava aj svoje $pecialne skore, podl'a ktorého by bolo mozné zoznam zoradit, ale v ramci porovnani
réznych metod je hodnota E-value asi najviac nezavisla na type metody.

Na obrazku 4.2. je znazorneny diagram postupu pri hl'adani homoloégnych sekvencii pouzity

V tejto praci.

proteinova databaza

(PDE)

Y

zoznam domén SCOP vybrana metdda Zz?.jd.s:l'i}ﬁit?rzh
(max. 95 % identity) hl'adania homaldgov Jaemy )

podla E-value

zoznam dvojic
maZnych homoldgov

Obrazok 4.2. — Diagram postupu hl'adania homolognych domén.
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4.2.5 Postup vyhodnocovania vysledkov metod

Ak pouzijeme niektori z metdéd pre hl'adanie homolognych proteinov a podari sa ziskat' dvojice,
0 ktorych metoda tvrdi, Ze si homologne, je potrebné nejakym spdsobom overit, ¢i ide skutocne
0 pravych homologov. Niekedy sa pre urcenie, ¢i je par proteinov skutocne homologny alebo nie,
pouziva hodnota E-value, ktori metddy spravidla udavaji pre kazda najdena dvojicu. Spdsob urcenie,
¢i podl'a hodnoty E-value ide 0 homologny par, je uvedeny v podkapitole 3.1.1.

V literatire je mozné najst’ aj iné spdsoby, ktoré sa na overenie homologie pouZzivaju.
Zakladom je vypocet réznych typov skore, ako napriklad skore globalnej vzdialenosti (Global
Distance Test Total Score — GDT-TS) [40], vypocet Z-skore v pripade nastroja DALI alebo pomocou
TM-skore ziskaného nastrojom TM-align (vid’ 4.2.2).

V tejto praci som sa spolahla na ur¢enie skutoénej homologie podla rozdelenie v hierarchii
SCOP. Za skutoéne homoldgne povazujem tie domény, ktoré patria do rovnakej super-rodiny. Z toho
vyplyva, Ze aj domény, ktoré su z inych rodin, ale v rovnakej super-rodine, povazujem za homoldgne.
Naopak domény, ktoré nelezia v rovnakom folde, si oznafené ako nehomoldgne. Ich pripadna
podobnost’ je s najvyssou pravdepodobnostou len dielom nahody. V pripade zvy$nych domén, ktoré
sice lezia v rovnakom folde, ale v r6znych super-rodinach, nie je homologia jasna. Preto ich v mojom
porovnani nebudem uvazovat. Ak niektora metdda uréi, Ze dve domény z tejto nejasnej oblasti st
homoloégne, nebudem uz tato dvojicu uvazovat' v porovnani, aby som sa nedopustila chyby pri
uréovani skuto¢nej homoldgie. To isté plati aj v pripade, ked metdda dvojicu zaradi medzi
nehomolodgne. Tento postup je bezne pouzivany z dovodu, Ze v tejto oblasti je problémové pribuznost’
s istotou urcit’ [40]. A vyuZziva sa pre hl'adanie vzdialenych homoldgnych parov (samozrejme vratane
blizkych) a je pouzivany vtedy, ak nie je Specifikovana konkrétna oblast’ sekvencnej identity, kde sa
ma vyhl'adavat’. Princip hl'adania podla sekvencnej identity bude popisany d’alej.

Hoci je rozdelenie domén v hierarchii SCOP, ktor¢ bolo prevddzané manualne, vel'mi presné,
bolo dokazané, ze existuju aj pripady homolognych domén, ktoré lezia v ré6znych foldoch [40]. K tym
patri napriklad Rossman doubly-wound sandwich foldy, Imunoglobin-/ike p-sandwich a S-propeller
foldy. Hoci existuju tieto vynimky, stale je toto manualne spravované rozdelenie proteinov vel'mi
spolahlivé, a preto som ho vyuzila.

Pri vyhodnocovani vysledkov sa chcem zamerat’ na schopnost’ metody urcit homologne pary
so zadanou minimalnou sekvenénou identitou (po Strukturnom zarovnani). Tato Struktiirna podobnost’
nam poméze odliSit’ typ pribuznosti, ktord hl'adame. Ak sa zameriame na najvysSiu Strukturnu
podobnost, mali by sme dostat’ najvySSie percento parov tvorenych tymi najblizSie pribuznymi
doménami, predovsetkym patriacimi do rovnakej rodiny. Naopak, ak nastavime minimalny prah, teda
sekven¢nt identitu od 0 %, moZeme ziskat' aj tie najvzdialenejSie homologne pary, samozrejme sa

tym podstatne zvacsi pocet chybne najdenych homoldgnych parov. Toto je zndzornené na obrazku
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4.3, kde st domény znazornené na mape takym spdsobom, aby ich vzdialenost’ zodpovedala ich

sekvencnej identite po Struktiirnom zarovnani.

== Hranica rodiny
== Hranica super rodiny
— Hranica foldu

Obrazok 4.3. — Znazornenie domén v priestore podl'a ich sekvencnej identity.

Na obrazku st znazornené farebnymi kruznicami, so stredom v doméne 1, hranice oblasti,
ktoré obsahuju domény so sekvencnou identitou voc¢i doméne 1 minimalne takou, aka je uvedena pri
nich. Teda je zrejmé, Ze napriklad domény 2 a 3 st vo¢i doméne 1 minimalne z 80 % sekvencne
identické.

Z obrazku je mozné odvodit, ze ak zadame prah minimalnej sekvencnej identity na 90%
vyhl'adame len najblizSie dvojice, ako je tu par skladajtici sa z domén 1 a 2, pripadne domény 4 a 5
atd’. Je zrejmé, Ze vacsina domén z tychto dvojic budii pochadzat’ z rovnakej rodiny. Ak zadame prah
na urovni 60 %, sice sa ndm modze podarit’ najst’ skutocné homoldgne pary s doménou 1 ako dvojice
s doménami 2, 3, 4 a 5, stiCasne sa ale moze stat’, ze pre doménu 1 ndjdeme do paru doménu 6. Tento
par bude, ale oznaCeny ako nespravne uréeny homologny par, pretoze domény 1 a 6 nepatria do
rovnakého foldu. Nastavovanim tohto prahu (velkosti tejto oblasti) je teda mozné ovplyvnit, ako
vel'mi vzdialené pribuzné pary budu nachadzané.

Pre znazornenie uspesnosti jednotlivych metdd som sa rozhodla zostavit’ pre kazdu testovana

metddu a jej nastavenie takzvani ROC krivku, ktora je popisana d’ale;.

4.2.6 ROC Kkrivka

Receiver Operating Characteristic (ROC) krivka je grafické znazornenie ilustrujice schopnost’
binarneho klasifikacného systému spravne zaradit' vstupné hodnoty do tried [41]. Za takyto
klasifika¢ny systém mdzeme povazovat’ akiikol'vek z metdd pre hl'adanie homologov.

Pocas binarnej klasifikacie rozdelujeme vstup do dvoch tried, kde vystup je bud’ pozitivny

(positive P) alebo negativny (negative N). Z binarne;j klasifikacie potom mame Styri mozné vystupy:
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e Ak je vystup predikcie pozitivny:
e ahodnota je v skuto¢nosti naozaj pozitivna, ide o vysledok true positive (TP).
e ahodnota je v skutoénosti negativna ide o false positive (FP).
e Ak je vystup predikcie negativny:
e ahodnota je v skuto¢nosti naozaj negativna, ide o vysledok true negative (TN).
e ahodnota je v skutoénosti pozitivna ide o false negative (FN).
ROC krivka je vytvorena vynesenim pomeru hodnoty true positive rate parov voc¢i hodnote
false positive rate.
Hodnota true positive rate (TPR) definuje, kol'’ko spravnych vysledkov sa naslo zo vSetkych
moznych spravnych vysledkov po¢as vyhodnocovania. Oznacujeme ju aj vyrazom senzitivita, alebo
hit rate a vyjadruje sa ako:

=L _ _TP
P TP +FN

Hodnota false positive rate (FPR) definuje, kolko sa vyskytlo nespravne pozitivnych
vysledkov medzi vSetkymi moznymi negativnymi vysledkami pocas vyhodnocovania. FPR
ozna¢ujeme aj ako fall-out alebo doplnok Specificity a vyjadruje sa takto:

FPR_FP_ FP
~ N FP+TN

ROC priestor je definovany pomocou hodnét FPR na ose x a hodnot TPR na ose y a znazornuje

= fall_out = 1 — Specificita

kompromis medzi ziskami (TP) a stratami (FP). Kazdy vysledok predikcie reprezentuje jeden bod

v ROC priestore. ROC priestor je zobrazeny na obrazku 4.4.
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Obrazok 4.4. — ROC priestor (ROC space).

Najlepsi mozny vysledok sa zobrazuje v najlavejSom hornom rohu ROC priestoru (stiradnice
[0,1]) a odpoveda 100 % senzitivite a 100 % S$pecificite. ROC priestor rozdel'uje uhlopriecka, ktora
oznacuje hranicu, kde st vysledky klasifikacnej metody lepSie, nez keby sme ndhodne vyberali, ktory
vstup zaradime do ktorej triedy, a kde horsie. Najlepsiu klasifikaciu predstavuju body, ktoré su v
definovanom priestore najd’alej od tejto uhlopriecky. O bodoch, ktoré lezia na rovnakej priamke,

ktora tvori rovnobezku s uhloprieckou, mozeme povedat, Ze predstavuji rovnako dobré vysledky
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klasifikacie. Tieto pravidla je mozné aplikovat’ aj na priestor pod uhloprieckou s tym, Ze je nutné
vysledok klasifikacie pred pouzitim znegovat’.

V mojej praci sa budia pre hodnotenie metdd uvadzat’ najmi grafy, kde na ose x bude pomer
najdenych FP parov vzhladom k celkovému poctu FP parov v testovanom vzorku dat a na ose y
pomer najdenych TP parov vzhladom k celkovému poctu TP parov. Oba pomery st zobrazované
Vv percentach. Krivky v tomto typu grafu su v literatare taktiez Casto oznacované ako ROC krivky.

Pre urCenie uspesnosti metddy podl'a pomeru TP a FP parov je pouZzita miera chybovosti, ktoru
budem oznacovat’ ako error rate a ktorej vypocet je vyjadreny vzorcom (2) a je udavana
Vv percentach.

pocCet FP

pocet poloziek v referenénom zozname FP parov
pocCet TP

pocet poloziek v referenénom zozname TP parov

error rate = * 100 2

Krivky zobrazujiice vybrané hodnoty tejto miery su pridané do grafu s krivkami jednotlivych

metdd, aby bolo mozné ich uspesnost’ jednoducho vizualne porovnat’.

4.2.7  Klasifikacia vysledkov metody

Vystupom spracovavanej metddy su dvojice, ktoré tito metoda oznacila ako homologne. Naopak
o tych dvojiciach, ktoré metdda nenasla (nevratila ako vystup), moézeme povedat, Ze ich metoda
oznacila za nehomoloégne, alebo Ze ich nevie zaradit. Na zdklade referen¢nych zoznamov dvojic
zostrojenych podla hierarchie SCOP, v ktorych st dvojice podla nas urcite homolognych, urcite
nehomoloégnych a tych dvojic, pri ktorych to nevieme urcit, mézeme kazdt dvojicu zaradit’ do jednej
z nasledujucich piatich skupin:

e true positive — (d’alej ozna¢ované len ako zoznam TP pdrov) metdda oznacila dvojicu ako
homoldgnu a sucasne je v nasom zozname ur¢ite homolognych parov,

o false positive — metdda sice oznacila dvojicu ako homolognu, ale tato nie je ani v zozname TP
pdrov ani vV zozname parov, pre ktoré nevieme o homologii rozhodnit’ (d’alej oznacované len
ako zoznam UN parov),

e true negative — metdda tato dvojicu nenasla a sucasne nie je ani v zozname TP pdrov ani v
zozname UN pdrov,

o false negative — metoda tato dvojicu nenasla a stcasne je V zozname TP pdrov,

e unknown — vsetky ostatné pripady (dvojica je v zozname UN pdrov).

Sposob vyhodnotenia by mal byt zrejmy z obrazku 4.5., na ktorom je znazornené uréovanie
tried, do ktorych spadaju vysledky ziskané z metod pre hladanie homoldgnych parov s vyuzitim

referencnych zoznamov ziskanych z klasifikacie SCOP.
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Referenéné rozdelenie

Celkovy Pozitivne Neznéme
. . (neda sa
pocet (homolégny par) s istotou uréit’)
Pozitivny iti False positive
(najdeny ako AELs i Unknown IE‘)P
Vystup | homoldgny pir) (TP) (FP)
metody .
False negative Unk
(FN) nKknown
True positive rate
(senzitivita)
__IP_
" TP+FN

Obrazok 4.5. — Klasifikacia vysledkov do tried.

Postup urcovania skupiny, ktory sa prevadza pre kazdi ndjdent moznt dvojicu homolégnych

domén je znazorneny na obrazku 4.6. pomocou diagramu.

S

Ziskaj dalsi zaznam zo zoznamu
mozZnych homoldgnych domén

Vytlac vysledny zoznam
TP a FP domén

oo

Vyber dalsiu dvojicu zo zoznamu

Je druhy

Nie .
z dvojice v SCOP 95%7?

Je dvojica Ano
v zozname TP
pdrov? |
Nie Je dvojica R .
v zozname unknown Inkrementu;j ¢itaé TP parov

pdrov? |
— Pridaj do vysledného zoznamu
tento zaznam s oznac¢enim TP

Inkrementuj ¢itac FP parov |

Pridaj do vysledného zoznamu
tento zaznam s oznaéenim FP
[

Obrazok 4.6. — Diagram procesu vyhodnotenia vysledkov metdd pre hl'adanie homolognych proteinov.

Vstupom tohto procesu je zoznam najdenych parov, ktoré vybrand metdéda urcila ako
homologne (vid’ obrazok 4.2). Ak druhd doména z najdeného paru nie je sucast'ou sady SCOP 95%,
je tento par zahodeny a nie je d’alej skimany. Prvii doménu nie je nutné kontrolovat’ preto, Ze je to ta,
ktora bola pouzita pre vyhladavanie danou metédou a je vyberana zo sady SCOP 95%. Pri najdeni
paru v referencnom zozname TP parov (respektive FP parov), je okrem jeho oznacenia ako TP
(respektive FP), ziskana aj jeho sekvencna identita po Struktirnom zarovnani, ktora je pred-pocitana
pre kazdy par v referencnych zoznamoch. Tato identita bude neskor vyuzita pri ur€ovani uspesnosti

vyhl'adavania metody pre zadanu oblast’ identity.
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Vystupom tohto procesu prevddzaného pre kazdi metodu a vSetky vybrané hodnoty jej
nastaveni je takzvany ROC subor. Tento ROC stbor obsahuje vSetky najdené TP a FP dvojice danou
metddou, ktoré si umiestnené vzdy na samostatnom riadku, spolu s nazvami domén, najdenou
sekvenc¢nou identitou a dopredu vyratanym pomerom error rate. Riadky v tomto subore su zoradené
podl'a hodnét E-value. Tento ROC stbor sluzi pre vykreslenie ROC kriviek a tiez pre urCovanie
najlepSicho nastavenia metody (vid’ 4.3.2).

Ako bolo uvedené vyssie, z ROC suborov sa zistuju vhodné nastavenia metédy vratane
nastavenia maximalnej hodnoty E-value. Tato hodnota je linearne zavisla na velkosti priestoru pre
vyhladavanie, teda je zavisld na velkosti prehladavanej databazy. V tejto praci bola pouzita
sekven¢na databaza PDB (vo vicsine pripadov). V pripade pouzitia inak velkej databazy (z pohladu
poétu zaznamov) bude nutné na zaklade vzorca (1) v kapitole 3.1.1. tato hodnotu vynasobit’
konstantou, ktora uddva pomer medzi poctom zdznamov vo vybranej databdze vzhl'adom k poctu

zaznamov v databaze pouzitej v tejto praci (teda PDB).

4.2.8 Klasifikacia vysledkov metody pre zadanu oblast’
sekvencnej identity

V predchadzajtcej kapitole bol popisany postup, ktory bol pouzity pre vyhodnotenie vysledkov
vSetkych metdd a kde nebolo uvazované ziadne obmedzenie na sekvencnu identitu.

Cielom tejto prace bolo aj ziskat' data popisujice uspeSnost metdod podla zadanej oblasti
sekvenénej identity (teda ROC stbory pre kazdu oblast’ identity). Zakladom tohto postupu je ziskanie
ROC suboru pre kazdi metodu a nastavenie (vid’ 4.2.7) a jeho filtracia podl'a sekvencnej identity,
ktora je uvedena pri kazdej dvojici domén z tohto siboru. T4 prebiehala tymto spdsobom:

e najdeny TP par so sekven¢nou identitou rovnym alebo vi¢sim neZ zadany prah — par
oznaceny ako TP a ulozeny do ROC stboru danej sekvencnej oblasti,

e najdeny TP par so sekvencnou identitou mensou ako zadany prah — par oznaceny ako FP a
ulozeny do ROC suboru danej sekven¢nej oblasti,

e najdeny FP par — par oznaceny ako FP a ulozeny do ROC stboru danej sekvenénej oblasti.

Takto je mozné vytvorit ROC subory s rovnakym formatom ako v pripade ROC stuborov
metdd bez rozliSenia sekvencnej identity a pouzit’ ich pre vykresl'ovanie grafov alebo hl'adanie

vhodnej metody a jej nastavenia pre zadanu oblast’ sekvencnej identity.
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4.3  Navrh a implementacia uzivatel’skej aplikacie

Navrh aplikacie, ktora bola cielom tejto prace, bol rozdeleny do zakladnych ¢asti: nacitanie
zdrojovych dat, vyber optimalnej metédy vyhl'adavania, nastavenie parametrov spustanych externych
nastrojov ¢i samostatné spustanie metdd a zobrazenie vysledkov. NavySe bolo treba riesit’ aj
ukladanie zakladnych parametrov pre spustenie externych nastrojov a uzivatel'skych nastaveni.
Aplikacia bola implementovana v jazyku Java s vyuzitim sady Java Development Kit 1.8.
Vyvoj prebiechal vo vyvojovom prostredi NetBeans IDE 8.0.2. Aplikacia vyzaduje, aby boli na
cielovom PC nainstalované pozadované nastroje pre hl'adanie homoldgnych sekvencii (budu viac
popisané v podkapitole 5.1) a potrebné databazy a tiez nastroj Gnuplot, ktory je pouzivany na tvorbu

grafov.

4.3.1 Nacitanie zdrojovych dat

Sekvencie proteinov je mozné zadat’ pomocou suborov obsahujucich sekvencie vo formate FASTA
alebo PDB. V aplikacii je mozné nacitat’ sekvencie sucasne z viacerych suborov. Kedze
pozadovanym formatom pre vsetky nastroje pre hl'adanie homoldgov je FASTA format, bolo nutné
vyriesit’ prevod formatu PDB na tento format.

Format PDB bol popisany v kapitole 3.1.3. Na prevod do formatu FASTA je mozné vyuzit
riadky zacinajice znaGkou DBREF, kde sa vyskytuje nazov, pod ktorym je proteinova doména
uvedend v databéaze. Sekvencia domény je potom ziskana z riadkov za¢inajucich znackou SEQRES s
odpovedajucim oznaCenim. Tato sekvencia aminokyselin zapisanych trojznakovym kodom bola
skonvertovana na jednoznakové kody aminokyselin a pridana k uz ziskanému nazvu a tym vznikol
odpovedajuci FASTA zaznam.

Cely tento postup bol implementovany do samostatného dialégového okna, kde je mozné
nacitat’ zdrojové subory, vybrat’ pozadované sekvencie a zobrazit’ ich. Po ukonceni aplikacie st tieto
otvorené subory a vybrané proteiny ulozené a po opatovnom otvoreni aplikacie je mozné ich pouzit

Znova.

4.3.2  Vyber optimalnej metédy vyhPadavania

Hlavnou ulohou aplikacie je pomdct uzivatelovi vybrat metodu pre vyhladanie homolognych
proteinov k tym proteinom, ktoré uzivatel' zada. Uzivatel moze Specifikovat’ tieto obmedzenia na

vyber metddy:
e vyber metddy — uzivatel moze zadat konkrétnu metddu, na ktorej chce pracovat,
aplikacia sa potom sustredi iba na vyber najlepsich parametrov tejto metody. Medzi

mozné metdédy patria tieto: BLAST, PSIBLAST, PHMMER, JACKHMMER,
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CSBLAST, CSIBLAST, HHBLITS, SAM, COMPASS. Dal$ou moZnostou je nevybrat’
ziadnu konkrétnu metoddu a toto nechat’ na samotnej aplikacii.

oblast’ sekvenc¢nej identity — je pozadované, aby najdena metoda davala najlepSie
vysledky pre pary s tymto rozsahom sekven¢nej identity (po Struktirnom
zarovnani). Rozsah sekvené¢nej identity od 0 do 100 % bol rozdeleny po 10 % a bolo
vytvorenych desat’ oblasti (skupin): oblast’ sekvencnej identity nad 90 %, nad 80 %, nad
70 % atd’. Poslednou moznost'ou, ktora predstavuje pripad hl'adanie bez obmedzenia, je
oblast od 0 % do 100 % identity (vyznam sekvencnej identity bol uvedeny
v podkapitole 4.2.5).

maximalna hodnota error rate — tito metéda vyjadruje maximalny pomer medzi
najdenymi TP a FP parmi v percentach (podrobne je popisana v kapitole 5), ktory musi

metoda dodrzat’.

Ak uzivatel’ zada tieto parametre, aplikacia mu na zaklade uz urobenej analyzy metdd vyhl'ada

pozadovanti metodu a jej nastavenia, ktoré na testovacej sade davali najlepSie vysledky. Popis tohto

kroku bude uvedeny dalej. Ked aplikacia najde pozadované informacie, zobrazi uZivatelovi

najhlavnejsie parametre pre jeho hl'adanie:

typ metod — je vybrana jedna z moZnych metdd, ak nebola zadana priamo uzivatel'om.
hodnota maximalnej E-value — jedna sa o maximalnu hodnotu E-value, ktord moze
mat’ par najdeny metddou. Tato hodnota je uz prepocitana tym sposobom, aby
odpovedala vel'kosti pouzivanej databazy.

hodnota prahovej E-value — zobrazuje sa len v pripade iterativnych metod. Tieto
hodnoty st vyberané z odporué¢enych hodnot pri kazdej metode.

maximalny pocet iteracii metédy — nastavenie poctu iteracii, ktoré metéda nesmie
prekrocit’, sama ale moze skoncit’ skor.

d’alSie Specifické parametre metéd — tie méZze uzivatel zadat manualne, ich

odporucenie ale nie je stcast'ou tejto aplikacie (je planované ako rozsirenie).

Postup najdenia optimalnej metddy je zavisly na existencii ROC stborov pre kazdé mozné

nastavenie (z tych, ¢o boli testované). Format tohto suboru bol uvedeny v kapitol 4.2.7.

Vseobecne sa da postup urenia optimalnej metody ukazat na obrazku 4.7. Pre jej zistenie je

nutné si v grafe spolu s krivkami pomeru TP a FP parov metdd zobrazit’ maximalnu moznu hodnotu

error rate, ktora uzivatel' zadal. V grafe na obrazku su uvedené len metody s jednym variantom

nastaveni parametrov, v skuto¢nosti sa h'add medzi vSetkymi moznymi nastaveniami (ak nie je toto

nejakym spdsobom obmedzené). Krivka oznacujica maximalnu hodnotu error rate by mala pretnat’

ostatné krivky v jednom bode (d’alej budil oznaCované ako priesecniky). Mozu nastat’ tieto situdcie:

1. Ak by pretala krivku metody vo viacerych bodoch, pre jednoduchost’ uvazujeme najvyssie

polozeny bod. Optimisticky predpokladame, Ze ak metéda spifia pomer error rate s tak velkou
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hodnotou E-value, bude splneny aj pri akejkol'vek mensej hodnote (hodnota E-value bodov

krivky rastie od jej pociatku).

2. Ak Vv ziadnom bode a krivka metddy sa vyskytuje vlavo od krivky error rate, zoberieme ako
priesecnik najvyssi bod krivky metody (metdda spliuje poziadavku na error rate v kazdej
situdcii).

3. Ak Vv Ziadnom bode a krivka metody je napravo, tak tato metodu a jej nastavenie d’alej
neuvazujeme (metdda nesplituje za ziadnych okolnosti zadant hodnotu error rate).

Takto su ziskané priese¢niky s krivkami vSetkych metod a ich moznych nastaveni (farebné
body 1 az 9 v grafe). Tieto prieseéniky su potom porovnané vzhl'adom k hodnote na ose y, teda
pomeru najdenych TP parov vzhladom k celkovému poctu. Metdda, ktorej prieseénik odpoveda
najvyssej hodnote na ose y (v uvedenom grafe je to priese¢nik 1 metdédy HHBLITS s prahovou E-
value rovnou 0,01 a poétom iteracii 1), je potom spolu s jej parametrami rieSenim procesu hl'adania
optimalnej metddy. Pozaduje sa ¢o najvyssi pocet ndjdenych TP parov za splnenia podmienky

maximalnej hodnoty error rate.

70 T T T
BLAST (e=01, seqiD=20-30)

T
PSIBLAST (e=01, n=50, 5eqID=20-30) ——
FHIMMER (2=01, seqiD=20-30)
JACKHMMER (=01, n=50, seq|D=20-30) e
CSBLAST (=01, seqiD=20-30)
CSIBLAST (=01, n=50, 5q|D=20-30) —
HHBLITS (=01, N=1, 58qID=20-30) e
SAM (=01, N=50, SeqID=20-30)
COMPASS (£=01, $€qID=20-30) e

Error rate = 194
eITor rate = 109
L

eITof rate = 0,74,

TPs [%]

s ‘ ! s
1.0e-08  10e07 10e06  10e05 1004  10e03
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1.0e-02 1.0e-01 1.0e+00 1.0e+01 1.0e+02

Obrazok 4.7. — Postup vyberu najlepsej metody.

Realne postup hladania vyzera tak, ze st prechadzané ROC subory vSetkych metod (a ich
nastaveni) od konca smerom k zacCiatku. Postupuje sa teda od najvyssich hodnét TP a FP (a E-value)
Vv stibore k najniz§im. Pri tomto postupe je hl'adany bod (riadok suboru), kde spocitana hodnota error
rate klesne pod uzivatel'om zadani maximalnu hodnotu error rate. Takto najdeny riadok ROC stiboru
je nasledne prevzaty a pouzity pri hladani nastavenia metody (tej, ktorej vysledky ROC stbor
popisuje). Hodnota E-value, ktora je uvedena na tomto riadku je uvazovana ako maximalna E-value,

sktorou moZe tito metdda stymto nastavenim vyhladavat, aby jej vysledky spifiali zadant
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maximéalnu hodnotu error rate. Dalej je uloZena aj hodnota poétu najdenych TP parov pre tuto
metodu a jej nastavenie.

Tieto dve hodnoty su teda ziskané zo vsetkych ROC suborov a nasledne porovnané podla
poctu TP parov. Ulozeny riadok z ROC suboru, ktory ma najvyssi pocet TP parov je vybrany ako
vitaz. Hodnota E-value ziskana ztohto riadku je zobrazend ako maximalna E-value, ktori ma
uzivatel' pouzit. Metdda a jej nastavenie, ktori popisuje ROC subor, z ktorého najdeny riadok
pochadza, je prevzatd ako vysledok hl'adania a zobrazena uzivatelovi ako optimalna metdda, ktort
ma pouzit. Rovnako je z ROC suboru ziskané aj nastavenie maximalnej prahovej E-value a poétu

iteracii.

4.3.3 Vyhladanie homoléognych parov

Aplikécia je dostupna v ramci virtualneho stroja, ktory je umiestneny v prilohe tejto prace. Pre
spravnu funkciu programu je nutné mat’ spravne zadané cesty k externému nastroju a databaze, ktora
pouziva. Externé nastroje nie je treba inStalovat’. Postacuje, ak s stiahnuté a dostupné v stiborovom
systéme virtualneho stroja a ak si spravne zadané parametre. Nie je treba ani nijako menit’ systémové
premenné v pouzivanom opera¢nom systéme. Aplikacia spusta pre kazdu zadant sekvenciu vybranu
metddu v novom vldkne a ¢aka na vykonanie hl'adania.

V aplikacii je mozné v samostatnom dialoégu spravovat’ uloZzené metody a ich nastavenie. Je
mozné ukladat’ samostatne rovnaké metoddy s roznym zakladnym nastavenim. Pri kazdej metode je

mozné zadat’ niekol’ko sekvenénych databaz.

4.3.4  Zobrazenie vysledkov

Vysledky, ktoré st ziskane zo spistaného nastroja po dokonceni hl'adania, su spracované a zobrazené
tak, Ze k zoznamu poévodnych (dotazovanych) proteinov je uvedeny zoznam homolognych proteinov
spolu so ziskanou E-value, d’alej skore vyratane touto metodou je zobrazené v samostatnej tabulke.

Tieto zaznamy su zotriedené podl'a hodnoty E-value od najmensej po najvacésiu. Hodnoty skore
metddy su uvedené iba pre pripad, Ze by sa uzivatel’ nechcel spoliehat’ len na univerzalny ukazovatel
— E-value. Dalej je mozné pre kazdu dvojicu zobrazit’ zarovnanie, ktoré vytvoril pouZity nastroj.

Ziskané sekvencie homologov je mozné jednoducho ulozit’ do suboru vo FASTA formate.
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5 Meranie uspeSnosti metod na zvolenej

datovej sade

Meranie prebiehalo pre kazdi metddu zvlast’. V podkapitole 5.1 st popisané metddy a ich nastavania,
ktoré boli testované. Dalej st tu zobrazené vysledky pre jednotlivé oblasti sekvenéné identity formou
grafu, ktory ma na ose x vzdy uvedeny pomer najdenych FP k celkovému poétu FP parov
z referen¢ného zoznamu a na ose y potom pomer najdenych TP parov k celkovému poctu uvedenému
v referen¢nom zozname TP parov. V podkapitole 5.2 st popisané vybrané najlepSie nastavania
jednotlivych metdd, porovnané medzi sebou a znazornené rovnakym typom grafu.

V prilohe 1. st navySe umiestené grafy zobrazujice ROC krivky v ROC priestore pre vSetky
metddy bez ohl'adu na sekvencnu identitu.

Vypocet prebichal na gridoch organizacie MetaCentra, ktora poskytuje vedcom
a akademickym pracovnikom pristup k vypoctovym zdrojom [42]. Takto boli hl'adané homologne
pary pre kazdu z vybranych metod s vybranymi hodnotami ich zakladnych parametrov. Tieto hodnoty

budt popisané samostatne v podkapitolach venovanych jednotlivym metédam.

5.1  Vyhodnotenie na zaklade typov metod

V tejto podkapitole su zhrnuté vysledky testovania metdd samostatne. Pri kazdej metode st v jednom
grafe uvedené krivky s pomerom poctu TP parov k po¢tu FP parov podla sekvencnej identity. Pre
kazdi skupinu sekvencnej identity je zobrazena vzdy len krivka metddy s najlepSim nastavenim

parametrov, pre ktoré bolo ziskanych najviac TP parov na zaklade zvolenej hodnoty error rate.

5.1.1 BLASTp

Pouzity nastroj BLASTp je stcastou balika BLAST+ verzia 2.2.29 od organizacie NCBI. Pre moje
meranie bola pouzita databaza pdbaa (ziskana z webovych stranok organizacie NCBI [43]), ktora
obsahuje sekvencie proteinov, ktoré¢ st dostupné v PDB. Nastroje zalozené na algoritme BLAST
vyzaduju databdzu v Specidlnom formate BLAST. Na serveroch NCBI je dostupné aj mnozstvo inych
databaz proteinov ako napriklad tieto:

e NR databaza proteinov (oznacenie nr)

e sekvencie proteinov pre metagendmy (env_nr)

e NCBI proteinové referencné sekvencie (refseq_protein)

e Swiss-Prot databaza sekvencii (SWissprot)
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Nastroj BLASTp bol spustany so zdkladnym nastavenim. Na obrdzku 5.1. je zobrazenda ROC

krivka ziskana tymto nastrojom, z grafu je zrejmé, Ze nastroj je najlepsi pri hladani najblizSich

homolégov (tych najpodobnejsich), ktoré maji vysoku identitu.

BLAST (sekv. id. > 0%)
BLAST (sekv. id, = 10%) ——
0 BLAST (sekv. id, > 20%) ——
BLAST (sekv. id. = 30%)
BLAST (sekv. id, > 40%)
BLAST (sekv. id. = 50%)
60 L BLAST (sekv. id. = 80%)

BLAST (sekv. id. = 70%)
BLAST (sekv. id, > 80%)
BLAST (sekv, id, > 90%)

=0.00019
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error rata = 0.019%
error rate = 0.1%
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Obrazok 5.1. — ROC krivka zostavena z vysledkov nastroja BLASTp.

(Poznamka: u vSetkych grafov je nepresne oznacena prva oblast’ sekvenénej identity obsahujici v skuto¢nosti aj

pary so sekven¢nou identitou rovnou 0%)

5.1.2 PSIBLAST

Nastroj PSIBLAST patri medzi iterativne metddy aje stcastou rovnakého balika ako nastroj
BLASTYp. Tiez vyuziva metdédu BLAST pre hl'adanie homolégnych parov. Je mozné vyuzit’ rovnakl
sekven¢nu databazu.
Nastroj PSIBLAST bol spistany s roznymi nastaveniami maximalneho poctu iteracii a aj
s rozdielnou vel'kost'ou prahovej E-value (ta sa vyskytuje len u iterativnych metod). Boli testované
tieto velkosti maximalnej prahovej E-value: 0,01, 0,005 (zakladné nastavenie), 0,001. Krajné hodnoty
boli vybrané s ohl'adom na ostatné testované metddy, kde su tieto hodnoty pouzivané ako zakladné
nastavenie. Pre poéet iteracii boli vybrané hodnoty: 2, 3, 4, 5, 10, 15 a 20. V zozname nie je
maximalny pocet iteracii 1, ktory odpoveda pouzitiu nastroja BLASTp.

Vysledky ziskané metddou PSIBLAST s znazornené na obrazku 5.2. Na grafe st zobrazené
iba krivky zastupujuce variant metédy s maximalnou prahovou E-value 0,005, ktora sa ukazala pre
vSetky sekvenéné identity ako najlepSia, pretoZze najde najvyssi pocet TP parov zo vsetkych moznych
variant. Pre rozne oblasti sekvenénej identity bol najdeny rozdielny idealny pocet iterdcii. Zatial’ ¢o

pre najvzdialenejSie homologne pary sa ukazalo ako najlepSie nastavit’ velky pocet iteracii, pre blizke
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homology bol lepsi mensi pocet. Je to zrejme sposobené faktom, Ze pri va¢Som pocte iteracii su do

konstrukcie PSSM matice pouzité aj menej podobné domény, vdaka ktorym metoda urcuje blizke

homology horsie.

PS?BLAST (prah .E:‘0,00S, n=20, sek\f. id. = 0%)
PSIBLAST (prah E=0,005, n=20, sekv. id. = 10%) ——
0 PSIBLAST (prah E=0,005, n=15, sekv. id. > 20%)
PSIBLAST (prah.E=0,005, n=20, sekv. id. = 30%)
PSIBLAST (prah E=0,005, n=20, sekv. id. > 40%)
PSIBLAST (prah E=0,005, n=20, sekv. id. = 50%)
60 L PSIBLAST (prah E=0,005, n=15, sekv. id. = 60%)

PSIBLAST (prah.E=0,005, n=10, sekv. id. = 70%)
PSIBLAST (prah E=0,005, n=5, sekv. id. > 80%)
PSIBLAST (prah E=0,005, n=4, sekv. id. = 90%)
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Obrazok 5.2. — ROC krivka zostavena z vysledkov nastroja PSIBLAST.

513 PHMMER

Nastroj PHMMER vyuziva metodu HMMER a pracuje s HMM profilmi. Tie si vytvara podla
zadanej sekvencie sam. Pouzita verzia nastroja bola sucast'ou balika HMMER verzie 3.1 z webovych
stranok Janelia Research Campus [44]. Pre hl'adanie vyuziva sekvenénu databazu vo formate FASTA
a nevyzaduje Ziadne Specialne formatovanie, ¢im sa zjednodusuje jeho pouzitie.

Bola pouzita rovnaka databaza pdbaa, tento raz ale vo formate FASTA. Tak ako aj v pripade
nastroja BLASTp boli ponechané zékladné nastavenia. Ziskana ROC krivka je zobrazend na obrazku
5.3. Je vidiet, ze metoda je opat’ vyrazne najuspesnejsi pri hl'adani blizkych homologov. Ak ju vSak

porovname s metdodou BLAST, tak ma mensiu presnost’ (podl'a hodnot error rate).

514 JACKHMMER

Nastroj JACKHMMER bol ziskany z rovnakého balika HMMER ako nastroj PHMMER. Pracuje
s rovnakymi nastaveniami, ale ide o iterativny variant. Naviac je mozné nastavit’ maximalny pocet
iteracii a hodnotu prahu pre E-value. Tieto parametre boli nastavované tak, ako pre nastroj
PSIBLAST, aby bolo mozné nésledne nastroje porovnat. Pre nastroj JACKHMMER je zakladna
hodnota prahovej E-value = 0,01. Pri testovani bola vynechana hodnota maximalneho poctu iteracii 1,

ked’Ze toto nastavenie odpoveda spusteniu nastroja PHMMER.
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Obrazok 5.3. — Vysledky nastroja PHMMER zobrazené ROC krivkou.
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Obrazok 5.4. — ROC krivka zostavena z vysledkov nastroja JACKHMMER.
Z vysledkov ziskanych spustanim nastroja JACKHMMER na testovacej sade proteinov bol
ziskany graf 5.4. Hoci hodnota prahovej E-value vysledok vyrazne neovplyviiuje, najlepsie vysledky
boli vzdy ziskané pre variant s hodnotou rovnou 0,01. Tak ako aj nastroju PSIBLAST, sa tu najlepsie

darilo hladat’ blizkych homologov pri malom pocte iteracii. VACSi pocet iteracii sa oplati vyuzit’ pri

hl'adani TP parov s malou sekven¢nou identitou.
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5.1.5 CSBLAST
Nastroj CSBLAST je zalozeny na modifikovanej metode BLAST a bol ziskany z webovych stranok
Max-Planck Institute for Developmental Biology [45]. Naviac vyZzaduje nastroj BLASTpgp z balika
BLAST z webovych stranok NCBI [43]. Metoda CSBLAST je zaloZzena na pouZiti kniznice kratkych
profilov, ktoré vyuziva pri ur€ovani pravdepodobnosti vyskytu kontextovo Specifickych mutécii. Pre
testovanie som vyuzila subor so zdkladnym nastavenim, ktory bol sucast’ou stiahnuté balika.
Nastroje zalozené na metéde CSBLAST vyzaduji databdzy v rovnakom formate ako tie

zalozené na BLAST. Pri testovani zostalo nastavenie na zakladnych hodnotach, okrem hodnoty max

E-value, t4 bola menena tak ako pri nastrojoch BLASTp a PHMMER.
Vyslednd ROC krivka je znazornena na obrazku 5.5. Jej vysledky su relativne porovnatelné

s vysledkom z nastroja PHMMER.
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Obrazok 5.5. — ROC krivka zobrazend z vysledkov nastroja CSBLAST.

5.1.6 CSIBLAST

Ide o0 nastroj vyuzivajuci iterativny variant metdédy CSBLAST. Vyzaduje rovnaké parametre a typ

databazy ako vysSie spomenuty nastroj CSBLAST.
Jedingm rozdielom pri testovani bolo nastavovanie rdznych hodnét prahovej E-value

a maximalneho poctu iteracii. Tieto hodnoty boli nastavované rovnako ako v pripade nastrojov

PSIBLAST a JACKHMMER. Zakladné nastavenie prahovej E-value bolo 0,001.
Na obrazku 5.6. je zobrazeny vysledok pre testovaciu sadu proteinov znova rozdelenych podla

sekvencnej identity. Najlepsie vysledky v tomto pripade mala vzdy maximalna prahova E-value
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S hodnotou 0,001. Pri pouziti sprdvneho poctu iteracii je mozné najst velktl Cast’ homologov
z celkového poctu. Sucasne je metdoda velmi presnd, ako ukazuju vynesené hodnoty error rate.

Slabinou tejto metddy je ale rychlost’ hl'adania, ktora je oproti ostatnym iterativnym metodam aj

niekol’kokrat mensia.
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Obrazok 5.6. — ROC krivka z vysledkov nastroja CSIBLAST.

5.1.7 HHBLITS

Nastroj HHBLITS je urceny predovSetkym na pracu s HMM profilmi, ale je mozné ho vyuzit' aj
na hladanie zvolenej sekvencie voci sekvencnej databaze. Je siCastou balika HHsuite, ktory bol
ziskany z webovych stranok Max-Planck Institute for Developmental Biology [45]. Problémom
nastroja bolo ziskat' rovnaku databazu pdbaa aka bola pouzita pri ostatnych metédach. Metody
z tohto balika totiz vyzaduju Specialny format databaz. Na vyber su len tieto typy databaz:

e UniProt databaza so sekven¢nou identitou max. 20 % (s oznac¢enim uniprot20)

e Non-Redundant databaza so sekven¢nou identitou max. 20 % (nr20)

e PDB databaza so sekven¢nou identitou max. 70 % (pdb70)

e SCOP databaza so sekven¢nou identitou max. 70 % (scop70)

o PfamA databaza (pfamA)
Z tychto piatich databaz som pre moje testovanie vybrala databazu pdb70, ktora tvori

podmnozinu databazy pdbaa pouzitej pri ostatnych metédach (databaza SCOP nebola pouzita, ked’ze
nie je dostupnad aj pre iné metddy). KedZe tato databaza neobsahuje vSetky domény, ktoré boli
zahrnuté do testovacej sady, bolo nutné v tomto pripade obmedzit’ zoznam TP, unknown a FP parov

tym sposobom, aby neobsahovala domény chybajtce v databaze pdb70.
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Néastroj HHBLITS patri medzi iterativne metédy, maximalny pocet iterdcii sa nastavuje v
rozsahu od 1 do 8. Viacej nie je treba, pretoze metoda by mala rychlo konvergovat. Ku kone¢nému
vysledku dochadza zvycajne rychlejsie ako pri ostatnych iterativnych metodach.

Boli pouzité rovnaké hodnoty prahovej E-value: 0,01, 0,005, 0,001. Graf zobrazujuci ROC
krivky pre jednotlivé sekvencné identity je zobrazeny na obrazku 5.7. Vysledky ukazujt, Ze najlepSie
vysledky su dosiahnuté pri maximalnej prahovej E-value rovnej 0,001. Zaujimavostou je, ze pri
hladani parov s akoukol'vek sekven¢nou identitou je najuspesnejsi variant s jednou iteraciou. Zrejme
je to dané tym, ze metéda vyhodnocuje sekundarnu struktaru proteinov a rychlo konverguje. Metdda

pracovala iba s databazou s maximalnou sekven¢nou identitou do 70 %, preto chybaju ROC krivky

pre skupiny s vyssou identitou.

HHB‘UT‘S (prah.E:OJOi n=1, sekv. id, = tlj%) & ‘ = ' © '

HHBLITS (prah.E=0,01, n=1, sekv. id, > 10%) =——— G = = &
70 HHELITS (prah.E=0,01, n=1, sekv. id. » 20%) — & g = s 7

HHBLITS (prah.E=0,01, n=1, sekv. id. > 30%) ﬁ' " It 4

HHBLITS (prah.E=0,01, n=1, sekv. id. = 40%) _— 2 ;?

HHBLITS (prah.E=0,01, n=1, sekv. id. > 50%) o g o

HHBLITS (prah.E=0,01, n=1, sekv. id. > 60%) ] g :? -~ i

@ @

arr

60

TPs [%]
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1.0e-02 1.0e-01

1.0e-06 1.0e-05 1.0e-04 1.0e-03

1.0e-08 1.0e-07
FPs [%]

Obrazok 5.7. — ROC krivka zobrazujuca vysledky nastroja HHBLITS.

5.1.8 SAM

SAM je d’alsim z nastrojov urcenych primarne k praci s HMM profilmi, dokéze vSak pracovat’ aj so
sekvenciami a sekventnymi databazami. Bol ziskany z webovych stranok Baskin Center for
Computer Engineering and Science [46]. Pracuje s databazami vo formate FASTA, a tak bola pouzita

rovnaka sekvenéna databaza pdbaa ako v pripade nastrojov PHMMER a JACKHMMER.
Nastroj SAM pracuje iterativne a pri testovani bol nastavovany parameter maximalny pocet

iteracii na uz zname hodnoty: 1, 2, 3, 4, 5, 10, 15 a 20. Standardne boli nastavované aj hodnoty

maximalnej prahovej E-value.
Vysledky je mozné vidiet’ na obrazku 5.8. Ako pri vac¢sine iterativnych metdd bol najlepSim

variantom vzdy ten so zakladnym nastavenim prahovej E-value, v tomto pripade na hodnotu 0,001.
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Obrazok 5.8. — ROC krivka zostavena z vysledkov metédy SAM.

5.1.9 COMPASS

Nastroj COMPASS bol ziskany z webovych stranok Howard Hughes Medical Institute [47]. Tento
nastroj je v skuto€nosti zloZzeny z dvoch skriptov. Je zaloZeny na praci s profilmi, ktoré s vytvorené z
viacnasobného zarovnania, prvy skript teda najprv prehl'add pomocou nastroja BLASTpgp zadant
databazu a vytvori zarovnanie so zadanou sekvenciou. Toto zarovnanie je potom vstupom druhého
skriptu, ktory prevedie vyhl'adavanie v profilovej databaze. Vysledkom je tak ako aj u inych metod
zoznam najdenych parov a ich zarovnanie.

Za databazu, pre prva Cast vypoctu s nastrojom BLASTpgp, bola pouzita uz spomenuta

databaza pdbaa vo formate BLAST. Pre nastroj COMPASS potom existuju tieto naformatované

profilové databazy:
PDB databaza so sekven¢nou identitou max. 70 % (pdb70)

e SCOP databaza so sekven¢nou identitou max. 40 % (scop40)

pdb70. Rovnakym spdsobom potom prebiehalo aj vyhodnotenie vysledkov nastroja. Ziskan

vysledky st na zobrazené obrazku 5.9.

Z tychto moznosti bola z rovnakych dovodov ako pre nastroj HHBLITS vybrana databiza

¢
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Obrazok 5.9. — ROC krivka zostrojena z vysledkov nastroja COMPASS.

5.2

Vyhodnotenie na zaklade sekvencnej identity

V tejto praci som sa zamerala na vyhodnotenie vysledkov metdd s ohladom na zvolenut oblast’

sekvencnej identity. Pre tieto oblasti som hl'adala najlepSie varianty od kazdej metédy a z tych

vyberala tu najlepSiu, pri ktorej ziskame najviac skutoéne homolognych parov. Percentualne

zastupenie TP parov z celkového poctu v jednotlivych oblastiach je znazornené v tabul’ke 5.1.

sekvenéna identita >=0% >10% > 20 % > 30 % > 40 %
zastupenie TP parov v % 100 76,91 41,27 17,77 12,47
sekvenéna identita > 50 % > 60 % >70 % >80 % > 90 %
zastupenie TP parov v % 7,87 4,07 1,37 0,60 0,19

Tabul’ka 5.1. — Percentualne rozdelenie vSetkych TP parov do jednotlivych oblasti podl'a sekvencnej identity.

Pri hodnoteni metdd je vzdy dolezité uvazovat’ nejaku mierku, podl'a ktorej zvolime najlepsiu

metddu. V tejto praci je takou mierkou hodnota error rate, podl'a ktorej je mozné jasne uréit, ktora

metdda je najlepsia podla poétu najdenych TP parov.

Hladanie homolégnych parov proteinov s 'ubovol’nou sekven¢nou identitou

Tato oblast je vyznamna tym, Ze zahima vsetky existujuce TP pary a jedna sa o pripady, kedy uzivatel

hl'ada aj tie najvzdialenejSie pribuzné proteiny. Pri tomto hl'adani su najuspesnejsie iterativne metody,

ako je mozné vidiet’ na obrazku 5.10.
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Ktorti metodu vyberieme ako ti najlepsiu, zavisi od volby hodnoty error rate. Ak by sme
pozadovali hodnotu najviac 0,005%, bude vybrana metéda HHBLITS s 1 iteraciou. Avsak tato je
schopna pre tuto oblast’ najst’ relativne maly pocet TP parov. Ak by sme zadali maximalnu mieru

chybovosti (error rate) na 0,01%, podari sa nam najst’ vacsi pocCet skutocne homoldgnych parov,

tentoraz ale s metodou CSIBLAST s 20 moznymi iteraciami.
Z obrazku je zrejmé, ze zékladné nastroje ako PHMMER a BLASTp maju vel’ké problémy

najst’ vacsie mnozstvo TP parov, ktorych velku cast’ (v tejto oblasti) tvoria vzdialene pribuzné pary.

80 T T T T
BLAST (sekv. id. = 0%)
PSIBLAST (prah.E=0,005, n=20, sekv. id. = 0%)
PHMMER (sekv. id. > 0%)
JACKHMMER (prah.E=0,01, n=10, sekv. id. = 0%)
CSBLAST (sekv. id. = 0%)
CSIBLAST (prah.E=0,001, n=20, sekv. id. > 0%)
HHBLITS (prah.E=0,01, n=1, sekv. id. > 0%)

SAM (prah E=0,001, n=20, sekv. id. > 0%) @
COMPASS (sekv. id. > 0%) =—— i

=0.0019,
=01¢

70

efror rate
rror rate

60 |

40 -

TPs [%)]

20

10

1.0e-01 1.0e+00

ll—.-_—__.i | 1

1.0e-05 1.0e-04 1.0e-03 1.0e-02
FPs [%)

1‘09‘708 1.0e-07 1.0e-06
Obrazok 5.10. — Vysledky metdd pre hl'adanie homolognych parov s akoukol'vek sekvenénou identitou.

HPadanie homolognych parov so sekvenénou identitou vicSou ako 10 %
V grafe na obrazku 5.11 st znazornené krivky popisujice vysledky metod pre oblast’ so sekven¢nou
identitou vicsou ako 10%. Rovnako ako v predchadzajucej oblasti (ktorej je taito podmnoZinou) sa
prejavuje dominancia iterativnych metdéd ato predovSetkym metody CSIBLAST s maximalnym
poctom iteracii. Opat’ mézeme povedat’, Ze vybrany variant metddy zavisi na zadanej hodnote error
rate. V grafe je vidno, ze niektoré krivky nepretali krivku znazorfiujiicu maximalnu mozna hodnotu
error rate. V takom pripade, kedy krivka vysledku metody lezi nalavo od krivky error rate, sa pri
porovnani uvazuje najvacsi najdeny pocet TP parov. Dovodom, preco sa krivky nepretali je fakt, Ze

hladanie homoloégnych parov bolo zastavené pri dosiahnuti maximalnej hodnoty E-value, ktoru

metdda umoziuje najst’.
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Obrazok 5.11. — Vysledky metdd pre hl'adanie homoldgnych parov so sekvencénou identitou nad 10%.
HPadanie homolognych parov so sekven¢nou identitou nad 20%, nad 30% a nad 40%

Podobny trend ako v predchadzajtcej skupine je vidiet’ aj pri tomto intervale. Jasne dominuje metdda
CSIBLAST, ktorej sta¢i uz len 15 iteracii, a HHBLITS s jednou iteraciou. So zvySujliicim sa podielom

viac identickych parov klesa potrebny pocet iteracii. To je mozné vidiet’ na obrazkoch 5.12 az 5.14.

80 T  — T T T
BLAST (sekv. id. > 20%) ®
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Obrazok 5.12. — Vysledky metdd pre hl'adanie homolégnych parov so sekvenénou identitou nad 20%.
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Obrazok 5.13. — Vysledky metdd pre hl'adanie homolégnych parov so sekvencénou identitou nad 30%.
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Obrazok 5.14. — Vysledky metdd pre hl'adanie homolognych parov so sekvencnou identitou nad 40%.

HPadanie homolognych parov so sekvenénou identitou od 60% a od 70 %

Ked’ mierime do tychto oblasti sekvencnej identity, stacia pri iterativnych metodach aj najmensie
pocty iteracii. Metoda CSIBLAST dokaze pri zadanej miere error rate rovnej hodnote 0,1% najst’

maximalny pocet TP parov (z testovanych moznosti) pri maximalne 5 iteraciach. S rastucim poctom
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viac sekven¢ne identickych parov sa zlepSuju aj vysledky metody PSIBLAST (vid obrazky 5.15

a5.16)
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Obrazok 5.15. — Vysledky metdd pre hl'adanie homolognych parov so sekvencénou identitou nad 50%.
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Obrazok 5.16. — Vysledky metod pre hl'adanie homolégnych parov so sekvencénou identitou nad 60%.
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Hladanie homolégnych parov so sekven¢nou identita od 70% a od 80 %
V tejto oblasti uz neboli pouzivané metody HHBLITS a COMPASS, pre ktoré sa nepodarila ziskat’
ziadnu naformatovanu databazu s doménami so sekvencnou identitou vyS$Sou ako 70 %.

NajlepSou vol'bou pre vybrant error rate rovnajicu sa hodnote 0,1% pre pary so sekven¢nou
identitou od 70% (vid’ obrazok 5.17) st metddy CSIBLAST s maximalne 5 iterdciami a PSIBLAST

S maximalne 10 iterdciami. Pri tomto vybere je mozné zvazit aj rychlost hladania, ktora by

znamenala vyhodu pre PSIBLAST, aj ked’ m6ze pouzivat’ vacsi pocet iteracii.
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Obrazok 5.17. — Vysledky metod pre hl'adanie homolégnych parov so sekvencnou identitou nad 70%.

V nasledujucej oblasti opit’ pre va¢sinu hl'adani ostava ako najlepSia metdda CSIBLAST s 5

iteraciami (obr. 5.18.).
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Obrazok 5.18. — Vysledky metdd pre hl'adanie homoldgnych parov so sekvencnou identitou nad 80%.

Vw7

HrPadanie najblizsic

h homolognych parov so sekvencnou identitou nad 90%
Pri paroch s najvysSou identitou je nutné brat’ do Givahy aj neiterativne metody, ktoré si schopné najst’

okolo 50% vSetkych TP parov. NajlepSou metédou, pre maximalnu hodnotu error rate rovnej
hodnote od 0,001% a viac, zostava metdda CSIBLAST s maximalnymi 5 iteraciami (vid’ obr. 5.19.).

Obrazok 5.19. — Vysledky metdd pre hl'adanie homolognych parov so sekvenénou identitou nad 90%.
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5.2.1 Namerané najlepSie vysledky podl’a sekvencnej identity

Okrem samotného ohodnotenia metdd podla schopnosti njst’ ¢o najvacsi pocet TP parov pri zadanej
hodnote error rate bola skimana aj rychlost vyhladavania. Vysledky si zhrnuté v nasledujice;j
tabulke 5.2.

Z tabulky je zrejmé, Ze vo vicSine pripadov, predovSetkym pri hl'adani péarov so strednou
a vysSou sekvencnou identitou, sa podarilo najst’ najviac TP parov pomocou metédy CSIBLAST.
Tieto vysledky st samozrejme dost’ zavislé od zvolenej hodnoty error rate.

Pri porovnani hra délezita ulohu aj rychlost’ vyhl'adavania homolognych proteinov. Preto bolo
uskutocnené aj meranie priemerného Casu, za aky je kazdd z metdd schopna najst pre doménu
s priemerne dlhou sekvenciou aminokyselin jej homoldégne domény. Pokus bol uskuto¢neny s piatimi
priemerne velkymi doménami (dizka okolo 170 aminokyselin).

Aby bolo toto meranie vypovedajuce, bol pre vsSetky merania vyuZzity rovnaky stroj
s nasledujiicou konfiguraciou: 4-jadrovy procesor Intel Core i3 (3,4 GHz) s 4MB L2 cache, 8GB
RAM, pevny disk 1TB 7200 otacok/minutd. Vysledky st zhrnuté v nasledujicej tabul’ke 5.2.

. B o Najdeny Cas hPadania
Sekvencna error rate Nazov a parametre najlepsSich
i i cet TP i {
identita [%0] [%0] metod [ PRSI
parov [%] doménu [s]
HHBLITS (n=1,e=0,01) 18 3,5
0,005
PSIBLAST (n =20, e = 0,005) 15 4,3
>0
CSIBLAST (n =20, e = 0,001) 30 47
0,01
HHBLITS (n=1,e=0,01) 19 3,5
CSIBLAST (n =20, e =0,001) 58 47
>10 0,1
HHBLITS (n=1,e=0,01) 30 3,5
PHMMER 15 1,1
>20 0,01
BLASTp 12 0,3
CSIBLAST (n =10, e =0,001) 70 23
>30 0,1
HHBLITS (n=1,e=0,01) 58 3,5
CSIBLAST (n =10, e =0,001) 72 23
> 40 0,1
HHBLITS (n=1,e=0,01) 60 3,5
CSIBLAST (n=5,e=0,001) 72 12,2
>50 0,1
HHBLITS (n=1,e=0,01) 60 3,5
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CSIBLAST (n=5,e=0,001) 73 12,2
> 60 0,1

HHBLITS (n=1,e=0,01) 69 3,5

CSIBLAST (n=5,e=0,001) 70 12,2
>70 0,1

PSIBLAST (n =10, e = 0,005) 58 43

CSIBLAST (n=5,e=0,001) 68 12,2
>80 0,1

PHMMER 33 1,1

CSIBLAST (n=5,e=0,001) 60 12,2
>90 0,1

PHMMER 46 1,1

Tabulka 5.2. — Najlepsie vysledky pre dant sekvencnu identitu so zvolenou error rate.

(Poznamka: pri popise metddy oznacuje N maximalny pocet iteracii metoddy a e Vv pripade iterativnych metdd je

rovné maximalnej prahovej E-value)
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6 Testovanie aplikacie a jej ovladanie

Aplikacia bola testovana s pomocou vybranej vzorky domén z hierarchie SCOP, ktoré boli
umiestnené do niekol’kych suborov.

Na obrdzku 6.1. je vidiet nacitanie jednotlivych suborov s doménami, pre ktoré chceme
vyhl'adavat’ homoldgne domény. Je mozné nacitat’ stibory vo formate FASTA alebo PDB. Vybrané
domény, ktoré budi pouzité pre hladanie, s zobrazené uz len vo formate FASTA. Takto
naformatovany zoznam bude pouzity ako vstup vybraného néstroja pre hl'adanie homoldgov.

> Vyber proteinov

Sabor s proteinami: I/home/homology/’lBSB‘pdb l Prechédzat

Zoznam proteinov

astral_sma.Fa [FASTA] | 1B58.pcb [PDE]"
[ 1bsb:a|pdbid|chain|sequence
[ 1bsb:b|pdbid|chain|sequence
1bsb:c|pdbid|chain|sequence

Vybrané proteiny

>d2qrwa_ a.1.1.1 [A:) Protozoan/bacterial hemoglobin {Mycchacterium tuberculeosis
kefydavggaktidaiverfyagvasdevlrrvypeddlagassrlmtlegywagprty
seqrghprlrmrhapirislierdatlrorhtavasidsetlddehrrelldylenashs

1vnspt

>ibsb:c|pdbid|chain|sequence
aqvintfdgvadylqtyhklpdnyitkseagalgwaskenladvapgksiggdifanre
gklpgksgrtvwreadmytsgirnadril ysadwlikttdhyqtfthir

Obrazok 6.1. — Nacitanie zdrojovych suborov a vyber proteinov.

Dalej moze uzivatel' vyuzit hlavni prednost’ aplikacie, ktorou je pomoc pri vybere metody
hladania a njdenie jej idedlnych parametrov. Takéto dialdgové okno je zobrazené na obrazku 6.2.,
kde po zadani akcie Hladaj parametre aplikacia podl'a uvedenych parametrov typu metody, miery
chybovosti a strukturnej identity najde najlep$ie nastavenie pre parametre poctu iteracii, maximalne;j
prahovej E-value a maximalnej vystupnej E-value. Ak uZzivatel' nezada konkrétny typ metody, je

najdeny aj ten. Tie parametre st len odporuc¢enim a uzivatel’ ich méze 'ahko zmenit'.

o Napoveda pri hladani homoldgov
Nastavenia parametrowv: 70 [ A————————— r
HLAST (8=0,01, s&qI[2=80-20 &
PSIBLAST (e= 5, N=50, senlD=80 ?I‘
Metdda: [ CSIBLAST i v - bl &
Sekvenina DE: POB v {6201 1oz, seqiD-eo
sa | g
Miera chybovosti: 0.002 -
. ao L 4
Strukturna identita: B0-90% v||ZE
g 30
Hladaj parametre Ly
20 | B
Potet iteracit 42
q . . 10 - i
Maximalna prahové E-value: 001z
7 a e e L
Maximalna vjrstupné E-value: I:I.I]I:|E|24|§ . 1,0e-08  L0e07 1.0se-06 10805 1.0e04  10e-03 10802  1.0e01  10s+a0)
FPs (%]
Storno Pouzit

Obrazok 6.2. — Dialdgové okno pre hl'adanie optimalnej metody.
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Ked’ uzivatel’ vyberie metddu a jej nastavenia a spusti proces hl'adania homologov, aplikacia
bude postupne spustat’ odpovedajuci néastroj pre jednotlivé vybrané sekvencie. Dizka hladania zavisi
od pouzitého nastroja a poctu iteracii. Pre niektoré metddy moze proces trvat’ dlho, az niekol’ko minut
v zavislosti na pocte sekvencii (predovSetkym pri nastrojoch CSIBLAST, SAM, COMPASS).
Vysledky metdd st spracované a zobrazené v zalozke Vysledky (vid. obrazok 6.3.). V zozname
v lavej hornej casti st uvedené dopytované proteiny, V pravej Casti su potom k nim najdené
odpovedajice homoldgne proteiny spolu s hodnotou ich E-value a ziskaného skore danou metddou
(vyznam tohto skore zavisi na type metddy). V dolnej Casti je zobrazena sekvencia najdeného

homologneho proteinu a jeho zarovnanie kK vstupnému proteinu.

r Protein M

Vstupné parametre Vysledky

Nazov proteinu E-value Skére H
161|

+bsb:c|pdbid|chain| s PEBI1NGK[A |6.0E-51

sbiclpdbidichainlss J o 2orma 40643 157
pdb|2BKM|A 9,0E-45 145
pdb|2BrMmM|A 1.0E-43 142

— - pdb|4UZV|A 12J3E-41 1 waa!_

Sekvencia proteinu: UloZit vysledky

>2BKM:A|PDEID | CHAIN | SEQUENCE
EQWQTLYEAIGGEETVAKLVEAFYRRVAAHPDLRPIFPDDLTE TAHKQKQFLTQYLGGPPLYTAEHGHPMLRARHLRI]
TPERAEAWLACMRAAMDE IGLS GPAREQFYHRLVLTAHHMVNTPDHLD

T v

Vysledné zarovnanie:

>pdb|2BRM|A Chain A, Crystal Structure Of The Truncated Hemoglobin From Geck-
Stearcthermophilus | ‘
Length=128

Score = 145 bits (366), Expect = 9e-45, Method: Composition-based stats.-
£l v

Obrazok 6.3. — Dialogové okno zobrazujuce vysledky hladania.
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/ Zaver

Motivaciou pre vznik tejto prace bolo predovsetkym to, ze hoci v dneSnej dobe existuje mnozstvo
metdd pre vyhladavanie homolognych sekvencii, kazda z nich pracuje vhodnejsie pre iné vstupné
poziadavky. Ciel'om bolo vytvorit’ nastroj, ktory by pomahal uzivatel'om pri rozhodovani aki metddu
a s akymi nastaveniami vybrat’, aby fungovala ¢o najlepsie pre nimi zadané kritéria. Za tymto ucelom
bolo otestovanych viacero metdd a na zdklade zhodnotenia vysledkov vznikla podporné aplikacia.

Pre jednotlivé metddy a vybrané hodnoty ich parametrov boli uvedené ich vysledky pre
zvolenu testovaciu vzorku dat. Bolo uskutocnené porovnanie jednotlivych nastaveni a metdéd medzi
sebou. Oproti inym pracam na tuto tému boli takto ziskané data vyhodnotené aj z pohl'adu sekvencnej
identity (ziskanej po Struktirnom zarovnani) a rozdelené do intervalov po desiatich percentach. Takto
ziskané hodnoty mozu byt uzitoéné pre uZzivatela, ktorého zaujimaji iba homologne proteiny S
urcitou sekven¢nou identitou. Testovacia vzorka dat bola vybrana z hierarchickej klasifikacie SCOPe.
Vdaka pouzitiu tejto manualne spravovanej hierarchie bolo mozné ziskat relevantné informacie
a jednoznaéne uréit, aké percento ziskanych parov tdajne homolognych proteinov bolo skuto¢ne
homolognych (podla tvorcov tej klasifikacie) a kol'ko percent parov bolo chybne oznacenych za
homolodgne.

Po tomto prieskume existujucich metéd bol navrhnuty postup, ako je mozné pomoct
uZivatelovi pri vybere metddy ajej nastavenia, ked potrebuje najst k zadanym proteinom ich
homologne pary, na zaklade uskuto¢nenej analyzy metdd. Preto bola navrhnuta aplikacia, ktora
umoznuje uzivatelovi naéitat’ sekvencie proteinov, pre ktoré bude hladat’ homolégov, a potom
spustit’ nastroj, ktory mu aplikacia na zaklade jeho poZiadaviek poradi. Aplikacia je poniukana formou
jednoduchého GUI s moznostou jednoducho spustat rozne nastroje a zobrazovat' ich vystupy
jednotnym sp6sobom a to jednoducho priamo v nej. Pontika tiezZ moznost’ ulozit’ aktualne nastavenie
tak, aby bolo mozné dany experiment spustit’ opakovane.

Z porovnania metoéd vyplynulo, Ze niektoré znich podavaju velmi odlisné vysledky od
ostatnych. Vo vicsSine oblasti by bola jasnou volbou metéda CSIBLAST, ale s r6zne nastavenym
maximalnym poctom iteracii. Celkovo prekvapila predovsetkym metéda HHBLITS, ktora vel'mi
uspesne hl'ada homoldgne pary so strednou a vyssou sekvenénou identitou a to uz pri jednokrokovom
variante. Pre metody HHBLITS a COMPASS sa, bohuzial’, nepodarilo ziskat odpovedajuce databazy,
aby bolo mozné ich plnohodnotne porovnat® s ostatnymi metédami pri vSetkych hodnotach
sekvenénej identity. Niektoré dalSie metddy ako napriklad PROCAIN sa nepodarilo z dovodu
neznamych chyb a nedostupnych zdrojovych kddov vobec vyskasat'.

V d’alSom pokracovani prace by bolo mozné sa zamerat' na zhodnotenie vysledkov podla

dosiahnutej hodnoty pokrytia (coverage) podobnym sposobom, ako teraz pri sekvenénej identite.
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Zoznam pouzitych skratiek

DNA
FN
FP
FPR
HMM
HSP
PDB
PSSM
RNA
ROC
SCOP
TN
TP
TPR

DeoxyriboNucleic Acid — deoxyribonukleova kyselina

False Negative

False Positive

False Positive Rate

Hidden Markov Model — skryté Markovove modely

High Scoring Segment Pairs — pary sekvencii s vysokym ohodnotenim
Protein Data Bank

Position Specific Scoring Matrices — pozi¢ne $pecificka skorovacia matica
RiboNucleic Acid — ribonukleova kyselina

Receiver Operating Characteristic

Structural Classification Of Proteins — databaza

True Negative

True Positive

True Positive Rate
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Zoznam priloh

Priloha 1. Grafy ROC priestoru

Priloha 2. USB flash disk (s virtualnym strojom)

Priloha 3. CD (s manualom, vSetkymi ROC krivkami pouzitymi V tejto praci, zdrojovymi kodmi
aplikacie)

61



Priloha 1. Grafy ROC priestoru
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