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Abstrakt

Prace je zaméfena na metody umelé inteligence pro zpiesnéni predpoveédi pocasi. Teoreticka ¢ast se
zabyva sluzbami, které jsou pouzity jako zdroj predpovedi, a popisem metod umélé inteligence, které
by bylo mozné pouzit véetné teorie neuronovych siti. Podrobné pak metoda ¢asovych fad, kterou jsem
se rozhodl implementovat. Prace dale popisuje navrh a implementaci serverové ¢asti aplikace, ktera
slouzi k ukladani dat a casti aplikace, ktera slouzi k vyhodnoceni a zobrazeni novych vysledk pomoci

umglé inteligence.

Abstract

This thesis is mainly focused on methods of artificial intelligence for getting more accurate weather
forecast. Theoretical part addresses services, which are used as the source for forecasts, and a
description of methods of artificial intelligence, which could be used for this kind of work including
the theory of neural networks. The time series method, which | decided to use, is descripted in greater
detail. The thesis also describes a draft and implementation of the server application, which is designed
for saving the data and the application, which uses the method of artificial intelligence to calculate new
forecast and displays it.
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1 Uvod

Pocasi nas jako lidi vzdy ovlivitovalo, proto se ho od pradavna snazime ptedvidat a menit. Piestoze
fizeni vzletu letadel, planovani dovolené nebo fizeni chytré domacnosti, je pocasi jeden z elementt,
ktery je vhodné brat v potaz.

V dnesni dob& uz nepozorujeme nizko 1étajici vlaStovky, ani rosnicky skakajici po Zzebtiku.
Presto vSak i v dobé meteostanic a slozit€¢ pocitanych predpovédi, nejsme kolikrat schopni ziskat
spravnou predpovéd na jeden nebo vice dni dopiedu.

V této praci budu vyuzivat toho, ze kazda sluzba, poskytujici predpovéd’ pocasi pouziva rizné,
nebo modifikované technologie k ziskani udaji a naslednym vypoétim. Kazda takova technologie ma
své pro a proti. Bylo proto vybrano n&kolik sluzeb, u kterych se pozoruje predpovéd pro 6 mést Ceské
republiky. Zamérné byla vybrana mésta s rozdilnou nadmotskou vyskou a polohou. Pfedpokladem je,
ze kazda sluzba (technologie) bude dominovat v urcité lokalité a my tak budeme schopni vypocitat co
nejpresnéjsi predpovéd’ podle vah informaci jednotlivych sluzeb v urcité nadmoiské vySce, Case a
poloze.

Nejprve tedy bude popséna teorie k ptedpovédi pocasi a uvod do neuronovych siti. Nasledné
bude popsan navrh 2 aplikaci, se kterymi budu pracovat a jejich implementace. Zavérem prace pak

bude testovani neuronoveé sité.



Kapitola 1 — Teorie

2 Pocasi a jeho predpovéd’

Pocasi je okamzity stav ovzdusi, které je dano stavem atmosférickych jevi v dané oblasti [2]. Udava,
zda je horko nebo zima, sucho nebo vihko, jasno nebo obla¢no. Témét vSechny jevy pocasi, jako je
dést’, mlha nebo tornada se objevuji ve troposféfe, coZ je nejnizsi cast atmosféry tzn. zacinajici na
zemském povrchu. Toto pocasi je ovliviiovano pocasim stratosféry (vyssi cast atmosféry). Tento
mechanismus vSak jesté neni dobfe znan.

Pocasi je fizeno rozdilnou vlhkosti a teplotou v riznych ¢astech Zemé, které jsou nejvice
ovlivnéné pozici a nato¢enim Zemé ke Slunci. Dlouhodoby rozdil pak tvoii podnebi, zatimco
kratkodoby pocasi.

Piedpoveéd pocasi je pak proces aplikujici védecké poznatky a technologie k tomu, aby odhadl

stav atmosféry v ur¢itém (budoucim) ¢ase a misté [22].
2.1  Format predpovédi

211 XML

XML je rozsifitelny znackovaci jazyk textového formatu, ktery definuje format dokumentt, ktery je

Podobné jako JSON ¢i YAML slouzi k serializaci dat. Jednim z hlavnich cilt je jednoduché a Citelné

Sifeni dat po internetu.

212 HTML

Hyper Text Markup Language je standardnim jazykem pouzivanym na internetu pro webové stranky.
Je psan formou elementli, ma pocate¢ni tag <HTML>, a kazdy z téchto elementi je ukonéen. Webovy

prohliZe¢ je pak vybaven schopnosti ¢ist a zobrazovat jednotlivé HTML elementy.

2.1.3 Bitmapa

Jedna se o graficky element (rastrovy obrazek), reprezentovan fadou pixeld, proto ob¢as referovan jako
pixmap. Kazdy pixel z pole, ze kterého se obrazek sklada, pak reprezentuje jeden bod grafického

elementu. Pro kazdy tento bod je definovana RGB barva ve formé tiech cisel.



2.2  Sluzby poskytujici predpovéd’ pocasi

Na internetu je mozné nalézt spoustu predpovédi a to v riznych formach. Problém je pak najit piesné
to co hledate v ur¢ité formé a s vhodnou licenci. Dohromady stahuji pocasi z 9 sluzeb. Z toho 4 jsou
predpovédi po dnech ve formatu XML. Ty vétSinou poskytuji vétsi pocet dat s mensi presnosti prave
proto, Ze predpovidaji na celé dny a ne na urcitou hodinu. Kazda z té€chto sluzeb bude podrobnéji
popséana Vv podkapitole Celodenni piedpovédi.

Pro dalsi predpovédi, tentokrat hodinové, jsem se rozhodl pouzit sluzby poskytujici predpoved’
na webu a to jak textové tak grafické. Bylo to viceméné proto, ze bylo potieba vétsi mnozstvi sluzeb.
Co se ty¢e XML a JSON, daji se z nich data Citelné a lehce ziskavat. Proto jsem s nimi chtél pivodné
pracovat. Sluzeb, které vSak zdarma poskytuji piesnéjsi predpovéd’ v téchto formatech, neni mnoho.
Pro hodinové predpovédi jsem tedy pouzil 4 webové sluzby, ze dvou z nich bude analyzovan HTML
soubor a u 2 dalsich grafické zobrazeni po¢asi na mapé Ceské republiky.

Nasleduje prehled sluzeb, které jsem pouzil jako zdroj predpovédi a dat o soucasném stavu
pocasi. Ty jsou rozdeleny do 3 kategorii podle jejich pouziti na celodenni, hodinové ptedpovédi a na

sluzbu, ze které jsou ziskdvany informace o aktualnim stavu pocasi.

2.2.1  Celodenni predpovédi

Vsechny piedpoveédi téchto sluzeb jsou, mimo jiné, formatovany v XML, které jsem pouzil, a je tak

velmi jednoduché dostat z nich informace, které si pro nasi potiebu zadame.

22.1.1 YAHOO

Yahoo! Inc. je americka spole¢nost zalozena v roce 1994, poskytujici emailové, vyhledavaci a dalsi
sluzby, mezi kterymi je webova sluzba, poskytujici pfedpovéd’ pocasi pro mobilni aplikace [23].
Zdarma pak poskytuje pro osobni pouziti jednoduchy XML soubor s piedpovédi na 5 dni doptedu. Tato

predpoveéd’ ma ale jen omezena data (teplota a obla¢nost).

2.2.1.2 Wunderground

Weather Underground, hostujici strdnku wunderground.com, je komercni sluzba poskytujici
pfedpovéd’ pocasi pro vétSinu mést svéta. Je zde moznost stahovat pocasi zdarma omezena na dany
format souboru XML, ktery neni az tak pfehledny, a S omezenym pocétem pristupi. Poskytuje

ptedpovédi na 3 dny doptedu s velkym mnozstvi dat.

2.2.1.3 Google

Google je dalsi americka spolecnost, ktera se proslavila predevsim diky svému vyhledavaci. Pozdé&ji

také diky prohlizeci a aplikacim, které poskytuje. Jedna z téchto aplikaci byla také zamétena na pocasi.



Tato sluzba poskytuje velmi prehledny XML soubor s mnoha uZiteénymi tidaji a to na tyden dopfedu,

také vSak s omezenym poctem piistupii za den.

2214 Wordweather

Wordweather je webova sluzba poskytujici predpoveéd’ pocasi ve formatu XML na 3 dny doptedu a to

S omezenym poctem dat.

2.2.2 Hodinové predpovédi

Piedpokladem hodinovych piedpovédi je, ze predpovidaji na nékolik hodin v rdmci jednoho dne, tedy
ne na cely den. Sluzby poskytuji predpovéd’ v HTML nebo grafickém (PNG) formétu.

2221 Meteocentrum

Meteocentrum je ceska sluzba, kterd poskytuje strucnou piedpovéd’ pocasi na 4 dny dopiedu

v grafickém resp. HTML formatu a to po 3 resp. 1 hodiné.

2.2.2.2 In-pocasi

Dalsi ¢eska sluzba. Komer¢né poskytuje pocasi v riznych formatech i grafické podobé. Co se tyce
poskytovani sluzeb zdarma, poskytuje pouze predpovéd’ na webovych strankach v HTML formétu a to

na kazdé 3 hodiny dne na 5 dni doptedu.

2223 Sluneéno

Ceska sluzba tvofici predpovéd’ na zakladé dat, které poskytuje organizace NOAA. Tyto predpovédi
pak poskytuje v grafické podobé. Pro kazdou hodinu na dalsi 2-3 dny je pak ulozen PNG obrazek, ktery
na mapé Ceské republiky zobrazuje udaje pomoci barevného spektra. Tyto idaje maji viak vétsi
rozptyl, jako tfeba teplota, kterda ma v barevném spektru vyhrazenou barvu pouze pro kazdou moznou
sudou hodnotu. Vyuziva ale jiného vypoctu a bude tedy zajimavé pozorovat tuto sluzbu v porovnani

s dalSimi.

2224 Aladin (CHMU)

Jedna se o Cesky hydrometeorologicky tstav poskytujici grafické predpovédi modelu ,,Aladin®. Jedna
se 0 podobné mapy jako u sluzby popsané v 2.1.2.3 Slune¢no s barevnym spektrem. Tentokrat
poskytuje predpoveédi po 6 hodinach a to az na 3 dny dopfedu. Nova piedpoveéd’ je pak tvorena 4x
denné. Kazda predpoveéd’ se nahrava postupné, takze je mozné, ze v urcity ¢as je nahrana pouze Cast

posledni piedpoveédi.

2.2.2.5 Medard
Sluzba poskytujici predpovédi pocasi pro Ceskou republiku a Evropu. Podobné jako Aladin ji poskytuje
v grafické podob¢ a vyuziva modelu WRF (NCAR).



2.2.3  Aktualni stav pocasi

2.2.3.1 In-pocasi meteostanice
Jedna se o dalsi sluzbu serveru In-pocasi, ktera poskytuje aktualni stav pocasi pozorované na jedné
z desitek meteostanic po Ceské republice. Aktualizace probiha asynchronné, vétsinou nékolikrat do

hodiny.

2.2.4  Mista predpovédi

Mista, kterd budou pouzita pro tvorbu piedpovédni neuronové sité, byla vybrana tak, aby pokryla
velkou Cast republiky, tzn. tak aby mista nebyla blizko u sebe, a zaroven aby mista, pro které bude
predpovéd’ tvofena, méla riznou nadmoiskou vysku. Byla vybrana mésta se stiedni rozlohou, diky
které se misto meteostanice, ze které jsou sbirana data v ur¢ité oblasti, nemize tolik lisit od oblasti, pro

kterou je predpovéd’ uréena.

224.1 Brno

Nejrozsahlejsi mésto, u kterého bude piedpovéd’ tvofena, a proto se také daji ocekavat vétsi odchylky
zpusobené divergenci mista meteostanice a zon predpovédi. Mésto se nachazi v Jihomoravském kraji
s nadmotskou vyskou 190 az 479 metri nad mofem a s meteostanici na Kravi hote, ve vysce 280 metra

nad mofem.

2.24.2 Trebic

Mensi mésto z kraje Vysoc¢ina. Primérna nadmotska vyska 405 metrti nad mofem s meteostanici ve
vysce 486 metrti nad mofem. U tohoto mésta je pfedpokladano velmi idealni méteni vzhledem k jeho

rozloze a nadmoiské vysce.

2.2.4.3 Spindleriiv Mlyn

Velmi malé méstecko z Kralovéhradeckého kraje s velkou nadmoiskou vyskou v priméru 718 a
meteostanici ve vySce 800 metrd nad mofem. Zde bude zajimavé pozorovat presnost jednotlivych

sluzeb v ,,extrémnich* vyskach.

2244 Kunovice
Malé méstec¢ko Zlinského kraje s velmi malou nadmoiskou vy$kou v priméru 198 metrti a meteostanici
ve vyice 185 metri nad mofem. Zde je opaény extrém od Spindlerova Mlyna, co se ty¢e nadmoiské

vysky.



2.24.5 Kladno
Mésto ve StiedoCeském kraji s primérnou nadmoiskou vyskou 381 metrti a meteostanici ve stejné
nadmoiské vysce. Co se ty¢e nadmoiské vysky, je tedy idedlnim kandidatem pro predpovéd’. To se ale

miize zménit, pokud by jeho rozloha méla u predpovédi hrat velkou roli.

2.2.4.6 Karlovy Vary
Mensi mésto statisticky podobné méstu Trebi¢ mozna jesté s idealnéjSimi podminkami. Toto mésto se
v$ak nachézi na druhé strané republiky a to v zapadnich Cechach. Primérna nadmoiska vyska 447

metril nad mofem s meteostanici ve stejné vysce.



3 Neuronové sité

Neuron je zakladni nervova buika zivych organismut. Ta pomoci elektrickych signali dokaze predavat
informace dal§im neuronim. Neurony, které jsou mezi sebou provazany, tvoti jako celek tzv.
neuronovou sit. Neurony jsou zavislé na vnéjsich vstupech, jako mtize byt i jiny neuron. Neuron mtize
byt jinak citlivy na jednotlivé vstupy [24].

Neuronové sité v pocitatovém svété jsou algoritmy inspirované biologickymi nervovymi
spojenimi, jako naptiklad u lidi ¢i zvitat. Samoziejmé s mnohem jednodussi architekturou. Zakladni
myslenkou je tedy modelovat biologicky neuronovy systém fungujici v piirodé jako model pro strojové

uceni [9].

3.1 Inspirace biologii

Z biologického hlediska je nervova soustava tvofena nervovymi bufikami, neurony, které vedou
vzruchy pomoci rozvétveného propojeni s dal§imi neurony. Kazdy neuron tak spolupracuje se svymi
sousednimi neurony, které mezi sebou §ifi signaly.

Neuron ma svoji vnitini aktivitu, ktera reaguje na drazdéni receptory, nebo jinymi neurony a
pokud ptesédhne urcitou mez (danou predevsim piedchozimi zkuSenostmi) vysila signél, ktery se pak
dale §ifi po nervové soustaveé, coZ je mozné registrovat jako elektricky d¢j. Informace neni pouze 0,1
(vysila nebo nevysila), zavisi pak i na frekvenci vysilani a dal$ich vécech, jako je druh mediatoru
(neurotransmitéru). V celé soustavé pak dochazi k tzv. sbihavosti resp. rozbihavosti, kdy jeden neuron

piijima, resp. vysila signaly z resp. k vice neurontim [24].

3.2  Umély neuron

Umély neuron je zjednoduSena verze neuronu popsaného v kapitole 3.1. Jeden z nejznaméjsich
umélych neuront je RBF neuron (perceptron) [10], ktery je vyobrazeny na obrézku 3.1. Ten se sklada
Z€:
e Vstupi, z kterych ma kazdy svou vahu, ktera se miize pti procesu u¢eni ménit.
e Tzv. biasu, ktery rozhoduje o tom, jestli ma byt informace dale zpracovavana nebo se
jednd o bezvyznamnou informaci, ktera se zahazuje.

e Téla neuronu, kterd tvoii jeden z typu tzv. aktivacni, nebo také prenosova funkce.
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Obrazek 3.1: Umély neuron [10].

3.3  Strojové neuronové sité

Tyto algoritmy ziskavaji informace a uci se ze statistik (zkuSenosti) a na zdklad¢ obvykle vysokého
mnozstvi vloZzenych dat, dokazi odhadovat a pfiblizit se k pozadovanym vysledkim. Neuronové sité

jsou reprezentovany propojenim tzv. neuront, které dokazi vyhodnocovat vstupy a jsou schopny

strojového uceni.

——‘-b transportni prvek

'—— vykonny prvek sité (neuron)

vystupni(
vrstva

treti skrytd
vrstva

druha skryta
vrstva

vstupni
vrstva

prvai skrytd
vrstva

Obréazek 3.2: Neuronova sit’ [26].

Mezi vyhody neuronovych siti patfi jednoduché implementace, diky které¢ lze dosahnout

relativné dobrych vysledkd. V dne$ni dob& patii mezi nejptesnéjsi viceticelové aproximatory
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diferencialnich funkci. Nevyhodou je pak prakticka nemoznost pfetrénovani jiz existujici sité s novymi

daty a potieba relativné velkého mnozstvi trénovacich dat.

3.4 Historie

Neuronové sité jsou zalozené na tzv. modelu ,.threshold logic, ¢esky - prahu logiky, zformulované
v roce 1943 neurofyziologem W. McCullochem a matematikem W. Pittsem, ktery modeluje neuronové
sité na zakladé matematickych algoritmt. Tento model se pak dale zkouma zvlast' z biologického a
strojového hlediska [25].

V roce 1949 byla kanadskym psychologem D. Hebbem sepsana The Organization of Behavior,
hypotéza uceni na zdkladn€ nervové plasticity — zesileni asto pouzivanych nervovych spoju (cest) a
spojovani nervu, které se aktivuji ve stejny Cas. Tato hypotéza se zacala aplikovat 1948 s Turingovy B-
typové stroje.

Na zacatku 50. let, diky vykonné&j$im strojim, probéhly prvni pokusy o simulaci neuronové site.
V roce 1959 byl pak vyvinut model ADALINE na rozpoznavani proud bitt z telefonu.

Roku 1962 nova ugici technologie ptidava vahu informacim §ificich se po neuronové siti. I ptes
své uspéchy neuronovych siti, tradiéni von Neumannova architektura piebira pocitatovou scénu a
vyvoj neuronovych siti tak na nékolik let upada.

1982 novy piistup k neuronovym spojenim, jako k obousmérnym spojenim, piedtim byly
pouzivany pouze jednosmérna spojeni neurontl. Ve stejném roce byla také poprvé pouzita vicevrstva
sit’ tzv. ,,Hybrid network®.

V dnesni dobé se neuronové sité pouzivaji v mnozstvi aplikaci v mnozstvi riznych piistupti.

Budoucnost neuronovych siti pak zalezi hlavné na sméru, kterym se vyda vyvoj hardwaru [25].

3.5 Parametry neuronovych siti

Kazda neuronova sit), jeji efektivita uceni a ptesnost vystupil je ovlivnéna n€kolika parametry, které

budou dale teoreticky rozebrany.

3.5.1 Rychlost uc¢eni a pocet opakovani

Parametr rychlosti uéeni je ve vétSing ptripadi upravovan podle mnozstvi trénovacich dat. Ovliviiuje
rychlost ale hlavné kvalitu. Vys§i hodnota umozni rychleji se ucit avSak na tkor kvality. Parametr
rychlosti uCeni je nastavovan v intervalu (0,1), kdy efektivni uceni, az na vyjimky, probiha okolo
hodnot (0,1;0,4). Pocet opakovani je pak proces, kdy se stejnymi trénovacimi daty neuronova sit’,,krmi*
nékolikrat, pokud je to pro dané feSeni vhodné je mozné ,krmit“ neuronovou sit’ i s drobnymi
odchylkami ve vstupnich datech a tim tak roz§ifit trénovaci sadu. VEtsi pocet opakovani pak znamena

delsi, ale kvalitngjsi trénovani dané neuronoveé site.
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3.5.2 Velikost neuronové sité

Velikost neuronové sit¢ odrazi pocet neurontl, tedy jak pocet vstupd, tak pocet neviditelnych vrstev a
pocet neuront v téchto vrstvach. Pocet neviditelnych vrstev a pocet neuront v téchto vrstvach by mél
byt tmérny podétu vstupd a vystup neuronové sité, napt. pro neuronovou sit se tfemi vstupnimi a
jednim vystupnim neuronem by bylo zbyte¢né mit Etyfi skryté vrstvy s 60 neurony v kazdé z nich.
V zésad¢ pak plati, ze ¢im vét§i neuronova sit’, tim je potieba vetsi pocet trénovacich dat, aby sit’

pracovala efektivné.

3.6 Casové Fady a predikce (time series)

Casové tady jsou sekvence vektorli nebo skalarnich souéinii zavislé na ase (t). Prvky téchto vektort
pak mohou byt jakékoliv méfitelné jevy jako teplota, rychlost vétru atd. Je to metoda zaméfena na
predpoveéd’ podle predchozich zkuSenosti to znamena, ze pokud trénovaci mnozina bude ti,t> a ts,
vypocet hodnoty v ¢ase ts bude zaviset pravé na presnosti predchozich tif udalosti. Cim vic se pak &as
trénovaci mnoziny li§i od ¢asu aktualn¢€ pozorovaného stavu, tim je predpovéd’ nepiesnéjsi.

Existuji tzv. deterministické ¢iselné fady a to jsou fady, u kterych lze ptedpovidat prabéh. Ty ale
nejsou prili§ Casté a vétsina fad, K jejichz feSeni se vyuzivaji neuronové sité je vystavena nahodnym

jevim, které méni jejich pribeh.

3.6.1 Metody predikce ¢asovych rad

Zpracovavame naméiené udaje pomoci ¢asove zavislé proménné x; (t=1,2,...) a chceme predpovedét
hodnotu proménné v budoucim ¢ase. Pro predikci je mozné pouzit nékolik typa siti, napf. sit’ typu

backpropagation, ART, Marksovu sit’ a dalsi. V dal$im textu budou popsany.
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”ﬂ'\ cagove okfo /ﬁ’\
VA T\

casova rada

vystup
predpovidana hodnota

wsiupy

neuronova sit

Obrazek 3.3 : Proces uc¢eni pomoci ¢asového okna [4].
Metoda ¢asového okna slouzi k vytvoreni trénovaci mnoziny. N vstupl se pfivede na neuronovou sit’
s vstupni vrstvou 0 N neuronech a ta vyhodnoti dalsi vysledek. Poté se ¢asové okno posune o jednu

hodnotu a proces se opakuje.

3.6.11 Adaptive resonance theory (ART)

Adaptive resonance theory je teorie S. Grossherga a G. Canpentera o tom, jak mozek zpracovava
informace. Vykresluje nékolik neuronovych siti, které pouzivaji vice typu uéicich metod. Pouzivaji se

zejména pro hledani cest nebo predikci. Existuje n€kolik typt ART rozdélené podle slozitosti [18].
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Obrazek 3.4 : ART sit’ [18].
Ucici model typicky obsahuje porovnavaci pole a rozeznavaci pole. Porovnavaci pole bere

vstupni vektor a transformuje ho k nejblizsi shodé v rozeznavacim poli. Existuje zde reset modul, ktery
kontroluje, zda byla shoda dostate¢né ,,blizko* a pokud ne (urCuje se porovhanim s parametrem
vigilance, ktery musi byt dostate¢né vysoky) je tento neuron potlacen. Vysoky parametr vigilance
vyusti ve velmi detailni pamét’, zatimco nizky spiSe obecnou [18].

Nevyhodou je pomalejsi trénovaci proces, ktery potiebuje velké mnozstvi trénovacich dat oproti
ostatnim metodam. Nékteré typy ART siti jsou také zavislé na potadi vstupnich dat, coz neni Zadouci

jev.

3.6.1.2 Back-propagation

Back-propagation je bézna metoda trénovani neuronovych siti. Béznou metodou pro méteni rozdilu
mezi odhadem O a redlnym vysledem V je pocitani étvercové chyby (rozdilu) E.
E=(0-V) (3.1)
Uceni pak probiha v 5ti krocich [20]:
1. Inicializace vSech vah na ndhodnou malou hodnotu
2. Piedlozeni nového vzoru X = x1x2 . .. xn a odpovidajiciho vystupu D =d1d2 ... dm.
Trénovaci vzory vybirame nahodng.
Vypocet aktualnich vystupu site.
4. Adaptace vah.
5. Opakovani procesu uéeni. Pokud je celkova chyba vétsi nez €, pokra¢ujeme krokem 2.

Jinak skon¢ime.
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Error back propagation

ZError Calculation

>

Output Y

Hidden Layer  Hi

Input Layer Xi

Obrazek 3.5: Back-propagation model [19].

3.7  Knihovny C#

Zde bude popsano nékolik knihoven pro C# implementujici praci s neuronovymi sitémi. VSechny tyto
knihovny jsou kompatibilni s Mono. Dale zde bude ptiblizena knihovna pro tvorbu grafi v aplikaci
WPF (Windows Presentation Foundation), tedy grafickou aplikaci pro .NET uzivajici jazyk XAML.

3.7.1  OpenCvSharp

OpenCvSharp je modelovan na nativnim OpenCV jazyku C/C++. Mnoho tfid implementuje IDisposal.
Je to multiplatformni knihovna — miize bézet na OS Windows, Linux i Mac. Knihovna umoziuje volat
nativni funkce OpenCV [14].

37.2 EmguCV

EmguCV je wrapper knihovny OpenCV, diky kterému je mozné volat funkce OpenCV z .NET jazyk,
mezi které patfi i C#, s kterym bude pracovano. Je to pomérné Cerstva knihovna s poc¢atkem vyvoje

v roce 2008.

3.7.3 NeuronDotNet

NeuronDotNet je knihovna pro neuronové sité¢ napsana v C#. Poskytuje prostiedi pro pokrocilé

programatory umélé inteligence ke tvorbé mnoha typt strojovych neuralnich siti a jejich uziti [15].
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3.7.4  OxyPlot

Multiplatformni knihovna pro .NET. Obsahuje velké mnozstvi grafii s moznosti dynamického
ptidavani dat do grafu. OxyPlot byla vytvofena v roce 2010 jako jednoducha WPF komponenta

primarn¢ zaméfena na dvoudimenzionalni systém [21].
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Kapitola 2 - Navrh

4 Navrh serverové aplikace

Serverova aplikace bude slouzit k ukladani pfedpovédi do databaze, jejiz navrh je popsan nize. Pro
kazdou internetovou sluzbu poskytujici pfedpovéd’ bude mit aplikace metodu, ktera bude udaje z téchto
pfedpovédi zpracovavat. Dale bude vytvotena tiida, do které se tyto data budou vkladat a nasledné
odesilat do databaze.

Jak bylo naznaceno v kapitole 2.1, budou ptedpovedi rozdéleny do n€kolika skupin a podle toho
se také budou ukladat do riznych tabulek databaze. Zaroven se budou ukladat v riznych intervalech,
které jsem zvolil jednohodinové pro hodinové piedpovédi a aktualni pocasi a Sestihodinové pro
celodenni predpovédi.

Jako prvni bude potieba vyiesit ukladani aktualniho stavu pocasi, aby bylo s ¢im porovnavat. Jak
uz bylo zminéno v kapitole 2.1.3, byla k tomu pouzita sluzba In-pocasi. Tuto sluzbu jsem vybral,
protoZe je velmi piehledné udélana a obsahuje velké mnozstvi udaji a to pro kazdé z pozorovanych
mist. Jedinym problémem bylo to, Ze poskytované pocasi bylo ve formatu HTML. VSechny udaje jsou
vSak na jednom tadku tohoto souboru, takze s tim nebyl vétSi problém, pokud se ovSem struktura
souboru nezméni. Nasledné bude implementovano ukladani predpovédi ze serverti a ptidani vSech
sluzeb do dalsi tabulky v databazi.

Vzhledem k potiebé ziskavani dat z grafickych pfedpovédi, budou navic implementovany funkce
pro:

e Stazeni obrazku
e Zjisténi barvy pixelu obrazku
e Automatickou tvorbu kédu pro prepinac hodnot barevného spektra

e Urceni hodnoty z barvy podle serveru

4.1 Databaze

Do databaze se budou ukladat jednotlivé predpovédi z riznych serverti. Ukladani dat bude mit na

starosti serverova aplikace a jejich dalsi zpracovani aplikace implementujici neuronovou sit’.

4.1.1 Tabulky databaze

Pro tuto praci byla vybrana databaze MySQL. Ta se bude skladat z nasledujicich tabulek:
e Tabulka celodennich predpovédi

e Tabulka hodinovych ptedpovédi
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Tabulka sluzeb

Tabulka sluzeb bude obsahovat nazvy a mozna i url jednotlivych sluzeb. Do tabulky Hodinovych

predpovédi se pak bude ukladat i aktualni stav pocasi. Poznavat se bude pravé podle indexu sluzby,

ktery je uloZen jako cizi klic.

4.1.2

Atributy tabulek

Atributy tabulek pocasi budou nésledujici:

INT id — primarni kli¢, automaticky inkrementovan.

INT Saved — ptedstavuje, kolik hodin doptedu byla tato pfedpoveéd ulozena.
INT Service_id — cizi kli¢ pro tabulku service

DATETIME Forecasted — datum a ¢as na kdy je pfedpovézeno

VARCHAR city — misto pfedpovédi

FLOAT MaxT — maximalni teplota za den (pouze u celodennich ptedpovédi)
FLOAT MinT — minimalni teplota za den (celodenni)

FLOAT Temp — teplota v ur¢ité hodiné (u hodinovych a aktualniho pocasi)
FLOAT Wind_Speed — rychlost vétru

INT Wind_Degree — smér vétru

INT Humidity — vlhkost v %

VARCHAR conditions — podminky pocasi (obla¢no, Slune¢no...)

Cela databaze pak bude vypadat takto:

TPR_KINT1d +WVARCHAR nazev +PR_KINT i
+C K INT Saved KN I
_KINT Sav +C K INT Saved+ INT

+INT Service_id '?;:en_-jce id
+ DATETIME Forecasted + DATETIME Forecasted
+ VATCHAR city o o

) N |+ VATCHAR. city
+FLOAT MaxT +FLOAT Temnp
+ FLOAT MinT P

+FLOAT Wind_Spesd
+INT Wind_Degree

+ INT Humadity

\+ VARCHAFR. conditions ~

- . :
—
+PR_K INT id Short_Forecast

+FLOAT Wind_Speed
+INT Wind_Degree

+ INT Hunudity

+ VARCHAE. conditicns

Obrazek 4.1: Struktura databaze.
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S| Navrh vypocetni aplikace

5.1  Struktura aplikace

Tato aplikace bude implementovat strojové uceni pomoci neuronové sité.
Bude se skladat ze ti ¢asti:

e Zpracovani dat z databaze a trénovani neuronové sité

e Vyhodnoceni novych dat a vytvoteni vlastni predpovedi

e Vyobrazeni novych pfedpovédi a grafti

Démaon dota sErvEs
daty
l—data !
Zpracované
data

w data—™ proces uteni Predikce

Meuronova sit

Zobrazeni
predpovedi

Obrazek 5.1 : Vyobrazeni struktury aplikace.

5.2  Zvolena knihovna pro neuronové sité

Pro implementaci umélé inteligence jsem si vybral NeuronDotNet, ktera je popsana vyse. Vybral
jsem si ji, protoze je velmi obsahla a bézi na riznych platformach véetné linuxu pfes Mono. Pivodné
jsem uvazoval i o0 OpenCVsharp, ktery je také mozné pouzit v Monu na linuxu a dalsich platformach.
Vzhledem k tomu, Ze nemam zkuSenosti ani s jednou knihovnou (véetné¢ OpenCV), pro umélou
inteligenci vybral jsem si NeuronDotNet, protoZe je vice pouzivana a tak pfedpokladam i vice materiala

a intuitivnéjsi funkcionalitu.
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5.3  Vyuziti uloZenych dat

Dalsi ¢asti navrhu neuronové sité je urcit mozné vstupy a vystupy této neuronové sit€. Byla tedy

vytvorena tabulka 5.2, ktera vyobrazuje mnozinu dat, ktera byla ziskana ,,tézbou dat*.

Rychlost

Sluzby Teplota vétru Smér vétru | Srdzky [mm] | Vlhkost [%] | Tlak [HPa]
Aktuadlni pocasi * * * *

Yahoo *

World Weather * * * *

Google * * * *
Wunderground * * *
Meteocentrum * * *

In-pocasi * * * *

Aladin * *

Slunec¢no * *

Obrazek 5.3 : Sluzby a jejich data.

5.3.1 Vstupy a vystupy neuronové sité

Z tabulky 6.1 je vidét, ze pro vystup neuronové sité lze pouzit ¢tyfi hodnoty a to teplotu, rychlost
vétru, vlhkost a tlak a to proto, Ze tyto hodnoty jsou obsazeny v aktudlnim pocasi, tzn. v tabulce
s redlnymi hodnotami v daném ¢ase. Tlak ma pak pouze jednu pfedpovédni sluzbu a proto pro nas neni
zajimavy. Ostatni hodnoty by pak neméli byt s ¢im srovnany, protoZe nejsou obsazeny v aktualnim
pocasi, a proto je mozné je pouzit pouze jako vstup do neuronové sité kdy ovliviiuji vystup jinych
hodnot, napt. srazky ovliviiuji jak teplotu, tak rychlost vétru, tak i vihkost. Smér vétru nebude v aplikaci
pouzivan vzhledem k nemoznosti kontroly a k jeho nizkému vlivu na vysledek dalSich hodnot.
Nejzajimavéjsi hodnotou je pak teplota, ktera je asi nejzadangjsi hodnotou u ptedpovédi pocasi, a kterou
obsahuji vSechny piedpovédni sluzby. Tim padem bude nejlehéi porovnavat efektivitu jednotlivych

sluzeb podle ni, a proto na ni bude zaméiena vétsina testl.

5.3.2  Velikost neuronové sité

Aby byla ptedpovéd’ co nejpiesnéjsi a zaroven na co nejdelsi dobu, bude neuronova sit’ vyuzivat
co nejvetsi polet sluzeb. Jak jiz bylo zminéno v kapitole 4, jsou piedpovédi rozdélené na
dlouhodobé/celodenni a kratkodobé/hodinové. Vsechny kratkodobé sluzby pak ptredpovidaji alespon
na 36 hodin doptedu a vSechny dlouhodobé na 3 dny dopiedu, otazkou je zdali bude lepsi vytvotit 2
neuronové sité, tedy jak pro dlouhodobé predpovédi, tak pro kratkodobé, nebo zvolit variantu jedné
masivné&j§i neuronové sité, do které by byly zakomponovany oba druhy piedpovédi. K této otazce se

budu vracet na zacatku testovani.
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Piedpovéd’ tedy bude probihat jak pro konkrétni hodiny, tak i pro celé dny. Kratkodobé, nebo
také hodinové predpovédi, budou pifedpovidat na nasledujicich 36 hodin a to po 3 hodinach po
nasledujicich 12 hodin a poté po 6 hodinach az do 36 hodin. Piedpovédi pak budou odrazet pocasi
v celych hodinach délitelnych 3, tzn. 12:00, 15:00 atd. 36 hodinovy interval byl zvolen kvili
predpovédnim sluzbam, které na delsi dobu nepiedpovidaji, a proto by dalsi vysledky nebyly az tak

zajimavé, praveé kvili pouziti malého poctu predpovédnich sluzeb.

5.3.3 Struktura neuronové sité

Neuronova sit’ se bude skladat ze vstupid tvofenych pfedpovédnimi sluzbami a zdznamy o pocasi za
posledni 3 hodiny. Kazda ptedpovéd’ pak piedpovida na dalSich 8 bodi v ¢ase. Do vstupt budou
vkladany jen prvky pocasi, které budou relevantni k danému testovani, piipadné zvolené uzivatelem,
ktery by aplikaci pouzival. Podobn¢ pak budou voleny i vystupy. Pokud tedy budeme brat pocet prvka
pocasi pro vstupy jako x a pocet prvki pro vystup jako y bude se dat pocet neuronti vypocitat jako:
pocet_neuronil = (3 + 8)x + 8y + pocet_neuronu * pocet_skrytych_vrstev (5.1)
Tato struktura vSak bude pouzita jen za ptredpokladu, ze vlozeni dalSich typti hodnot zlepsi
ptedpovéd’ hodnot jiz ptredpovidanych. Napt. pokud predpoveéd’ teploty bude zlepSena po ptidani
hodnot ptedpovedi vlhkosti do neuronové sité€. Druhda moznost je vytvoftit pro kazdou hodnotu vlastni

neuronovou sit’.

5.3.4  Tvorba trénovaci sady

Jak bylo feceno v piedchozi kapitole, budou kratkodobé predpovédi predpovidat po 3 hodinach. Aladin,
ktery ptedpovida po 6 hodinach, bude tedy dale zpracovan a to tak, Ze pro hodiny ve kterych predpovéd’
neni k dispozici, bude vloZena nova piedpovéd’ jako primér dvou sousednich predpovédi.

Piedpovédi vsech sluzeb se stahnou do struktur programu, se kterymi se bude dale pracovat.
Druhou moznosti bylo vyuzit SQL dotazi. Téch by bylo ale za jedno spusténi programu potieba tolik,
Ze by se tspora paméti na tkor rychlosti a zatizeni sité¢ nevyplatila.

Pro vytvofeni jednotky trénovaci sady je potieba simulovat pouziti neuronové sité pro
predpovéd’. Navic je pak potieba poskytnout neuronové siti vysledky jako idealni vystupy sité, aby se
méla z ¢eho ucit. Kviili sluzbam, které nepiedpovidaji na kazdou hodinu, by bylo zbytecné aktualizovat
predpovéd’ z neuronové sité kazdou hodinu a mohlo by to zhorsit jeji efektivnost i pies vétsi trénovaci
sadu. Aktualizace tedy bude probihat kazdé 3 hodiny a to v hodiny délitelné tfemi. K tomu musi byt

také usplisobena tvorba trénovaci sady.
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5.4  Zobrazeni vysledki

Aby méla neuronova sit’ n¢jaky smysl a hlavné aby bylo S ¢im porovnavat vykonost jednotlivych
neuronovych siti, je tfeba né¢jakym zptisobem zobrazovat vysledky. Jelikoz bude potieba zjistit vztah
mezi neuronovou siti s nékolika predpovédnimi sluzbami, bude nejlepsi pouzit nejen zobrazeni dalsi
predpovédi, ale i vytvofeni a zobrazeni grafii, které ukazi, jak blizko ma neuronova sit’ k jednotlivym
predpovédnim sluzbam. K zobrazeni pak bude potieba vytvofit grafickou aplikaci. Pro C# pak bude

nejjednodussi pouzit WPF aplikaci se zakladnim uZzivatelskym prostredim.

541  Zobrazeni predpovédi

Pro zobrazeni ptredpovédi bude pouzita kratkodoba neuronova sit, kterd bude na 48 hodin dopiedu
predpovidat vice typi hodnot podle toho, které zvoli uZzivatel. Na 3 dny dopfedu pak budou

zobrazovany maximalni a minimalni teploty z dlouhodobych piedpovédi.

542 Grafy

Jelikoz bude potieba porovnavat jednotlivé neuronové sit€ a zaroven pozorovat, k jaké predpovedni
sluzbé ma neuronova sit’ jaky vztah, bude potfeba vytvoftit 2 typy graft. Pro porovnani bude nejlepsi
pouzit bodovy graf, ktery bude tvofen na zaklad¢ odchylek piedpoveédi dvou neuronovych siti oproti
realnému stavu pocasi. Pro graf, ktery odhali vztah neuronové sité s predpovédnimi sluzbami, pak bude

pouzit graf s linearnim propojenim bodut sluzeb a neuronové sité.
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Kapitola 3 — Implementace

6 Implementace serverove aplikace

Jak uz jsem se zminil v pfedchdzejici kapitole ma serverova aplikace na starosti ukladani dat z
ptedpovédi do databaze. Po vybéru serverii. Serverova aplikace pak bézi na Skolnim serveru Ant2.
Vzhledem Kk tomu, Ze byla aplikace napsana v C# ve Windows bylo pro pouziti na linuxovém serveru
nutné instalovat Mono i s pfislusnymi knihovnami.
Pouzité externi knihovny:

e System.Xml.Ling — pro zpracovani XML souborta

e System.Drawing — pro zpracovani grafickych predpovédi

o MySql.Data — pro manipulaci s databazi
Serverova aplikace je rozdélena do 5 tfid:

e Program — obsahuje funkci main

e Vars —reprezentuje data pocCasi a obsahuje metody pro jejich ukladani do databaze

e Forecast — tfida obsahujici statické metody pro predpoveédi

e Database — obsahuje statické metody pro inicializaci a praci s databazi

e Clrs — obsahuje statické funkce, které vraci hodnotu barvy podle barevného spektra

main funkce je zaloZena na nekone¢ném cyklu, jehoZ jednoducha logika je vyobrazena na diagramu

uloZ €as posledni P uloZ hodinové

— yInatti aktualni tas je— . g < . M P S
f predpovédi predpovédi R

NE

potkej 10 sekund

T

———NE

uloZ celodenni
predpovédi

je hodina
délitelna 37

zménila se
hodina?

AND

Obrazek 6.1: Logika programu.
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6.1 Vytvoreni a manipulace s databazi

O vytvofeni/resetovani a vypisovani zprav z databaze se staraji metody téidy Database. Ta obsahuje
metodu Ini(), ktera pomoci SQL ptikazl vytvofi tabulky a naplni tabulku services udaji o sluzbach.
Déle obsahuje metodu Restart(), ktera se stara o smazani a znovuvytvoreni tabulek databaze. A nékolik
dalsich metod, jejichZ hlavni funkcionalita byla uréena pro testovani. Pro inicializaci spojeni s databazi

pak pouziva metod tfidy Vars.

6.2 Analyza dat

Jak uz bylo feceno, data jsou ziskavana z 3 formatd a to z XML, HTML a grafického (PNG). S XML
pro celodenni predpovédi, neni vétsi problém vzhledem ke knihovné System.Xml, diky které je
zpracovani téchto dat opravdu jednoduché a nebyly s nim vétsi problémy, az na sluzbu Wunderground,
kterd poskytuje velmi obsahly, ale také nepichledny soubor XML. Horsi to pak bylo s HTML a PNG -

grafickymi pfedpovéd’mi, které jsou popsany nize.

6.2.1 HTML predpovédi

S HTML je nejvétsi problém v tom, Ze kazda sluzba implementuje upln€ rozdilnou strukturu HTML
souboru a ze se musi nacist cela stranka a z ni vybrat pravé ty informace, které potfebujeme. V Puvodni
implementaci, bylo vyuzZito toho pfedpokladu, Ze se data nachazi vzdy na stejném fadku souboru. Tento
predpoklad se ale ukazal jako Spatny. Navic pii sebemensi zméné HTML kodu by toto zpracovani
ziejme zacalo vykazovat nechténé vysledky.

Proto bylo v druhé a posledni implementaci vyuzito vyhledavani, diky kterému je mozné se
zaméfit na stézejni body HTML souboru a podle nich se orientovat. Nevyhoda této varianty ale je, ze

Vzhledem k tomu, Ze analyzovany fadek dat vétSinou obsahuje velké mnozstvi informaci pro
formatovani ptipadné jiné, byla implementovana pomocna funkce deleteChars(), kterd z fetézce maze

v§e, co neni ‘-* nebo Cislo.

6.2.2  Grafické predpovédi

Ptehled pomocnych funkci:
e Last — zjiStuje nejaktuadlnéjsi kompletni predpoved’
e generateCode — generuje kod pro switch barevného spektra
e GetPixel — vraci RGB barvu uréitého pixelu

e pozice/poziceAladin — vraci x a y soufadnici daného mésta na dané mapé
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Pro grafické predpovédi byly vybrany sluzby Meteocentrum, Slunecno a Aladin. Z téch byly
nakonec pouzity jen 2 a to Slunecno a Aladin, protoze Meteocentrum poskytovalo mapy s proménnym
spektrem barev pro hodnoty a to bez jasnych pravidel této zmény ¢ehoZ jsem si v§iml az potom co jsem
sluzbu zacal implementovat.

Pro zpracovani spektra barev pro tyto 2 servery je pouzita funkce generateCode() ve tiidé
Forecast, ktera vytvori kod pro switch podle barev spektra dané sluzby. Tento kod je pak pouzit ve
t¥idé Clrs, u dané metody sluzby.

Funkce GetPixel() implementovana ve tfidé Forecast, se stara o nacteni obrazku ze serveru jako
bitmapy a o navraceni barvy pixelu, jehoZ poloha je dana praveé vybranym mistem, jehoz nazev se posila
do funkce pozice(), pro sluzbu Sluneéno a poziceAladin() pro sluzbu Aladin, ktera vraci pozici x ay na
obréazku. Barva jako RGB string se pak posila do funkce téidy CIrs podle toho, o jakou sluzbu se jedna.
Pokud funkce nenajde hodnotu v ramci spektra barev, kterou ma uloZzenou, opakuje se proces s posunuti
pozice pozorovaného pixelu o jeden bod doprava a to i né¢kolikrat. V zasadé dokud se nenarazi na
analyzovatelny vysledek. Toto je potieba kvili ¢islim, nebo hrani¢nim bodum, které jsou v obrézku

zobrazeny a je mozné, ze se v dob¢€ pozorovani nachazi v bodé¢, ze kterého jsou ziskavana data.

6.3 Ukladani do databéaze

Databdazi popsanou v piedchozi kapitole jsem inicializoval na Skolnim serveru Ant2. Do ni jsem vlozil
vSechny tabulky popsané v kapitole 4.1. Ukladani zanalyzovanych dat ma pak na starosti ttida Vars,
ktera drzi informace o v§ech datech analyzovanych v jednom priichodu XML, tzn., Ze neobsahuje pole
a kazdy objekt této tiidy je schopny naraz nést pouze udaje na piredpovéd uréitého ¢asu a mista. Tu je
pak schopny diky metoddm insertSF(), pro hodinové piedpovédi a insertLF(), pro celodenni
piedpovédi, ulozit do databaze. Pro uloZeni celé predpovedi, na nékolik dni a mist, je pak nutné objekt
ttidy Vars nékolikrat zresetovat a ulozit do nich nové udaje, které se pred dal§im resetem ulozi do

databaze.
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[ Implementace Neuronové sité

Jak jiz bylo zminéno, pro vytvofeni neuronové sité byla pouzita knihovna NeuronDotNet. Déle byla
pouzita knihovna OxyPlot a to na tvorbu grafi ve WPF aplikaci. Vytvoteny program se sklada z téchto
ttid:

e Normalizace — staticka tfida slouzici k normalizaci vstupt a vystupti z neuronové sité

e Databaze — tiida obsluhujici komunikaci s databazi, presnéji k vybéru dat

e NN - tfida, ktera uchovava data z databazi a tvofi neuronovou sit’ nebo sité

e LongNN - tfida zodpovédna za neuronovou sit’ pro dlouhodobé piedpovédi

e MainViewModel — tfida obsahuje konstruktor na vlozeni dat do grafu

e MainWindow — tfida, kterou je fizen obsah okna aplikace i déje programu

Vytvof novou
predpovéd

1

pouzij sit na 100

Zobraz novou
piedpovéd a graf v
okné aplikace

vzorovych datech
Okno aplikace vypocitej vytrénuj sit
odchylky a vytvof
graf
parametry Stahnout Vytvof tr{a.novaci Vytvof -
neuronove sité data mnozinu neuronovou sit

Obrazek 7.1: Logika WPF aplikace.

7.1  Postup implementace

Na zacatku byla aplikace tvofena jako konzolova aplikace tedy bez tfid MainViewModel a
MainWindow. S touto aplikaci prob&hlo nékolik prvnich testl. Poté jsem se rozhodl vytvofit grafickou
aplikaci, ktera umoznuje alespon ¢astecné testovani bez zmén ve zdrojovém kodu.

Nejprve byla implementovana tiida Databaze, ktera se stara jak o stazeni dat potiebnych pro
neuronovou sit, tak i o zjisténi hrani¢nich hodnot, které jsou dale pouzity pro normalizaci hodnot
vkladanych do neuronové sité. Dale byla vytvoiena staticka tiida Normalizace, ktera si uchovava
hrani¢ni hodnoty a obsahuje metody pro pfevod hodnot na normalizované hodnoty, které se vkladaji
do neuronové sité a naopak.

Nejdulezitéjsi tiidou je pak tfida NN, ktera reprezentuje neuronovou sit’ a zarovei si uchovava

vSechny data piedpovédi, které jsou vyuzivany pro trénovani neuronové sité. Jejim zékladem jsou
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metody pro vytvofeni trénovaci sady, vytvofeni konkrétni neuronové sité, metoda pro samotné
trénovani a metoda pro vytvoreni nové predpovédi. Pozdéji byla piidana jesté tfida LongNN, ktera
reprezentuje samostatnou neuronovou sit’ a pracuje s maximalni a minimalni teplotou v ramci celého
dne. Nakonec byla vytvofena tfida MainViewModel, S jejiz proménnymi jsou provazany prvky tvorici

grafy ve WPF aplikaci.

7.1.1  WPF aplikace

WPF aplikace byla vytvotfena pro jednodussi testovani neuronové sité¢ a hlavné kvtli vytvareni grafi.
Neni tedy uréena pro bézné uZzivatele, a proto neni ani zcela optimalizovana ani testovana. Tato aplikace
byla implementovana zaroven s testovanim, kde také budou ¢asti, které byly do aplikace ptidavany
kvili jednotlivym testim popsany. Prvni véci, ktera byla do aplikace ptidana, byla moznost ménit
parametry neuronové sité¢ dynamicky bez zasahu do kodu programu.
Linearni neuronova sit’ uzivajici metodu backpropagation méa tyto proménné parametry:

e Rychlost u¢eni: od 0.01 po 0.99

e Pocet cyklt uceni: od 1 po 200

e Pocet vstupl a vystupti

e Pocet skrytych vrstev od 1 do 3 a pocet jejich neuront

e Misto pfedpovédi — mésta popsana v kapitole 2.2.4

Dale bylo piidana moznost ovladat do jisté miry vstupy a vystupy neuronové sité pro kratkodobé

ptedpovédi. Pozdéji byla tato moznost implementovana pouze pro hodnoty prospivajici predpovedi.

Kone¢na aplikace pak vypada takto:
" MainWindow P A (= oD e
Meésto Rychlost uéeni Pocet cykld Padet skrytych vrstev Poéet neurond

Kunavice - |

0.29 200 1 120
Teplota [C] Pouzit celodenni predpovidi
Tiak
D Sila vétru
oK |

Sit' pfipravena

21002375 Tirne 1051800 10521:00 115000 115300 115800 115100 1152100 1253:00

Temp 11.26 5.1 274 182 493 1104 734 6.87

Pressure 1055.51 1033.32 1023.92 1041.59 1000.98 1060.89 102743 1055.8

2.66593406593407

Graf |

= T 4

Obrazek 7.2: Aplikace na testovani.

27



Pro porovnani vykonosti dvou siti s riznymi parametry pak slouzi prvni graf, ktery je tvofen

z bodi vytvofenych dvéma naposledy vytvofenymi neuronovymi sitémi. Priklad:
odchylkal"C]

0 10 20 30 40 50 60 70 80 a0
] gislo méfeni

Obrazek 7.3: P¥iklad porovnani 2 siti.
Pro Porovnani vykonosti neuronové sité¢ se sluzbami poskytujicimi pocasi slouzi druhy graf,
ktery bere odchylky v ptfedpovédich jednotlivych sluzeb a neuronové sit¢ v devadesati ¢asovych

intervalech. Piiklad:
odchylkal*C]

10

-10

gislo méreni

Obrazek 7.4: Piiklad porovnani neuronové sité se sluzbami.
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8 Testovani

Tato faze probihala jest¢ za dokonCovani implementace konzolové aplikace a pokracovala

implementaci WPF aplikace.

8.1  Prvni faze — Optimalizace

Cilem této faze bylo rozhodnout o velikosti sité, jejich vstupech a vystupech a vytvofit tak optimalni

neuronovou sit, na které budou probihat dalsi testy.

8.1.1  Vyrazeni nevhodnych sluzeb

Ugelem prvni faze testovani bylo zjistit, zda se vyplati u viech predpovidanych mist (mést) pouzit
vSechny piedpovédi, tedy jestli tyto predpovedi, jako vstupy do neuronové sité nemaji negativni i¢inek
na piesnost piedpovédi neuronové sité. K tomuto ucelu byla vytvofena metoda, kterd pocitala
pramérnou odchylku ptedpoveédi, a to jak predpoveédi neuronovych siti tak i predpovédni

z ptedpovédnich portald uloZzenych v databazi.

8.1.1.1 Porovnani presnosti sluzeb

Protoze bylo tfeba zjistit, jestli nékterd z predpoveédi neni prili§ nepfesnd, a tim padem skodliva, byly
nejdiive vypocitany hodnoty primérnych odchylek u piedpovédnich sluzeb a to na 200 vzorovych
datech. Pro porovnani byla pouzita hodnota teploty, ktera se vyskytuje ve v8ech piedpovédich. Tyto
testy ukazaly, Ze jedna z piedpovédnich sluzeb ma ve svych piredpovédich teploty velké chyby a to
v pruméru mirn€ pres 3 stupné na dalSich 36 hodin zatimco ostatni sluzby byly vétSinou mirné pies 2

stupng.

8.1.1.2 Test neuronové sité

Bylo tfeba rozhodnout, zda tuto sluzbu vyfadit jako $kodlivou. Tato sluzba byla jednou ze sluzeb
piedpovidajici hodinové pocasi. Byly tedy vytvoreny dvé neuronové sité pro hodinovou predpoved..
Prvni neuronova sit’ obsahovala piedpovédi teplot ze vSech étyfech sluzeb piedpovidajicich na 36
hodin. Druha obsahovala pouze tii, které mély piijatelnou odchylku predpovédi. Obé tyto neuronové
sité mély az na pocet vstupl stejné parametry. Porovnavat se pak mély primérné odchylky v

piesnosti t€chto dvou siti vypocitané na stu vzorovych dat.
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8.1.1.3 Zavér

Jak se ukazalo, neuronova sit ¢islo 1, tedy ta uzivajici vSechny sluzby byla po 3 pokusech zhruba o
jednu desetinu pfesnéjsi, nez neuronova sit’ ¢islo 2. Sluzba tedy neuronové siti prospéla i pies své

velké odchylky v piedpovédich a dale se tedy budou pouZzivat vSechny predpovédni sluzby.

8.1.2 ZkousSka masivni sité

Jak jiz bylo zminéno v Kkapitole 5.3.2, je tieba rozhodnout, zda na feSeni hodinovych a celodennich
predpovédi bude lepsi pouzit dvé mensi neuronové sit€, nebo jednu masivnéjsi neuronovou sit’. I kdyz
spolu tyto data jistym zplisobem souvisi, je u nich jina logika a je tedy otazkou, zda se ji dokaze
neuronova sit’ ptizpusobit. Vzhledem k tomu, ze s vétsim mnozstvim predpovédnich sluzeb vznika
vétsi riziko vypadku jednoho ze servert a tudiz ztratou nékterych zkusebnich dat, je nutné brat v Gvahu
mens§i odchylku, vzhledem k nevelkému poétu naméfenych dat. V tomto testu bude znowvu

experimentovano pouze s teplotou.

8.1.21 Zpisob porovnani

Z predchoziho testovani byla jiz implementovana neuronova sit’ pouze pro kratkodobé piedpovédi.
Rozhodl jsem se proto, Ze ji vyuziji k porovnani s novou ,,masivni* siti vyuZivajici jak kratkodobé, tak
dlouhodobé predpovedi. Prvni neuronova sit’ implementujici pouze kratkodobé predpovédi mela 35
vstupnich neuront v podobé 4 sluzeb predpovidajicich teplotu na dalSich 36 hodin v 8 intervalech a
hodnoty teploty z tiech pfedchazejicich hodin. Mezi vstupni a vystupni vrstvou byla jediné skryté vrstva
se 70 neurony. Masivn¢jsi neuronova sit’ mela navic 4 sluzby pro celodenni predpovéedi, piedpovidajici
na dal$i 3 dny maximalni a minimalni teplotu. To znamena dalSich 24 vstupnich neuronti dohromady
tedy 59 a dalsich 6 vystupnich tedy 14. Skryta vrstva zlistala se 70 neurony. Dal$i parametry byly pro

obe¢ sité stejné. Rychlost uceni 0.3 a jako mésto pro testovani jsem zvolil Brno.

8.1.2.2 Neoptimalizovany test a moZnosti optimalizace

Prvni neuronova sit’ méla primérnou odchylku ve vystupni piedpovédi 1,7 stupni celsia, zatimco
pramérna odchylka u masivnéjsi sit€ byla 1,85 stupiiti. Masivné;jsi sit’ se tedy zdala byt nevhodna. Bylo
zde ale nékolik diivodl pro¢ by mohla mit masivngjsi sit’ problémy. Jako prvni je velikost trénovacich
dat, kterych by potfebovala mit vice nezZ ptivodni sit’. Druhy divod pak mohl byt maly pocet neuronti
ve skryté vrstvé. Ttetim divodem pak maly pocet skrytych vrstev. Rozhodl jsem se proto zKusit test

ZNovu s optimalngjsi siti.

8.1.2.3 Optimalizovany test

Kvuli nedostatku trénovacich dat byl zvétsen pocet cyklickych priichodu trénovacich dat ze 100 na 200.
Pocet neuronti ve skryté vrstvé byl zvySen na 118 tedy dvojnasobek vstupnich neurond. Pocet skrytych

vrstev zustal 1. Byl proveden experiment i se dvéma vrstvami, ktery ale vysledek pouze zhorsil.
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8.1.2.4 Zavér
Vysledné hodnoty nové neuronové sit¢ mély odchylku 1,82 stupni tedy ani po vyfeSeni moznych
problémt masivnéjsi sité nebyla sit” dostate¢né efektivni. Proto budou pro dalsi pouziti tvofeny dvé

mensi neuronove sité¢ misto jedné masivni.

8.1.2.5 Doplnéni

Test byl zopakovan s méstem Kladno s podobnym vysledkem. Po dokonceni testu byly vytvofeny 2
nezavislé sité, které s podobnymi parametry jako byly pouzity u tohoto testu, doséhly odchylek

neuronoveé sité 1,7 stuptit u hodinovych a 1,55 stupiiti u celodennich pfedpoveédi.

8.2  Druha faze — Sit’ s vice typy hodnot

Prozatim program pracoval pouze s jednim typem hodnot, ktery byl proménny. Program vsak zatim
neumozioval vkladat do sit¢ vice typu hodnot do vstupii a vystupt. Do okna aplikace byla tedy ptidana
moznost vybrat hodnoty, které do neuronové sit€¢ budou vstupovat a dale moznost urcit vystupy
neuronové sité. Otazkou se znovu stalo, zda se ptedpovéd’ hodnot zlepsi pii pouziti vétsi sité, kdy spolu
hodnoty né&jakym zplsobem souvisi, nebo udé€lat pro kazdy typ hodnoty vlastni neuronovou sit.
Z divodi zajimavejsich vysledkt, prehlednéjsi aplikace a vice moznosti pro vstup a vystup byla tato

moznost implementovana pouze pro kratkodobé predpovéedi.

8.2.1  Navrh experimentu

Protoze neexistuji realné zaznamy srazek, ale jen vlhkosti, od kterych zase neexistuji kratkodobé
predpovédi, byly provedeny experimenty 2. Prvni experiment obsahoval jako vstup teplotu a srazky a
jako vystup teplotu a vlhkost, ktera je srdzkami velmi ovlivnéna. Druhy experiment mél stejné vstupy,
ovSem jako vystupy byly pouZity pouze predpovédi teploty. Sit’ z druhé¢ho experimentu méla za tikol

zjistit, zda je mozné zpiesnit vysledky jedné hodnoty tim, Ze neuronova sit’ bere v tivahu i dalsi tidaje.

8.2.2  Vysledky experimenti

Prvni i druhy experiment dosahl vysledk, které byly mnohem hor$i nez u siti, které fungovali pouze
s jednim typem hodnot. Je docela mozné, Ze jen proto, Ze trénovacich dat nebylo tolik, aby mohly
dostate¢né ,,nakrmit vét§i neuronovou sit’. Dal§i moznosti bylo to, Ze jako vystup byl pouzity jiny typ
hodnoty neZ pro vystup z neuronové sité, srazky a vlhkost, coz mohlo neuronovou sit’ lehce zmast.
Proto jsem se rozhodl udélat jesté jeden experiment a to pro neuronovou sit’, obsahujici teplotu a silu

vétru.
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8.2.3  Vysledek a zavér experimentu se silou vétru

Jak se ukazalo pfi pouziti sily vétru jako vstupu a vystupu neuronové sit€ misto pouziti srazek a
vlhkosti, zlepsila se primérna piedpovéd teploty o jednu desetinu stupné. Problém pak nastal po
zjisténi, ze i sit,, kterd pracuje jen se srazkami a vlhkosti dosahuje primérné odchylky u vystupni
hodnoty, kterou byla vlhkost, 15%, tedy Ze se jedna o absolutné nepfijatelnou a nepouzitelnou
ptedpoveéd’. Tato hodnota byla tedy z testovani vyfazena a proto, ze ziistaly uz jen 2 hodnoty a to teplota
a sila vétru.

Bohuzel nejsou k dispozici dalsi data, ktera by byla pfedpovidana vice sluzbami s kratkodobymi
predpovéd'mi. Piesto byla pfidana jesté hodnota tlaku, kterou predpovida jedina sluzba. I pfedpovéd’ z
jedné sluzby vsak pozitivné ovliviiuje vysledek pfedpovédi. Rozdil je vidét na dal§im obrazku:
odchylka[*C]

]

0 10 20 30 40 50 G0 70 &0 a0
Eislo méfeni

Obrazek 8.1 : Teplota a vS§echny hodnoty.
Na obrdzku 8.1 je vidét porovnani piesnosti predpovédi teploty modré neuronové sité obsahujici
pouze vstupy a vystupy teploty a druhé, ¢erné neuronové sité obsahujici hodnoty teploty, sily vetru a
tlaku. Primérna odchylka druhé sité je zhruba o 4 desetiny nizsi nez odchylka sité obsahujici pouze
hodnoty teploty.

8.3 Treti faze — Porovnani sité se sluzbami

V této fazi je jiz realizovana relativné optimalizovana neuronova sit. Dostavame se tedy k ptivodné
zamyslenému testovani a to jaky maji sluzby vztah k jednotlivym geografickym mistim a jaky ma

neuronova sit’ vztah k jednotlivym sluzbam v ramci kazdého mista. Pro toto porovnani bylo tfeba
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naimplementovat dalsi ¢ast aplikace a to novy graf, ve kterém budou figurovat i piedpovédni sluzby.
Myslenkou je to, ze podle rozdilu pfedpovédi neuronové sité od jednotlivych sluzeb bude mozné urcit,

které ptedpovédni sluzbé dava neuronova sit’ vétsi a mensi vahu.

8.3.1  Navrh testu

Pro tuto fazi byl vytvofen novy typ grafu popsany v navrhu, kapitola 5.4.2. Aby bylo dosazeno
pozadovanych vysledkd, byla implementovana neuronova sit’ o stejnych parametrech pro kazdé
z ptedpovidanych mist. Protoze se sit’ pokazdé nauci pracovat trochu jinak, bylo méfeni pro kazdé

Z mist zopakovano tiikrat.
Tato sit’ pracovala pouze s teplotou a tlakem. Sit pracovala s nasledujicimi parametry:
e Rychlost uceni: 0.29
e Pocet cykla trénovani: 200
o  Skrytych vrstev: 1
e Pocet neurond skryté vrstvy: 120
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8.3.2 Brno

Jako prvni misto bylo vybrano Brno, na kterém byla provadéna vétsina pfedchozich testovani. Protoze
zde nejsou garantovany idealni podminky, byly o¢ekavany velké odchylky predpovédnich sluZeb a tak
i pfedpovédni neuronové sité. Na nasledujicim obrazku Ize vidét odchylky jednotlivych sluzeb a

odchylky neuronové sité.
odchylkal'C]
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Obrazek 8.2 : Sluzby a neuronova sit’ Brno.

Podle obrazku 8.2 je patrné, ze vSechny piedpovédni sluzby piedpovidaji relativné presné az na
Sluneéno, coz bylo feseno v kapitole 8.1. Je zde i vidét pro¢ je sluzba i pies velké odchylky pfinosna.
Jeji divergence je totiz téméf vzdy ve stejném sméru jako u ostatnich predpoveédnich sluzeb akorat
s vétsi odchylkou. Sluzba Meteocentrum ma také obc¢as problémy a to spiSe v piedpovédich na delsi
dobu. Na neuronové siti, kterd ma v tomto piipadé primérnou odchylku 1,9 stupiid, 1ze pak pozorovat,
7e je presnégjsi nez vSechny sluzby z kterych Cerpd a ze je pouziva vSechny, tedy Ze se nenaucila pouzivat
pouze nejpresnéjsi z nich. Nejpiesnéjsi byla sluzba Aladin s primérnou odchylkou 2,2 stupi.

Primérna odchylka sluzeb pak byla 3 stupné.
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8.3.3 Kladno

Dalsi vybrané misto tentokrat s predpokladem idealnich podminek. Tentokrat na druhé strané
republiky. Odchylky jsou vidét na dal§im obrazku:

odchylkal*C]

0 10 20 30 40 50 60 70 80 90
islo méreni

Obrézek 8.3 : Sluzby a neuronova sit’ Kladno.

Jak lze na obrazku 8.3 vidét predpokladané idealni podminky se potvrdili a vétina
predpovédnich sluzeb je mnohem piesnéjsi, nez tomu bylo u Brna. Rozdil je tu u sluzeb, kdy u Brna
dosahovaly az na sluzbu Slune¢no ostatni sluzby podobné dobrych vysledkl, zde je vidét ze
nejpresnéjsi predpoveédni sluzbou je Aladin S primérnou odchylkou 1,69 stupiiii. Sluzba Aladin ma
Vv tomto ptipad¢ i o 2 setiny presné&jsi predpovéd’ nez neuronova sit’. Neuronova sit” dosahla praimérné
odchylky 1,71. Primérna odchylka vSech sluzeb je ale 2,7 stupfii. Ani zde nelze pozorovat vétsi

zavislost sité na jedné sluzbé.
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8.3.4  Trebic

Dalsi mésto s idedlnimi pfedpoklady a pozici nedaleko mésta Brno, tedy idedlni k porovnani

s piedpovéd’'mi Kladna. Nasleduje obrazek s odchylkami:
odchylkal*C]
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Obrézek 8.4 : Sluzby a neuronova sit’ T¥ebi¢.

Z obréazku 8.4 je patrné, ze predpoveédni sluzby svou piesnosti prevysuji jak Brno, tak Kladno.
Jsou zde vidét velké odchylky sluzby Slune¢no a Meteocentrum stejné, jak tomu bylo i u Brna.
Primérné odchylka sluzeb je pak 2 stupné, coz je zatim nejlepsi vysledek. Je to dano velmi pfesnymi
predpovéd'mi sluzby Aladin, s primérmou odchylkou 1,37 stupiil. Presto primérna odchylka
neuronové sité je 1,8 stupnii coz prekonava vSechny ostatni sluzby ale je mnohem horsi nez sluzba
Aladin. Zarover je také hor$i neZ neuronova sit’ pro Kladno, ktera méla k dispozici horsi piedpovédi
sluzeb. Rozdil Ize posoudit neutralné vzhledem k tomu, Ze zde oproti Kladnu existuje pouze jedna
sluzba s dobrymi pfedpovéd’'mi, zatimco ostatni zaostavaji. Je vidét, ze sluzb&é Aladin tato poloha sedla,
bohuzel se neuronova sit’ nedokazala naucit na nejlepsi poskytovanou predpoveéd a to ani po zméné

parametr( a vyuzivala i mén¢ piesnych predpovedi.
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8.3.5 Kunovice

S novym geografickym mistem prichazi Kunovice. Toto misto je nejnize poloZzené ze vsech

pozorovanych mist a je proto zajimavé pro porovnani s ostatnimi mésty.
odehylkal’C]
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Obrézek 8.5 : Sluzby a neuronova sit’ Kunovice.

Jiz z obrazku 8.5 Ize pozorovat velké odchylky jednotlivych sluzeb. Primérna odchylka sluzeb
je na tomto misté 3,5 stupiiil, coZ je zatim nejvice ze vSech pozorovanych mist. Praimérna odchylka sité
je 1,9 stupnd, coz je vzhledem k nepiesnosti sluzeb velmi dobry vysledek. Je vidét Ze na sluzby méla
velky vliv lokalni nizka nadmoiska vyska v tomto pfipadé nizka a zadna z nich tu nepodava dobry

vykon. V dalsim testu bude moznost porovnat vykonost sluzeb ve vysoké nadmotské vysce.

37



8.3.6  Spindlerav Mlyn

Misto s nejvyssi nadmotskou vyskou a nejsevernéjsi geografickou pozici.
odchylka['C)
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Obrézek 8.6: Sluzby a neuronovi sit’ Spindleriv Mlyn.
Z obrazku 8.6 Ize vypozorovat, ze sluzby si mirn€ prohodily role. Nejméné ptesna sluzba je zde
Aladin a nejpiesnéjsi je InPocasi s primérnou odchylkou 1,8 stupnii. Neuronova sit’ dosahuje
odchylek 2 stupné ze vstupu sluzeb o primérné odchylce 2,7 stupni. Problémem je pak jejich
nepravidelnost. Kdyz se podivame na obrazek 8.7 1ze vidét, ze jednotlivé predpoveédni sluzby nemaji
zadné pravidlo vzdalenosti od ostatnich ptedpovédi, které by mohla neuronova sit’ pouzit. Jak je tedy

vidét na predpoveéd pocasi ma vétsi vliv nadmoiska vyska nez geograficka pozice.
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8.3.7 Karlovy Vary

Posledni mésto s idedlnimi podminkami.
g
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Obrézek 8.7: Sluzby a neuronova sit’ Karlovy Vary.
I pres ocekavané idealni stavy zde byly predpovédi velmi nepfesné. Neuronova sit’ byla nejptresnéjsi ze
vSech sluzeb i pfes svou prumérnou odchylku 2,36 stupni. Predpovédni sluzby mély primérnou

odchylku 4,2 stupiii. Zde je vidét vliv geografické pozice na piesnosti piedpovédi.

8.3.8  Zavér Experimentu

Ocekavané zlepSeni piedpovédi pomoci neuronové sité bylo bohuzel potvrzeno jen u poloviny
pozorovanych mist. Nejvice sit’ zklamala u Tiebice, kde by mozna bylo vhodné pouzit pro novou

piedpovéd teploty pouze sluzbu Aladin.
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0 Z.aver

V ramci této bakalarské prace jsem se seznamil s neuronovymi sitémi a jejich metodami. Pro
predpovidani na zakladé jinych piedpovédi jsem vybral 6 geografickych mist po Ceské republice. Dale
jsem vybral 8 internetovych sluzeb, ptredpovidajici pocasi v danych oblastech a jednu sluzbu, ktera
poskytuje aktualni hodnoty pocasi v danych oblastech. V prvni ¢asti prace jsem vytvofil serverovou
aplikaci, ktera data z téchto sluzeb zpracovava a uklada do databaze umisténé na $kolnim serveru.

Z metod neuronovych siti jsem si vybral metodu zpétného uéeni (backpropagation), nad kterou
jsem sit’ implementoval. Kdyz se databaze naplnila dostatkem dat, tedy asi po 3 mé&sicich ukladani,
zacal jsem s testovanim. Pro testovani jsem vytvofil grafickou WPF aplikaci, kterou jsem postupné
dotvarel podle potieb.

V prvni ¢asti testovani jsem se pokusil o optimalizaci vstupt a vystupti neuronové sité a vybral
jsem tii hodnoty, které budou v ramci predpovedi méteny.

V dalsi fazi jsem porovnaval vysledky predpovédi jednotlivych sluzeb s vysledky predpoveédi
neuronové sité. Predpoveédi neuronové sit¢ pak byly ve vétSin¢ piipadli presnéjsi nez predpovédi
jednotlivych sluzeb bez toho, aby neuronova sit’ byla na nékteré z téchto sluzeb vice zavisla, coz se ale
u dvou z oblasti ukazalo jako nevyhoda.

Nevyhodou neuronové sité je relativné dlouhé uceni, které ji bez moznosti uloZeni, ktera
knihovna, kterou jsem pouzil, neméla k dispozici, znemoznuje pohodlné pouzit jako klientskou
aplikaci. Jako rozsifeni by se tedy dalo uvazovat implementace neuronoveé site jako serverové aplikace,
ze které by klienti ziskavali pfedpovédi, nebo pouziti jiné knihovny, které ukladani neuronové sité

umoziuje.
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Uzivatelsky navod k programim
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B. Priklady dat predpovédi

YAHOO (XML)

<yweather:forecast day="Fri" date="9 Jan
2015" low="42" high="44" text="Heavy Rain/Wind" code="40"/>
<yweather:forecast day="Sat" date="10 Jan
2015" low="35" high="53" text="AM Rain/Wind" code="12"/>
<yweather:forecast day="Sun" date="11 Jan
2015"™ low="34" high="38" text="Mostly Cloudy" code="28"/>
<yweather:forecast day="Mon" date="12 Jan
2015" low="39" high="40" text="Cloudy/Wind" code="24"/>

IN-Pocasi (HTML)

<td><b>5.9 °C</b></td>
<td><b>83%</b></td>

<td><b>2.2 mm</b></td>

Slunecno - teplota (PNG)

<td><b>47 km/h JZ</b></td>
<td><bh>1014.1 hPa</b></td>

</tr>

Temperature 2m(color,deg C)
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Obréazek B. 1: Slune¢no mapa teploty.
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Aladin - srazky (PNG)
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