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Abstrakt

Tato bakalarska prace se zabyva synchronizaci textu a audia. Jsou zde prezentovany jed-
notlivé préace, které se zabyvaly danym problémem. K vyhodnoceni jsou pouzita data z
MGB Challenge 2015. Zkoumané technika vyuziva fonémového prepisu a jeho nasledné za-
rovnani s prepisem. Zarovnani bylo provedeno podle ruznych modelt. Nejlepsich vysledku
bylo dosazeno pri pruniku dvou zarovnani podle modeld z kvalitnich nahravek.

Abstract

This bachelors thesis is dealing with text to audio alignment. I present here works which are
dealing with same problem. For evaluation have been used data from MGB Challenge 2015.
Technique used here is using phoneme transcription and its alignment with transcript. Alig-
nment was done with different models. The best results have been achieved by intersection
of two alignments from models from good records.
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Kapitola 1

Uvod

Tato prace se zabyva problémem zarovnani textu a audia. Jedna se o problém pritazeni
k jednotlivym sloviim prepisu ¢as jejich vysloveni v audiu. Nejedna se o tak zddany tikol jako
automatické rozpoznavani reci, ale presto ma mnoho uziteénych pouziti v mnoha aplikaci.
Zarovnani textu a audia muze byt vyuzito v indexaci mluvenych materiala pro vyhledavani.
Casové zna¢ky mohou byt pouzity k automatické tvorbé titulkd nebo pro automatické
dolovani a tfidéni trénovacich dat [11].

V kapitole 2 jsou uvedeny zékladni postupy a néasledné shrnuti nékolika praci, které se
timto problémem zabyvaly. V kapitole 3 je vysvétlen zédkladni popis prevodu textu do jeho
fonémové reprezentace, takzvand G2P konverze (Grapheme-to-Phoneme conversion). Kapi-
tola 4 je naopak vénovana fonémovému rozpoznavaci (Phoneme rocognition), ktery k audiu
vygeneruje jeho fonémovy prepis. Je-li tedy text i audio prevedeno do stejné reprezentace,
zbyva tedy jen zarovnat tyto dva prepisy na sebe. Vyuzité metody, provedené experimenty a
jejich vysledky jsou uvedeny v kapitole 7. Tato prace pracuje s daty z MGB Challenge 2015,
kapitola 5 udava zakladni informace o ni. V kapitole 8 je popsano zhodnoceni a moznosti
dalsiho pokracovani.



Kapitola 2

Zarovnani textu a audia

Ukolem zarovnéni textu a audia se v posledni 20 letech zabyvalo mnoho praci. Miize se zdat,
ze se jedna o trividlni problém, ale neni tomu tak. Ditkazem mutze byt pravé MGB Challenge
z roku 2015, kde bylo zarovnani textu a audia jednim z tkoli. Existuji ruzné divody, kdy
ma tento kol uplatnéni. Jednim z moznych uplatnéni je indexace a vyhledavani v audio-
vizualnich nahravkéch (vyhledava se v textu a odtud vedou odkazy do audia), déle se hojné
vyuziva v tlohéch zpracovani prirozeného jazyka.

Reseni tohoto problému miizeme rozdélit podle délky nahravky. Je-li délka nahrivky
v fadech nékolika vét, tak se pouziva takzvaného Nuceného zarovnani (Forced Alignment).
Idea Nuceného zarovnavani spociva v tom, zZe se provadi automatické rozpoznavani reci,
ale rozpoznavac je nucen rozpoznat jen tak, aby vysledek odpovidal ptrepisu. Tato tech-
nika dosahuje dobrych vysledka v kratsich nahravkach, ke kterym existuje kvalitni prepis.
Nevyhodou je, ze narocnost tohoto postupu se zvysuje kvadraticky s délkou nahravky a
v pripadé nepfresného prepisu dosahuje neuspokojivych vysledki. Pro delsi nahravky se
vyuziva podobny postup, ale je tfeba fesit vyse zminéné nedostatky[l1, 1].

Zde jsou prezentovany nékteré prace, které se danou problematikou zabyvaji:

AUTOMATIC GENERATION OF HYPERLINKS BETWEEN AUDIO AND
TRANSCRIPT[15]

Tato prace byla publikovans jiz v roce 1997, a mnoho dalsich se na ni odkazuje. Resi
problém zarovnani audia a textu v televiznich poradech. Jejich cilem neni naprosto pfesné
zarovnani. Mezi jejich pozadavky je, aby jejich systém nemél limit na délku zarovnavaného
audia (az nékolik hodin), aby mél presnost zarovnani na 1 nebo 2 sekundy a aby dokazal
pracovat s nahravkami s vice feéniky a Sumem okoli. Déle se jejich systém musi vyrovnat
s nedokonalym prepisem. Jimi vyvinuty systém se nazyvd ALTA (Automatic Linking Of
Transcript And Audio) a sklada se z téchto ¢asti:

e Analyza — nalezeni vhodnych mist pro segmentaci
e Segmentace — rozdéleni audia a prepisu na mensi ¢asti
e Jazykovy model — z jednotlivych segmentt vytvorit jazykovy model s vyuzitim G2P

e Automaticky rozpoznavac¢ feci — ze segmentu audia vytvoreny fonémovy prepis, po-
moci skrytych markovskych modeli



e Zarovnani na trovni fonémut
e Rozhodnuti spravnosti zarovnani, jestlize si systém neni jisty, neni tento tsek pouzit

Vysledky — na hodinové nahrévce nebylo zarovnano 15 % slov a 95 % zarovnanych slov bylo
v rozmezi 3 sekund.

A RECURSIVE ALGORITHM FOR THE FORCED ALIGNMENT OF VERY
LONG AUDIO SEGMENTS|14]

Tato prace predstavuje rekurzivni algoritmus pro zarovnani nahravek delsich jak 1 hodina.
Tento algoritmus pracuje s audiem reprezentovanym pomoci 13-ti Mel-Kepstralnimi koefi-
cienty dale zpracovanym pomoci rozpoznavace re¢i SPHINX II.

Vysledny text se zarovna dynamickym programovanim pomoci nalezeni globdlné nej-
lepsiho zarovnani. Z tohoto zarovnani jsou vybrany mista s nejvétsi pravdépodobnosti
spravného zarovnani. Timto se text a audio rozdéli na zarovnané a nezarovnané useky.
Na nezarovnanych tsecich se cely tento postup znovu aplikuje. Algoritmus koné¢i pokud
jsou zarovnany vsechny useky, nebo pokud nezarovnané tiseky jsou mensi nez zadand mez.

Dulezitym aspektem tohoto postupu je, ze zarovnani, ktera jsou s vysokou pravdépo-
dobnosti chybnad, jsou oddédleny do pozdéjsich iteraci a nemaji tedy vysokou dilezitost.

Tento postup byl vyzkousen na asi tfihodinové nahravce obsahujici kvalitni a méné
kvalitni tseky. 98 % procent slov bylo zarovnéno s chybou do 0,5 sekundy.

TEXT-TO-SPEECH ALIGNMENT OF LONG RECORDING USING UNI-
VERSAL PHONE MODEL]9]

Cilem této prace je vytvorit co nejmensi fonémovy model, ktery je schopen zarovnat s vy-
sokou presnosti text k audiu, prezentované reseni je do znacné miry jazykové nezavislé.

Jednotlivé fonémy jsou klasifikovany pomoci HMM do skupin (plosivy, frikativy, ...),
text se prevede pomoci G2P. Audio se rozdéli na vhodné tseky podle mist ticha a na téchto
usecich probihd nucené zarovnani.

Vysledny systém byl vyzkousen na audio-knihéch ruznych jazyka (anglic¢tina, némcéina,
francouzstina, finstina a bulharstina), kde pri klasifikaci samohlasek do osmi skupin a sou-
hlasek do ¢tyr skupin dosdhly zarovnani na véty se standardni odchylkou mensi nez 0,5
s pro vSechny testované jazyky kromé bulharstiny (1,3 s).

AUTOMATIC ALIGNMENT AND ERROR CORRECTION OF HUMAN GE-
NERATE TRANSCRIPTS FOR LONG SPEECH RECORDINGS|12]

Tato prace zkouma chyby, které mohou vzniknout pii ruénim prepisovani. A dale prestavuje
zpusob jeho zarovnani s audiem s korekci chyb. Predstaveny zptisob se sklada ze tif krokii:
Pomoci automatického rozpoznavace reci se ziska prepis nahravky. Rozpoznavac je ovlivnén
ruénim pfepisem. Automaticky prepis je zarovnan s ru¢nim prepisem a rozdélen po tsecich,
kde doslo ke shodé. V dalsim kroku se dseky zarovnaji pomoci upraveného nuceného za-
rovnani, ktery dovoluje vlozeni, zménu a smazani slov. V posledni kroku jsou jednotlivé
segmenty z prvniho kroku znovu vyhodnoceny automatickym rozpoznavacem, ktery miize
upravit slova podle informaci ziskanych z predchoziho kroku.

Systém byl vyzkousen na audiu ze t¥i prednasek, kde se pomoci vyvinutého systému
snizila jejich chybovost o 14 %.



A SYSTEM FOR AUTOMATIC ALIGNMENT OF BROADCAST MEDIA
CAPTIONS USING WEIGHTED FINITE-STATE TRANSDUCERS|[13]

Jedna se o systém vyvinuty na université v Edinburgu, ktery se zucastnil MGB Challenge
2015. Jako mnoho automatickych fecCovych rozpozndvact vyuzivaji dekodér zaloZeny na
vazenych koneénych prevodniku (WFST — Weighted Finite State Transducer). Jeden pfte-
vodnik se skldda z gramatiky, ze slovniku, z kontextové zavislosti a ze skrytych markovskych
modelt. Dekédovani je provedeno nalezenim nejkratsi cesty daného prevodniku.

Systém funguje na dvojitém prochdzeni pres data. V prvnim prichodu se z celé na-
hravky vytvori kone¢ny prevodnik, kde kazdé slovo je potencialni vstup a konecny stav,
vyhovuje vSem podretézcim puvodniho textu. Ve druhém prichodu se pouziva determi-
nisticky prevodnik, ktery dovoluje vynechani slov, pfidanim pfechodu skip s pevné danou
pravdépodobnosti. Konecné prevodniky byly implementovany pomoci Kaldi tools. Pouzity
akusticky model byl trénovéan na 640 hodindch z MGB Challenge training set [8]. Systém
dosahl 0,8965 f-hodnoty na MGB vyvojové sadeé.



Kapitola 3

G2P konverze

Tato kapitola se zabyva konverzi grafému na foném, vychazi prevazné z clanku Joint-
sequence models for grapheme-to-phoneme conversion[10]. G2P je zkratka od Grapheme
To Phoneme coz by se do ¢estiny mohlo prelozit jako ,,grafém na foném*, jelikoz v cestiné
neexistuje zavedeny pojem, budeme v dalsim textu pouzivat vyhradné zkratku G2P. Grafém
je zékladni, dale jiz nedélitelnd jednotka psaného jazykal[l]. Mezi grafémy se fadi napiiklad
pismena, ¢islice, interpunkéni znaménka, atd. Foném je naopak nejmensi jednotka mluve-
ného jazykal[5], kterd mé rozliSovaci funkci v daném jazyce. Ukolem G2P konverze je tedy
nalezeni spravné vyslovnosti k danému textu. M4 dulezitou roli ve zpracovani prirozeného
jazyka predevsim v syntéze nebo rozpoznavani reci.

Kdyby mél jazyk cisté foneticky pravopis, mezi grafémem a fonémem by existoval vztah
1 ku 1. K takovym jazyktm se napriklad radi umély jazyk esperanto. Nicméné vétsina
jazykd nemd foneticky pravopis a vztah mezi grafémem a fonémem je nejasny a zavisi na
kontextu.

Vlastni G2P konverzi predchazi normalizace — expanze zkratek a Cisel.

3.1 Zakladni techniky

e Primé mapovdni
Ma-li jazyk foneticky pravopis, tak se grafém shoduje s fonémem a G2P konverze neni
potieba (esperanto, z Casti CeStina), vétsina jazyku vSak pouziva nefoneticky pravopis.

o Vyhleddvani ve slovniku

Mezi nejjednodussi techniku patii vyhledavani ve slovniku. A¢ dosahuje dobrych vy-
sledktt ma mnohd tskali. Tvorba takovych slovnikli je zna¢né narocna a zabira velké
mnozstvi paméti, takze je jeji vyuziti nepraktické, zvlasté pak v mobilnich a vestave-
nych systémech.

e Pravidlovy prevod (rule based)

Pravidlovy prevod naopak prevadi text na fonémy pomoci predem definovanych pravi-
del, naptiklad pomoci kone¢nych prevodnikii. Jako doplnék vyuziva slovnik vyjimek,
ktery obsahuje slova, kterd se nefidi podle definovanych pravidel (napt. prejaté slova).
Nevyhoda tohoto pristupu je slozitost tvorby danych pravidel (je zapotiebi odbornik),
je potreba brat v iivahu rizné nepravidelnosti.



e Prevod 1izeny daty (data-driven aproach)

Hlavni myslenka toho pristupu je, jestlize poskytneme dostatek prikladt, mélo by byt
mozné predpovédét prevod na zdkladé podobnosti se slovy jejichz prevod zna. Hlavni
vyhodou je, Zze misto naro¢ného vytvareni pravidel staci pouze poskytnout dostatek
prikladi. Hlavni techniky:

— Lokalni klasifikace

predpoklada zarovnani trénovacich dat po jednotlivych pismenech. Jedno pis-
meno muze byt zarovndno k 0 (epsilon), 1 nebo vice fonémum, takzvané zarov-
nani 1-k-n, toto zarovnani se vytvari napriklad pomoci dynamického programo-
vani. Vlastni pfevod se provani sekvenc¢né zleva doprava pro kazdé pismeno. Ke
kazdému pismenu se prirtadi jedna z mnoziny povolenych sekvenci fonémii. Vybér
se provadi na zakladé kontextu daného pismene (odtud nazev lokédlni klasifikace),
nejcastéji pomoci neuronovych siti nebo rozhodovacich stromii.

— Nejvetsi podobnosti (nearest-neighbor). Tato technika je zaloZzena na hledani
v trénovacich datech slova nebo ¢asti slov, které se nejvice podobaji slovu, které
mé byt prepsdno. Vysledny piepis je odvozen pravé z téchto nalezenych slov.

— Dalsi moznosti je pouziti pravdépodobnostnich metod.



Kapitola 4

Fonémovy rozpoznavac

Tato kapitola je zaloZena podle[16]. Fonémovy rozpoznéava¢ hraje dilezitou roli v automa-
tickém zpracovani ptirozeného jazyka. Vyuziva se napiiklad v detekci feci, hledani klicovych
slov nebo identifikaci jazyka. V této praci se vyuziva k zarovnani textu a audia.

Fonémovy rozpoznava¢ prevadi audio signdl na posloupnost fonému. Je tieba uvést,
ze fonémovy rozpoznavaé je zavisly na jazyku, ruzné jazyky mohou mit rizné fonémy,
napiiklad $panélstina ma dva druhy hlésky r (ere a erre), které dokazi odlisit od sebe ruzna
slova (napf. pero - ale, perro - pes), ale v ¢estiné mé slovo vzdy stejny vyznam, bez ohledu
na to jestli se vyslovi s ere nebo erre. Fonémové rozpoznavace kromé fonému rozeznavaji
ticho a nerecovy hluk.

Priklad vystupu fonémového rozpoznavace:

000000 5200000 pau -43.996017
5200000 6200000 int -21.674377
6200000 7200000 u -22.883202
7200000 8500000 n -21.741669
8500000 9200000 f -21.345512
Prvni ¢islo udava cas zacatku fonému, druhé c¢islo ¢as konce, déle je rozeznany foném a
posledni ¢islo udava s jakou vérohodnosti se doopravdy jedna o dany foném.
mové rozpoznavace pouzivajici neuronové sité nebo skryté markovské modely (HMM).
Nez se pouzije nékterd z vyse uvedenych metod je tfeba vhodné upravit data. Jedna se
hlavné o zredukovani mnozstvi dat. Toho je dosdhne rozdéleni na segmenty dlouhé naptiklad
20 ms a prekryvajici se o 10 ms. Tyto segmenty jsou moduloviany Hammingovym oknem:

2mn
N -1

),

w(n) =a — b cos(

kde
e a a b jsou vhodné konstanty
e N pocet vzorkll v segmentu

Na tato data je dale aplikovana Mel-Frekvenéni kepstralni analyza, kterd zredukuje pocet
dat typicky na 13 koeficienti. Na téchto datech pak probiha uceni neuronové sité nebo
skrytych markovskych modela.



Schéma fonémového rozpoznavace

e
: : w2
e B

WHH( pau hh ae | ow pau

Obréazek 4.1: Schéma fonémového rozpoznévace. Prevzato z [16]

Naucené systémy mohou byt jiz pouzity k rozpoznavani nad daty, kterd také byla upra-
vena Mel-Frekvenéni Kepstralni analyzou. Vysledkem je takzvanad matice aposteriornich
pravdépodobnosti, kde kazdy foném predstavuje jeden radek, sloupce pak jednotlivé ¢asové
okamziky. Vysledny rozeznany foném v daném okamziku je ten s nejvétsi pravdépodobnosti.



Kapitola 5

MGB Challenge

Tato kapitola je shrnuti [8] MGB Challenge. Déale v ¢ésti o skérovani jsou vysvétleny pouzité
statistické pojmy[6].

MGB Challenge (Multi-Genre Broadcast Challenge) je projekt zabyvajici se problémy
z oblasti zpracovani prirozeného jazyka, jednd se o oficidlni vyzvu (challenge) 2015 IEEE
Automatic Speech Recognition and Understanding Workshop (ASRU 2015).V roce 2015
se jednalo o 4 ukoly:

e Task 1: Rozpoznavéani feci (Speech-to-text transcription).
e Task 2: Zarovnani (Alignment) audia k titulktm.

e Task 3: Dlouhodobé rozpoznavani feci (Longitudinal speech-to-text transcription) na
usecich nahravek ze stejnych poradi.

e Task 4: Dlouhodobé diarizace mluvéiho (Longitudinal speaker diarization) — identifi-
kace mluvéiho na vice nahravkéch.

Data poskytnuta k jednotlivym tikoltim byla poskytnuta BBC (British Broadcasting Corpo-
ration) z jejich kanala BBC1, BBC2, BBC3 a BBC4 z poradu vysilanych v rozmezi 1. dubna
2008 az 19. kvétna 2008. Audio data jsou vice zanrova, snazici se pokryt vSechen rozsah
televizniho vysilani.
V roce 2016 vyzva obsahovala arabské nahravky z televizni stanice Aljazeera. Tento rok
(2017) vyzva zahrnuje vice zanrové nahravky z youtube a z televizni stanice Aljazeera.
Tato prace se zabyva vyhradné problémem zarovnavani textu a audia (task 2).

5.1 Task 2 — zarovnani

Cilem tohoto tkolu je zarovnat jednotliva slova z prepisu k jejich vysloveni v audiu.

5.1.1 Data

K tomuto tkolu byly k dispozici titulky, s kterymi byl porad puvodné vysilan, zarovnani
vygenerovand pomoci automatického rozpoznavace fe¢i a rucné vyrobené zarovnani na jed-
notlivé slova. Televizni titulky se ¢asto neshoduji s realné vyslovenymi slovy. Divodem miize
napriklad byt zvyseni kvality porozuméni, kdy dojde k odstranéni nékterych slov, kde je
promluva prilis rychla. V titulkach se tedy mohou vyskytovat slova, ktera nebyla fecena a
naopak nemusi obsahovat vSechna slova, ktera byla fecena.
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5.1.2 Skoérovani
Vsechny zkoumané prvky spadaji do jedné ze ¢ty kategorii:
e skutefné negativni (true-negative) — spravné urceny negativni prvek
e skutecné pozitivni (true-positive) — spravné urceny pozitivni prvek
e falesné negativni (false-negative) — Spatné uréeny pozitivni prvek
e falesné pozitivni (false-positive) — Spatné uréeny negativni prvek
Presnost (precision)

— je definovana jako pomér prvka urcenych spravé ku vsem urcéenym prvkim

true negatives

precision = - —.
true negatives + false positives

Vytéznost (recall)

— na rozdil od presnosti je vytéznost definovana jako pomér spravné urcenych vysledku ke
vsem pozitivnich prvka

true negatives
recall =

true negatives + false positives

F-hodnota (f-measure)
— pak kombinuje presnost a vytéznost do jednoho ¢isla

precision *x recall

f — measure = 2 x — .
precision + recall

K vyhodnoceni byl dodan skript, ktery pocitda presnost a vytéznost a z nich pocita f-
hodnotu. Slovo je pocitdno jako spravné zarovnané, jestlize se jeho zacitek a konec lisi
maximalné o 100 ms od referen¢ni hodnoty. V tomto tikolu bylo povoleno pouzit pouze slova
z titulkd, ale nemusela byt pouzita vSechna. Spravna zarovnani se tedy pocitala pouze ze

slov pouzitych pfed zpracovanim. Z vyhodnoceni byla odstranéna slova, ktera spadaji do
intervall, kde se jednotlivé promluvy prekryvaji.
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Kapitola 6
Pouzité nastroje

SoX

SoX (Sound eXchange) je viceplatformni program, ktery dokaze prevést ruzné druhy audio
formatt na jiné formaty. Déle dokaze aplikovat ruzné efekty nad audio soubory a navic
dokéaze nahrévat a piehravat nékteré audio soubory!.

Zde byl vyuzit pro prevod audio soubort ve formatu wav do formatu raw, se kterym
dokaze pracovat fonémovy rozpoznavac¢ phnrec.

sox input.wav -r 8000 -b 8 output.raw

e input.wav — zdrojovy soubor
e -1 8000 — vzorkovaci frekvence vystupniho souboru
e -b 8 — velikost jednoho vzorku

e output.raw — vystupni soubor

Phnrec

Phnrec je fonémovy rozpoznavac¢ vyvinuty na Fakulté Informacnich Technologii na Vyso-
kém Uceni technickém v Brné (FIT VUT). Vyuziva klasifikdtor na bazi neuronovych siti a
Viterbiho algoritmus na dekédovani fonému. Obsahuje systém na anglicky, cesky, madarsky
a rusky fonémovy prepis’.

phnrec -c PHN_HU_SPDAT_LCRC_N1500 -i input.raw -o output.rec

e -c PHN_HU_SPDAT LCRC_N1500 - pouzity systém pro rozpoznavani
e -i input.raw — vstupni soubor

e -0 output.rec — vystupni soubor

G2p-alignment.py

Skript g2p-alignment.py byl pouzit k trénovani modelu zarovnani a k zarovnani grafému
na foném. Vyvinul ho Mirko Hanneman na FIT VUT.
Trénovani:

Thttp:/ /sox.sourceforge.net/
Zhttp://speech.fit.vutbr.cz/cs/software/phoneme-recognizer-based-long-temporal-context
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g2p-alignment.py train-align input.g2p.labels
output.graphones output.costs output.alignment beam

train_ align — trénovani a zarovnani

input.g2p.labels — data nad kterymi se trénuje model a kterd budou zarovnana

output.graphones output.costs — soubory do kterych bude ulozen vysledny model

output.alignment — vypocitané zarovnani

e beam — maximalni relativni vzdélenost mezi grafémem a fonémem

Zarovnani:
g2p-alignment.py align input.g2p.labels input.graphones input.costs
output.alignment beam

e align — zarovnani
e input.g2p.labels — data, nad kterymi se trénuje model a ktera budou zarovnana

e input.graphones output.costs — soubory obsahujici model, podle kterého se budou
zarovnavat vstupni data

e output.alignment — vypocitané zarovnani

e beam — maximalni relativni vzdalenost mezi grafémem a fonémem

Alignment2mlf.py

Stejné jako skript g2p-alignment.py i alignment2mlf.py vyvinul Mirko Hanneman. Jeho
ukolem je k vypoc¢tenému zarovnani pridat casové znacky z fonémového prepisu a vysledek
ulozit ve formatu mlf.

alignment2mlf.py false input.rec input.alignment > output.mlf

e false — pouze pro testovaci ucely
e input.rec — fonémovy prepis s Casovymi udaji
e input.alignment — vysledné zarovnani

e output.mlf — vysledny soubor ve formatu mlf

Score-alignment.py

Jedna se o skript ktery vyvinul Thomas Hain specidlné pro MGB Challenge. Pouziva se pro
skérovani zarovnanych dat.
score-alignment.py --ignoreintervals input.uem --match_bound bound
--script reference.stm reference.ctm input.ctm > result.txt

e —-ignoreintervals input.uem — Casové useky, které se nepocitaji do vysledného skore
e —-match__bound bound — presnost shody

e —-script reference.stm — referenc¢ni prepis

e input.ctm — skérované zarovnani

e result.txt — vysledky zarovnani
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Kapitola 7

Experimenty

7.1 Priprava dat

Jako prvni je tteba z dodanych XML soubori ziskat prepis, ktery budeme zarovnavat. Nas
zajima rucni prepis (transcript_human). Skript xml2lab.sh vytvoii lab soubor kde je
kazdé slovo na vlastnim radku. Dale je treba ziskat fonémovy prepis z wav nahravky. Prvné
je treba prevést audio soubor z formatu wav na format raw, k tomu byl vyuzit linuxovy
nastroj sox. Se souborem ve formatu raw uz dokéze pracovat fonémovy rozpoznavac phnrec,
ktery vytvori fonémovy prepis audia. Tento pfepis ma forméat

<zacatek fonému> <konec fonému> <foném> <vérohodnost fonému>

a je ulozen v souboru s koncovkou .rec.

.....

Obréazek 7.1: Schéma pripravy dat

7 téchto dvou soubort se vytvoii soubor s koncovkou .g2p.labels, ktery se sklada ze
dvou radku. Prvni obsahuje prepis, kde kazdy grafém je oddélen mezerou, kazdé slovo znac-
kou <w> a cely prepis znackou <u>. Druhy radek pak obsahuje jednotlivé fonémy oddélené
mezerou.
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Obrazek 7.2: Schéma ptipravy dat

7.2 Porovnani ruc¢niho prepisu a automatického prepisu

Jako prvni experiment bylo zvoleno porovnani ru¢niho prepisu s automatickym prepisem,
oba prepisy jsou obsazeny v dodanych xml souborech, jedna se o prepis transcript_human
a transcript_lsdecode. Porovnéani bylo provedeno spocitanim nejmensi vzdalenosti (Mi-
nimum Edit Distance — MED) mezi témito prepisy, a z této vzdalenosti vypocitan Word
Error Rate (WER) a Word Accuracy (WAcc).

Minimum Edit Distance

Minimum Edit Distance nebo-li MED je ¢islo udavajici nejmensi mozny pocet operaci,
které je nutné provést, aby se z porovnaného retézce stal zdrojovy fetézec. Zarovnani dvou
Fetézcu pomoci Minimum Edit Distance se vyuziva v rtiznych odvétvich napt. v strojovém
prekladu, v rozpoznavéani fe¢i nebo také v biologii, kde se vyuziva k porovnani dna|[3].
operace:

e Vlozeni (Insertion) — vlozeni znaku
e Smazani (Deletion) — smazani znaku

e Substituce (Substitution) — ndhrada jednoho znaku za jiny
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Obrazek 7.3: Priklad moznych operaci.

Kazda operace muze mit riznou hodnotu, odtud muzeme rozlisovat dva druhy Levensh-
teinovy vzdalenosti, kdy kazda operace ma hodnotu 1, pripadné pozménéna Levenshteinova
vzdélenost, kdy vlozeni a smazani ma hodnotu 1 a ndhrada hodnotu 2.

Minimum Edit Distance se vypocitava pomoci takzvaného Dynamického programovani
(Dynamic programming). Dynamické programovéni je ndzev pro skupinu algoritmu, které
ke svému vypoctu vyuzivaji ukladani vysledk podproblému a kombinaci téchto vysledku
vypocitaji ptvodni problém.

e M — velikost zdrojového retézce
e N — velikost cilového retézce

e D(i,j),kde0<i<nalO<j<n

Inicializace:
D(i,0) =i
D(0,j) =]

Rekurzivni vztah:
For eachi = 1.M
For each j = 1..N

D(i—1,j)+1
D(i,j) =min{ D(i,j —i)+1
D(i—1,7—1)+1 if X(i) = Y(j) else 0
Vysledek:
MED = D(N,M)

Word Error Rate [7]

S+D+I S+D+I1 MED

ER = =
WER S+D+C N N’

kde

e S je pocet substituci

e D je pocet smazani
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Obréazek 7.4: Word Accuracy a word error rate vypocitany mezi automatickym prepisem a
ruéné vytvorenym piepisem.

e T je pocet vlozeni

e C je pocet spravnych slov

e N je pocet slov

Word Accuracy je pak doplnék do 1[7]:

N-S-D-1

WAcc =1—- WER =
cc N

Vyhodnoceni

Jak je vidét z obrazku 7.4, tak dvé nahravky dokonce maji WER vétsi nez 1 (respektive
WAcc mensi nez 0), jednd se o sportovni nahravky, jejichz ruéni pfepis a automaticky prepis
maji znac¢né rozdilnou velikost. Ostatni nahravky maji WER rovnomérné rozmistény mezi
16 % a 60 %.
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7.3 Zarovnani

Dalsim krokem bylo zarovnat textovy prepis s fonémovym prepisem. K tomu byl vyuzit
skript g2p_alignment.py', ktery se pii zakladnim spusténi snazi pomoci forward-backward
algoritmu iterativné najit optimalni zarovnani grafému na foném, hledani je omezeno para-
metrem maximum_beam, ktery udava maximélni relativni rozdil mezi grafémem a fonémem.
Kromé nalezeného zarovnani vraci i pravdépodobnosti, ze se konkrétni grafém prepise na
urcity foném. Vysledné zarovnani je ulozeno v souboru s koncovkou alignment. Kromé vy-
pocitaného zarovnani se také uklada ziskany model. Model se sklada ze soubori s koncovkou
grapheme a costs.

Ziskané zarovnani spole¢né s puvodnim fonémovym prepisem jsou vstupem pro skript
alignment2mlf.py, ktery podle ¢asovych tdaji z fonémového prepisu prifadi jednotlivym
zarovnanim jejich pravdépodobné casové znacky. Vysledek ulozi ve formatu .mlf, ktery
z nich posklada jiz hotova zarovnani slova. Casové znacky jednotlivych slov se jesté upravi,
je-li na zac¢atku nebo na konci slova prirazen foném nemluveného zvuku a vysledek je ulozen
v souboru timings.lab ve formatu:
<slovo_prepisu> <Cas_pocCatku_slova> <Cas_konce_slova>

Cely proces zarovnani je zndzornén na obrazku 7.5.

Vyhodnoceni

Z vysledného zarovnani je treba vyrobit soubor typu ctm, kde kazdy radek je tvaru:
<nézev-nahravky> 0 <Cas zacCatku slova> <trvani> <zarovnané slovo>

Skorovani probihd pomoci skriptu score-alignment.py, ktery pomoci referen¢niho zarov-
nani spocitd presnost, vytéznost a f-hodnotu jednotlivych nahravek a celkové za vsechny
nahravky dohromady. Slovo se pocita jako spravné zarovnané, pokud se zacatek a konec
nelisi o vice jak 100 milisekund od referen¢nich hodnot, tuto hodnotu je mozno zménit
pomoci parametru ——match_bound [hodnota].

Vysledky

Vyhodnoceni se provedlo s pfesnosti na 100 ms a na jednu sekundu. Jak je vidét na obrazku
7.6, osm nejlepsich nahrdvek mélo tspésnost vétsi nez 80 % pro presnost 100 ms a pro
presnost na 1s ¢trndct nahravek nad 90 %, kde nejlepsi nahravka dosahovala témér 97 %.
Mezi nejlépe zarovnané nahravky se radili zpravodajské porady a dokumenty. Naopak 17
z 47 nahrivek nedosihlo ani 9 % tUspésnosti pri presnosti na 1 s. Celkov4 tspéSnost za
vSechny nahrévky byla 43 % pro 100 ms, respektive 56 % pro 1 s.

LCopyright 2013-2015 Mirko Hannemann, BUT, mirko.hannemann@gmail.com
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Obrézek 7.5: Celkovy diagram zarovnani. Model (graphones, costs) se vypocitava pouze
nad dodanymi daty.
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Obréazek 7.6: Horni graf ukazuje vysledky zarovnani, s presnosti shody 100 ms, dolni s pres-
nosti na 1 s. Horizontalni osa oznacuje jednotlivé soubory, vertikalni f-hodnotu. Cervena
cara oznacuje celkovou f-hodnotu, pro vsechny soubory.
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7.4 Zarovnani podle modelu n-té nahravky

Pti tomto experimentu bylo zkouméno, jak se méni zarovnani nebude-li se pocitat model
z pravé zarovnavané nahravky, ale vyuzije se cizi model, jak znazornuje obrazek 7.7.

Bylo vyuzito ziskanych modeld z vyse popsaného experimentu a podle téchto modela
byla zarovnana celd datova sada. Ne kazdy model vSak obsahuje vSechny grafémy a fonémy,
z tohoto duvodu byli grafémy (resp. fonémy) s velmi nizkym vyskytem ze zarovndvanych
nahravek odstranény. Bylo-li tfeba zasdhnout vice do zarovnavanych nahrivek, byl dany
model z experimentu vyjmut.

________{ .rec .dlab

prepare labels

t .g2p.labels
.graphones

— g2p_alignment

.costs

lignment

JAT]

™ alignmentZmlf

.MmLLT

mlf2timings

.timings.lab

Obrézek 7.7: Schéma zarovnani pti vyuziti ciztho modelu.

Vysledky

Jak je vidét z obrazku 7.8, tak zarovnani podle vétSiny modelt, které méli f~-hodnotu vétsi
jak 30 % ziskalo celkovou f-hodnotu mezi 60-65 %. Naopak zarovnani podle modelu s nizsi
f-hodnotou nedosahlo témér zadné presnosti.

Neexistuje zavislost mezi kvalitou zarovnani podle modelu nahravky, kterd ziskala f-
hodnotu vétsi jak 80 % a modelu nahravky s f-hodnotou okolo 50 %. Zarovnéani podle
modelu z nahravky s f-hodnotou mezi 30-50 % je kvalita zarovnéni neptredvidatelna.
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Obrazek 7.8: Celkova f-hodnota pro celou datovou sadu, pii zarovnani podle modelu n-té
nahravky. X-ova osa udava potradi modelu ziskaného ze zarovnani v 7.3.
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Obrézek 7.9: F-hodnota jednotlivych nahravek
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Obréazek 7.10: Horni graf ukazuje vysledky zarovnani, podle modelu t¥i nejlepsich nahravek
z experimentu 7.3 s presnosti shody 100 ms, dolni s prenosti na 1 s. Horizontalni osa oznacuje
jednotlivé soubory, vertikadlni f-hodnotu. Cervend ¢ara oznacuje celkovou f-hodnotu pro
vsechny soubory.

7.5 Spojeni nahravek

Daéle bylo zkoumano, zda se kvalita zarovnani zlepsi, bude-li se zarovnani provadét podle
modelu ziskaného z nejlépe zarovnanych nahravek v experimentu 7.3. V tomto experimentu
byly spojeny tfi nejlepsi nahravky a natrénovany model byl pouzit pro zarovnani celé datové
sady.

Vysledky

Vyhodnoceni se zase provedlo s presnosti na 100 ms a na 1 s, viz obrazek 7.10. Pfi pfesnosti
na 100 ms dosdhlo vice ja 80 % 13 nahravek a pouze 6 nahravek mélo méné jak 40 %. Pi{
presnosti na 1 s mélo 31 nahrdvek vice jak 80 % z toho 10 nahravek doséhlo vice jak 95 %
a 8 nahravek nedosahlo ani 15 %. Celkova tspésnost za vSechny nahravky byla 65 % pro
100 ms, respektive 83 % pro 1 s.
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7.6 Zarovnani podle modelu n-nejlepSich nahravek

Pti tomto experimentu na rozdil od predchoziho bylo vyuzito k zarovnani modelu natré-
novaného na n-nejleps8ich nahravkach. Model byl trénovan podle obrazku 7.11, kdy ite-
rativné byl z modelu na n-nejlep§ich nahravkach natrénovan model (n+1)-nejlepsich
nahravkach.
Stejné jako u predchoziho experimentu 7.4 byly nahravky, jejichz model nebyl schopny
zarovnat celou testovaci sadu (ani po mensich tpravach), z experimentu vyjmuty.
model(n) = g2p-alignment(n-t4 nahrévka, model(n — 1))

.rec k .lab

prepare labels

.g2p.labels
.graphones .graphones

.cost g2p_al ignment T‘ .cost

Obrazek 7.11: Schéma ziskani modelu na vice nahravkach

Vysledky

Vysledky jsou zobrazeny na obrazku 7.17. Na rozdil od experimentu 7.4, kdy zarovnani
podle modeld nahravek s nizkou f hodnotou z 7.3 nedosdhlo témér zadné dspésnosti, zde
nemély tyto nahravky velky vliv na kvalitu zarovnani. Zarovnani podle vSech modeli do-
sahlo f-hodnoty mezi 60 % a 67 %.
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Obrazek 7.12: Celkova f-hodnota pro celou datovou sadu, pii zarovnani podle modelu n-
nejlepsich nahrévek
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Obrazek 7.13: F-hodnota jednotlivych nahravek
7.7 Kombinace dobrych a Spatnych nahravek

Tento experiment mél za cil zjistit, jak se méni kvalita zarovnani, je-li model natrénovan na
kombinaci dobrych a Spatnych nahravek. Bylo vybrano osm nahravek, z toho ¢tyii dobré
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a Ctyri Spatné. Modely byli natrénovany na sekvenci vSech dvojic, kde jedna nahrivka je
Spatna a druhé dobra. Model byl trénovéan iterativné podle obrazku 7.11 v experimentu 7.6.

Vysledky

Pri kombinaci dvou nahravek se celkovd hodnota zarovnani pohybovala stejné jako u pred-
choziho experimentu 7.6 okolo 65 %. Jak ukazuje obrazek 7.14, tak zarovnani, kdy se prvné
model natrénoval na dobré a potom na Spatné nahravce (modrd), v nékterych piipadech
mé o nékolik procent mensi tspésnost. V obou pripadech vsak existovaly nahravky, které
se nepovedly s danym modelem zarovnat

Druhy obrazek 7.15 ukazuje zarovnani podle ¢tytech Spatnych a nésledné na jedné dobré
nahravce. V tomto pripadé dva modely dosahly podobnych vysledku okolo 65 % a jeden
model 40 % a pro jednu nahravku se nepodafilo natrénovat model.
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Obréazek 7.14: Vysledky zarovnani jednotlivich nahravek. Cervend oznacuje zarovnani, kdy
prvné byl model natrénovan na dobré nahravce a poté na Spatné, modra obracené.
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Obrazek 7.15: Vysledky zarovnani jednotlivych nahravek. Model byl postupné natrénovan
na c¢tyrech spatnych nahravkich a poté na jedné dobré.

7.8 Zarovnani podle Madarského fonémového prepisu

Pri tomto experimentu nebyly pouzity ptvodni anglické fonémové prepisy, ale byly vyge-
nerované nové fonémové prepisy, pomoci fonémového rozpoznavace phnrec, vyvinutého na
Fakulté informac¢nich technologii v Brné?. Timto rozpoznavacem byly ziskany madarské
fonémové prepisy. S témito prepisy pak bylo provedeno zarovnani podle obrazku 7.5.

Vysledky

Jak ukazuje obrazek 7.16, tento experiment nedosahl dobrych vysledk. Pti presnosti 100ms
doséhly nejlepsi nahravky pouze 2 %. Pri zvySeni presnosti na 1 s a 10 s se nejlepsi nahravka
pohybovala okolo 13 % respektive 44 %. Nutno podotknout, Ze urceni zarovnani s presnosti
na 10 sekund je vétsiné pripadi nedostatecné. Tti nahravky se dokonce ani nepodarilo
zarovnat, z diavodu numerické chyby pri zarovnani, jednalo se o sportovni prenosy, které
obsahuji velké mnozstvi okolniho hluku.

2http://www.fit.vutbr.cz/research /groups/speech /sw/phnrec.html

27



=
(=}

0.8
()
5 0.6
[7)]
[(v]
()
£0.4
0.2
0.0% 10 20 30 40
wav soubor
1.0
0.8
()
5 0.6
[7)]
[(v]
()
£0.4
0.2
0.0 10 20 30 40
wav soubor

Obrazek 7.16: Horni graf ukazuje vysledky experimentu 7.8, s presnosti shody 1 s, dolni
s prenosti na 10 s. Horizontalni osa oznacuje jednotlivé soubory, vertikalni osa f-hodnotu.
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7.9 Zarovnani podle modelu n-té nahravky s madarskym
fonémovym prepisem

Tento experiment mél za cil zjistit jak se chova zarovnani madarského fonémového prepisu
podle modelu natrénovaného na jiné nahravce, podle obr 7.7. Pro tento ucel byly vyuzity
modely z experimentu 7.8.

Vysledky

Pii tomto experimentu zarovnani pri vyuziti vétsiny modeld selhalo. Ve vétsiné piipadi
byl pouzity model schopny zarovnat pouze tu nahravku, na které byl natrénovan. Pokud se
podarilo nahravku zarovnat, kvalita zarovnani byla na podobné tirovni jako pfi experimentu
7.8.

7.10 Prutnik zarovnanych nahravek

Tento experiment mél za cil najit v zarovnani spravné zarovnand slova, tedy zvysit presnost
(precision). Pro tento ticel byl napsdn skript prunik-ctm.py, ktery bere na vstupu dvé
nahravky a na vystup vypise pouze ta slova, kterd se shoduji. Dvé zarovnana slova se berou
jako shodna pouze pokud se c¢as zac¢atku a konce lisi maximélné o zadany parametr.

Bylo zkoumano, jak se méni presnost (precision) zarovnani, pokud se bude iterativné
aplikovat skript prunik-ctm na zarovnani z experimentt 7.4 a 7.6.

Dale byl zkouman prinik zarovnani z 7.6, kdy pro kazdé dvé zarovnani byl proveden
prunik.

Vysledky

Obrazek 7.17 ukazuje, jak se méni presnost a pocet slov, které jsou brany jako shodné pri
postupném pruniku zarovnani. Pii pruniku zarovnani z experimentu 7.4 se presnost zvysila
témeér az k 90 % a pocet slov se zmensil o 45 %, u experimentu 7.6 87 % a 39 %.

Dale bylo zjisténo, Ze jednotlivé zarovnani se shoduji prevazné u slov, kterd jsou zarov-
nana spravné, tedy zarovnani, kterd jsou, spatnd nemaji vysokou shodu, viz ¢erna oblast
na obrazku 7.18.

Prinikem dvou kvalitnich zarovnéni bylo dosazeno nejlepsich vysledkd 7.19, v mnoha
pripadech vysledna f-hodnota presahla 70 %, presnost se pohybovala okolo 78-82 %.
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Obrézek 7.17: Pocet shod — modfe a presnost(precision) — ¢ervené, pti pruniku jednotlivych
zarovnani. Horni graf prunik zarovnani 7.8, dolni graf prinik zarovnani 7.17. Byly pouzity
pouze zarovnani s f-measure vétsi jak 60 %.
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Obréazek 7.20: Vysledky zarovnani pomoci prepisu ziskaného automatickym rozpoznévacem
feCi. Vrchni graf ukazuje zarovnani s presnosti shody na 100ms, dolni graf s presnosti shody
na 1000ms. Horizontlni osa oznacuje jednotlivé soubory, vertikdlni f-hodnotu. Cervena
primka oznacuje celkovou f-hodnotu pro vSechny soubory.

7.11 Zarovnani grafému na grafém

Ve vsech predchozich experimentech byla nahréavka zarovnana tak, ze se vytvoril fonémovy
prepis a ten byl zarovnan s prepisem nahravky. Pii tomto experimentu se misto fonémového
prepisu vyuziva prepis ziskany pomoci automatického rozpoznavace rec¢i, mizeme tedy na-
zvat tento postup jako zarovnani grafému na grafém (G2G — Graphem-to-Graphem). Casové
znacky k jednotlivym grafémtm byly vypocteny rovnomérné z ¢asovych tdaji z automa-
tického rozpoznavace.

Vysledky

Jak ukazuje obrazek 7.20, tak bylo dosazeno 50 % tspésnosti u presnosti zarovnani na 100
ms, respektive 60 % u presnosti na 1 s. F-hodnota jednotlivych nahrdvek je v témér celém
rozmezi 0-1 a do zna¢né miry koreluje s word accuracy 7.4.
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Kapitola 8
Zaver

Cilem této prace bylo seznamit se s metodami zarovnani textu a audia a s pracemi, které se
danym problémem zabyvaly. Vyzkouset jednotlivé postupy a piipadné uvazovat i metody
nezavislé na jazyku. Veskeré experimenty byly provedeny na datech z MGB Challenge 2015.
Nejlepsi dosazené zarovnani v této praci dosdhlo f-hodnoty pres 0,7. Jak je vidét na obrazku
8.1, tak vysledky systému prihldsenych do MGB Challenge dosdhla f-hodnoty mezi 0,8-0,9.
Mezi nejlépe zarovnané nahravky patrily zpravodajské a dokumentarni porady. Nejhorsich
vysledku naopak dosahly sportovni porady. Zarovnani Bylo provedeno pomoci nastroje
G2P-alignment. Bylo vyzkouSeno zarovnani pomoci prepisu automatického rozpoznavace
reci, anglického fonémového prepisu a madarského fonémového prepisu ziskaného pomoci
fonémového rozpoznavace phnrec.
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Obrazek 8.1: Vysledky tkolu 2 — MGB Challenge 2015. Pievzato z [2].
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Byl spocitan word error rate (WER) mezi automatickym prepisem a ruc¢né vytvorenym
prepisem a spocitdno zarovnani mezi témito prepisy, kdy vysledky WER a zarovnani do
znacné miry mezi sebou koreluji. Déle bylo provedeno zarovnani mezi anglickym fonémovym
prepisem a ru¢nim prepisem, kdy kazda nahravka byla zarovnana na modelu spocitaném
na dané nahravce. Zarovnani dosahlo celkového vysledku 0,43 f-hodnoty, kde vice jak jedna
tfetina nahravek nedosahla téméi zadné tispésnosti.

V dalsich experimentech bylo zkouméno jak se zméni kvalita zarovnani pomoci jinych
modelt. Jako prvni byl natrénovan model na spojenych tiech nejlepsich nahravkach z pred-
choziho experimentu. Pfi tomto experimentu se celkova tispésnost zarovnani zvedla na 0,65
f-hodnoty, kde az na dvé nahravky vsechny dosahly alespon 0,2 f-hodnoty. Déale bylo zkou-
seno jak dopadne zarovnani celé sady podle modeld jednotlivych nahravek. Zde by se vy-
sledné zarovnani mohla radit do ti skupin, zarovnani podle modelu nahravky ktera dosdhla
ziskala vice jak 0,50, 0,2-0,5 a méné jak 0,2 f-hodnoty. V prvni skupiné dosdhla vsechna
zarovnani podobné uspésnosti jako pri spojeni nejlepsich nahrivek, ve druhé byl vysledek
nepredvidatelny a ve tfeti vysledné zarovnani nedosahlo témér zadné uspésnosti. Pri dal-
$im experimentu byl postupné natrénovan model na n—nejlepsich nahravkach, kde vSechny
zarovnani oproti predchozimu experimentu dosahlo vice jak 0,60 f-hodnoty, tedy Spatné
nahravky na vysledné zarovnani nemély témér zadny vliv. Dale bylo zkouseno jak se méni
zarovnani bude-li model natrénovan riizné kombinaci dobrych a Spatnych nahravek. Vétsina
vysledku se zase pohybovala okolo f-hodnoty 0,65, ale nékolik modeli, které byly nakonec
trénovany Spatnou nahréavkou dosdhly o néco horsich vysledka (0,4-0,6 f-hodnoty). Horsi
vysledky byly pravdépodobné zpusobeny tim, Ze na rozdil od modelu trénovanych na n-
nejlepsich nahravkach nebyly modely natolik ustaleny. Dale bylo vyzkouseno spojit jednot-
livd zarovnani tak, aby vysledné zarovna obsahovalo pouze ta slova, které jsou zarovnana
s urcitou odchylkou stejné. Pii spojeni pouze dvou zarovnani bylo zjisténo, ze vysledné za-
rovnani koreluje s podobnosti jednotlivych zarovnani. Tedy dvé Spatna zarovnani si nejsou
témeér podobna. Postupnym spojenim zarovnani, kterd méla f-hodnotu okolo 0,65, se zvedla
presnost z puvodnich 0,65 az k 0,9 a f~-hodnotou stale okolo 0,65. Nejlepsi f-hodnoty této
prace bylo dosazeno pravé spojenim dvou kvalitnich zarovnani, vysledna f-hodnota byla
vyssi jak 0,7.

Jako jazykové nezavislou metodu bylo zvoleno pouzit fonémovy prepis jiného jazyka,
nez dané nahravky. Konkrétné byl pouzit madarsky fonémovy prepis. Nasledné zarovnani
se provadélo stejné jako s anglickym fonémovym prepisem. Zarovnani bylo provedeno na
modelu, ktery byl natrénovan na kazdé nahrivce zvlast a podle modelu ziskaného pouze
z jedné nahravky. Tyto experimenty nedosahly dobrych vysledki, celkova f-hodnota se
pohybovala pouze okolo 0,02. Takto spatné vysledky mohou byt zptisobeny naptiklad tim,
Ze hlaska th, ktera se velmi casto vyskytuje v anglickém jazyce, je v madarském fonémovém
prepisu identifikovana jako zvuk pozadi. Dalsim faktorem je, ze se jednd o znacné slozitd
data, ktera obsahuji mnoho zvukt na pozadi a prekryvajici se hovory.

Pri dal$im pokracovani v této praci, by se mohly brat v iivahu vérohodnosti fonému a
pravdépodobnosti u ziskaného zarovnani. Pro zarovnani nezavisla na jazyku by mohly byt
vyzkousSeny fonémové prepisy dalsich jazykt, pripadné vyzkouset zde zkoumané metody na
jednodussich datech, napriklad na audio knihéach, které jsou vétsinou ¢tené jednim mluvcéim,
nahravka odpovida prepisu a obsahuje minimum okolniho hluku.
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Priloha A

Obsah prilozeného pamétového
média

e projekt.pdf — tato technicka zprava

e sablona2017d — zdrojové soubory pro vytvoreni projekt.pdf
e result — vysledky provedenych experimentu

e run — skripty pro jednotlivé experimenty

e video.mp4

e plakat.pdf
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