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Abstrakt

Konvencne sa v oblasti high performance computing (HPC) pouZivaju prekladané jazyky, ako
napriklad C++. Skriptovacie jazyky ako Python st vSak pohodlnejSie a vyvoj aplikacii je v nich
rychlejsi a jednoduchsi. Tato praca porovnava jazyky C++ a Python z hl'adiska moZnosti akceleracie
vypoctov na grafickej karte. Jej cieflom je ukazat, Ze skriptovacie jazyky su taktieZz pouZitelné
na implementaciu HPC aplikacii a poukazat’ na ich vyhody a nevyhody oproti prekladanym jazykom.
Za tymto ucelom je implementovanych niekol'ko programov. Tie pozostavaju z niekol'kych menSich
testovacich programov a jedného vécSieho programu, rieSiaceho vypoctovo narocny problém.
Implementécie tychto programov v jazykoch C++ a Python st porovnané ako z hl'adiska vykonu, tak
z hladiska naroc¢nosti implementacie.

Abstract

Compiled languages, such as C++, are conventionally used in the field of high performance
computing (HPC). However, scripting languages like Python are more convenient and application
development is quicker and simpler in these languages. This work compares C++ and Python in terms
of the possibilities of computation acceleration on graphics card. Its aim is to show that scripting
languages are also suitable for the implementation of HPC applications, and point out their
advantages and disadvantages compared to compiled languages. To this purpose, a number
of programs have been implemented. Several smaller programs for testing purposes and a larger one,
implementing a computationally intensive problem. The implementations of these programs in C++
and Python are compared in terms of performance, as well as difficulty of implementation.
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1 Uvod

Tato prdca sa venuje akceleracii vypoctovo ndarocnych aplikdcii na grafickej karte
(dalej len GPU). Hlavnym zameranim je porovnanie moZznosti akceleracie na GPU pre rozne
platformy, konkrétne porovnanie medzi prekladanymi a skriptovacimi programovacimi jazykmi.
Konvencne sa v oblasti vysokovykonnych vypoctov (HPC - , high performance computing“)
pouzivaju prekladané jazyky. Skriptovacie jazyky su vSak uZivatel'sky pohodlnejSie, vd'aka comu su
v dnednej dobe vel'mi popularne.

Cielom tejto prace je ukazat, Ze skriptovacie jazyky su taktieZ pouZiteIné na implementaciu
HPC aplikacii a poukazat’ na ich vyhody a nevyhody oproti prekladanym jazykom. Motivaciou je
jednoduchost’ skriptovacich jazykov, ako z hladiska ucenia, tak z hladiska pouZivania. S tym tiez
suvisi ich vysoka a stdle rastica popularita a rozsirenost. V tejto praci je skupina prekladanych
jazykov zastipend jazykmi C/C++. Zo skupiny skriptovacich jazykov bol vybrany jazyk Python,
predovsetkym kvoli jeho rozsirenosti a popularite.

Skriptovacie jazyky umozZiuju vytvarat' aplikacie rychlo a jednoducho. Rozsah ich
zdrojového kodu byva v porovnani s prekladanymi jazykmi vyrazne mensi. Cenou je vSak o nieCo
nizsi vykon. To je pri akceleracii na GPU akceptovatel'né, ked’Ze samotny vypocet na GPU je rovnako
vykonny, ako pri pouZiti prekladanych jazykov. Je to preto, lebo vypocet na GPU je implementovany
oddelene od obsluzného kodu. Prave tento vypocet na GPU vacSinou tvori podstatni Cast’ trvania
programu. Obsluzny kod v jazyku C++ alebo Python ma Casto zanedbatel'ny vplyv na celkovy vykon
aplikacie. To plati obzvlast’ v pripade, ked’ je na GPU akcelerovany vel'ky, ndrocny problém.

V jazykoch C++ a Python je v ramci tejto prace implementovanych niekolko mikrotestov,
ktoré sliZia na oboznamenie sa s rozhranim pre programovanie aplikacii na GPU. V jazyku C++ toto
rozhranie poskytuje nativna kniznica CUDA, v jazyku Python je poskytované kniznicou PyCUDA.
Mikrotesty porovnavaji rozne parametre pre jednotlivé jazyky, predovSetkym vykon implementdcii.
DélezZita je vSak aj naro¢nost’ implementacie ¢i rozsah zdrojového kédu.

Dalej je implementovany komplexnejsi problém, ktory patri do kategérie vypoctovo
naroc¢nych problémov vhodnych na akceleraciu na GPU. Jedna sa o problém ruksaku, ktory je rieSeny
pomocou genetického algoritmu. Tento problém bol mimo tejto prace implementovany v jazyku C++.
V radmci tejto prace bol obsluzny koéd prepisany do jazyka Python, pricom kéd vykonavany na GPU
ostal prevazne zachovany. Téato praca obsahuje navrh a popis prekladu programu do jazyka Python,
ako aj porovnanie implementécii v oboch jazykoch. St popisané problémy, ktoré boli rieSené pocas
prepisovania a taktieZ ich rieSenia. Porovnanie implementacii sa sustredi ako na vykon, tak
na naroc¢nost’ implementécie a rozsah zdrojového kédu.



2 Uvod do problematiky

V tejto kapitole st popisané technoldgie pouZivané pri tvorbe aplikacii vyuZivajicich
graficku kartu. Je tu struCne popisané pouZzitie superpocitaca obsahujiceho mnoho vypoctovych uzlov
s grafickymi kartami. TaktieZ si popisané moznosti akceleracie vypoctov pomocou GPU
v programovacom jazyku Python, ktorého zakladné ¢rty su tieZ stru¢ne popisané.

Okrem technolégie CUDA, ktord bude popisand neskor, je moZné vypocty akcelerovat
aj inymi sposobmi. Programovaci model MPI (Message Passing Interface) napriklad sluzi
na koordindciu vypoctov v distribuovanych systémoch. Tento model nebude blizSie popisovany.
Existuje niekolko implementacii tohto modelu, napriklad OpenMPI [1]. DalSou moZnostou
je platforma OpenCL [2], ktora sliZi hlavne na koordinaciu distribuovanych a paralelnych vypoctov
na roznych zariadeniach (CPU, GPU, FPGA,...). Tato platforma taktieZ nebude bliZSie popisovana.

Dalej je popisany geneticky algoritmus a problém ruksaku. V ramci tejto prace
je implementovany geneticky algoritmus, ktory riesi zdkladny jednodimenzionalny problém ruksaku.
Potrebné pojmy su v tejto kapitole vysvetlené.

2.1 Graficka karta (GPU)

Grafické karty, tieZ nazyvané GPU (ang. graphics processing unit), boli povodne vyvinuté
z potreby akcelerovat’ vypocCty spojené so zobrazovanim predovSetkym 3D objektov a scén, napriklad
v pocitacovych hrach [3]. V dneSnej dobe, vd’aka existencii aplikacnych rozhrani, napr. CUDA [4],
su vSak grafické karty pouZiteIné na rézne iné ticely nez hranie hier alebo akceleraciu prehravania
videa. Medzi tieto ucely patri akcelerdcia vypoctovo naroc¢nych vypoctov, ako napr. Fourierova
transformdcia alebo r6zne simulécie, napriklad N-body simulécia.

CUDA [4] je platforma umoZiujica pouZitie grafickej karty z uZivatel'ského programu.
Grafickd karta musi byt kompatibilndA s CUDA architektiirou, teda musi spliiat’ urcité kritéria.
Architektiira CUDA je bliZSie popisana v kapitole 2.1.1. Této platforma, respektive architektira, bola
vyvinutad firmou NVIDIA [5], ktord je tieZ vyrobcom grafickych kariet. Takmer vSetky moderné
grafické karty firmy NVIDIA tieto kritéria spifiaju, teda st s touto architekttirou kompatibilné.

Moderné grafické karty kompatibilné s CUDA architektirou poskytuji vysoky vykon t'aZiaci
z paralelizacie vypoctu. Pri vhodnom vyuZiti ich mozZnosti m6zu poskytnit’ vypoctovy vykon radovo
vyssi neZ CPU. Takéto grafické karty st rozsirené v stolnych aj prenosnych pocitacoch a teda su
pristupné vel'kému mnoZstvu uZivatel'ov.

Nevyhodou grafickych kariet je relativne nizka rychlost' prenosu dat medzi GPU a CPU
a obecne vysokd cena spustenia programu na GPU. Preto je vhodné na GPU akcelerovat iba tie
aplikacie, u ktorych sa to naozaj vyplati — vypoctovo intenzivne aplikacie. Obvykle je vyhodné
vypocet akcelerovat na GPU v pripade, ked' ¢as vypoctu je znacne dlhsi neZ Cas prenosu vstupnych
a vystupnych dat [3]. Je tieZ dbleZité, aby vypocet samotny nepristupoval k datam ndhodne a jeho tok
riadenia bol jednoduchy. Velké mnoZstvo podmienenych vetiev, rozhodovanie pocas vypoctu
atp. je neZiaduce. Grafické karty totiZ nie st optimalizované na vetvenie toku riadenia, ale
na vypoctovy vykon, na rozdiel od CPU. CPU naopak obsahuje vel'’ké mnozstvo rychlej vyrovnavacej
pamadte, prediktor skokov atp. Je teda vhodnejSie prispdsobené pre aplikdcie so zloZitym tokom
riadenia. Jeho vypoctovy vykon je vSak relativne nizky, aj ked” je vypocCet optimalizovany napr.
pouzitim vektorovych instrukcii [3].



Typicky vykonanie vypoctu na GPU pozostava z niekol'kych krokov [3]:

« alokacia paméte na GPU,

«  prenos vstupnych dat do paméte GPU,
« spustenie vypoctu na GPU,

« prenos vysledkov do operacnej paméte,
- uvol'nenie alokovanych zdrojov.

2.1.1 Architektura CUDA

V tejto kapitole je popisana CUDA architektiura z hl'adiska hardvérového a softvérového
modelu.

Hardveér

CUDA-kompatibilna graficka karta pozostava z hlavnej pamite a niekol'kych vypoctovych
jednotiek zvanych Streaming Multiprocessor (SM) [3]. Obrazok 2.1 znazoriuje architekttiru CUDA
z hladiska Struktiry hardvéru.

Hlavna pamit je rozdelend na globalnu pamét (vSeobecné pouZzitie), paméat konsStant
(iba na citanie), pamaét’ textur (optimalizovana pre 2D pristup) a lokalnu pamaét’ vlaken [3].

Multiprocesor pozostava z tzv. zdielanej pamite, registrov a niekol’kych CUDA jadier,
tieZ zvanych Streaming Processor (SP) [3]. Kéd vykonavany na jednom SP ma pristup k registrom
tohto SP, zdiel'anej pamiti prisluSného SM a ku globalnej, konStantnej a textirovej pamati. Pristup
ku registrom a k zdielanej pamiti je spravidla rychlejSi neZ pristup ku hlavnej pamati. Data
presahujice kapacitu registrov je mozné uloZit' v tzv. lokdlnej pamiti. Tento ndzov je mierne
zavadzajuci, ked'Ze v skutocnosti sa tieto data nachadzaju v hlavnej pamadti. Pojem ,,lokalna pamat™
oznacuje Cast’ hlavnej pamadte, ktora je vyhradena pre jedno konkrétne vlakno. Je teda pomalSia nez
registre alebo zdiel'ana pamat.

Softvér

Koéd spustany na grafickej karte sa nazyva kernel [3]. Kernel sa vykonava paralelne
vo viacerych vlaknach. Jedno vlékno je vykondvané na jednom SP. Vldkna st zdruZené do menSich
skupin, tzv. warpov. Warp je zdkladnou jednotkou vykonania programu na GPU. Warpy st zdruZené

e

Warp typicky pozostava z 32 vlaken [3]. Jeho vel'kost’ je pevne danad pouzitym hardvérom.
UZivatel'sky program nema o konkrétnom warpe informécie (napr. identifikacné cislo, ako je tomu
u blokov). K dispozicii je iba vel'kost warpu, ktora je pre vSetky warpy rovnaka. Vldkna v jednom
warpe sa vykonavaju paralelne. Warp je vzhladom k ostatnym warpom vykonany kvazi-paralelne,
teda z pohladu uzZivatel'a si vsetky vldkna vykonané paralelne, ale v skuto¢nosti tomu tak nemusi
byt. Aplikacné rozhranie CUDA poskytuje moznosti synchronizacie vlaken v ramci jedného bloku.
Napriec blokmi nie je mozné vlakna spol'ahlivo synchronizovat'. Je to dané sp6sobom, akym st bloky
vykonané v pripade, Ze nemdzu byt vSetky vykonané sicasne — najprv je vykonany jeden blok,
az potom je spusteny druhy.

Blok je trojdimenzionalna Struktdra zdruZujica vldkna. UZivatel urcuje jeho rozmery
pri spusteni kernelu. Jeho maximalne rozmery si hardvérovo obmedzené, navySe mézu byt tiez
obmedzené mnozstvom dostupnej paméte. Vldkna v jednom bloku si vykonané na jednom SM.
Maju teda k dispozicii zdieland pamédt a je mozné ich v rdmci toho-ktorého bloku navzajom
synchronizovat’. Bloky st zdruzené to tzv. gridu.

Grid je trojdimenziondalna Struktira zdruZujica bloky. Podobne ako pri bloku, uZivatel’ urcuje
jeho rozmery pri spusteni kernelu a maximdalne rozmery si obmedzené hardvérom. VSetky bloky



v ramci gridu maja rovnaké rozmery. Jeden kernel obsahuje jeden grid, a teda grid obsahuje vSetky
bloky kernelu. Bloky v ramci gridu mo6zZu ale nemusia byt vykonané paralelne. Ak pocet blokov
presahuje pocet SM, niektoré bloky st vykonané sériovo vzhl'adom k inym blokom. Gridy, respektive
kernely, st vykonané sériovo v ramci jedného streamu [3]. Stream je sekvencia operacii, ktoré sa
na GPU vykonévaju v takom poradi, v akom st zapisané v riadiacom kode. Na jednej grafickej karte
sa moOZe sucasne vykonavat niekol'ko kernelov v niekol’kych streamoch. V ramci jedného streamu ale
beZi v jednom momente iba jeden kernel.

Multiprocessor 1~ Multiprocessor 2 Multiprocessor N-1 ~ Multiprocessor N
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|
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Obrazok 2.1: Architektira CUDA — Struktara GPU. Obrazok znazorfiuje
hardvérovy model grafickych kariet CUDA: multiprocesory, ich pamat, SP
a registre a pristup multiprocesorov ku globalnej pamati. [6]

2.2 Superpocitac

Superpocita¢ pozostava z mnohych navzajom prepojenych pocitacov, nazyvanych vypoctové
uzly [7]. Vypoctovy uzol obvykle obsahuje procesor, fyzicki pamét’, pripadne dalSie zariadenia,
napriklad graficki kartu. Superpocita¢ moZe pozostavat z niekolkych druhov vypoctovych uzlov,
ktoré sa navzajom liSia svojim vybavenim. Obvykle je ale Ziaduca homogénnost, teda velké
mnozstvo rovnakych uzlov. Na prepojenie uzlov sluZi Specializovana vysokorychlostna siet’ [7].

Pre tucely testovania bol v tejto praci pouZity superpocita¢ Anselm nachadzajici sa
vo vypoctovom centre IT4l v Ostrave [8]. Superpocita¢ Anselm obsahuje 209 vypoctovych uzlov,
z toho 23 je vybavenych grafickymi kartami. KaZzdy z tychto 23 uzlov ma 96 GB pamite a jednu
grafickd kartu NVIDIA Kepler K20 [9] (5 GB pamiéti, Spickovy vykon 3,52 TFLOPS v jednoduchej
presnosti. Definicia TFLOPS — vid’ kapitola 2.5).

Na pocita¢i Anselm sa typicky pracuje pomocou SSH pristupu [10]. PocitaC pouZiva systém
modulov, ktoré obsahuju jednotlivé programy alebo skupiny programov a moézu tiezZ poskytovat’ r6zne



verzie jednotlivych programov. Pred pracou s aplikdciami je potrebné nacitat’ moduly obsahujtice
poZadované aplikacie. Pocita¢ Anselm vyuZiva na vykondvanie jednotlivych vypoctovych udloh
tzv. Portable Batch System (PBS). Tento systém zabezpecCuje planovanie tloh a umoziuje ich
monitorovanie a spravu. Ulohy sti vkladané do front. Pri vytvoreni tilohy sa okrem fronty, do ktorej
bude uloha zaradend, Specifikuju tieZ poZiadavky ulohy, ako napr. pocet procesorov, maximalna doba
vykonavania atd. Fronty m6zu mat’ rézne priority a méZe v nich byt dostupné rézne vybavenie
superpocitaca. Napriklad pre tlohy vyuZivajice GPU existuje na pocitac¢i Anselm samostatna fronta
,qnvidia®, tzn. GPU st pristupné iba tiloham vykonavanym v tejto fronte. Uloha je po zaradeni
do fronty vykonanad asynchrénne, teda prihlaseny uZivatel' po jej zaradeni do fronty a pocas jej
vykonavania d’alej pracuje s SSH terminalom nezavisle na dlohe. Je moZné taktieZ ,interaktivne
prihlasenie” do urcitej fronty. Pri fiom sa Specifikuju parametre tak, ako pri beZnom zaradeni
do fronty, ale po zaradeni do fronty uZivatel pockd vo fronte a potom je tiloha vykonana priamo
v uzZivatelovom termindli, tzn. blokujice vykonanie tlohy. Dana tloha moZe byt napriklad program
typu ,shell“, po spusteni ktorého si uzivatelovi dostupné rovnaké prostriedky, ako tuloham
vykondvanym v tej-ktorej fronte.

Pre ucely testovania bol pouZity tieZ Skolsky server SC-GPU1'. Tento server ma nasledujtice
parametre:

«  2x CPU Intel® Xeon® CPU E5-2620 v3 — max. 2,4 GHz, 6 jadier, Hyper-threading,
- 64 GB RAM,

« 4x GPU NVIDIA GeForce GTX 1080 [11] — 8GB pamiti, Spickovy vykon 8,2 TFLOPS
v jednoduchej presnosti.

2.3 Jazyk Python

Konvencne sa v oblasti HPC pouzivaju jazyky blizke hardvéru, tj. prekladané nizkotroviiové
jazyky — predovSetkym jazyk C, pripadne C++. Tieto jazyky umoZiuju detailnejSie ladenie
programov, predovSetkym pre vykonové optimalizacie. Nevyhodou vSak je, Ze musia byt na kazdom
cielovom systéme pred pouZitim preloZené a nie si dostatocne expresivne. Casto niitia uZivatela
venovat sa detailom, ktoré si mnohokréat nepodstatné alebo mézu byt automaticky odvodené, na tikor
délezitejSich problémov. Ich syntax neumoziuje strucne vyjadrit mnohé ¢asto pouzivané konstrukcie.
Napriklad iteracia cez prvky pola v jazyku C je oproti vacSine skriptovacich jazykov syntakticky
omnoho rozsiahlejSia, pricom vysledny efekt je rovnaky. To vedie jednak k zvySenému usiliu
pri tvorbe programov, a taktieZ k zniZenej Citatel'nosti zdrojového kédu. Velka cast’ kodu sa venuje
ukonom, ktoré by mohli byt' vykonavané automaticky. UZivatel' by potom mohol venovat viac usilia
jadru problému, ktory riesi. To sa tyka okrem pokrocilych konstrukcii jazyka tieZ spravy zdrojov, ako
je napr. alokacia pamadti, prenos dat medzi CPU a GPU, atd'.

Python [12] je dynamicky interpretovany programovaci jazyk. VyznaCuje sa Ccistou
a expresivnou syntaxou, vdaka ¢omu je jednoduché sa ho naucit aj ho pouzivat. KedZe je
interpretovany, je mozné v fiom tvorit platformovo nezavislé programy. Tie funguji na roznych
operacnych systémoch bez nutnosti prekladu alebo konfiguracie. Dalou vyhodou je velké mnoZstvo
Standardnych aj externych kniZnic a rozSireni, ktoré d’alej ulahcuji tvorbu programov v tomto jazyku.
Vdaka spomenutym vlastnostiam sa jazyk Python stal veImi popularnym a rozSirenym, o je jeho
d'alSou vyhodou. Oproti jazykom C a C++ je jednoduchSie sa ho naucit’ aj ho pouZivat’ a programy
v fom vytvorené si jednoduchSie na nasadenie a pouZitie. Vdaka spominanej expresivnosti
je zdrojovy text jazyku Python prehl'adnejsi a lahSie sa v nom orientuje. Nevyhodou je niZSia
vykonnost’ v porovnani s prekladanymi jazykmi, kedZe Python je jazyk interpretovany. Okrem toho

1 Adresa servera SC-GPU1: sc-gpul.fit.vutbr.cz



je dalSou hlavnou nevyhodou chybajica typova kontrola. To ho ¢ini nevhodnym na tvorbu
rozsiahlych aplikécii a vedie k horSej udrZiavatel'nosti kodu.

2.4 Khniznice pre jazyk Python

Pre jazyk Python existuje niekol'ko mozZnosti pouZitia GPU na akceleraciu aplikacii. Niektoré
moznosti su popisané v tejto kapitole. PodrobnejSie je popisand kniznica PyCUDA [13], ostatné
kniZnice ako napriklad Numba [14] st popisané iba zbeZne.

2.4.1 Kniznica PyCUDA

V jazykoch C/C++ sa pre pracu s grafickou kartou pouZiva kniZnica CUDA. Ta poskytuje
zakladné prostriedky pre pracu s GPU, ako je alokacia pamdte na GPU, prenos dat medzi pamétou
CPU a GPU, sptist'anie kernelov, atd’.

Pre jazyk Python existuje kniZnica PyCUDA [13], ktord poskytuje rovnaku zakladnu
funkcionalitu ako kniZnica CUDA v jazykoch C/C++. Okrem toho poskytuje tieZz dodatocnu
funkcionalitu ul'ahcujicu pracu s GPU. Napriklad trieda GpuArray poskytuje rovnaké rozhranie ako
trieda ndarray kniZnice numpy [15], ale data st uloZené v paméti GPU a operacie nad inStanciou
tejto triedy su vykonavané na GPU. Vyhodou je okrem zjednodusSenia alokacie pamédte a prenosu dat
tieZ zjednoduSenie niektorych zékladnych operacii, napr. s¢itanie a nasobenie vektorov. Nevyhodou je
niZsi stupen kontroly nad automaticky vykonavanymi operaciami. Zo zdrojového kédu potom nemusi
byt jasné, kedy a ako sa jednotlivé operacie vykonavajua.

Pri pouziti tejto kniZznice musi byt kernel implementovany v jazyku CUDA C++, ktory je
nadmnozinou C++. Z programu jazyku Python je potom kernel preloZzeny a spusteny.
Vyhodou pouZitia jazyka Python v kombindcii s kniZnicou PyCUDA je predovSetkym zjednoduSenie
reZijnych operacii ako je alokacia pamaéte a prenos dat. V pripade potreby je moZné tieZ detailnejSie
ladenie a nastavenie parametrov, napriklad spdsob alokacie pamaéte, konfiguracia paméte konStant
a textur, atd’.

2.4.2  Dalsie moznosti GPU akceleracie pre jazyk Python

KniZnica PyCUDA predstavuje zjednoduSenie oproti nativnej kniZnici CUDA. Stale je vSak
relativne nizkotroviiova a akceleracia aplikacii pomocou tejto kniZnice je relativne zloZitd. Okrem
tejto kniZnice existuju tieZ iné rieSenia, ktoré akceleraciu aplikacii na GPU este viac zjednodusuju.

KnizZnica Numba [14] napriklad poskytuje moZnost automatickej akceleracie funkcii v jazyku
Python pomocou dekoratorov funkcii. V dekorovanych funkciach st detekované operacie s objektmi
triedy ndarray kniZnice numpy. Tieto operacie su v pripadoch, kedy je to vhodné, automaticky
vykonané na GPU. Nevyhodou je nedostatok kontroly nad vykondvanymi operdciami — operacie nie
je mozZné sledovat ani ovplyvnit. Iné kniZnice neZ PyCUDA neposkytuju dostatok kontroly a ani
zakladné potrebné operacie, napriklad spolahlivé meranie ¢asu pomocou udalosti (tzv. CUDA events
[16]). Su urcené primarne na pouZitie uz implementovaného, respektive automaticky vytvoreného
akcelerovaného kodu.

2.5 Metriky pouzité v testoch

Vypoctovy vykon je merany v jednotkdch FLOPS (ang. floating-point operations per second)
— pocet operacii v plavajlicej desatinnej Ciarke za sekundu. BeZne sa pouZivaju nasobné jednotky,
napr. megaflops (MFLOPS) — milién FLOPS, atd.



Rychlost prenosu dat, tzv. priepustnost, je merand v jednotkdch B/s — pocet bajtov
prenesenych za sekundu, respektive v ndsobnych jednotkach.

Dolezita je tieZ narocnost’ implementacie. Predpoklada sa, Ze za cenu mierneho zniZenia
vykonu sa pri pouZiti jazyka Python vyrazne zjednodusSi implementicia oproti jazykom C a C++.
Toto zjednoduSenie implementdcie je hlavnou motivaciou pre pouZitie skriptovacich jazykov.

2.6 Geneticky algoritmus

Genetické algoritmy su heuristické postupy urcené na hfadanie rieSenia zloZitych problémov
[17]. Medzi takéto problémy patria napriklad problémy, pre ktoré neexistuje exaktné rieSenie, alebo
problémy, ktorych exaktné rieSenie je priliS naro¢né, napriklad NP-iplné problémy.

InSpiraciou pre genetické algoritmy su prirodné evolucné procesy. Geneticky algoritmus
udrZiava niekol’ko moZnych rieSeni problému, z ktorych pomocou genetickych operacii vybera tie
najvhodnejSie. KedZe sa jedna o heuristicky postup, vysledné rieSenie nemusi byt optimdlne [17].

2.6.1 Prvky genetického algoritmu

KaZdé mozZné rieSenie problému musi byt urcitym spésobom reprezentované ako jedinec
[17]. Reprezentacia urcitého jedinca sa nazyva chromozom a modZe ju tvorit' napriklad bindrny
retazec. Jednotlivé bity tohto ret'azca sa nazyvajui gény. Hodnoty, ktorych mézu gény nadobtidat, sa
nazyvaju alely. V pripade binarneho ret'azca st tieto hodnoty 0 a 1.

Pojem populacia oznacuje mnoZinu vsetkych jedincov existujicich v ramci jednej inStancie
genetického algoritmu. V procese genetického algoritmu sa populacia modifikuje pomocou
genetickych operdcii. InStancia populacie medzi dvoma modifikaciami sa nazyva generacia.

Kvalita jedincov je urcena ohodnocovacou funkciou (tzv. fitness funkcia). Vstupom tejto
funkcie je jedinec. Jej vystupom je Ciselnd hodnota urcujiica vhodnost” jedinca, respektive vhodnost’
rieSenia, ktoré tento jedinec reprezentuje. Cim vy33ia je hodnota ohodnocovacej funkcie, tym
je rieSenie bliZSie optimalnemu rieSeniu.

2.6.2  Princip fungovania

Geneticky algoritmus vychadza z pociatoCnej mnoZiny jedincov (pociatocnej populdcie).
Ta& je vacSinou vygenerovana nahodne. V priebehu genetického algoritmu sa pocet jedincov
v populdcii nemeni.

Nad touto populaciou su niekol'ko krat vykonavané operacie [17]:

+ Evaluacia — ohodnotenie jedincov pomocou ohodnocovacej funkcie. Pre kazdého jedinca
je pomocou ohodnocovacej funkcie vypocitana jeho kvalita, ktord koreSponduje s kvalitou
rieSenia reprezentovaného tymto jedincom.

+ Selekcia — vyber najschopnejSich jedincov. Tento vyber méZe byt Ciastotne nahodny
a je pri lom pouZita ohodnocovacia funkcia.

» KriZenie — casti chromozémov vybranych jedincov si zamenené medzi jedincami.
Vybrani jedinci pouZiti pri kriZeni sa nazyvaji rodicia. Vysledny jedinec, ktory vznikol
kriZenim rodi¢ovskych chromozémov, sa nazyva potomok.

+  Mutécia — Cast’ chromozému jedinca je ndhodne pozmenena.

«  Reprodukcia — ponechanie jedinca bez zmien.



Tato sekvencia operdcii tvori jeden evolucny cyklus. Evolu¢ny cyklus sa v rdmci evoldcie
vykondva opakovane, dokym nie je dosiahnutd ukoncovacia podmienka. Tou méZe byt napriklad
dosiahnutie poZadovanej kvality rieSenia, alebo dosiahnute maximalneho poctu gener4cii.

V priebehu genetického algoritmu sa kvalita populacie postupne zvySuje pomocou vyberu
najvhodnejSich jedincov a genetickych operacii nad nimi. Po ukonceni evoldcie je z populacie
vybrany najschopnejsi jedinec, reprezentujtici najvhodnejSie dosiahnuté rieSenie. Toto rieSenie mozZe
ale nemusi byt optimalne.

2.7 Problém ruksaku

Problém ruksaku (ang. Knapsack problem [18]) je NP-uplny [19] problém kombinatorickej
optimalizacie. Cielom tohto problému je maximalizovat' zisk vhodnym vyuZitim obmedzenych
zdrojov. V najjednoduchsej variante je toto obmedzenie zdrojov dané iba jednym faktorom, napriklad
nosnost'ou ruksaku [18].

2.7.1  Neformalny popis

U tohto problému ruksak predstavuje zdroj, ktorého obmedzenim je jeho nosnost.
Zisk predstavuju predmety, ktoré je potrebné vloZit do ruksaku. Kazdy predmet ma dand cenu
a hmotnost. Snazime sa do ruksaku vloZit predmety tak, aby ich celkova cena bola ¢o najvysSia
a zaroven ich hmotnost’ nepresiahla nosnost’ ruksaku.

Zéakladna varianta umoZziiuje vybrat’ predmet iba raz. Tato varianta sa nazyva binarny problém
ruksaku, alebo tieZ 0-1 problém. DalSie varianty umozZiujui napriklad zvolit' kazdy predmet
T'ubovol'ny pocet krat, alebo je pocet vyskytov jednotlivych predmetov zhora ohraniceny.

U zéakladného jednodimenzionalneho problému ruksaku maji predmety danti iba hmotnost’
a cenu. Ich objem nie je brany v tivahu. TaktieZ nie je brany v tivahu objem ruksaku, teda v ramci
rieSenia tohto problému je objem ruksaku neobmedzeny. Prvky tohto problému st znazornené
na obrazku 2.4.

Obrazok 2.4: Problém ruksaku. Predmety predstavuji zisk,
ktory je potrebné maximalizovat vyuzZitim obmedzeného zdroja.
Ten predstavuje ruksak, ktory ma obmedzend nosnost. [20]



2.7.2  Formalny popis

Dana je n-tica kladnych cien predmetov < DisDyseees p,,> , n-tica kladnych hmotnosti
predmetov <W1,W2,...,Wn> a maximalna nosnost’ ruksaku W > 0

Cielom je ndjst podmnoZinu predmetov T S {1,2,...,n} , ktord maximalizuje ZT: b;
e

pri dodrZani podmienky 2;4 w, = W
e

2.7.3  Praktické pouzitie

Tento problém sa Casto vyskytuje v praxi a preto maji algoritmy s nim suvisiace Siroké
uplatnenie. Je to tieZ dovodom, preCo existuje mnoho réznych Specializovanych ¢i generalizovanych
variant tohto problému. Medzi tieto varianty patri napriklad varianta s viacerymi obmedzeniami alebo
s niekol'’kymi ruksakmi [18].

RieSenie tohto problému je aplikovatelné v takych situdciach, kde je potrebné efektivne
vyuzit obmedzené zdroje. Samotny neformalny popis problému, ako aj jeho nazov, popisuje jedno
takéto uplatnenie. Napriklad v pripade Zivelnej pohromy musime opustit' obydlie a moéZeme si
so sebou vziat' iba najpotrebnejSie veci. Tie chceme zabalit' do ruksaku. Veci ale mame viac, nez
ruksak unesie a preto z nich musime vybrat’ tie najcennejsie.

Klasicky problém ruksaku ma vyuZitie v mnohych oblastiach, obzvlast pri procese
rozhodovania. Napriklad pri spracovani surovych materidlov je potrebné z kusu materialu vyrezat
o najviac kusov vyrobkov s ¢o najmensim mnoZstvom odpadu. NevyuZity material tvoriaci medzeru
medzi dvoma vyrezmi koreSponduje s nevyuZitou kapacitou ruksaku [18]. Tento problém
je preveditelny na problém rezania materialu [21], ktory presnejSie vystihuje jeho podstatu.

Dal$im podstatnym odvetvim, v ktorom sa tento problém vyskytuje, je odvetvie financii.
Problém ruksaku nastava pri vybere investicii a portfolii [18]. Investor ma obmedzeny rozpocet
a ma k dispozicii niekol'ko mozZnych investicii. Investicia ma naklady a predpokladany zisk. Investor
chce maximalizovat’ zisk, pricom celkové naklady nesmu prekrocit jeho rozpocet. To koreSponduje
s problémom ruksaku, kde predmety su ekvivalentom investicii a nosnost’ ruksaku je ekvivalentom
rozpoCtu. U redlneho rozhodovania takéhoto druhu je ale potrebné zvazit' tiez risk, ¢im sa problém
komplikuje. V principe ale tento problém stvisi s alokaciou zdrojov, rovnako ako problém ruksaku.

Problém ruksaku bol tieZ vyuZzivany v niektorych kryptosystémoch [18], ktorych bezpecnost’
spocCivala v naro€nosti rieSenia tohto problému. Tieto systémy su vSak prelomitel'né, takZe v dneSnej
dobe nie si vel'mi pouZivané.

2.7.4  Moinosti implementacie

Existuje mnoho exaktnych met6d rieSenia problému ruksaku. Jednou z tychto metéd
je rieSenie pomocou dynamického programovania [18]. Dal$im, o nieco efektivnejsim pristupom je
tzv. ,,branch and bound“ [22]. Existuju tieZ hybridné algoritmy, ktoré kombinuju tieto pristupy.

Vzhl'adom na to, Ze tento problém je NP-tplny, Ziadna z exaktnych metdd nie je dostatoCne
efektivna. Neexistuje exaktné rieSenie s polynomickou ¢asovou narocnost'ou. To robi tento problém
vhodnym na pouzitie roznych pribliZznych metéd. RieSenia ziskané tymito metédami nemusia byt
optimalne, ale v praxi je malokedy potrebné najst’ optimalne rieSenie. VacSinou postacuje rieSenie
urcitej dostatocnej kvality, i ked’ nie je optimalne. N4jst” takéto rieSenia je spravidla jednoduchsie, nez
ndjst’ optimalne rieSenie.
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Jednou z pribliZznych metdd rieSenia tohto problému je polynomidlna aproximacna schéma
[18]. Ta zarucuje rieSenie, ktorého kvalita je s uritou odchylkou rovna kvalite optimalneho rieSenia.
Jej Casova a priestorova narocnost’ moze byt ale stale priliS vysoka. TaktieZ implementacia moze byt
relativne zloZita.

Dalsou moZnostou je pouZitie genetického algoritmu. Na aplikaciu takéhoto algoritmu je
potrebné vhodnym spdsobom reprezentovat' rieSenie problému ako chromozém. V bindrnom
probléme ruksaku mo6Ze byt predmet vybrany maximalne raz, teda na reprezentaciu vybranych
predmetov postaci bindrny retazec. Jednotka reprezentuje Ze predmet vybrany je, nula znamena
Ze vybrany nie je. Je tieZ potrebna ohodnocovacia funkcia. Tou je celkova cena predmetov v ruksaku,
teda sucCet cien vSetkych predmetov, ktoré si vybrané. Implementacia pomocou genetického
algoritmu je teda celkom priamociara.

1



3 Navrh a implementacia mikrotestov

Za ucelom oboznamenia sa s vykonovymi charakteristikami a porovnania vykonu aplikacii
vytvorenych v jazykoch CUDA C++ a Python bolo vytvorenych niekol'ko jednoduchych testov:

+ prenos dat medzi pamit'ou CPU a GPU (kapitola 3.1),
- operacia SAXPY (kapitola 3.2),
- nasobenie matic (kapitola 3.3).

Testy sledujui rozdiely v implementacii GPU akceleracie v jazykoch C/C++ a Python.
Hlavnym zameranim je vykon aplikacie, priCom sa okrem vypocCtového vykonu, resp. trvania
samotného vypoctu, sleduje tieZ rychlost’ prenosu dat medzi CPU a GPU.

Vsetky vykonané testy meraji rychlost’ prenosu alebo vypoctu, preto je potrebné presné
a spolahlivé meranie ¢asu. V testoch bol ¢as merany pouzitim CUDA events [16], ktoré zabezpecuju
zaznamenanie pociatocného a konecného casu v spravnych momentoch. Na meranie ¢asu pri pouZiti
GPU nie je vhodné pouzit' Cas procesoru preto, lebo vykonavanie uloh na GPU je asynchrénne
vzhl'adom k CPU. Mohol by tak nastat’ pripad, Ze po zaznamenani ¢asu by doslo k prepnutiu ulohy
eSte pred spustenim operdcie na GPU. PouZitie casovaca GPU pomocou CUDA events je
spolahlivejSie a presnejsie.

Testy boli vykonané na Skolskom vypoctovom serveri (popis vid' kapitola 2.2). Pri testovani
bola pouzita iba jedna graficka karta pripojend na PCI zbernicu procesoru, na ktorom bola tiloha
spustena.

3.1 Prenos dat medzi pamat'ou CPU a GPU

Tento test je zamerany na meranie rychlosti prenosu dat z operacnej pamédte do pamaéte
grafickej karty a naopak. Kniznica CUDA podporuje alokéciu tzv. ,,pinned” pamiite, tieZ nazyvanej
»page-locked” pamaét’. Pri pouZiti tejto paméte su stranky paméte ,zamknuté“, v dbsledku ¢oho
nemozu byt odloZené do ,,swap“ priestoru na disku. To ma za nasledok zrychlenie prenosu medzi
pamdt'ou CPU a GPU.

V tomto teste si porovnané rychlosti prenosu v zavislosti na velkosti prendSanych dat
v jazykoch C++ a Python. Pri kaZdom jazyku su pouZité dva spOsoby alokacie (,,pinned®,
,»non-pinned”) a pre kazdy spdsob je merana rychlost’ v dvoch smeroch (z CPU na GPU a naopak).

Grafy 3.1 a 3.2 ukazuji, Ze pri pouZiti ,pinned“ paméite st rychlosti vyrazne vysSie
(aZ o 50 %) a stabilnejSie, ako pri pouZiti Standardnej pamdte. NajvdcSie rozdiely su v rozmedzi
vel'kosti dat cca. od 64 KB do 16 MB. Pri vel'kostiach nad 16 MB sa pri pouZiti Standardnej paméte
rychlosti prenosu z CPU na GPU bliZia rychlostiam ,,pinned“ paméte. Rychlosti prenosu opacnym
smerom, tj. z GPU na CPU, st vyrazne pomalSie. Pri tomto prenose je ,pinned“ pamét’ rychlejsia
o cca. 30 %. Nizsie rychlosti si zrejme sp6sobené vypadkom zapisovanych stranok z vyrovnavacej
pamate.
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Rychlost prenosu dat medzi pamatou CPU a GPU
pri pouziti Standardnej pamate
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Graf 3.1: Porovnanie rychlosti prenosu z CPU na GPU (H->D) a z GPU na CPU (D->H)
v jazykoch Python (kniznica PyCUDA) a C++ (kniznica CUDA) s vyuzitim Standardnej
pamate, vzhladom k velkosti prenaSanych dat.

Rychlosti prenosu pouZitim nativnej kniZznice CUDA v jazyku C++ a kniZnice PyCUDA
v jazyku Python si porovnatel'né. Pri pouziti Standardnej paméite je rychlost’ verzie Python priemerne
0 0,02 % vysSia neZ u verzie C++. Tieto mierne vysSie rychlosti st zrejme spdsobené celkovou
nestabilitou rychlosti prenosu pri pouZiti Standardnej pamdéte. Pri pouZiti ,,pinned” paméte je verzia
Python priemerne o 2,38 % pomalSia. Tento rozdiel je zrejme spdsobeny reZijnymi nakladmi.

PouZitie ,,pinned” paméte ma najvacsi vplyv na rychlost’ prenosu z GPU na CPU. Pri pouZiti
Standardnej pamadte je pri vel'kostiach nad 4 MB prenos z GPU na CPU vyrazne pomalejsi neZ prenos
opa¢nym smerom. Pri pouZiti ,,pinned“ paméte je vSak stabilne rychlejsi priblizne o 8-9 %.

Z vysledkov tohto testu moZno usudit, Ze pri prenose dat medzi CPU a GPU je vyhodné
pouZit’ ,,pinned” pamaét, pretoZe jej pouZitie zvySuje priemernu rychlost aj stabilitu rychlosti prenosu.

Namerané rychlosti priblizne koreSponduju s rychlostami dosahovanymi referencnym
programom. Ako referencny program bol pouZity program bandwidthTest z kolekcie ukazkovych
programov ,,CUDA Samples“ [23] implementovany v jazyku C++.

Priemernd rychlost’ prenosu dat o vel'kosti 1 KB az 1 GB:

+ s pouzitim ,,pinned” paméte:

o referencna implementacia: 9716,9 MB/s,

o jazyk C++:8903,5 MB/s (relativna odchylka -8,4 %),

o jazyk Python: 8726,9 MB/s (relativna odchylka -10,2 %);
+ s pouzitim Standardnej paméite:

o referencnd implementacia: 6528,4 MB/s,

o jazyk C++: 6484,6 MB/s (relativna odchylka -0,67 %),

o jazyk Python 6504,2 MB/s (relativna odchylka -0,37 %).
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Velké odchylky pri pouZiti ,pinned“ pamdte st sposobené tym, Ze v referencnej
implementécii je pouZity odliSny sposob kopirovania dat neZ v testovacich programoch. V testovacich
programoch je pouzitd funkcia cudaMemcpy, kym v referencnej implementacii je pouzitd funkcia
cudaMemcpyAsync. Rozdiely moZe spodsobovat tieZ ,zahrievacie“ kopirovanie, ktoré je
v referencnej implementdcii vykonané pred zahajenim merania.

Rychlost prenosu dat medzi pamatou CPU a GPU
pri pouziti "pinned" paméate
14000

13000 | *—® H->D PyCUDA S N SO S VIR R SRS
»— D->H PyCUDA L e e s
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e—e H->D Ref. impl.

»—  D->H Ref. impl.

9000 -| «— H->D C++ (3t. pamét)

8000 || =< D->H C++ (st. pamat)
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Graf 3.2: Porovnanie rychlosti prenosu z CPU na GPU (H->D) a z GPU na CPU (D->H)
v jazykoch Python (kniznica PyCUDA) a C++ (kniZnica CUDA) s vyuZitim ,pinned“ pamate,
vzhladom k velkosti prendSanych dat.

3.2 Operacia SAXPY

Skratka SAXPY (ang. Single-precision A * X Plus Y) oznaCuje operaciu a*X+Y, kde a je
skalar a X, Y st vektory rovnakej velkosti. Ciselné hodnoty st uloZené ako Cisla s plavajicou
desatinnou Ciarkou v jednoduchej presnosti. Asymptotickd casova narocnost’ je O(n), kde n je pocet
prvkov vstupného vektoru. Tento test bol implementovany iba v jazyku Python. Jednym cielom tohto
testu je porovnanie vykonu sériovej a paralelnej verzie. Druhym je porovnanie ¢asu potrebného
na prenos dat a na samotny vypocet.

Graf 3.3 znazorfuje vykon sériovej a paralelnej verzie vzhl'adom k poctu prvkov vstupnych
vektorov. Sériova verzia bola implementovand pomocou vstavanych metéd triedy ndarray
z kniZnice numpy [15]. Paralelna verzia bola implementovana pomocou CUDA kernelu spusteného
z programu jazyku Python. Pocet FLOP v ramci jednej operacie SAXPY je vypocitany ako pocet
prvkov vektoru vynasobeny konstantou 2, kedZe na vypocet kazdého prvku vysledného vektoru
je potrebna jedna operacia nasobenia a jedna operacia scitania.

Sériova verzia dosahuje maximalny vypoctovy vykon pribliZzne 3100 MFLOPS pri vektore

.....

pravdepodobne nedostatok vyrovnavacej paméte a tym sposobend nutnost nacitat data z hlavnej
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pamiite, Co operaciu spomaluje. Pri velkosti vektoru od 1 do 8192 (2'%) prvkov je sériova verzia
priemerne 5,6-krat vykonnejSia neZ paralelnd verzia. Je to sp6sobené vysokou cenou prenosu dat
medzi pamédt'ou CPU a GPU a spustenim kernelu na GPU.

Vykon operacie SAXPY - sériova vs. paralelna verzia (float32)

65536 T T T T T T T T T T T T T

32768|| ®—e Sériova verzia vvvvvvv »»»»»»» ------ vvvvvvv »»»»»»»» ~~~~~~~ vvvvvvv --------
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Graf 3.3: Porovnanie vykonu SAXPY pouzitim kniznice numpy (metody  add
a __mul  triedy ndarray) a PyCUDA + CUDA kernelu, vzhfadom k velkosti vektoru.

Jedna operacia SAXPY nad vektormi o velkosti n zodpoveda 2n FLOP (1x nasobenie,
1x scitanie).

Paralelnd verzia dosahuje vy3si vykon aZ pri vektoroch o velkosti cca. 32-tisic (2%) prvkov
a viac. Priemerne je jej vykon 22,4-krat vySSi neZ u sériovej verzie pre vektory o velkosti 64-tisic
(2'%) az 256 miliénov (2°®) prvkov. Nérast vykonu vzhladom k velkosti vektoru je linedrny
az po vel'kost' cca. 256-tisic (2'®) prvkov, pri ktorej je obmedzujicim faktorom rychlost’ prenosu dat
medzi pamdtou CPU a GPU (vid graf 3.4). Objem prendSanych dat je pri vacsSich vektoroch
relativne vel'ky, vzhladom k nizkej vypoctovej narocCnosti operacie vykonavanej nad datami.
To ma za nésledok zniZenie prirastku vykonu s rastiicou vel'kostou vektoru. Toto zniZenie prirastku
vykonu je badatené od momentu, ked’ zacne byt’ prenos dat ¢asovo naroc¢nejsi neZ samotny vypocet.

Graf 3.4 je Specificky pre paralelnt verziu. Ukazuje rychlost’ prenosu dat, vykon kernelu
a pomer Casovej narocnosti vypoctu k Casovej narocnosti prenosu dat vzhl'adom k poctu prvkov
vstupnych vektorov. ZniZenie pomeru trvania vypoctu k trvaniu prenosu ma za nasledok spominané
zniZenie prirastku vykonu s rasticou velkostou vektoru. Pri vektore o 256-tisic (2'®) prvkoch zac¢ina
byt na prenos dat vynaloZeny vyrazne dlhsi ¢as nez na vypocet — pomer klesa vyrazne pod hodnotu 1.
Tato velkost” vektoru koreSponduje s velkost'ou, pri ktorej prestava rast’ vykon paralelnej verzie.
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Vykon operacie SAXPY, paralelnd verzia (float32) -
rychlosti prenosu dat a vykonania vypoctu
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Graf 3.4: Paralelna verzia SAXPY — vykon kernelu (do meraného Casu nie je zapocitany ¢as
prenosu dat), rychlost prenosu dat (kombinovana rychlost z CPU na GPU a opacnym
smerom), a pomer €asu potrebného na vykonanie kernelu k ¢asu potrebnému na prenos
dat, vzhladom k velkosti vektoru.

3.3 Nasobenie matic

Nasobenie matic je bindrna operdcia. Jej vstupom st matice A o rozmeroch mXxn
a B o rozmeroch nxp. Vystupom je matica AB o rozmeroch mxp. Prvok v i-tom riadku a j-tom stipci
vyslednej matice AB je rovny skalarnemu stcinu vektoru i-tého riadku matice A s vektorom
j-tého stipca matice B. Pre ilustraciu vid' obrdzok 3.1. V tomto teste boli pouZité iba $tvorcové matice,
a teda vSetky matice (vstupné aj vystupnd) maji rovnaké rozmery. Asymptotickd vypoctova
narocnost’ tejto operacie je O(n®) pre Stvorcovi maticu o strane n prvkov. Pocet vyslednych prvkov
je nxn a pre kazdy prvok vyslednej matice je potrebnych n operacii nasobenia a n-1 operacii scitania.

Graf 3.5 znéazorfiuje vykon sériovej a paralelnej verzie vzhladom k velkosti strany matice.
Sériova verzia je implementovand pomocou metédy dot triedy ndarray z kniZnice numpy.
Paralelna verzia je implementovana pomocou CUDA kernelu spusteného z programov jazyku Python
a C++. Pre porovnanie je v grafe zahrnuty tieZ vykon paralelnej verzie v jazyku Python zahriiujici
prenos dat. Pri vypocte tohto vykonu bol pocet operacii (FLOP) deleny celkovym ¢asom, teda Casom
zahriujicim okrem vlastného vypoctu tieZ prenos vstupnych a vystupnych dat. Vykon nasobenia
matic A (mxn) a B (nxp) je vypocCitany ako m x p X (2n — 1), kedZe skalarny sucin riadku matice A
a stlpca matice B vyZaduje n nasobeni a n — 1 s¢itani, a pocet vykonanych skalarnych nasobeni
vektorov je mxp.
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Obréazok 3.1: Nasobenie matic. KriZzok vo vyslednej

matici znazornuje skalarny sucin vektorov. [24]

Vykon sériovej verzie je vy3si neZ vykon ostatnych verzii pri maticiach o strane 32 (2°)
z grafu 3.5, celkové trvanie vypoctu vratane Casu potrebného na prenos dat je u paralelnej verzie
nizSie az pri velkostiach strany nad 128 (27) prvkov. Pri tychto velkostiach je vykon paralelnej
verzie v jazyku Python v priemere 13,5-krat vyssi (9,3-krat pri zapocitani Casu prenosu dat).
Pri velkostiach strany 128 (27) a menej je vykon sériovej verzie priemerne 2,2-krat vy3si neZ vykon
paralelnej verzie v jazyku Python so zapocitanim ¢asu prenosu dat. Maximalny vykon sériovej verzie
okolo 80-90 GFLOPS je dosiahnuty pri maticiach o strane 256 (2°) prvkov a viac. Pri tejto hodnote
je zrejme dosiahnuty tieZ maximalny moZny vykon procesoru pre dant tlohu. Obmedzujicim
faktorom je teda vykon procesoru, na rozdiel od ulohy SAXPY z kap. 3.2, kde tymto faktorom bola
rychlost’ hlavnej paméte, resp. vel'kost' vyrovnavacej pamdite.

Paralelna verzia dosahuje maximalny vykon cca. 1200 GFLOPS, pricom pri maticiach
o strane 512 (2°) prvkov a viac je vykon takmer konStantny. Toto je zrejme spdsobené relativne
pomalou hlavnou pamédtou GPU — pristup do hlavnej pamiti GPU spomaluje vypocet. Napriek
pouZitiu rychlejSej zdiel'anej pamaéte je z teoretického maximalneho vykonu takmer 9 TFLOPS [25]
vyuzitd iba mala cast. Vykon by bolo mozné zvysit' napriklad pouzitim optimalizovaného kernelu,
ktory by lepSie vyuZival dostupné prostriedky. Napriklad pre zlepSenie pristupu do paméti by mohla
jedna z matic byt pred vypoctom transponovana.

U verzie Python je vykon kernelu v priemere o 3,98 % nizZsi neZ u verzie C++. Tieto verzie
sa znacne liSia v narocnosti implementacie. Dokazuje to aj rozsah zdrojového kédu — pocet riadkov
zdrojového kodu je 350 u verzie C++ a 176 u verzie Python.

Vykon vypocitany z Cistého Casu vypoctu sa bliZzi vykonu vypocitanému z celkového casu
(vratane casu prenosu dat). Z toho je vidno, Ze nasobenie matic je vypoctovo narocna operacia,
na rozdiel od SAXPY. Je preto vhodnejSia pre akceleraciu na GPU. Dokazuje to zvySujuci sa podiel
trvania vypoCtu na celkovom case, kym u SAXPY sa tento podiel zniZoval (vid graf 3.4,
,2Pomer vypoctu k prenosu“). Pri dostatocne vel'kych maticiach je rozdiel medzi Cistym casom
vypoctu a celkovym Casom relativne maly, v porovnani s mensimi velkost'ami matic.
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Graf 3.5: Porovnanie vykonu nésobenia Stvorcovych matic pouZitim kniZznice numpy

(metody __add__ a

mul  triedy ndarray) a CUDA kernelu v jazykoch Python

(PyCUDA) a C++, vzhladom K velkosti strany matice. PoCet FLOP pri nasobeni matic
A (mxn) a B (nxp) je rovny m x p x (2n — 1).
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4

Sucasny stav

Téato kapitola obsahuje strucné zhrnutie prace v prvom semestri a plan pokracovania prace

v druhom semestri.

Vykonana praca v prvom semestri:

Praca v

Néavrh a implementacia mikrotestov, ktoré sliZili na oboznamenie sa s platformou CUDA
a kniZnicou PyCUDA.

Prevedenie merani pomocou mikrotestov na Skolskom GPU serveri. Pocita¢ Anselm bol
vyuZivany minimalne. Dévodom je jednoduchsi pristup a modernejSie hardvérové vybavenie
Skolského serveru (vykonnejsie GPU).

Z testov boli vyvodené zavery:
o pamidt je dobré alokovat’ ako ,,pinned®,
o rychlost GPU pamadte je ¢asto obmedzujticim faktorom,

o Cas potrebny na prenos dat je u vypoctovo nenarocnych uloh (napr. operacia SAXPY,
nasobenie malych matic apod.) nezanedbatel'ny,

o na GPU sa preto oplati akcelerovat’ hlavne velké, vypoctovo narocné ulohy.
Mikrotesty a ich vysledky st popisané v kapitole 3.

druhom semestri:

Dr. Jaro$ poskytol C++ kdéd implementujici rieSenie problému ruksaku (knapsack problem)
pomocou genetického algoritmu. Konkrétne sa jednd o jednodimenzionadlny 0/1 problém
ruksaku.

o Existujici kéd obsahuje CUDA kéd vykonavajici vypocet a obsluzny kéd napisany
v C++.

o Funkcionalita CUDA kédu je ¢lenena do niekol'kych kernelov.

o Funkcionalita obsluzného koédu je vhodne clenend do tried implementovanych
v oddelenych suboroch.

o Kod je dostatocne komentovany, i ked’ neobsahuje dokumentéciu.

o Obsahuje meranie casu, ktoré je vSak vykonané na CPU, nie na GPU.

Obsluzny k6d ma byt prepisany z C++ do Pythonu, pricom kernely budt zachované.
o Python kéd bude vyvijany pomocou systému Git [26].

o Sucasny C++ koéd obsahuje niekol'ko elementov, ktoré mézZu spOsobit’ problémy
pri prepisovani do Pythonu:

= tieto problémy budi musiet’ byt analyzované a vhodne vyrieSené,
= problémy budi dokumentované v systéme Git ako issues.

o Vysledny Python kéd bude vybaveny dokumentéciou.

o Navrh prepisu kodu do jazyka Python je obsiahnuty v kapitole 5.

o Detaily implementacie si popisané v kapitole 6.
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Ma byt’ porovnana funkénost’ a vykonnost’ C++ a Python verzie.

o

Planované merania:

testovanie na Skolskom serveri SC-GPU1 a superpocitaci Anselm,

porovnanie funkCnosti pouzitim pevne daného semienka pre generator
pseudonahodnych ¢isel (d’alej ,,nAhodné semienko®),

porovnanie vykonnosti kernelu (mala by byt podobna u oboch verzii) a obsluzného
kédu.

Existujuci C++ kod nie je dostatoCne prispdsobeny na planované testovanie.
Bude potrebné do koédu pridat’:

spolahlivé meranie ¢asu na GPU s vyuzitim CUDA events [16],
moznost’ pouZitia pevne daného nahodného semienka.

Vysledky testovania st popisané v kapitole 7.
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5 Navrh rieSenia problému ruksaku

V tejto kapitole je rozobrany existujiici obsluzny kod napisany v jazyku C++. St popisané
problémy, ktoré mo6Zu nastat pocas jeho prepisovania do jazyku Python. Tie si rozobrané
v jednotlivych podkapitolach. Su tieZ popisané zmeny, ktoré je potrebné vykonat’ na C++ kode
za GcCelom porovnania vykonu verzii C++ a Python.

Tieto problémy bude potrebné vhodnym sposobom vyrieSit. Navrh moZnych rieSeni
problémov, ktoré boli odhalené pri Studovani C++ kodu, je obsiahnuty v tejto kapitole. Konkrétne
rieSenia tychto problémov st potom popisané v kapitole 6 spolu s prikladmi zdrojovych kédov.

Pre podrobny navrh rieSenia a jeho sprdvnu implementaciu bude potrebné dokladne
nastudovat’ existujuci kod v jazyku C++. Pocas prepisovania tohto kédu do jazyku Python mdZu
nastat’ dalSie komplikacie. Takéto komplikéacie, ktoré neboli odhalené pocas prvotného navrhu
popisaného v tejto kapitole, budu taktieZ popisané v kapitole 6.

5.1 Obecny postup

Existujuci obsluzny kéd v C++ je implementovany objektovo-orientovanym sposobom.
Logika kédu je rozdelend do niekolkych tried definovanych v samostatnych stiboroch. Jednotlivé
subory vdcSinou obsahuju definiciu jednej triedy, pripadne pomocnych prvkov ako st napriklad
konStanty alebo definicie typov. Vynimku tvoria sibory main.cpp, CUDA Kernels.cu
a CUDA Kernels.h.

Stbor main.cpp obsahuje funkciu main, ktora tvori vstupny bod programu. Tento vstupny
bod bude pri prepisovani potrebné pozmenit' na jeho ekvivalent v jazyku Python. Funkcia main
modZe byt preloZzend z C++ v jej sucasnej podobe, ale je potrebné ju explicitne zavolat’ v pripade,
Ze je splnend podmienka __name == ' main__ ' [27].

Subory CUDA_Kernels.cu a CUDA_Kernels.h obsahuju CUDA kernely, ako znaci ich
nazov. KedZe do jazyku Python bude prekladany iba obsluZny kod, nie kernely, tieto sibory by mali
byt’ zachované v pévodnej podobe. M6Ze vSak byt nutné vykonat  urcité menSie zmeny.

Vsetky ostatné subory, obsahujiice implementacie tried, budd prepisané do jazyka Python.
Pri tomto prepisovani bude zachovana funkcnost’ a Struktira pévodného kédu. To znamené Ze Python
kéd bude obsahovat’ triedy z povodného C++ kdédu a tieto triedy budi poskytovat rovnaku
funkcionalitu ako povodné C++ triedy. Clenenie kédu do zdrojovych stiborov podla tried by tiez
malo ostat’ zachované. LiSit" sa bude konkrétna implementdcia, kde pri prepisovani budd konstrukcie
jazyka C++ nahradené ich vhodnym ekvivalentom v jazyku Python. Budu tiez identifikované také
konstrukcie a tseky koédu, ktoré je mozné v jazyku Python zapisat’ jednoduchSie ¢i idiomatickejSie,
a tie budi vhodnym sp6sobom prepisané.

Vysledkom budu zdrojové stbory jazyku Python implementujice obsluzny kéd. Ich Struktira
by mala byt’ priblizne rovnaka ako Strukttira C++ kodu. To plati ako pre fyzicku Struktiru (¢lenenie
zdrojového kodu do suborov), tak pre logicku Struktiru (Clenenie funkcionality do tried, metéd, atd’).
K zdrojovym suborom jazyka Python budd priloZzené subory CUDA Kernels.cu
a CUDA Kernels.h obsahujuce zdrojovy kod kernelov.

PreloZeny zdrojovy kod bude podporovat spustenie pomocou interpretu jazyka Python
verzie 3. V pripade potreby moZe byt kod upraveny, aby bol kompatibilny s jazykom Python verzie 2.
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5.2 Triedy obsahujuce struktiary

V obsluznom zdrojovom kdde je logika genetického algoritmu rozdelena do tried. Tieto triedy
udrZiavaju vstupné a vystupné data algoritmu na CPU aj na GPU a iné pomocné udaje. TieZ obsahuju
obsluzné metody volané z CPU kédu. Tieto metddy sliZia napriklad na spustenie vypoc¢tu na GPU,
prenos dit medzi CPU a GPU apod. Pomocné metédy st spusStané na procesore a kernely
implementujice samotny geneticky algoritmus st spiStané na GPU. Z GPU nie je mozné volat
pomocné metddy a ich spustenie na GPU by ani nebolo zmysluplné, kedZe sa tieto metddy netykaju
samotného vypoctu, ale iba obsluznych tkonov. Je teda neZiaduce, aby boli medzi CPU a GPU
prenasané celé inStancie tychto tried obsahujtice nepotrebné data a ukazovatele na metddy. Treba
preniest’ iba data potrebné k vypoctu, ¢im sa tieZ zvysi efektivita komunikacie medzi CPU a GPU.

Nastava teda problém, ako efektivne komunikovat' relevantné vstupné a vystupné data medzi
CPU a GPU. Zarovenl musia na CPU byt dostupné obsluzné metody, ktoré na GPU spustitelné
nebudu. Inak povedané, je potrebné oddelit’ data algoritmu od pomocnej funkcionality.

V sicasnom C++ kode je tento problém vyrieSeny pouzitim Struktdr. Napriklad trieda
TGlobalKnapsackData obsahuje ukazovatele na Struktiru TKnapsackData v pamati CPU
a v pamiti GPU, a tieZ pomocné metédy umoZiiujiice prenos dat medzi CPU a GPU. Struktira
TKnapsackData potom obsahuje samotné data vypoctu, ako napriklad pocet predmetov, nosnost’
ruksaku a ukazovatele na polia vah a cien predmetov. Pred vypoftom sa nacitaji vstupné data
zo suboru a zapiSu sa do Struktdry uloZenej v paméti CPU. Ta je potom prenesend do paméti GPU,
kde ku nej pristupuji kernely vykonavajtice vypocet. Pocas vypoctu su do pamédte CPU priebezne
prenasané Statistické tidaje, ktoré si zobrazované na konzolovy vystup. Po ukonceni vypoctu
su vysledky prenesené na CPU a zobrazené na vystup, podobne ako priebezné Statistiky.

Vsetok kod spastany z CPU bude prepisany do jazyku Python, menovite spominané triedy
obsahujtice Struktury. Vznikd problém, ako reprezentovat’ v jazyku Python Struktiry jazyka C++.
V idedlnom pripade by mala byt zvolend taka reprezentacia, aby stcasnd podoba kernelov zostala
zachovana. To znamena, Ze bindrna podoba déat prendsanych na GPU musi ostat nezmenena.
Zvolena reprezentdcia Struktur v jazyku Python musi mat’ rovnaki binarnu podobu, ako pévodné
Struktiry v jazyku C++. Zarovenl musia byt data uloZené v Struktirach pristupné z jazyku Python.
Musi byt totiZ mozné ich napriklad nacitat’ zo suboru alebo zobrazit na vystup, a tieto operacie budu
vykonavane v jazyku Python.

V principe je teda potrebné nejakym spdsobom previest’ premenné jazyku Python do binarnej
podoby akceptovanej kernelmi. Typy tychto premennych budd vstavané typy jazyku Python,
napriklad int alebo float. Samozrejme je tieZ potrebny opacny prevod — z binarnej podoby
na premennti vstavaného typu. Dalej je potrebné uritym spésobom premenné v bindrnej podobe
konsolidovat’ do Struktury, respektive z tejto Struktury ziskat” jednotlivé binarne hodnoty.

Jednym z rieSeni je pouZzitie kniZnice struct [28]. Tato vstavand kniZnica jazyka Python je
urCena prave na tento tcel. UmozZiiuje prevadzat typy jazyka Python na typy kompatibilné s jazykom
C/C++. TaktieZ umoziuje vytvorit’ binarnu reprezentaciu Struktiry obsahujicu prevedené hodnoty.

Na vytvorenie binarnej reprezentacie slizi funkcia struct.pack. Téato funkcia dostane ako
argument formatovaci retazec, na zaklade ktorého vytvori bindrnu reprezentaciu hodnét.
Samotné hodnoty sui predané funkcii ako ostatné argumenty za formatovacim ret'azcom.
Tieto hodnoty st Standardné hodnoty jazyka Python, ich typy m6zu byt napriklad int alebo float.
Forméatovaci ret'azec obsahuje informacie o tom, na aké C-typy maji byt’ vstupné hodnoty prevedené.
Napriklad formatovaci prikaz b reprezentuje C-typ char, teda 8-bitovi celoCiselni hodnotu
so znamienkom. To znamen4, Ze typ prisluSného argumentu musi byt int alebo long, kedZe to si
jediné celociselné typy v jazyku Python. Jeho hodnota musi byt’ v rozsahu [-128; 127], ¢o zodpoveda
rozsahu 8-bitového celého ¢isla so znamienkom v dvojkovom doplnku.
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Funkcia struct.pack vracia hodnotu typu bytes (vo verzii Python 3) respektive str
(Python 2). Tato hodnota obsahuje vstupné hodnoty zak6édované podla formétovacieho retazca.
Hodnoty typu bytes a str vSak nie si modifikovatel'né, tzn. jednotlivé polozky Struktiry nie je
mozné menit’. Pri prenose z GPU spit na CPU je ale potrebné do Struktury zapisat’ data z GPU, teda
je potrebné, aby Struktira bola modifikovatel'nd. Preto je potrebné hodnotu previest na typ
bytearray, ktory je modifikovatelny. Kéd 5.1 obsahuje priklad pouZitia funkcie struct.pack.

>>> struct.pack('bif', 35, -700, 2.75)
b'#\x00\x00\x00D\xfd\xff\xf£\x00\x000@"

Kod 5.1: Pouzitie funkcie struct.pack. Prva vstupna hodnota (35) je typu byte, druha
(-700) je typu int, tretia (2,75) je typu float. Prvy znak vyslednej hodnoty tvori prva
hodnota, za nim nasleduju tri nulové znaky pre zarovnanie na Sirku slova. Druhd hodnota
tvori znaky 5-8, tretia hodnota znaky 9-12.

Funkcia struct.unpack slizZi na spitni konverziu z bindrnej reprezentacie na vstavané
typy jazyka Python. Ako argument dostane forméatovaci retazec a binarnu hodnotu. Tato hodnota
modZe byt napriklad td, ktord bola ziskana funkciou struct.pack, alebo tieZ hodnota typu
bytearray. Kdd 5.2 obsahuje priklad pouzitia funkcie struct.unpack.

>>> struct.unpack('bif',
b'#\x00\x00\x00D\xfd\xf£\xff\x00\x000@Q")
(35, =700, 2.75)

Kéd 5.2: PouZitie funkcie struct.unpack. Pre popis vstupnych a vystupnych hodnét vid
kod 5.1.

Prenos diat medzi CPU a GPU bude nasledne realizovany pomocou funkcie
pycuda.driver.memcpy htod, ktorej bude predana hodnota typu bytearray. To znazoriuje
kéd 5.3.

>>> cpu struct = bytearray(struct.pack('bif', 35, -700, 2.75))

>>> pycuda.driver.memcpy htod(gpu struct, cpu struct)

Kéd 5.3: Prenos dat vytvorenych pomocou funkcie struct.pack na GPU. Premenna
cpu_struct je modifikovatelna hodnota ulozena v paméti CPU, ktora je prenaSana
na GPU.

5.3 Definicie Struktur v hlavickovych stiboroch

Povodny C++ kdd je rozdeleny do niekolkych hlavickovych a implementacnych stiborov.
Kazda dvojica suborov tvori urcity logicky celok podielajici sa na celkovej funkcionalite.
V hlavickovych stiboroch st definované datové Struktury, ktoré udrZiavaji data prenasané medzi CPU
a GPU. Ukazovatele na tieto Struktury si potom preddvané kernelom. Kernely samotné su definované
v suboroch CUDA Kernels.h a CUDA Kernels.cu. To, Ze kernely pouZivaji spominané
Struktiry znamen4, Ze stbory obsahujtice kernely st zavislé na stiboroch definujticich Struktury.

Podl'a zadania mé byt’ vSetok C++ kéd okrem kernelov prepisany do Pythonu. Vysledny C++
kod volany z Pythonu by mal byt teda tvoreny iba subormi CUDA Kernels.h
a CUDA_Kernels.cu. Tu vznika problém — nemozno odstranit’ hlavickové subory, pretoze kernely
si na nich zavislé.
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Existuje niekol'ko moZnych rieSeni. Jedno rieSenie je, Ze existujice hlavickové siibory budu
zachované a priloZené k suborom obsahujiicim kernely. Problém tohto rieSenia je, Ze hlavickové
subory obsahuji okrem definicii Struktar tieZ definicie tried. Tie zahrriuju prisluSné deklaracie
obsluznych met6d spustanych na CPU. Tieto nadbytoc¢né deklaracie nie st pre fungovanie kernelov
potrebné a bolo by teda vhodné ich odstranit. Potom ale budi jednotlivé hlavickové sibory
pozostavat iba z definicie jednej, relativne malej, Struktdry. Ich objem bude zrejme dostatocne maly
na to, aby bolo mozné ich spojit do jedného siboru. NavySe nebudd pouZzivané z nijakého iného
suboru neZ CUDA_Kernels. cu, takZe toto spojenie neovplyvni iné existujuce subory.

Druhym rieSenim, ako uZ bolo naznacCené, je spojit vSetky potrebné hlavickové subory
do jedného. Tymto suborom by mohol byt samotny subor CUDA_Kernels.h. Z ostatnych suborov
budd vynaté iba tie definicie, ktoré st skutocne potrebné pre preklad kernelov. Tieto definicie budi
presunuté do suboru CUDA Kernels.h. Implementacny sibor CUDA Kernels.cu bude tak
zavisly iba na svojom vlastnom hlavi¢kovom stibore.

5.4 Globalny zamok na GPU

V ramci genetického algoritmu beZiaceho na GPU sa okrem samotného procesu evoldcie
vykondva tieZ vypocet Statistik stiCasnej populédcie, a to za uZivatelom zadany pocet generacii.
Tieto Statistiky st potom prenesené na CPU a zobrazené uZivatelovi. Statistiky obsahujii tdaje
napriklad o priemernej hodnote jedinca vypocitanej ohodnocovacou funkciou.

Pri vypocte priemernej hodnoty jedinca je potrebné scitat’ hodnoty vSetkych jedincov.
Tento vypocet prebieha v kerneli CalculateStatistics a pozostdva z niekolkych krokov.
Najprv kazdé vldkno v bloku scita jednu alebo viac hodn6t do zdiel'anej paméte bloku. Potom su
hodnoty v zdiel'anej pamiiti kazdého bloku postupne s¢itané po dvojiciach s postupne sa zmensujicim
rozostupom (tzv. redukcia). Nakoniec su Ciastocné sucty jednotlivych blokov scitané do globalnej
pamdte. Na tento posledny krok je potrebné zabezpeCit vylucny pristup, kedZe vSetky bloky
pristupuju k tej istej adrese v globélnej pamdti. Je potrebny globdlny zdmok na GPU, ktory
synchronizuje vSetky bloky.

Tento zamok je v C++ kode implementovany ako kompozitna trieda TGPU_Lock.
Pojem ,.kompozitnd“ znaci, Ze cast’ kdédu tejto triedy je vykondvana na CPU a cast na GPU.
Konkrétne je tato trieda inStanciovana z CPU, ale samotné zamykanie a odomykanie je vykonavané
na GPU. V konStruktore triedy, vykonanom na CPU, sa alokuje v paméti GPU premenna typu int
a ta sa inicializuje na hodnotu 0. Ukazovatel na tito hodnotu je v inStancii triedy uloZeny pod nazvom
mutex. Na zamykanie a odomykanie sliZia metédy Lock a Unlock, sptiStané na GPU.
Tieto metddy vyuZivaji CUDA funkcie atomicCAS na zamykanie a atomicExch na odomykanie
zamku. Funkcie pracuju s ukazovatel'om na hodnotu typu int, ktorym je v tomto pripade inStancna
premennd mutex.

Kernel CalculateStatistics je spuStany z metddy Calculate triedy
TGPU_Statistics. Tato metdda je spustana na CPU a je v nej vytvorena inStancia TGPU_Lock.
Potom je z nej volany kernel, ktorému je tato inStancia TGPU_Lock predana ako argument.
Nad fiou st potom v kerneli volané metédy Lock a Unlock.

Problém spociva v tom, Ze kernelu CalculateStatistics je preddvana inStancia triedy
TGPU_Lock a tito trieda ma byt prepisana do jazyka Python. Ak by trieda bola prepisana do jazyka
Python, potom by ju nebolo mozné predat ako argument kernelu, ktory je napisany v CUDA C++.
Ak by ale bola ponechand implementdcia tejto triedy v CUDA C++, tak by ju nebolo mozZné pouZit
z jazyka Python.
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Evidentne bude potrebné rozdelit' triedu TGPU_Lock na CPU-Cast, ktord bude prepisana
do Pythonu, a GPU-cCast, ktor4d ostane napisand v C++. Jeden moZny pristup je vyclenit' z triedy
metddy vykondvané na GPU, a tieto metddy prepisat’ na funkcie. Na GPU su vykonavané met6dy
Lock a Unlock, ktoré pracuji iba s inStancnou premennou mutex. To znamend, Ze mdZu byt
prepisané na funkcie, ktoré dostanti ako argument priamo onen ukazovatel, ktory premenna mutex
reprezentuje. CPU-Cast’ potom iba alokuje hodnotu typu int v paméti GPU a pri volani kernelu
CalculateStatistics mu predd ukazovatel tito hodnotu. V kerneli bude ukazovatel' d'alej
predany funkcidm Lock a Unlock.

5.5 Singleton triedy

Pri spusteni programu méZe uZivatel' zadat' parametre genetického algoritmu, ako napriklad
velkost populéacie alebo pocet generacii. VécSina parametrov je nepovinnych a ma predvolené
hodnoty. Jedinym povinnym parametrom je relativha cesta k siboru so vstupnymi datami, ktory
obsahuje vahy a ceny predmetov a nosnost’ ruksaku. Parametre algoritmu st pouZivané na niekolkych
roznych miestach v programe, pricom v niektorych triedach st napriklad pozmenené alebo pridané
urcité uidaje, parametre su prenaSané na GPU, atd’. Je teda potrebné, aby k nim vSetky tieto triedy mali
pristup a boli schopné ich modifikovat. Tieto modifikacie sa musia prejavit’ vo vSetkych ostatnych
miestach, kde st parametre pouZité. Da sa povedat, Ze parametre st v tomto programe urcitou formou
globalnych dat. Nie je vSak vhodné ich implementovat ako skuto¢né globalne premenné.

Na uchovanie parametrov je v C++ kode pouZitd singleton [29] trieda TParameters.
Statickd metdda GetInstance vracia ukazovatel na singleton inStanciu. Singleton inStancia je
uloZena v triede ako statickd premennd pTParametersSingle. Pokial inStancia eSte neexistuje,
tak ju metdda GetInstance vytvori a uloZi do premennej pTParametersSingle.

Jazyk Python neobsahuje syntakticky ekvivalent klicového slova static jazyku C++.
InStancné premenné su v jazyku Python definované priamo v konStruktore, bez deklaracie v tele
triedy, ako je tomu u C++. Definicie premennych v tele triedy st vSak mozné a takéto definicie
definuji triedne premenné. Pojem triedna premennd v jazyku Python je ekvivalentny s pojmom
staticka premenna v jazyku C++. Oba pojmy oznacuju atribtt triedy. Obdobne ekvivalentom statickej
metody v C++ je triedna metéda. Triedne metddy si v jazyku Python definované pomocou
dekoratoru classmethod. Pri volani potom dostanti ako argument triedu namiesto inStancie.
Existuje tieZ podobny dekorator staticmethod, ktory by sa na prvy pohl'ad mohol zdat’ vhodnejsi,
kedZe sa jeho nazov ponasSa na kl'icové slovo static. Této podobnost je vSak zavadzajica —
statickd metdda v jazyku Python pri zavolani nedostane ako argument ani inStanciu, ani triedu.
Dostane iba uZivatel'om zadané argumenty:.

Naskytd sa otazka, ¢i ponechat’ sicasny singleton model s triednou premennou a triednou
metodou, alebo uloZit' parametre priamo do triedy ako triedne premenné. Tym by odpadla nutnost’
vytvarat, udrZiavat' a volanim met6dy ziskavat’ singleton inStanciu. Namiesto singleton inStancie
by sa pouzivala priamo singleton trieda.

5.6 Preklad a spust’anie kernelov

Jazyk CUDA C++ umoziiuje volat’ kernely podobne, ako st volané Standardné funkcie jazyka
C++. Obsluzny kod a kod kernelov nie st od seba oddelené. M6zu byt’ napriklad spolu v tom istom
stbore, alebo dokonca existovat’ spolocne v rdmci jednej triedy, ako je tomu v pripade TGPU_Lock
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(vid’ kapitola 5.4). Obsluzny kod v C++ je prekladany spolu s kernelmi prekladacom nvce (Nvidia
CUDA Compiler) [30]. Vysledkom prekladu je binarny sibor obsahujuici ako obsluzny kad, tak kod
kernelov.

Z jazyka Python je takisto moZné volat’ kernely ako Standardné funkcie, lenZe predtym musia
byt kernely preloZené. Na tento preklad sliZi preklada¢ nvecc, ktory je za behu programu volany
z kniZnice PyCUDA pouzZitim triedy pycuda.compiler.SourceModule. Argumentom
konstruktoru tejto triedy je zdrojovy kod, tak ako by bol obsiahnuty v zdrojovom sibore CUDA C++.
V konstruktore je pomocou nvecc tento kéd preloZeny. Vysledkom prekladu je tzv. PyCUDA modul,
reprezentovany inStanciou triedy pycuda.compiler.SourceModule. Symboly definované
v zdrojovom kéde, ako napriklad kernely alebo konstanty, st dostupné prostrednictvom inStancie
modulu. Koéd 5.4 znazoriiuje vytvorenie modulu a ziskanie kernelu s nazvom
CalculateStatistics.

module = pycuda.compiler.SourceModule(source text)

stats_kernel = module.get function("CalculateStatistics")

Kéd 5.4: Preklad zdrojového kédu do pycuda.compiler.SourceModule a ziskanie
funkcie kernelu. Argument source_text je textovy retazec obsahujuci zdrojovy kod v CUDA
C++. Premenna stats_kernel je funkcia predstavujuca CUDA kernel a je mozné ju volat
ako Standardnu funkciu.

Kernely je potrebné preloZit' iba raz, ideédlne pri spusteni programu. PreloZenim zdrojového
suboru CUDA_ Kernels.cu, obsahujuceho vSetky kernely, vznikne PyCUDA modul. Tento modul
musi byt globéalne dostupny vSetkému obsluznému koédu. Otazkou je, ako zabezpecit' preklad
kernelov a ich spristupnenie obsluznému kodu.

RieSenim je pouZitie navrhového vzoru singleton [29]. V tomto konkrétnom pripade dojde pri
vytvoreni singleton inStancie k prekladu zdrojového suboru CUDA Kernels.cu. Vysledny
preloZzeny modul bude uloZeny v singleton inStancii, prostrednictvom ktorej bude spristupneny
celému obsluznému kédu.

5.7 Meranie trvania vypoctu

Cielom tejto prace je porovnat vykon implementacii v jazykoch C++ a Python.
Pre porovnanie vykonu je potrebné presné meranie casu. Kéd oboch verzii pozostava z obsluzného
kédu a CUDA kernelov. CUDA kernely by mali ostat’ zachované a pripadné nutné zmeny
by mali mat’ miniméalny vplyv na ich fungovanie a predovSetkym vykon.

V stcasnom C++ kode je implementované rudimentadrne meranie trvania behu kernelov.
Je pri iom pouzitd funkcia clock, ktora je volana tesne pred spustenim genetického algoritmu
na GPU. Merany Cas nezahriiuje inicializaénd fazu, ktord tvori napriklad nacitanie programu
do pamdite systému i spracovanie argumentov programu. Funkcia clock vracia pocet taktov
procesoru spotrebovanych volajicim programom. Tento pocet taktov je potom prevedeny na Cas
v sekundach delenim jeho hodnoty konStantou CLOCKS_ PER_SEC. Kernely su ale spuStané
na GPU, teda trvanie ich behu by malo byt merané hardvérom GPU, nie procesorom.
Stcasna implementéacia nemeria spol'ahlivo ani trvanie samotného genetického algoritmu na GPU,
ani celkové trvanie behu programu vratane inicializdcie. Sp6sob merania Casu v sucasnej
implementacii bude musiet byt' zmeneny.

Predpoklada sa, Ze vykon kernelov bude vo verzidch C++ a Python priblizne rovnaky.
Naopak vykon obsluzného kédu bude u verzie Python s najvySSou pravdepodobnostou niZsi, nez
u verzie C++. Prvy predpoklad bude potrebné overit' meranim vykonu kernelov. Je délezité, aby bol
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¢o najpresnejSie zmerany ¢as potrebny na vykonanie algoritmu na GPU, pricom do tohto merania
nesmie byt zahrnuté vykonanie obsluzného kédu. Potom je potrebné porovnat ¢asovi narocnost
obsluzného kodu verzii C++ a Python.

Vykon kernelov bude spolahlivo merany pouZitim CUDA events [16]. Tento postup bol
pouzity v tiezZ v mikrotestoch. To bude vyZadovat’ zasah do existujiiceho C++ kodu, aby bol doplneny
o potrebnu funkcionalitu. Kernely vSak ostani nezmenené.

Meranie behu celého programu méZe byt zaloZené napriklad na stiCasnej implementacii,
pricom bude potrebné do merania zahrnit’ tieZ inicializacnt fazu programu. V stiCasnosti sa meranie
zacina po inicializacnej faze a zahrmiuje iba beh algoritmu na GPU. To znamen4, Ze zahdjenie merania
Casu bude treba presunit’ na zaciatok programu. Podobné meranie bude implementované v Python
verzii.
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6 Implementacia problemu ruksaku

Téato kapitola obsahuje detailny popis rieSenia problémov popisanych v predoslej kapitole.
Podobne ako predosla kapitola, aj tato je clenena na podkapitoly venujice sa jednotlivym problémom.
Kazda podkapitola popisuje rieSenie jedného problému a koreSponduje s prisluSnou podkapitolou
predoslej kapitoly, ktora obsahuje popis tohto problému.

U niektorych problémov sa zvolené rieSenie liSi od pdvodne navrhnutého rieSenia.
Vo vicSine pripadov je ale pouZité navrhované rieSenie, respektive jedno z navrhovanych rieSeni.
V takom pripade sa mdZe popis rieSenia odkazovat’ na popis problému v predoslej kapitole, kde je
to-ktoré rieSenie podrobnejSie popisané. Niektoré podkapitoly st doplnené prikladmi zdrojového
kédu na ilustraciu konkrétneho rieSenia.

Sdcastou vysledného programu je tieZ dokumentdcia. T4 je automaticky generovana
z komentéarov zdrojového kédu pomocou programu make. Po zadani prikazu make v korefiovom
adresari Python implementdcie je v zloZke doc vytvorena projektovd dokumentdcia.
Tato dokumentécia je vo formate HTML, je teda moZné ju zobrazit pomocou webového prehliadaca.
Generovana je programom pydoc [31], ktory musi byt dostupny pri zadani prikazu make.
Na spustenie samotného Python programu vsak nie je program pydoc nutny. Prikaz make v tomto
projekte teda neslizi na kompildciu zdrojovych kdédov, ale iba na zjednoduSenie generovania
dokumentacie. Makefile obsahuje tieZ ciel clean, ktory odstrani vygenerovani dokumentaciu
spolu so subormi obsahujlicimi preloZeny Python bajtkéd. Blizsie informacie st k dispozicii
v komentaroch, ako u zdrojovych stiborov jazyka Python, tak u Makefile.

Hlavnym stborom programu je subor main.py. Po spusteni s argumentom --help
sa zobrazia informacie o pouziti programu, ako napriklad podporované prepinace a argumenty
a ich predvolené hodnoty. Pri chybe je na Standardny vystup vypisand chybova hlaska a program
skon¢i s nenulovou navratovou hodnotou.

6.1 Obecny postup

e

Dvojice hlavickovych a implementacnych stiborov boli nahradené jednym stiborom, ktorého obsah
koreSponduje s povodnym C++ kédom. Pridany bol stbor exc.py, ktory obsahuje definiciu
pomocnej triedy Exc. Ta reprezentuje objekt vynimky a obsahuje pomocnd funkcionalitu.
Stibory obsahujice CUDA C++ kéd, pouzivany z Python kdédu, sa nachadzaji v zlozke C++.

Néazvy suborov a identifikatory boli zmenené, aby koreSpondovali s konvenciami nazvov
v jazyku Python [32]. Nové nazvy suborov pozostavaju iba z malych pismen oddelenych
podCiarnikmi. Napriklad zo stiborov GPU_Population.h a GPU_Population.cu vznikol
subor gpu population.py. Boli zmenené tieZz nazvy tried, aby neobsahovali podciarniky.
Napriklad trieda TGPU_Population bola premenovana na GPUPopulation. Nazvy metod
obsahuji iba malé pismend oddelené podciarnikmi, napriklad nazov CopyOutIndividual
bol zmeneny na copy_out_individual.

IR

Jazyk Python neobsahuje ekvivalent klticovych slov jazyka C++ private a protected.
Existuje iba konvencia, na zaklade ktorej si sikromné metody a atribtity reprezentované tak,
Ze ich néazov zacina podciarnikom [33]. Napriklad met6da viditelnosti protected s nazvom
RunEvolutionCycle bola premenovana na _run_evolution cycle.

Program bol povodne implementovany v jazyku Python verzie 3, ktord je inStalovana
na Skolskom vypoctovom serveri SC-GPU1 (vid kap. 2.2). KedZe ma byt program testovany tiez
na superpocitaci Anselm, je nutné aby ho bolo moZné spustit’ aj na tomto pocitaci. Na pocitaci
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Anselm je vSak kniZnica PyCUDA dostupnd iba pre jazyk Python verzie 2. Pre verziu 3 dostupna
nie je. Preto bol zdrojovy kod upraveny tak, aby bol kompatibilny s verziou 2 aj 3. Program je tak
moZzné spustit’ ako na Skolskom vypoctovom serveri SC-GPU1, tak na superpocitaci Anselm.

6.2 Triedy obsahujiice Struktiry

Podl'a p6vodného navrhu mala byt na rieSenie tohto problému pouZitd kniZnica struct
(vid’ koreSpondujtica podkapitola 5.2). Nakoniec vSak bolo zvolené iné rieSenie.

V Python verzii je znacne vyuZivand kniZnica numpy [15]. Predov3etkym je pouZivana
na uchovanie hodnét cien a vah predmetov. Na to sliZi trieda numpy.ndarray, ktord umoziuje
efektivne uloZit' Ciselné hodnoty a preniest ich na GPU pomocou funkcii kniZnice PyCUDA.
Tieto Ciselné hodnoty st uchované vo forméte kompatibilnom s jazykom C/C++, takZe je moZné
ich priamo preniest na GPU bez potreby konverzie. Zaroven je mozné nad tymito hodnotami
vykonavat aritmetické operacie, ako napriklad scitanie, nasobenie, apod. Toto by za pouZitia
kniZnice struct bolo moZné iba po prevedeni binarnych hodn6t na typ jazyka Python.
Pri pouziti kniZznice numpy je mozné s hodnotami nardbat’ ako so Standardnymi typmi jazyka Python,
pretoZe tieto hodnoty maju Specidlny typ. Ten je poskytovany kniZnicou numpy a zabezpecuje
uloZenie hodn6t v podobe kompatibilnej s C/C++. Zaroven tieZ poskytuje zmienené operacie
nad hodnotami. Dostupné typy st napriklad numpy . int32 (koreSpondujuci s typom int v C/C++)
alebo numpy . float32 (koreSpondujuci s typom float).

KniZnica numpy poskytuje tzv. Struktirované polia — Structured Arrays (d’alej len SA).
Standardne je mozné do pola typu numpy.ndarray uloZit iba primitivne datové typy, napriklad
numpy.int32. SA umozZiuju vytvorit' pole Struktirovaného datového typu. Tento Struktirovany
datovy typ je heterogénna datova Struktira koreSpondujica s typom struct v jazyku C++.
Poskytuje teda presne taku funkcionalitu, ktord je v tomto projekte potrebna. NavySe je vyhodou,
Ze tato funkcionalita je poskytovana kniZnicou numpy, ktord uz je v projekte pouZitd. Pri pouZiti
kniZnice struct by mohli vzniknit' komplikacie, pretoZze by bolo potrebné zaistit' spolupracu
medzi kniZnicami numpy a struct. Tym, Ze je na vSetky ucely jednotne pouZitd kniZnica numpy,
sa implementdcia zjednodusila.

Na pouZitie SA je najprv potrebné definovat Struktirovany datovy typ. KniZnica numpy
umoziuje definovat' takyto typ pomocou konStruktoru triedy numpy.dtype. Tato definicia
je podobnd definicii typu struct v jazyku C++. Je teda mozné jednoducho prepisat’ definiciu
z povodného C++ koédu do jazyka Python. Kéd 6.1 obsahuje definiciu Struktiry
TEvolutionParameters v jazyku C++.

struct TEvolutionParameters ({
int PopulationSize;
int OffspringPopulationSize;
int ChromosomeSize;
int NumOfGenerations;

float CrossoverPst;
float MutationPst;
unsigned int CrossoverUINTBoundary;
unsigned int MutationUINTBoundary;

int StatisticsInterval;
int IntBlockSize;

}i

Koéd 6.1: Definicia Struktiry v jazyku C++.
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KoreSpondujuci Struktirovany datovy typ kniZnice numpy je definovany v kéde 6.2.

TEvolutionParameters = numpy.dtype([

('PopulationSize', numpy.int32),
('OffspringPopulationSize', numpy.int32),
('ChromosomeSize', numpy.int32),
( 'NumOfGenerations', numpy.int32),
('CrossoverPst', numpy.float32),
('MutationPst', numpy.float32),

('CrossoverUINTBoundary', numpy.uint32),
('MutationUINTBoundary', numpy.uint32),

('StatisticsInterval', numpy.int32),
('IntBlockSize', numpy.int32),

1)

Kéd 6.2: Definicia Struktary v jazyku Python pouzitim numpy . dtype.

Po definovani datového typu je mozné vytvarat’ hodnoty tohto typu a prenasat’ tieto hodnoty
medzi CPU a GPU. Prenos dat z CPU na GPU prebieha nasledovne:

1. Vytvorenie hodnoty typu list alebo tuple, ktord obsahuje polozky Struktiry.
Pre ilustraciu vid' kod 6.3.

evolution parameters = (
population size,
offspring population size,

)

Koéd 6.3: Vytvorenie hodnoty typu tuple. Jednotlivé polozky tejto hodnoty su hodnotami
prvkov Struktary. V definicii hodnoty tuple sa polozky vyskytuji v rovnakom poradi, ako
v definicii Struktdry (definicia vid kod 6.2).

2. Prevedenie hodnoty na pole typu numpy.ndarray s vyuzZitim definovaného
Struktirovaného typu TEvolutionParameters. Vid kod 6.4.

host params = numpy.array([evolution parameters],
dtype=TEvolutionParameters)

Koéd 6.4: Prevedenie hodnoty typu tuple na hodnotu typu numpy.ndarray S vyuzitim
Struktirovaného typu TEvolutionParameters. Tymto je do premennej host_ params
ulozené Struktirované pole. V tomto pripade ma pole iba jeden prvok, ktorym je
Struktira typu TEvolutionParameters. Ta obsahuje hodnoty Specifikované
v evolution parameters (vid kod 6.3). Toto prevedenie na jednoprvkové pole je nutné
pre prenos na GPU. Pri prenose je totiZz potrebna inStancia numpy . ndarray.

3. Prenos vytvoreného pola na GPU pomocou funkcie pycuda.driver.memcpy_ htod.
Vid kod 6.5.

pycuda.driver.memcpy htod(device params, host params)

Kéd 6.5: Prenos Struktarovanej hodnoty na GPU. Argument device params
je ukazovatelom do pamati GPU a ukazuje na Struktaru rovnakého typu ako
TEvolutionParameters. Argument host params je typu numpy.ndarray (vid kod 6.4).
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Pred prenosom je mozné vytvorené pole registrovat ako ,pinned“ pamédt pouzitim funkcie
pycuda.driver.register host memory. Pri prenose opalnym smerom sa postupuje
obdobne.

K polozkdm Struktiry sa pristupuje rovnako ako k polozkam vstavanej triedy dict.
Predtym je potrebné tito Struktiru ziskat’ z pol'a, ¢o znazornuje kod 6.6.

params_struct = host params[O0]
population size = params_struct[ 'PopulationSize’]

Kéd 6.6: Ziskanie Struktirovanej hodnoty params_struct z pola host params
a nasledné ziskanie polozky Struktiry. host params je pole typu numpy.ndarray,
params_struct je Struktdrovana hodnota typu TEvolutionParameters (vid kod 6.2).

Na GPU sa pristupuje k polozkdm Struktiry beZnym spdsobom. Tym padom netreba menit’
spdsob pouzitia tychto Struktir v kerneloch.

6.3 Definicie Struktur v hlavickovych suboroch

Pri tomto probléme bolo pouZité jedno z rieSeni navrhovanych v podkapitole 5.3.
Definicie Struktur, datovych typov a konstant boli presunuté z povodnych siborov do hlavickového
siboru CUDA_ Kernels.h. V tomto subore je pri definicidch v komentaroch vyznacené, z ktorého
suboru ta-ktord definicia pochadza. Vysledné C++ sibory pouZité v projekte su tak iba
CUDA Kernels.h a CUDA Kernels.cu.

6.4 Globalny zamok na GPU

Povodny navrh bol rozdelit' triedu TGPU Lock na CPU cast a GPU cast. Této trieda
je v povodnom koéde pouZivana v metode TGPU_ Statistics::Calculate. Pri volani tejto
metody je vytvoreny zdmok TGPU Lock. Nasledne je tento zamok predany kernelu
CalculateStatistics a po jeho ukonceni je zdmok dealokovany. Tato opakovana alokacia
a dealokacia nie je potrebnd. Zamok moZno alokovat raz, pri vytvoreni inStancie triedy
TGPU_Statistics, a uloZit' ho ako inStanCni premennu v tejto triede. Pri volani metody
Calculate sa pouZije vidy ten isty zamok a v deStruktore triedy bude zamok dealokovany.

Trieda TGPU_Lock bola v Python verzii odstranena. Namiesto nej je v konStruktore triedy
GPUStatistics alokovana hodnota typu int na GPU. Ukazovatel na tito hodnotu je uloZeny
ako inStancna premennd. V deStruktore je potom tato hodnota dealokovana. V metéde calculate
je ukazovatel' predany kernelu CalculateStatistics, ktory ho potom d’alej preda funkciam
Lock a Unlock. Tie boli prepisané z metdd triedy TGPU_Lock na GPU funkcie, tak ako je
popisané v navrhu (podkapitola 5.4).

6.5 Singleton triedy

Singleton trieda TParameters bola prepisana do Python verzie s ¢o najmensimi funkénymi
zmenami. Vysledna trieda Params obsahuje triednu premenni __ instance, ktora je pociatocne
prazdna (jej hodnota je nastavend na None). Pri prvom zavolani triednej metédy instance je
vytvorena inStancia, ktora je uloZena do premennej  instance. Pri d'alSom volani metddy
je vratena uZ existujuca inStancia. Metody a atribity tejto singleton inStancie su inStancné, tak ako
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u beZnej triedy. Teda vSetky atriblity a metddy triedy Params sd inStancné, okrem atribitu
__instance ametédy instance, ktoré su triedne.

Navrhovana alternativna moZnost” implementacie vzoru singleton (vid podkapitola 5.5) bola
aplikovana pri rieSeni problému uchovania preloZenych kernelov. Ten je popisany v nasledujicej
podkapitole.

6.6 Preklad a spuastanie kernelov

Tento problém bol vyrieSeny pouzitim vzoru singleton, ako bolo navrhnuté v podkapitole 5.6.
Na spravu kernelov sliZi trieda Kernels definovana v subore kernels.py. Tato trieda je vSak
implementovana odlisne od triedy Params, popisanej v predoslej podkapitole.

Implementacia triedy Params vyZaduje vytvorenie a uchovanie singleton inStancie.
Kod, ktory tito inStanciu pouZiva, ju musi najprv ziskat volanim Specidlnej triednej metody
instance. Nie je vSak potrebné, aby existovala inStancia — staci, ak budd vSetky metddy a atributy
triedne.

Tento pristup bol pouZity pri implementdcii triedy Kernels. Ta neobsahuje triedny atribut
s inStanciou, ani triednu metédu na jej ziskanie. VSetky metddy a atribity, ktoré by inak boli
inStancné, su triedne. Odpada tym nutnost’ vytvarat' a udrZiavat' inStanciu a klientsky kéd nemusi
volat’ metodu na ziskanie tejto inStancie. Namiesto toho pracuje priamo s triedou, tak ako by to bola
singleton inStancia.

Tato trieda obsahuje triednu met6du compile, ktord je voland pri spusteni programu.
Jej volanim sa preloZia kernely definované v subore CUDA Kernels.cu. Vysledkom prekladu
je PyCUDA modul, ktory sa uloZi do triednej premennej. Z neho st nasledne pomocou metédy
get function ziskané kernely a tie su tiez uloZené ako triedne premenné. Na ziskanie globalneho
symbolu, ako napriklad konStanty, sliZi metéda get global. Tato metoda iba zavola rovhomennu
metodu uloZeného modulu a vrati vysledok. Ako argument dostane nadzov symbolu a vrati ukazovatel
na dany symbol. Ten je potom mozZné pouzit' napriklad pre kopirovanie dat na GPU pomocou funkcie
pycuda.driver.memcpy htod. Kdd 6.7 znazoriiuje pouZitie triedy Kernels.

from kernels import Kernels
Kernels.compile()

Kernels.calculate statistics(
statistics data, population data, lock,
grid=GRID_DIMENSIONS,
block=BLOCK_DIMENSIONS

)

Kéd 6.7: Pouzitie triedy Kernels: preklad zdrojového kbédu a spustenie kernelu
CalculateStatistics. Nazvy zdrojovych siborov si definované v triede Kernels.

6.7 Meranie trvania vypoctu

Na meranie vykonu kernelov si pouZité CUDA events, ako bolo navrhnuté v podkapitole 5.7.
Toto meranie bolo implementované jednak v Python kéde, a tieZ existujici C++ kod bol upraveny
tak, aby namiesto funkcie clock pouzival CUDA events.

Meranie reZijnych nakladov obsluZzného kédu je realizované odliSne od pdvodného navrhu.
Podl'a ndvrhu mal byt celkovy cas behu programu merany priamo programom samotnym.
Tento pristup ale nie je objektivny.
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Pri pouzZiti pdvodne navrhnutého postupu by bolo meranie asu zahajené aZ vo funkcii main.
V Python verzii je ale vykonanych niekol'ko operacii eSte predtym, neZ je funkcia main zavolana.
Menovite st vykonané vSetky prikazy import, z ktorych niektoré sa vyznamne podielajd
na celkovom trvani behu programu. To je badateI'né hlavne pri malej vel'kosti populacie a nizkom
pocte generacii. Obzvlast dlho trvd vykonanie prikazu import pycuda.autoinit.
V testovacom prostredi (pocitace SC-GPU1, Anselm) trva vykonanie tohto prikazu stovky milisekind
aZ jednotky sekind. Je to zrejme preto, lebo v iom dochéadza k inicializacii GPU, Co je evidentne
¢asovo narocna operacia.

Povodny pristup tieZ nezahrfiuje €as potrebny na inicializaciu programu pred jeho spustenim.
Tym sa mysli nacitanie programu do paméte a vykonanie inicializacie na drovni systému.
V C++ verzii je tato inicializacna faza zavisld na pouZitom prekladaci, Standardnej kniZnici,
operacnom systéme a d'alSich faktoroch [34]. Vo verzii Python tito fazu tvori inicializacia interpretu,
ktora je podobna ako u C++ verzie. Patri sem tieZ spracovanie zdrojovych stiborov, teda ich preklad
do bajtkodu. Tato inicializacna faza ale nema vel'ky vplyv na celkové trvanie, vzhladom na relativne
maly rozsah programu.

Z tychto dovodov bolo od merania ¢asu priamo v programe upustené. Namiesto toho bude cas
merany externym nastrojom, ktory zmeria celkovy Cas od spustenia programu po jeho ukoncenie.
Tento pristup umozinuje objektivnejSie porovnat rezijné naklady verzii C++ a Python. TieZ bliZsie
vystihuje vnimanie trvania behu programu z pohl'adu uZivatel'a. Na meranie bude pouZity ndstroj
time [35] dostupny v POSIX-kompatibilnych operacnych systémoch.

6.8 Rozsah kodu

Verzia C++ pozostdva z trinastich zdrojovych stborov. Z nich dva obsahuji kéd kernelov
a zvySnych jedendst stborov obsahuje obsluzny koéd. Celkovy pocet riadkov kédu v tychto
jedenastich stiboroch je 2149. Ich celkova vel'kost’ je 61570 bajtov.

Verzia Python obsahuje devit stborov s obsluZznym kédom. Pocet riadkov kodu je 1229
a vel'kost’ stiborov je 32856 bajtov. V porovnani s C++ verziou je pocet riadkov kédu nizsi o 43 %.
Velkost’ stiborov je nizsia o 53 %.

Je niekol’ko dovodov, preCo je tento rozdiel tak velky. Jednak jazyk Python obsahuje
mnozstvo vstavanych funkcii ulahCujicich casto vykonavané udkony. Zaroven je prirodzene
expresivnejsi a strucnejsi v syntaxi nez C++. Vhodnym prikladom na ilustraciu je napriklad cyklus
iterujuci cez Ciselné hodnoty. Ten je v jazyku C++ mozné zapisat' niekol'kymi sposobmi. Kéd 6.8
znazormuje najjednoduchsi sposob bez pouzitia externej kniznice.

for (int i = 0; i < N; i++)

{

statement();

}
Koéd 6.8: for cyklus v jazyku C++.

V jazyku Python je ta ista konstrukcia omnoho jednoduchsia, s vyuZitim vstavanej funkcie range.
Vid kdd 6.9.

for i in range(N):
statement ()

Koéd 6.9: for cyklus v jazyku Python.
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Dal3im dévodom je duplicita zdrojového kédu u C++. Takmer kazdy implementacny stibor
totiZ ma svoj hlavickovy subor. V hlavickovom stbore st napriklad definicie tried, typov a konstant.
V definicidch tried, pripadne tiezZ Strukttr, si deklaracie metdéd. Tieto metédy st potom
implementované v implementacnych stiboroch. To vedie k duplikacii kédu, kedZe prototyp metddy sa
nachadza aj v hlavickovom, aj v implementacnom subore. Duplikované st taktieZ komentare, ked'Ze
vacsinou je komentovana aj deklaracia, aj definicia met6dy. ZvySuje sa tak celkovy objem zdrojového
textu, ako aj pocet zdrojovych stborov.

KedZe C++ je prekladany jazyk, je pri jeho pouZiti potrebné zabezpecit' preklad kodu.
Nutnost’ prekladu je d’alsSim prvkom, ktory zvédcSuje rozsah kdédu. Na preklad sa casto pouZziva
program make [36] alebo podobny. Zavislosti medzi jednotlivymi subormi a sp6soby ich prekladu su
definované v sibore Makefile, ktorych sa v projekte méZe vyskytovat' niekol'ko. Tieto subory
tvoria iba maly podiel zdrojového kodu, no i tak zvySuju jeho rozsah a pre programatora predstavuju
pracu navySe. Jazyk Python nevyZaduje na spustenie programu preklad kddu, teda stbory ako
Makefile nie su potrebné.
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7 Testovanie

Za tcelom overenia funkCnosti a porovnania vykonu verzii C++ a Python bolo vykonané
testovanie. To prebiehalo predovSetkym na Skolskom serveri SC-GPU1, ktory je vybaveny
modernejSimi grafickymi kartami neZ superpocita¢ Anselm (Specifikacie st uvedené v kapitole 2.2).
TaktieZ praca na tomto serveri je jednoduchSia v porovnani s pocitatom Anselm, kedZe je mozZné
pracovat s grafickymi kartami priamo zo Standardnej SSH konzoly. Na pocitaci Anselm je pre pracu
s grafickymi kartami nutné pouZzit' Portable Batch System, Co pracu s tymto pocitacom komplikuje
(vid kapitola 2.2).

Pre ucely testovania bol existujuci C++ kdd rozSireny o moZnost' pouZitia pevného
ndhodného semienka. Je to preto, aby bolo mozné porovnat vysledky C++ verzie s vysledkami
Python verzie. TaktieZ bol C++ kdéd upraveny tak, aby pouzival CUDA events na meranie trvania
vypoctu na GPU. Rovnaky mechanizmus je pouZity v Python verzii. Na meranie celkového trvania
behu programu bol pouZity nastroj t ime [35].

Cielom merania je objektivne porovnat Casovu narocnost’ verzii C++ a Python z pohl'adu
uzivatel'a. Zaroven musia byt vysledky merania dostatocne jednoduché a zrozumitelné. Preto bude
okrem trvania behu kernelov na GPU porovnané iba celkové trvanie programu, od spustenia
po ukoncenie. Tento Cas sa nazyva realny cas alebo tieZ ,,wall clock time*“.

Trvanie samotného vypoctu na GPU
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Graf 7.1: Cisty ¢as vypoGtu na GPU u verzii C++ a Python v zavislosti na po¢te generacii

a velkosti populacie. Verzia Python je pri vacsSich vstupoch mierne vykonnejsia.

35



Pri merani bol pouzity vstup obsahujuci 10-tisic predmetov (subor knap 10000.txt).
Ostatné vstupy, obsahujtuice 10, respektive 40 predmetov, boli priliS malé na to, aby na nich bolo
mo7né efektivne porovnat vykon. Statistiky boli obmedzené iba na kone¢ny vypis po skonceni
vypoctu. Pri vSetkych meraniach bolo pouZité rovnaké nahodné semienko. Vd'aka tomu bolo mozZné
potvrdit’, Ze Python verzia funguje spravne a dosahuje vysledky rovnakej kvality ako verzia C++.

Graf 7.1 ukazuje trvanie behu kernelov pre rézne pocty generacii a velkosti populacie.
Kéd kernelov je u verzii C++ a Python takmer rovnaky. Preto by sa trvanie behu kernelov
u jednotlivych verzii nemalo prilis 1iSit. Pri 100 generdciach je vykon Python verzie priemerne
0 3,93 % nizsi nez vykon verzie C++. Pri 1000 generaciach je rozdiel voc¢i C++ verzii iba 0,7 %.
Pri velkom pocte generdcii je vykon Python verzie dokonca o nieo vyssi, neZ vykon verzie C++.
Konkrétne pri 10000 generaciach je Python verzia o 3,43 % vykonnejSia, nez C++. To mdZe byt
sposobené niekol’kymi rozdielmi medzi C++ a Python verziou.

Jednak su urcité malé rozdiely v samotnych kerneloch, napriklad zamykanie a odomykanie
globalneho zdmku (vid kapitola 6.4). Na to sliiZia operacie Lock a Unlock, ktoré st v C++ verzii
implementované ako metddy, kym v Python verzii st to funkcie. To by ale nemalo mat’ velky vplyv
na vykon, kedZe Statistiky sa pocas testovacieho vypoCtu pocitaju iba raz, na konci evoldcie.
Dalsim rozdielom je, Ze zdmok je v Python verzii alokovany iba raz za cely beh programu.
Vo verzii C++ je alokovany pri kazdom vypocte Statistik. Tento rozdiel by takisto nemal mat
vel'ky vplyv. Rozdielny je tieZ spdsob alokacie parametrov programu v paméti CPU. Pre Struktiru
obsahujicu parametre je vo verzii C++ pouZitd Standardnd pamaét, ale vo verzii Python je pouzita
,pinned“ pamit. KedZe sa parametre prenasajui z CPU do GPU iba raz pred spustenim vypoctu,
ani tento rozdiel by nemal mat’ znac¢ny vplyv na vykon.
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Graf 7.2: Celkové trvanie programu na GPU u verzii C++ a Python v zavislosti na pocte
generdcii a velkosti populacie.
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Okrem rozdielov v zdrojovom kbéde mdzu byt rozdiely tieZ v spdsobe prekladu
a vo vyslednom strojovom kode. V Python verzii si pouZité takmer rovnaké prepinace prekladaca
nvce ako vo verzii C++. Jedinym odliSnym prepinacom je —device-c [30], ktory je pouzity
vo verzii C++, ale v Python verzii ho nie je moZné pouZit. Tento prepina¢ md vyznam iba
pri generovani spustitelnych siborov, na vykon pravdepodobne nema vplyv. KniZznica PyCUDA [13]
vSak moZe volat’ prekladac inym sposobom, napriklad pridanim d’alSich prepinacov, alebo moze inym
sposobom spustat’ kernely.

Graf 7.2 ukazuje celkové trvanie behu programu pre rézne pocty generacii a velkosti
populacie. Celkové trvanie je u verzie Python v zasade dlhSie, neZ u verzie C++. To je dané vysSimi
reZijnymi nakladmi Python verzie. Kym pri 100 generdciach je rozdiel takmer dvojnasobny,
pri 1000 generaciach je Python verzia pomalSia pribliZne o dve tretiny. Pri 10000 generaciach
je priemerny rozdiel uz iba zhruba jedna Sestina trvania C++ verzie. To, Ze sa relativny rozdiel
medzi C++ a Python verziou zmenSuje, je dané tym, Ze reZijné naklady st konsStantné, kym trvanie
samotného vypoctu je zavislé na velkosti vstupu. Tu urCuje napr. poCet predmetov, velkost
populécie, pocet generacii atp. Dalsim dévodom je vy3si vykon GPU kédu u Python verzie.

Graf 7.3 ukazuje, Ze reZijné naklady st u oboch verzii priblizne konstantné. U verzie C++
trva vykonanie obsluZzného kdédu v priemere 706 milisekiind, u verzie Python 1403 milisekiind.
ReZijné ndklady Python verzie st priemerne o 98,7 % vysSie.

Absolutna rézia
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Graf 7.3: Rezijné naklady u verzii C++ a Python v zavislosti na pocte generacii a velkosti

populécie. Rezijné naklady tvori vykonanie obsluzného kédu. Spolu s trvanim behu kernelov
na GPU tvoria celkové trvanie behu programu.
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Graf 7.4 znazorfiuje pomer vykonu verzii Python a C++. ReZijné ndklady su u oboch verzii
konStantné, preto sa ich podiel na celkovom trvani s rastticou vel'kost'ou vstupu zmensuje. U vel'kych
vstupov (velkd populdcia, mnoho generacii) tvori vypocet na GPU véacSinu celkového trvania.
Zaroven je samotny vypocet pri velkych vstupoch priblizne rovnako rychly u oboch verzii.
To znamena, Ze so zvacSujucimi sa vstupmi sa zmenSuje vykonovy rozdiel medzi verziami C++
a Python. Kym pri evolicii o 100 generaciach je celkové trvanie Python verzie priemerne o 94,3 %
dlhSie, pri 1000 generaciach je to uz iba 68,7 %. Pri 10000 generacidch je Python verzia pomalSia
priemerne o 16,3 %, priCom so zvdcSujucou populdciou sa rozdiel zmenSuje. Pri populacii
0 2048 jedincoch je Python verzia pomalSia iba o 6,8 %.

To, Ze sa rozdiel zmensSuje, je dané hlavne tym, Ze reZijné naklady tvoria coraz menSiu Cast
vypocet rychlejsi nezZ u C++ verzie. Pri 100 generaciach je sice u Python verzie vypocet priemerne
0 3,92 % pomalsi, no pri 10000 generaciach je o 3,43 % rychlejsi.
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Graf 7.4: Pomer trvania verzie Python k verzii C++ v zavislosti na pocCte generacii a velkosti
populécie. S rastucou velkostou vstupu sa pomer celkového trvania verzie Python k verzii
C++ blizik 1.

Testovanie bolo v obmedzenom rozsahu vykonané tieZ na superpocitaci Anselm. Vzhladom
na to, Ze jeho hardvérové vybavenie je v porovnani so Skolskym pocitatom SC-GPU1 relativne
zastaralé, nebol na tieto testy kladeny velky do6raz. Pri testovani bol pouZity modul
ScientificPython/2.9.4-intel-2016.01-Python-2.7.9.

Vysledky ziskané na pocitaci Anselm st znacne odliSné od vysledkov ziskanych na pocitaci
SC-GPUL. Celkovy vykon oboch verzii je omnoho niZsi. To je dané hlavne tym, Ze pocita¢ Anselm
je vybaveny starSimi grafickymi kartami NVIDIA Kepler K20, kym pocita¢ SC-GPU1 je vybaveny
novsimi a vykonnej$imi kartami NVIDIA GeForce GTX 1080 (popisané v kap. 2.2). Vel'ké rozdiely
su ako v trvani samotného vypoctu, tak v reZijnych nakladoch. Celkova charakteristika meranych
veli¢in ale zvidcSa suhlasi s meranim vykonanym na pocitac¢i SC-GPU1. Zavislosti veli¢in su takmer
rovnaké. Napriklad rezijné naklady st konStantné, trvanie vypoctu rastie priblizne linedrne poctom
generdcii, atd. Rozdiely medzi vykonom C++ a Python verzie st vSak odliSné.
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Trvanie obsluzného kédu je u verzie Python priemerne 2368 ms, v porovnani s SC-GPU1
0 965 ms viac (+68,8 %). U verzie C++ je to 1598 ms, v porovnani s SC-GPU1 o 892 ms viac
(+126,6 %). Tym sa znizil relativny rozdiel v reZijnych nakladoch u jednotlivych verzii. Na pocitaci
Anselm je rézia u verzie Python vysSia iba 0 48,2 %, kym na pocita¢i SC-GPU1 je rozdiel takmer
dvojnéasobny.

U velkych vstupov v3ak réZia nema vel'ky vplyv. DoleZitejsi je vykon kernelov, respektive
trvanie samotného vypoc¢tu na GPU. To by teoreticky malo byt priblizne rovnaké u oboch verzii,
no ako vidno na grafe 7.5, nie je tomu tak. Na pocitaci Anselm je vykon kernelov u Python verzie
vzdy niz$i, na rozdiel od SC-GPU1, kde bol v niektorych pripadoch vyssi. To méZe byt sposobené
odliSnou verziou jazyka Python ¢i kniZnice PyCUDA. Absolitny rozdiel vo vykone kernelov sa
zvaCSuje s rasticim vstupom. Relativny rozdiel sa ale zmenSuje, ako je vidno na grafe 7.5.
Pri 100 generaciach je tento rozdiel priemerne 21,2 %, pri 1000 generaciach 18,7 % a pri 10000
generaciach 17,8 %.

Celkové trvanie programu je na pocitai Anselm znacCne dlhSie. Pomer celkového trvania
Python verzie ku C++ verzii sa vSak zmenSuje, rovnako ako na SC-GPUL1. Tento pomer je pri nizkom
pocte generacii v porovnani s SC-GPU1 mensi. To je dané vySSou réZiou v porovnani s SC-GPU1,
ktord pri nizkom pocte generacii tvori podstatni Cast celkového Casu. Pri 100 generaciach je
celkové trvanie Python verzie v priemere o 46,7 % vysSie. Na SC-GPU1 bol rozdiel 94,3%.
Pri 1000 generaciach je tento rozdiel 37,9 %; na SC-GPU1 to bolo 68,7 %. Pri 10000 generdciach
0 23,1 %, kym na SC-GPU1 bola pomalSia iba o 16,3 %. Konkrétne pri populacii o 2048 jedincoch
je potom pomalSia o 15,7 %, resp. 6,8 % na SC-GPU1.
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Graf 7.5: Pomer trvania verzie Python k verzii C++ v zavislosti na pocCte generdcii a velkosti
populacie. S rasticou velkostou vstupu sa pomer celkového trvania verzie Python k verzii
C++ blizi k 1. Meranie vykonané na pocita¢i Anselm.
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8 Zaver

V rdmci tejto prace bola implementovanad sada mikrotestov a jeden komplexnejsi problém.
Mikrotesty implementuji menSie problémy v jazykoch C++ a Python, napriklad rychlost” prenosu dat
medzi CPU a GPU. KomplexnejSi problém predstavuje realnu aplikaciu, ktora je prakticky
pouZitel'na.

Mikrotesty sluZili na oboznamenie sa s programovanim aplikdcii s vyuZitim GPU,
predovSetkym s platformou CUDA a kniZnicou PyCUDA pre jazyk Python. Z pozorovania vysledkov
tychto testov bolo vyvodenych niekol'ko zaverov. Pamit je dobré alokovat’ ako ,,pinned“, o zvysuje
rychlost’ prenosu dat medzi operacnou pamétou procesoru a pamat'ou grafickej karty. Ta je Casto
podstatnym ¢asovym nékladom. Rychlost’ paméte GPU je tieZ casto obmedzujicim faktorom a preto
treba vhodne vyuzivat pamat’, napr. pouZitie zdiel'anej pamite, konstantnej pamite, atp. Cas potrebny
na prenos dat je u vypoctovo nenarocnych dloh nezanedbatelny, napr. u SAXPY, nasobeni malych
matic apod. Na GPU sa preto oplati akcelerovat’ hlavne vypoctovo intenzivne tlohy.

Komplexnejsi problém predstavuje problém ruksaku. Ten bol implementovany v CUDA C++
pomocou genetického algoritmu akcelerovaného na GPU. V jazykoch C++ a Python bol potom
implementovany obsluzny kéd, z ktorého su spustané CUDA kernely vykonavajice samotny
vypocet. Zdrojovy kod kernelov je v oboch verzidch priblizne rovnaky.

Vyvoj prebiehal s pouZitim systému Git, ktory je inStalovany na Skolskom serveri SC-NAS?.
Problémy rieSené pocas implementacie boli evidované v systéme ako issues. Navrhy rieSeni boli
uvedené v popise issue, v komentari bolo potom popisané konkrétne pouzité rieSenie.

Ako sa ukazalo pri implementéacii a testovani mikrotestov a problému ruksaku, jazyk Python
je vhodny na tvorbu aplikacii akcelerovanych na grafickej karte. Vysledky dosiahnuté pouzitim
jazyka Python v kombindcii s kniZnicou PyCUDA sui porovnatelné s vysledkami dosiahnutymi
pouZitim jazyka C++ v kombindcii s nativnou kniZnicou CUDA. Rozdiel vo vykone sa zmenSuje
s rastiicou velkost'ou vstupnych dat. Pri vel'kych, vypoctovo naro¢nych tlohach je teda vykonovy
rozdiel maly. Prave takéto ulohy su Casto akcelerované na grafickej karte.

Usilie vynaloZené na vytvorenie aplikdcie v jazyku Python je pritom znacne niZSie
neZ v jazykoch C alebo C++. Dokazuje to aj rozsah zdrojového kédu, ktory je v jazyku Python
vyrazne menSi neZ v C++ — v niektorych pripadoch takmer polovi¢ny. To prispieva k udrZiavateI'nosti
zdrojového kodu, avSak minusom je chybajtca typova kontrola.

o)

Celkovo je jazyk Python vhodnou alternativou k C/C++, obzvlast' pri malych a stredne
velkych projektoch. Jeho vyhody spocivaju v expresivnej a intuitivnej syntaxi, automatickej sprave
paméti a mnoZstve dostupnych kniZnic. Vd'aka tomu jeho pouZitie zniZuje dobu vyvoja aplikacie
a tieZ rozsah zdrojového kodu. Tym sa zvySuje Citatelnost' zdrojového kédu a zlepSuje sa
udrziavatel'nost’ projektu. Hlavnou nevyhodou je chybajica typova kontrola, ktord ho ¢ini
nevhodnym pre vel'ké, rozsiahle aplikacie.

2 Adresa servera SC-NAS: sc-nas.fit.vutbr.cz
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Priloha A

Obsah CD

microtests/ — implementacie mikrotestov
o src/ —zdrojové sibory testov

o inc/ - pomocné subory

« knapsack/ — problém ruksaku
o data/ — vstupné data
o C++/ — implementdcia v jazyku C++
o Python/ — implementécia v jazyku Python
= C++/ — zdrojové sibory CUDA C++

» doc/ — programova dokumentacia
+  bp_text/ - text prace

+ README.md — popis obsahu CD
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