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Abstrakt

Cielom tejto prace je demonstrovat techniky pre riesenie tloh extrakcie dat z webu a zis-
kavania znalosti z dat. Pripadova stidia je zamerand na zber dat zo stavkovych kancelarii
a nasledni analyzu tychto dat. Praca demonstruje riesenie ulohy ziskavania dat z webu
v jazyku Python. Prica popisuje vybrané implementac¢né detaily pre vytvorenie systému
na zber dat z webu a navrhuje schému databazy, ktorda moze byt v tomto systéme pou-
zitd. Ziskané data st analyzované statistickymi metédami a vo vyvojoch cien kurzov su
objavované frekventované vzory pomocou apriori algoritmu. Pozorované vztahy a objavené
frekventované vzory st prezentované koncovému uzivatelovi.

Abstract

The goal of this thesis is to demonstrate techniques for solving web scraping and knowledge
discovery tasks. The case study is focused on the extraction of data from bookmaker websites
and subsequent analysis of collected data. The thesis demonstrates the implementation
of web scraping task in Python language. The thesis describes selected implementation
details for developing such a system and proposes a database schema that can be used for
this purpose. Collected data is analyzed using statistical methods and frequent patterns
are discovered in odds movements using apriori algorithm. Discovered relationships and
frequent patterns are presented to the end user.
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Kapitola 1
O com je tato praca

Cielom tejto prace je preskimat a demonstrovat rieSenie tloh pre analyzu a ziskavanie
znalosti z dat (data mining) a tloh pre extrakciu dat z webu (web scraping) pre ucely
tejto analyzy. Buda popisané aplikovatelné postupy pre zber dat z webovych stranok, ako
aj rozne problémy, ktoré pri tomto procese moézu nastat, a ich riesenia. V kapitole 2 budu
spomenuté niektoré ¢asto pouzivané kniznice jazyka Python, ktoré je pre riesenie takychto
uloh mozné vyuzit.

Pripadova studia bude zamerana na zber dat o kurzovom stavkovani z webovych stranok
stavkovych kancelarii a naslednti analyzu a extrakciu znalosti z tychto dat. V kapitole 3
bude opisany navrh programu pre zber dat v ponuke stavkovej kancelarie Niké. Navrh
bude zamerany na identifikaciu struktiry webovej stranky, ktora je pouzita ako zdroj dat a
navrh procesu pre ziskavanie potrebnych dat z tejto stranky. Taktiez bude vytvoreny navrh
schémy databdzy pre ukladanie tychto dat.

V kapitole 4 budt nasledne demonstrované konkrétne riesenia v jazyku Python. Bude
opisany mikro-framework implementovany pre tcely zberu dat zo stavkovych kancelarii a
vysvetlené rozne optimalizdcie pre znizenie poctu dotazov, ako aj odchylky od navrhu, ktoré
maju za ciel urychlif nasledni praci s datami.

Na zhromazdenych historickych vyvojoch cien kurzov budi demonstrované mozné tech-
niky analyzy ¢asovych postupnosti, ktoré reprezentuju vyvoje cien kurzov pre jednotlivé
stavky. Na tychto datach bude demonstrovany algoritmus pre frekventované vzory a zavis-
losti medzi tymito vzormi, ako aj medzi celkovou zmenou kurzu pociatoéného zverejnenia
a vysledkami pozorovanych stavok.



Kapitola 2

Uvod do problematiky

2.1 Dolovanie a ziskavanie znalosti z dat

Dolovanie dat (data mining) a ziskavanie znalosti z dat (knowledge discovery in databases,
tiez KDD) st procesy, ktoré spracovavaju a transformuji rozsiahle kolekcie dat a premienaji
ich na znalosti a informécie. Tieto pojmy sa casto zamienaju alebo sa kolektivne oznacuju
spoloénym pojmom data mining. Jedna sa vSak o mierne odlisné procesy. Dolovanie dat
je sucastou KDD a jeho matematickym jadrom. Jeho tlohou je odvodit algoritmy pre
preskiimanie databaze, definovat matematicky model a objavif vyznamné vzory v datach.
Toto nasledne predstavuje samotné ziskane znalosti[12].

Schopnost ziskat uzitocné informacie z dat sa stava Coraz dolezitejsou. Vo svete, kde
sa generuje na dennej baze obrovské mnozstvo dat, je potrebné vediet tieto data efektivne
analyzovat. Firmy, jednotlivci, Statne organizacie a vedecko-vyskumné institiicie denne ge-
neruju velké mnozstvo dat. Tieto data mézu mat najroznejsiu podobu. Moze sa jednat o
informéacie o predajoch, vyvoje cien na burze, pohyby kurzov v stavkovych kancelaridch,
zamestnanecké profily na profesijnych socidlnych sietach, informécie o produktoch v inter-
netovych obchodoch alebo multimédia ako videa, hudba, ¢i fotky. Zoznam zdrojov, ktoré
dnes vytvaraji na dennej bdze mnozstvo novych dat, je nespocetny.

V siicasnosti je pristup k tymto datam jednoduchsi ako kedykolvek predtym. Odhaduje
sa, ze mnozstvo dostupnych dét sa zdvojnésobi priblizne kazdé dva roky[31]. Bohuzial,
mnozstvo a rozsah tychto dat daleko presahuje to, ¢o sme ako Iudia schopni spracovat a
porozumiet. Vysledkom je, Ze tieto obrovské kolekcie dat st len velmi zriedka opétovne
pouzité a ostavaju nedotknuté lezat v archivoch. Stcasné situdcia sa casto oznacCuje ako
bohata na déta, ale chudobnd na informacie. Vzhladom na tato neschopnost drzaf krok
s mnozstvom generovanych dat st casto dodlezité rozhodnutia prijimané nie na zéklade
tychto rozsiahlych dat bohatych na informécie, ale na zdklade Tudskej intuicie doménovych
expertov. Toto je bohuzial velmi ¢asovo neefektivny a nakladny proces. Tento zvacsujuci sa
rozdiel medzi mnozstvom dostupnych dat a Tudskou schopnostou tymto datam porozumiet
je hlavnou motivaciou pre vyvoj nastrojov, ktoré tieto zabudnuté datové archivy premenia
na cenné informécie[9].

Samotny proces ziskavania znalosti z dat je iterativny a interaktivny. Kroky tohto pro-
cesu su znazornené na obrazku 2.1. Vidime, ze dolovanie dat je len jednou zo sticasti celého
procesu ziskavania informaécii. Treba podotknuft, Ze proces je iterativny v kazdom z tychto
krokov, ¢o znamenad, ze v ktoromkolvek kroku méze byt nutné zmenit predchadzajtci krok
na zaklade novonadobudnutych znalosti. Samotny proces ma mnoho prvkov, ktoré spolie-
haji na intuiciu osoby, ktord ho navrhuje v tom zmysle, zZe neexistuje vseobecny postup,



ktory by vytvoril optiméalny proces pre lubovolny typ aplikacie a doménu. Z toho dévodu je
nutné porozumiet jednotlivym krokom a tomu, aké dopady maji na celkovy vysledok.[12]
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Obr. 2.1: Proces ziskavania znalosti z dat

1. Vyvoj a porozumenie aplika¢nej doméne. Toto je prvy krok pripravy, v ktorom je
nutné porozumiet aké rozhodnutia bude potrebné uc¢init v dalsich krokoch. Je nutné
definovat ciele procesu ziskavania informécii a prostredie a kontext, v ktorom budu
data prezentované koncovému uzivatelovi. Po ustanoveni cielov je mozné prejst k
predspracovaniu dat tak, ako bude opisané v nasledujicich krokoch.

2. Volba a vytvorenie datovej mnoziny, z ktorej budeme informacie ziskavat. Po tom, ¢o
sme definovali ciele je potrebné ustanovit, aké data pouzijeme pre dolovanie znalosti.
Toto zahfna prieskum toho, aké data st ndm dostupné, pripadne doplnenie potrebnych
dat z inych zdrojov a néaslednt integraciu do jednotnej datovej mnoziny. V pripade,
ze niektoré dolezité atributy budu chybat, mdze sa to negativne odrazit na samotnom
vysledku. V tomto bode je preto vhodné uvazovat najvyssi mozny dostupny pocet
atributov. Na druhej strane, s narastajicim poctom atributov sa zvysuju aj rezijné
naklady. Ide tak o iterativnu ¢innost, pricom k tejto fize mdze byt potrebné vratit sa
znova po nadobudnuti novych poznatkov o poziadavkach systému.

3. Predspracovanie a Cistenie. V tejto faze sa zvysuje spolahlivost dat. Tato faza zahina
kroky cistenia, ako napriklad odstranenie nekompletnych dat alebo osetrenie chyba-
jacich hodnot. V pripade kurzového stdvkovania by sa jednalo napriklad o zépasy,
pre ktoré nepozname vysledky alebo ponuky, pre ktoré sa nam nepodarilo zachytit
cely vyvoj cien kurzov. Sposob do akej miery musime v tomto kroku do dat zasahovat
moze sdm o sebe prezradzat zaujimavé informacie.

4. Transformécia dat. V tomto kroku je cielom pripravit data pre data mining algoritmus.
Metédy v tomto kroku mézu zahinat redukciu dimenzii (vyber konkrétnych atribtutov



alebo vzorkovanie), transformaciu atribitov (napr. diskretizicia) a agregacné opera-
cie. Tento krok je velmi délezity pre tispesné dolovanie, no aj pokial nezvolime spravne
transformdcie mozeme ziskat znalost o tom, aké transformécie st potrebné, pripadne
ako ich zmenif. Samotny proces dolovania teda poméaha iterativne ziskat informaécie
o tom, ako tento proces upravit.

5. Volba dolovacej tilohy. V tomto kroku sa rozhodujeme, aky druh dolovania dat pouzi-
jeme. Toto zavisi predovsetkym na cieloch, ktoré sme si stanovili. Postupy dolovania
dat sa delia na dve hlavné skupiny: deskriptivne a prediktivne. Blizsie si popisane v
sekcii 2.1.1.

6. Volba algoritmu. V tomto kroku volime konkrétnu metédu pre vyhladavanie vzorov.
Pre kazda zo stratégii zvolenych v predchadzajicich krokoch existuje niekolko spo-
sobov, ako docielit pozadované vysledky. Pri tomto pristupe sa snazime porozumiet,
ktory algoritmus pouzit a preco je najvhodnejsi. Kazdy algoritmus ma parametre a
taktiky ucenia, ktoré je nutné zohladnit.

7. Aplikacia dolovacieho algoritmu. Tento krok méze byt nutné opakovat niekolkokrat,
pricom algoritmus alebo jeho parametre upravujeme, kym nedosiahneme uspokojivy
vysledok.

8. Vyhodnotenie. V tomto kroku ziskané vzory interpretujeme s ohladom na ciele sta-
novené v prvom kroku. Tento krok je zamerany na pouzitelnost ziskaného modelu.
Spétnt vizbu na ziskany model ziskame v poslednom kroku.

9. Pouzitie ziskanych znalosti. V tomto kroku sme pripraveni poskytnit ziskané znalosti
inému systému pre dalsie pouzitie. Znalosti mézu byt vyuzité napriklad tak, ze na
zéklade nich vykoname zmeny v inom systéme a budeme pozorovat ako tento systém
zareaguje. V tomto kroku sa prejavi samotna tc¢innost celého procesu. Hlavnou vyzvou
je fakt, ze znalosti budi aplikované na redlne data, ktoré sa moézu spravat odlisne ako
sa spravali v nami kontrolovanych podmienkach. Prikladom moéze byt nedostato¢ne
reprezentativna vzorka, z ktorej sme vedomosti ziskavali.

Zmalosti je mozné ziskavat z najroznejsich zdrojov dat. Moze sa jednat o databazy, da-
tové sklady alebo aj o prudy dat, ktoré prichadzaji do systému. Vo vSeobecnosti sa da
povedat, ze informécie vieme ziskavat z akéhokolvek druhu dat pokial data maja urcity
vyznam pre cielovi aplikdciu. Z tychto dat je mozné ziskavat rézne poznatky. Moze ist
napriklad o analyzu trendov v navstevnosti, alebo velkosti objedndvok v prevadzke rych-
leho obcerstvenia, ktord na zdklade tychto znalosti mdze prispésobif smeny zamestnancov.
Sledovanim vyvojov cien akcii na burze méze odhalit vzory, ktoré mozu pomdct pri vyvoji
investic¢nej stratégie. Vznikaju firmy, ktoré pomocou dolovania znalosti z biometrickych dat
(napriklad rychlost pisania na kldvesnici, pohyby mySou a pod.) a informécii o uzivatelskych
zariadeniach vytvaraja bezpecnostné systémy pre detekciu neopravnenych uzivatelov alebo
detekciu odcudzenia pristupovych tidajov. Vacsina internetovych obchodov v dnesnej dobe
sleduje, ktoré produkty zakaznici nakupuji a na zdklade toho im odportcaju produkty,
ktoré by si potencialne tiez mohli kipit. Robia tak na zdklade analyzy mnozstva predoslych
transakcii, pricom sleduju, ktoré polozky boli zakipené spolu.

Aplikécii pre uplatnenie technik ziskavania znalosti z dat je skuto¢ne nespocetne mnoho
a s narastajucim mnozstvom dostupnych dat budu len pribadat.[9]



2.1.1 Delenie metdé6d dolovania dat

Existuje mnoho spésobov a metdd dolovania dat, pricom tieto si vhodné pre rézne tucely
a ciele. Dolovanie dat delime na dva hlavné druhy: zamerané na verifikiciu, kde systém
verifikuje predlozent hypotézu, a zamerané na objavovanie, kde systém hladd vzory a nové
pravidla. Rozdelenie metdd dolovania dat je zndzornené na obrazku 2.2.
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Obr. 2.2: Delenie metdéd dolovania dat

Objavovacie metoédy su také, ktoré automaticky identifikuja vzory v datach. Tato sku-
pina metod sa dalej deli na prediktivne a deskriptivne metddy.

Deskriptivne metdédy st zamerané na interpretdaciu dat, ktord ma za ciel porozumenie
(napriklad pomocou vizualizécie) tomu, aké st vztahy medzi datami.

Prediktivne metdédy majua za ciel zostrojit behavioralny model, ktory bude ziskavat nové
a predtym nepozorované vzorky a je schopny predpovedat hodnoty jedného alebo viacerych
atribitov tejto vzorky. Niektoré prediktivne metédy mozu taktiez pomdcet porozumiet da-
tam. Vacsina objavovacich metdd je zalozené na logickej indukcii, kde je model zostrojeny
na zaklade zobecnovania dostatocného mnozstva trénovacich vzoriek. Zakladnym predpo-
kladom tohto induktivneho pristupu je, ze ziskany model je aplikovatelny na nové vzorky.

Na druhej strane sa verifika¢né metody snazia vyhodnocovat predlozent hypotézu. Toto
zahfna tradi¢né statistické metddy. Tieto metddy sa menej casto spajaji s dolovanim dat,
nakolko véicsina tilloh dolovania dat méa za tlohu objavif hypotézu a nie dokdzanie konkrétnej
hypotézy.

Prediktivne metédy s casto oznacované ako metddy s ucitelom, zatial ¢o deskriptivne
metody sa niekedy oznacuju ako metody bez ucitela. Ucenie bez ucitela oznacuje modelova-
nie distribtucie jednotlivych poloziek vo vstupnom priestore a vacsinou predstavuje techniky,
ktoré zoskupuju instancie bez predom definovaného zavislého atribitu. Metody s ucitelom
sa pokusaju objavit vztahy medzi vstupnymi atribitmi (nezavislymi premennymi) a cielo-
vymi atribitmi (zévislymi premennymi). Tento vztah je reprezentovany struktirou, ktort
nazyvame model. Model zvycéajne popisuje a vysvetluje uréity jav, ktory sa v datovej sade
nachadza a mdze byt pouzity pre predvidanie hodnoty zavislej premennej na zaklade neza-
vislych premennych.



Dva hlavné druhy prediktivnych modelov, ktoré rozlisSujeme sa klasifikdcia a regresia.
Regresia prevadza vstupny priestor na obor redlnych hodnét. Regresor napriklad moze pred-
povedat dopyt po istom produkte na zaklade jeho vlastnosti. Na druhej strane klasifikatory
prevadzaju vstupny priestor na predom definované triedy. Typickymi zastupcami klasifika-
torov st: rozhodovacie stromy, met6dy podpornych vektorov (support vector machines, tiez
SVMs) a algebraické funkcie. [12]

2.1.2 Podpora v jazyku Python

Jazyk Python pontika velké mnozstvo kniznic, ktoré je mozné pouzit pre tcely ziskavania
informaécii z diat a data miningu. Jedna sa o kniznice pre pracu s velkymi datovymi sadami,
ktoré definuju datové typy reprezentujice rozne typy datovych mnozin, pontkaja rézne
statistické metédy a metddy pre transformacie dat, kniznice pre strojové ucenie, ktoré mézu
byt pouzité pri prediktivnych tlohéach, a kniznice pre vizualizdciu dat pomocou réznych
typov grafov. V kontexte tejto prace stoja za spomenutie kniznice:

e NumPy - tato kniznica pridava podporu pre Sirokd radu numerickych datovych ty-
pov, n-rozmerné polia a matice. Zaroven ponuika velké mnozstvo funkcii pre pracu s
tymito datovymi typmi. [15]

e pandas - kniznica pre manipuldciu a analyzu rozsiahlych datovych struktir. Je posta-
vend na kniznici NumPy a je vysoko optimalizované na rychlost a vykon. Najvyznam-
nejsimi datovymi struktirami s ¢asové rady (Series) a datové ramce (DataFrame),
ktoré reprezentuju tabulkové data. Pre tieto Struktiry ponika metédy pre vzorkova-
nie, vypocet okienkovych funkcii a statistik, filtrovanie, transpozicie, interpolaciu dat
a mnoho dalsich.[17]

e matplotlib - kniZznica pre vizualizaciu dat a vykreslovanie grafov. Je integrovana s
kniznicami NumPy a pandas, takze dokaze pracovat priamo s ddtovymi typmi tychto
kniznic. Pontka siroké mnozstvo grafov, vizualizdciu najroznejsich druhov dat. Jedna
sa o de facto Standard pre vizualiziciu dat v jazyku Python.[20]

e SciPy - kniznica, ktord je postavena priméarne na kniznici NumPy a pouziva NumPy
n-rozmerné polia ako hlavnu struktdru. Je to kniznica pre vedecké a matematické
operacie. Obsahuje balicky pre optimaliziciu, linedrnu algebru, pracu so signilmi,
definuje matematické a fyzikalne konStanty a mnoho dalsich.

o scikit-learn - kniznica pre strojové ucenie a dolovanie dat. Kniznica pouziva a stavia
na knizniciach SciPy, NumPy a pandas. Kniznica pontka siroké mnozstvo algoritmov
pre modelovanie dat ako si: [21]

o regresnd analyza

o zhlukovanie

o rozhodovacie stromy
o neurénové siete

o support vector machines



2.2 Ziskavanie dat z webu

Ziskavanie dat z webu (tiez web scraping) je proces, pri ktorom automatizovanym sposo-
bom ziskavame déta dostupné na webovej stranke a pretvarame ich na struktirované data.
Program, ktory toto ziskavanie dat vykondava sa zvycajne nazyva ,bot“ alebo ,scraper*.

Okrem pojmu web scraping narazime casto na pojem crawling. Tieto pojmy si ¢asto
zamienané. Aj ked zakladny princip, ziskavanie dat z webu, je rovnaky, jednd sa o mierne
rozdielne procesy. Crawling je proces, kde prechddzame velké mnozstvo stranok tym, ze
sledujeme jednotlivé odkazy, ktoré sa na stranke nachadzaja a obsahy jednotlivych stra-
nok ukladdame. Pri web scrapingu vécsinou implementujeme bota pre konkrétnu struktiru
stranky, z ktorej chceme déta ziskavat. Vacsinou sa jedna o data ktoré budeme chcief zis-
kavat pravidelne, pripadne o velké mnozstvo dat rozdelenych na niekolkych strankach, kde
struktira stranok je rovnaka (napriklad pomocou strankovania). Cely proces web scrapingu
pozostéva z dvoch hlavnych tloh: Ziskanie obsahu web-stranky od webservera a extrakcia
struktirovanych dat z tohto obsahu. Kazda z tychto tloh so sebou nesie urcité vyzvy a
Specifické problémy, s ktorymi je nutné sa vysporiadaf.

Web scraping podla tejto definicie existuje takmer od samotného zaciatku existencie
webu. Prvym takymto botom bol World Wide Web Wanderer, ktorého tlohou bolo mo-
nitorovat velkost webu. Neskor v tom istom roku bol spusteny prvy webovy vyhladavac
JumpStation, ktory spoliehal na informécie nazbierané pomocou botov.[16] Web scraping
je vo velkej miere pouzivany dodnes a niektoré zdroje uvadzaji, ze viac ako polovica ak-
tivity na webe je sposobend takymito botmi. [37] Web scraping je v stiCasnosti vyuzivany
pre najroznejsie potreby. Niektoré z mnohych pripadov pouzitia st napriklad:

e Webové vyhladavace - dd sa povedat ze vsetky vyhladavace su existencne odkazané
na web scraping. Web ako ho pozname dnes by bez toho, aby vyhladavace pravidelne
zbierali informéacie o webstrankach, neexistoval.

o Agregatori obsahu - ¢i uz sa jedna o vyhladédvace hotelov, leteniek, pracovnych po-
zicii alebo prenajmov. Agregatori obsahu zbieraji data z niekolkych webstranok a
pontkaju svojim uzivatelom vSetok obsah v jednotnom formate na jednom mieste.

o Monitorovacie nastroje - pravidelne zbieraju data zo stranky a upozornia uzivatela na
urcité zmeny. Moze st napriklad o ceny produktov na internetovom obchode a vyhla-
davace zliav. Pripadne moéze ist o program, ktory nds upozorni, Ze na internetovom
bazare pribudol novy inzerat, ktory by pre nias mohol byt zaujimavy.

e Zber dat pre analyzu alebo trénovanie - niektoré druhy dat nie st ako datové sady
verejne dostupné v takom rozsahu alebo granularite, ako by sme potrebovali, pripadne
historické data nie st dostupné vébec. Web scraping je casto pouzivany na dlhodoby
zber dat za GCelom vytvarania rozsiahlych datovych mnozin. Tieto potom mézu byt
pouzité pre ucely trénovania modelov alebo z nich moézu byt ziskavané znalosti.

2.2.1 Casté problémy

Nie je tplne nezvycajné, ze niektoré stranky podstupuju isté opatrenia preto, aby zabranili
alebo zneprijemnili automatizované ziskavanie dat z ich stranok. Tieto moézu byt rdzne
sofistikované a ich obchadzanie méze byt v niektorych pripadoch znacéne komplikované.
Niekedy az natolko, ze tomu je nutné do znacnej miery prispdsobit struktiru programu a
sposob akym data ziskavame. Predtym, ako z akejkolvek stranky zacneme data extrahovat



je dobré preskimat, ¢i dana sluzba neposkytuje verejni API. Ulah¢ime tak pracu sebe a
pravdepodobne aj webserveru danej stranky. Castymi sposobmi obchddzania obmedzeni st
napriklad [20]:

User-Agent spoofing, teda predstieranie, ze dotazy su posielané z webového prehlia-
daca. Toto je docielené zmenou hlavicky User-Agent v dotazoch na takd, aka pouziva
niektory z populdrnych webovych prehliadacov. Tymto spésobom tiez mozeme pred-
stierat, ze dotaz prichadza z mobilného zariadenia.

Zakazanie/mazanie cookies. Niektoré web-stranky mozu detekovat automatizované
spravanie pomocou cookies. Napriklad ak prilis vela dotazov v kratkom case prichadza
z jedného sedenia (session).

Znizenie frekvencie dotazov a odstranenie paralelnych dotazov. Ak pre jednu doménu
vytvarame niekolko dotazov stiCasne alebo vo velmi kratkom ¢asovom tuseku, niektoré
web-stranky moézu tuto ,,nadludska“ rychlost detekovat a rozpoznat automatizované
spravanie.

Rotéacia IP adries/pouzitie HTTP proxy. Niekedy stranka detekuje, ze dotazy pricha-
dzaju z rovnakého zariadenia na zaklade IP adresy. Rotaciou IP adries docielime, Ze
z jednej IP adresy nebude prichddzat prilis vela dotazov v prilis kratkom casovom
useku.

Niektoré stranky pouzivaji opatrenia vo forme CAPTCHA[29]. Existuje niekolko ko-
mercnych sluzieb pre obchddzanie tohto opatrenia. Niektoré st implementované po-
mocou umelej inteligencie a algoritmov pre rozpozndvanie obrazu, zatial ¢o niektoré
vyuzivaju tzv. ,klikfarmy“ v krajinach tretieho sveta.

2.2.2 Podpora v jazyku Python

Pre tcely web scrapingu je jednym z velmi Casto pouzivanych implementac¢nych jazykov
jazyk Python. Jednym z dévodov je, Ze sa jedna o vysokouroviiovy interpretovany jazyk,
¢o umoznuje rychly vyvoj takychto systémov. Nakolko zber dat z webu véicsinou nie je
casovo kritickd operacia, relativne nizka rychlost programov v tomto jazyku nie je zvycajne
problémom. Dalsim dévodom je aj to, Ze existuje velké mnozstvo kniznic, ktoré mozu byt
pouzité pri rieseni takychto tloh. Tieto kniZznice navySe maji vo vacsine pripadov velmi
dobrt podporu v online komunite a ich pouzitie je dobre zdokumentované. Niektoré z
najcastejsie pouzivanych kniznic pre tieto ucely su:

requests - tato kniznica je pravdepodobne najpouzivanejsia kniznica pre vytvaranie
HTTP dotazov a ¢itanie odpovedi a je to de facto standardna kniZnica pre pracu s
HTTP protokolom. Abstrahuje celi aplika¢nt vrstvu sietovej komunikacie pre HTTP
protokol a pontka uzivatelsky priatelské rozhranie, ktoré dovoluje jednoducho ko-
munikovat s webovymi sluzbami a konzumovat data.[13] Kniznica ulah¢uje pracu s
HTTP protokolom niekolkymi sposobmi:

o kédovanie URL parametrov

o kédovanie slovnikov ako formularovych parametrov v dotazoch typu POST

o sprava sedeni (sessions) a cookies

o automatické dekdédovanie odpovedi vo formate JSON do Python slovnikov
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o metddy pre ulahcenie prace s najpouzivanejsimi spésobmi HTTP autentifikacie
o moznost automaticky nasledovat presmerovania
o podpora pre automatickil kompresiu a dekompresiu dotazov a odpovedi

o opéatovné pripojenie v pripade kratkodobého vypadku alebo nedostupnosti we-
bového servera

» websockets - kniznica pre pricu s websocketmi[7]. Ulah¢uje vytvorenie spojenia po-
mocou HTTP a nasledne citanie dat z websocketu. Pontika funkcie pre zabezpecenu
komunikaciu cez SSL ako aj nezabezpeceni komunikaciu. Kniznica zaroven pontka
interaktivneho klienta pre prikazovy riadok, uzito¢ného pre rychle testovanie a lade-
nie.

¢ BeautifulSoup - kniznica pre pracu a extrakciu dat z HTML a XML dokumentov.
Vyuziva niektory z pouzitelnych HTML/XML parserov a pontka niekolko moznosti
ako navigovat, vyhladavat a menit tieto dokumenty poskytnutym Python rozhranim.
Jedné sa o c¢asto pouzivanu kniznicu v pripadoch, ked webserver priamo poskytuje
statickt odpoved vo forme HTML alebo XML dokumentu, v ktorom sa nachadzaja
data ktoré sa pokusame ziskat. Funkcionalita, ktora tato kniznica poskytuje zahina:

o mnozstvo funkcii pre vyhladévanie prvkov spracovaného dokumentu. Napriklad:

— vyhladdvanie podla HTML/XML znaciek
— vyhladavanie podla atribitov uzlov

— navigovanie hierarchie, moznost ziskat odkaz na rodic¢ovsky uzol a odkazy
na poduzly

— vyhladavanie uzlov pomocou reguldrnych vyrazov
— navigacia pomocou CSS selektorov
— navigacia pomocou XPath[23].

o formatovanie spracovaného dokumentu

o automatické rozpoznanie kédovania dokumentu|?]

o json/ultrajson - ako ndzov napovedd, jedna sa o kniznice pre prevod retazcov vo
formate JSON[3] na Python objekty. Javascript objekty st prevadzané na slovniky ja-
zyka Python, Javascript polia na Python zoznamy a primitivne datové typy string,
long a float su prevedené na prislusné primitivne datové typy v jazyku Python. Tieto
kniznice st casto pouzivané v pripadoch, ked webserver, z ktorého data ziskavame,
tieto data poskytuje dynamicky. Vyhodou kniznice json je, zZe sa jedna o standardni
kniznicu jazyka dostupnd v Standardnej instalacii interprétu. Kniznica ultrajson je
implementovana v jazyku C a je zamerana na rychlost. Podla benchmarkov, v zdvis-
losti od operécie, dosahuje tri az Sest-nasobné zrychlenie oproti standardnej kniznici.

[11][6]

e Selenium je framework, ktory je primarne urceny pre automatizované testovanie
webov a webovych aplikacii. Selenium poskytuje rozhranie pre vic¢sSinu populdrnych
programovacich jazykov vratane jazyka Python. Hlavnou stcastou tohto framewroku
je Selenium Webdriver, teda ovladac¢, s ktorym je mozné komunikovat prave vdaka
Python API. T4to komponenta umoziuje komunikovat s konkrétnou instanciou we-
bového prehliadaca pomocou ovladdacov Specifickych pre dany prehliadac. Dostupné
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st ovladace pre najpopularnejsie prehliadace ako Goolge Chrome, Safari, Firefox, In-
ternet Explorer a Microsoft Fdge. Zaroven si dostupné ovladace pre tzv. ,headless®
prehliadace, teda také, ktoré nemaju ziadne grafické rozhranie, no dovoluju interpre-
tovat klientsky kdéd. Pomocou Selnium API je mozné posielat prehliadacu prikazy pre
kontrolu jednotlivych prvkov, zadavanie vstupu a interakciu s uzivatelskymi prvkami.
Zaroven API umoznuje ziskavat informacie z prehliadaca ako aktudlny DOM, cookies
a pod. Tymto efektivne dovoluje simulovat spravanie bezného uzivatela na webovej
stranke. Selenium sa ¢asto pouziva pre ziskavanie informécii z webovych stranok, kde
nie je mozné informaécie priamo ziskat z webového servera, ale si poskytnuté az kli-
entskym kédom na danej webovej stranke alebo v pripade, ze dotazy na webserver s
prilis komplikované, alebo z réznych inych dévodov, ked data nie je mozné ziskat iba
pomocou HTTP dotazov. Nevyhodou je, ze tento spésob ziskavania dat je relativne
pomaly a pamétovo narocny, nakolko program musi vytvorit instanciu webového pre-
hliadaca, ktory potom interpretuje klientsky Javascript kod, ktory bezi na webovej
stranke.[22]

Scrapy je aplikacny framework pre web scraping a crawling. Framework je primarne
uréeny pre web scraping, no je mozné ho pouzit aj pre ziskavanie dat z verejnych API.
Jednou z hlavnych vyhod je, Ze je postaveny na sietovom frameworku Twisted[35],
ktory je asynchrénny. Framework je teda navrhnuty tak, ze dotazy posiela paralelne,
¢im sa zvysuje rychlost a efektivita programu pri ziskavani dat z viacerych zdrojov.
Toto nam sice dovoluje vytvarat velké mnozstvo dotazov v kratkom case. Zaroven
vsak framework dovoluje definovat, ako ,slusne“ sa bot mé spravat, napriklad zvyse-
nim oneskorenia medzi jednotlivymi dotazmi alebo obmedzenim maximélneho poc¢tu
paralelnych dotazov v ramci jednej domény, tak aby sme neprimerane nezatazovali
webserver dotycnej stranky. Framework dokonca pontka moznost pouzit rozsirenie,
ktoré sa pokusia tieto parametre odvodit automaticky na zdklade odpovedi od servera.

[20]

Dalsimi moznostami tohto frameworku, ktoré stoja za spomenutie si:

o vstavand podpora pre spracovanie XML/HTML s pouzitim CSS selektorov a
XPath ako aj pomocné metddy pre vyhladavanie a podpora pre regularne vyrazy.

o interaktivny rezim pre ladenie CSS a XPath dotazov
o vstavand podpora pre generovanie exportov vo formatoch CSV, JSON, XML

o podpora pre automatické kédovanie a dekédovanie ako aj detekcia nespravnych
deklarécii kodovania.

o rozsiritelnost pomocou middlewarov, sériového spracovania, rozsireni a signalov

o siroké spektrum vstavanych rozsireni pre: pracu s cookies a sedeniami, HTTP
moznosti kompresie autentifikdcie a cachovania, user-agent spoofing.

o moznost nasadit na vzdialenom serveri a ovladat pomocou REST API

Architektara tohto frameworku je znazornend na obrazku 2.3, pricom jeho kompo-
nenty su:

o ENGINE je riadiacou jednotkou frameworku a jeho zodpovednostou je riadit da-
tovy tok medzi jednotlivymi komponentami.
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SCHEDULER, teda planovac¢ dostava dotazy od ENGINu a radi ich do fronty tak,
aby ich neskér mohol v naplanovanom case opéat poskytntut ENGINu.

DOWNLOADER mé ako hlavnt dlohu ziskavat odpovede od webserverov a preposie-
lat ich ENGINu, ktory ich nasledne preposle prislusnym pavtkom.

SPIDER alebo pavik je hlavnou uzivatelskou jednotkou v tomto frameworku.
SPIDER ako trieda definuje vstupny bod stranky, z ktorej chceme data ziskavat,
pripadne ako prechadzat hierarchiu stranky a ako vyvarat dalsie dotazy. Okrem
toho definuje aj to, ako ziskané data spracovaf. Vacsinou definujeme nového
pavika pre kazdu stranku, z ktorej chceme data ziskavat.

ITEM PIPELINE (zretazené spracovanie poloziek) mé za ulohu spracovat polozky,
ktoré st poskytnuté pavikmi. Typicky sa jedna o tlohy ako validacia ziskanych
dat, odstranenie duplicit, ¢istenie dat, pripadne ukladanie do rela¢nej databézy
alebo iného tloziska

DOWNLOADER MIDDLEWARE je sekvencia funkcii nachddzajica sa medzi komponen-
tami ENGINE a DOWNLOADER. Tieto funkcie budii postupne aplikované na dotazy
prichddzajice z ENGINu a na odpovede, ktoré vracia DOWNLOADER. Typickym pri-
padom pouzitia moéze byt napriklad:
— ignorovanie niektorych dotazov
— vytvorenie nového dotazu na zdklade odpovede od servera bez toho, aby sme
poévodnt odpoved vracali pavikovi
— vytvorenie odpovede bez toho, aby sme dotaz redlne posielali na webserver
— tprava dotazu pred odoslanim na webserver (napriklad pridanie User-Agent
hlaviciek, proxy hlavic¢iek a pod.)
SPIDER MIDDLEWARE je sekvencia funkcii nachddzajica sa medzi komponentami
ENGINE a SPIDER. Tieto budi postupne aplikované na vstupy (odpoved od web-
servera) a vystupy (spracovane polozky a dotazy) pavika. Typickym pripadom
pouzitia je napriklad spracovanie vynimiek z pavika.
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Obr. 2.3: Scrapy architektira[20]

Tok dat medzi jednotlivymi komponentami zndzornenymi na obrazku 2.3 je nasle-
dovny:

1.
2.

ENGINE ziska pociatoény dotaz od pavika

ENGINE naplanuje tento dotaz pomocou planovac¢a SCHEDULER a zaroven od neho
ziska dalsi napldnovany dotaz

3. SCHEDULER vrati dalsi naplanovany dotaz z fronty.
4. ENGINE posiela dotaz do DOWNLOADERu, pricom dotaz prechadza cez DOWNLOADER

MIDDLEWARES

. po tom, ¢o DOWNLOADER ziska odpoved od servera, posiela tito odpoved ENGINu

pricom odpoved prechadza cez DOWNLOADER MIDDLEWARES

ENGINE obdrzi odpoved a preposle ju pavikovi, ktory ju nasledne moéze spracovat,
pricom tato odpoved prechéddza cez SPIDER MIDDLEWARE

SPIDER spracuje odpoved a vracia extrahované polozky a nové dotazy ENGINu,
pricom tieto prechadzaji cez SPIDER MIDDLEWARE

ENIGNE preposiela spracované polozky do ITEM PIPELINES a nové dotazy plano-
vacu

Proces sa opakuje (od kroku 1) kym fronta dotazov v pldnovaci nie je prazdna
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Kapitola 3
Pripadova studia - navrh

Pripadova studia bude zamerand na analyzu vyvojov cien kurzov pre futbalové stavky.
Zdrojom dat pre tuto analyzu budi kurzové ponuky spolo¢nosti Niké a Pinnacle. Data zo
stranky spolocnosti Niké budu ziskavané pomocou web scrapingu, zatial ¢o data spoloc-
nosti Pinnacle budeme ziskavat pomocou ich verejne dostupnej API. V rdmci Sportov sa
obmedzime iba na futbalové zapasy v ponuke tychto kancelarii. Zbierat budeme kurzy pre
stavky typu ,,1x2% a ,,pocet gblov“ - popisané nizsie. Pre informacie o vysledkoch podujati
pouzijeme sluzbu spolo¢nosti Pinnacle.

3.1 Uvod do kurzového stavkovania

Sportové stavkovanie je forma hazardu a ide o ¢innost, pri ktorej sa hra¢, nazyvany stavkar
alebo tiez tipér, snazi spravne tipnut, ¢i nastane konkrétna situicia, ktora je reprezentovana
stavkou, pricom na tento tip stavi istd sumu. Hrac¢ hra proti stavkovej kanceldarii. Stavkova
kancelaria zverejnuje ponuku moznych stavok, ktoré sa viazu na konkrétne sportové udalosti
spolu s kurzami pre konkrétne tipy. Kurz je ¢iselnd hodnota, ktora hovori o tom, akd velkt
vyhru vzhladom na vysku stavky stavkova kanceldria vyplati v pripade, ze stavkar tipne
vitazny tip, teda Ze nastane udalost, na ktoru stavil.

Tip moze mat dva vysledky. Ak nastala udalost, ktori stavkar tipol, vyhrava a bude mu
vyplatend vyhra, ktord pozostdava zo samotnej stavky (vkladu) a zisku podla vysky vkladu
a kurzu alebo prehrava a prichddza o svoju stavku. '

3.1.1 Druhy stavok

Jednotlivé druhy stavok mézme kategorizovat niekolkymi sposobmi. Jednym z nich je de-
lenie podla cCasu:

o predzdpasové stavkovanie (pre-game) - jedna sa o stavky, pre ktoré plati Ze udalosti, na
ktoré sa viazu, este nezacali. Ide o najrozsiahlejsi druh stavkovania c¢o sa tyka objemu
pontkanych zdpasov a poc¢tu stavkovych prilezitosti. Typicky stdvkové kancelarie zve-
rejnujua takéto ponuky jeden az dva tyzdne pred zaciatkom udalosti a stavkovanie je
vacsinou mozné az do samotného zaciatku udalosti.

o 7ivé stavkovanie (live) - jedna sa o stavky, ktoré sa uzatvaraji pocas priebehu udalosti,
na ktoru sa tieto stavky viazu. Je typické, Ze kurzy sa pri tychto stavkach rapidne

!Existuji stavky kde je aj tretia moznost, a sice ze stdvkar dostane naspét iba svoju stavku (vklad), teda
ani nevyhrava, ani neprehrava. V tejto praci sa takéto typy stavok nevyskytuja.
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menia podla diania na ihrisku a stavu zapasu. Vyplyva z toho, ze takéto udalosti
su ponukané v ovela mensom objeme, kedZe je potrebné sledovat zapas a upravovat
kurzy podla diania na ihrisku.

priame stéavkovanie (outrights) - stdvky sa nevztahuji na jednu konkrétnu udalost,
ale na celkové umiestenie v ramci ligy alebo siitaze. Takéto stavkové prilezitosti maju
vacsinou vacsie mnozstvo moznosti ako dve alebo tri. Typickym prikladom je stavka
na celkového vitaza ligy majstrov, kde moznostami s jednotlivé timy a vécsinou s
v ponuke vsetky timy ligy. Tieto stavky sa zvycajne zverejnuju vo velkom predstihu,
a teda na vyhodnotenie sa casto ¢akd niekolko mesiacov.

Pre konkrétne zapasy pri live a predzapasovom stavkovani existuje niekolko druhov
stavok, ktoré mozu pre dany zapas byt v ponuke. Jedna sa o konkrétne situacie alebo fakty
spojené s danym zapasom, ktoré sa tipér snazi tipnuf, ¢i nastani. Najcastejsimi druhmi
stavok sa[25][19]:

1x2 (anglicky casto nazyvané aj threeway). Na prvy pohlad mozno trochu métuci
nazov reprezentuje tri mozné tipy pri tejto stavke. Stavkar sa v tomto pripade snazi
tipnut, kto vyhra stretnutie. Mozné vysledky st teda: ,vyhrd domdci tim* (1), ,re-
miza®“ (x) ,vyhrd druhy tim* (2). Tento typ stdvky sa moze vztahovat aj na vysledok
niektorej peridody zapasu. Napriklad pre futbal sa méze jednat o stavku na to, kto
vyhra prvy polcas.

Dvojitéd sanca (angl. double chance). Jedn4 sa o velmi podobny typ stavky ako v prvom
pripade. Rozdiel je v tom, Ze miesto tipovania ktora z troch moznosti nastane, tipuje sa
ktord z moznosti nenastane. Teda moznosti st ,,nevyhra prvy tim“, ,nebude remiza*,
yhevyhrd druhy tim“ Nazov dvojita Sanca vyplyva z faktu, ze kazd4a z moznosti zahina
2 z moznosti 1x2. Napriklad ,,nevyhra prvy tim“ je mozné vyjadrit ako ,vyhra druhy
tim alebo remiza“

Vitaz zapasu (angl. moneyline) je podobny typ stavky ako 1z2 s tym, Ze moznost
remizy neuvazujeme. V pripade futbalu by sa jednalo napriklad o vitaza zapasu v
nadstavenom c¢ase alebo po penaltovom rozstrele. V Sportoch, kde remiza neexistuje,
napriklad tenis, sa tento typ stavky v angli¢tine oznacuje aj ako ,twoway*.

Parne/Nepérne (angl. even/odd) je stdvka s dvoma moznymi tipmi, pri ktorej stavkar
tipuje, ¢i celkovy pocet gélov/bodov v zapase bude parny alebo nepérny.

Pocet goélov (angl. totals alebo over/under) je druh stavky s dvoma moznymi vysled-
kami. Stavkar tipuje, ¢i celkovy pocet bodov/gdlov v zédpase bude vyssi alebo nizsi ako
dané prahova hodnota. Napriklad pre ponuku ,,Pocet gélov 2.5“ sit moznosti ,,menej
ako 2.5%, ktorad zahfna 0, 1 a 2 goly, a ,viac ako 2.5“, ktord zahrna vsetky ostatné
vysledky.

Statistické stavky - tento pojem zahffia niekolko druhov stavok. Jedné sa o stavky,
kde tipujtci tipuje hodnoty niektorej statistiky zapasu. Jednotlivé tipy moézu mat
formét ,viac/menej“, ako je tomu pri pocte gélov, interval alebo presna hodnota.
Prikladmi takychto stavok st napriklad: ,pocet striel na branu“, ,pocet cervenych
kariet®, ,,pocet rohovych kopov“ a pod.

Existuje mnoho dalsich druhov stavok, tieto st vSak najtipovanejsie. Vacsina druhov
stavok navyse existuje v roznych varidciach, kde sa vysledok vztahuje iba na konkrétnu
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periédu zapasu alebo len na konkrétny tim. V tejto pripadovej stidii budeme sledovat
hlavne stavky typu 1z2 a pocet golov a to pre periédy prvy poléas, druhy polcas a koniec
zapasu.

Jednotlivé stavky je mozné kombinovat, pricom vysledny kurz je produktom kurzov
jednotlivyrch stévok.?. Toto je vak mozné len pokial sa nejedné o navzajom zévislé stavky.
Napriklad nie je mozné v ramci jednej stavky stavit na tip ,menej ako 2.5 gélov“ a zaroven
»,menej ako 3.5 gélov®. Takéto stavky sa nazyvaju kombinované stavky alebo akumulatory.
Vysledna stavka sa povazuje za vitaznu jedine v pripade, ze vsetky dielCie stavky su vitazné.

3.1.2 Formaty kurzov

Samotné kurzy moézu byt reprezentované niektorym z najcastejSie pouzivanych formatov.
Pre porovnanie pontuk z dvoch kancelérii, kde kazda uvadza kurzy v inom formate je po-
trebné vediet medzi jednotlivymi formatmi previdzat. Najcastejsie pouzivané forméaty kur-
zov su [36] [27]:

o Desatinny format (eurépsky) (angl. decimal) je najcastejsie pouzivany v Eurépe, Ka-
nade a Australii. M4 formu desatinného éisla. Cislo reprezentuje vysku potencidl-
nej vyhry vzhladom na vklad. Vyska potencidlnej vyhry je spocitana podla vzorca
vyhra = kurz x stavka. Pri stavke 100$ s kurzom 1.5 by teda vyhra bola 1508 s tym,
ze Cisty zisk tvori 50$. Pri tomto forméate je jednoduché spocitat vysku kurzu pre
akumulatorové stavky, pretoze celkova vyska kurzu je siucin jednotlivych kurzov.

o Zlomkovy format (angl. fractional), nazyvany tiez britsky, je najcastejsie pouzivany v
krajinich Velkej Briténie a frska. Je to &slo v tvare zlomku a indikuje vygku poten-
cidlneho ¢istého zisku vzhladom na stdvku. Napriklad pri stdavke 100$ pri kurze 2/1
(slovom dva ku jednej), by potencidlna vyhra bola 3008, teda zisk 200$. Pri tej istej
stavke a kurze 1/2 (slovom jedna ku dvom), by bola potencidlna vyhra 150%, teda zisk
508. Prevod na Eurépsky format docielime tak, Ze zlomok prevedieme na desatinné
¢islo a pric¢itame 1.

o Moneyline (americky) formét najcastejsie pouzivany v USA m4 formu celého kladného
alebo zaporného c¢isla, pricom znamienko je vic¢sinou explicitne uvedené. V pripade,
ze je kurz zaporny, indikuje, aky musi byt vysoky vklad na to, aby ¢isty potencidlny
profit bol 100$. Ak je teda kurz napriklad -200, znamend to, Ze pri stavke 200% je
potencidlna vyhra 3008, a teda zisk 100$. Ak je kurz kladny, indikuje to, akd bude
vyska zisku pri stavke 100$. Napriklad pre kurz +200 bude pri stdvke 100$ vyhra 300$
a Cisty zisk 200%. Prevod na eurépsky formét zavisi od toho, ¢i je kurz kladny alebo
zaporny. Pre zaporné kurzy —100/us__kurz + 1. Pre kladné kurzy us_ kurz/100 + 1

e Hongkongsky, casto nazyvany aj azijsky, je jeden z niekolkych formatov, ktoré su
¢asto pouzivané v azijskych krajinidch. Jednd sa o desatinné ¢islo, ktoré reprezentuje
Cisty zisk v zavislosti na vyske stavky. Napriklad pri kurze 0.5 a stdvke 1008, bude
potencidlna vyhra 150% a cisty zisk 50$. Tento format je velmi podobny eurdpskemu
s tym rozdielom, ze sa nevztahuje na vyhru, ale na cisty zisk. Pre prevod na eurépsky
formét staci ku kurzu pricitat 1.

Tabulka 3.1 pre lepsie znazornenie ukazuje niekolko pripadov ekvivalentnych kurzov v
roznych forméatoch. V tejto praci buda vsetky kurzy konvertované na eurépsky format, a
teda vsetky spomenuté kurzy buda uvadzané v tomto formate.

2Plati pre kurzy uvddzané v eurépskom forméte
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eurépsky azijsky britsky americky
1.01 0.01 1/100 -10000
1.2 0.2 5/1 -500
2.0 1.0 1/1 -100
2.5 1.5 3/2 +150
10.0 9.0 9/1 +900

Tabulka 3.1: Ukazka prevodu kurzov v odlisnych forméatoch

3.1.3 Marze stavkovych kancelarii a pravdepodobnost

Stavkové kancelarie zardbaji tym, ze prijimaju stavky od hracov a upravuju kurzy tak,
aby stavkari tipovali jednotlivé moznosti v spravnom pomere a tym si zabezpecili zisk
bez ohladu na to, ako dana udalost dopadne. Dosiahnu toho tym, Ze pontkaji kurzy,
ktoré nereprezentuju skutocnu Statistickta pravdepodobnost, ze dana situdcia nastane. Tato
odchylka od skutoc¢nej pravdepodobnosti sa nazyva marza. Implikovani pravdepodobnost
spocitame ako prevratenti hodnotu kurzu (v eurépskom formate).

Jednoduchym prikladom na demonstrovanie tohto konceptu je hod mincou. Pri hode
mincou existuju dve situdcie, ktoré mdzu nastat a obe st rovnako pravdepodobné. Ak
by stavkové kancelarie ponukali férové kurzy, bol by kurz na obidve moznosti 2.0, teda
implikovand pravdepodobnost je 50%. Stucet pravdepodobnosti je teda 100% a odchylka od
redlnej pravdepodobnosti, ze nastane jedna z 2 moznosti je 0. Stavkové kancelarie nam vsSak
nepontiknu kurz 2.0, ale napriklad 1.92 na obidve moznosti. To implikuje pravdepodobnost
priblizne 52% a v stucte 104%. Marza stavkovej kancelérie je teda pre tito ponuku priblizne
4%. Toto je sposob, akym si stdvkové kanceldrie zaistuju zisk bez ohladu na to, ktord z
moznych situdcii nastane.[24] *

3.2 Ziskavanie dat z webu

3.2.1 Analyza dostupnych dat

Jednym z prvych krokov je zamysliet sa nad tym, aké data chceme z webstranky ziskavat. Je
nutné zistit, ¢i st data na stranke nejakym sposobom logicky strukttirované a formatované
alebo ich budeme musiet ziskavat z volného textu, obrizku alebo iného nestandardného
formétu. Zaroven je v tejto faze dobré porozmyslat nad tym, ako st na sebe data zavislé a
to, ¢i su vsetky potrebné tidaje dostupné na jednom mieste alebo je nutné pre kompletny
zdznam ziskat data z viacerych miest na danej webovej lokalite. Je tiez vhodné zistif, aka je
hierarchia stranky a ako st data usporiadané. V nasom pripade si jednotlivé zadpasy najprv
rozdelené podla sportov, nasledne kazdy sport pod sebou ma niekolko lig a konkrétne zdpasy
st umiestnené pod prislusnymi ligami.

V poslednom rade je potom vhodny ¢as rozhodnut sa, aké datové typy budu reprezen-
tovat ziskané informéacie idealne tak, aby boli tieto typy univerzalne pouzitelné bez ohladu

3Tento priklad sa méze zdat ako nadmerné zjednodusenie, no stavkové kancelarie takéto stavky skutoéne
pontkaji. Pri zapasoch na neutralnej péde rozhoduje o tom, ktory tim ziska loptu hod mincou a stavkové
kanceldrie na toto pontkaju moznost stavit. De facto tipujici teda tipuje vysledok hodu mincou. [5].

18



na konkrétny zdroj. V pripade zberu stavkovych kurzov a sledovania ich vyvoja v ¢ase nas
budid zaujimat tieto tidaje znazornené na obrazku 3.1.

06052019 14:41:57 | Betting rules | [EN v] @ ) 1L0G IN
niké  je tipovanie A

UVE | VIRTUAL | CLUBNIKE | MORE v tion | Forgot password

searchsport team eog.. Q| < | TODAY | TOMORROW  WEDNESDAY  THURSOAY |, somw | mour | 3WouRs | AL =2z e waiom .
DAILY OFFER "
B L | e
RESULTS Your ticket is empty.
— 07.05.2019 - TUESDAY | WIN-DRAW-WIN
21:00 42289 FC Liverpool 245 draw 380 Barcelona 280 m CHAT o
CALENDAR s —_
. O M aaiLp7 5o15 20— TUESDAY) 2
‘F( Liverpool v Barcelona ‘ 3
SPORTS
@) rooteaLL SUPERCHANCE
Qualification ECH men 6250 FC Liverpool 250 draw 390 Barcelona 285
CRmploms Fenpy S X 152 | 12 134 X2 164
4 5 5 5
2285 FC Liverpool [245] draw [3:20] Barcetona 2.80
X 149 12 131 X2 1.61
4 5 5
33500 FC Liverpool 5] draw
x 123 12 1.27
ADVANCE
33888 FC Liverpool 1100 Barcelona 1.02
DRAW NO BET
33604 FC Liverpool 1.74  Barcelona 1.94
4
33613 less than 0.5 15.23
33614 less than 1.0 513.20 5
Germany 33615 lessthan[1.5] 6 [5.02] morethan 1.5
taly 53616 less than 20 372 morethan 20 1.2
Netherlands 53618 less than 3.0 179 morethan 30 1.8
Belgium 33619 less than 3.5 153  morethan 3.5
o ! 33620 less than 40 124 morethan 40

Obr. 3.1: Ukazka ponuky konkrétneho zapasu na stranke nike.sk

1. nazov ligy, pod ktori konkrétny zapas patri

datum a cas zaciatku udalosti

nazvy timov doméacich a hosti

typ stavky a peridda zépasu (1. polcas, 2. poléas, koniec zdpasu)

kurzy pre jednotlivé typy danej stavky

AN ol o

v pripade stavok ,,pocet golov* prahova hodnota pre dant stavku

Dalej mézeme definovat obory hodnét jednotlivich atribtitov. Tento krok nie je abso-
ldtne nevyhnutny pre ndvrh datového modelu, ale neskér ndm méze pomdct detekovat chyby
a nespravne spracované udaje. V pripade kurzovych stavok st moznymi obmedzeniami:

e jednotlivé kurzy nesmi mat hodnotu nizsiu alebo rovnt hodnote 1.0, teda stavka, u
ktorej je potencidlna vyhra nulova. Stavkové kancelarie obcas pouzivaji tito hodnotu
v pripade, ze sa zapas zrusi alebo odlozi.

o Marza stavkovej kancelarie nebude zaporna alebo nulové. To by znamenalo, ze by bolo
mozné garantovat vyhru tym, ze by sme stavili na vsetky mozné vysledky udalosti.
Stavkové kancelarie z pochopitelnych dévodov takéto kurzy neponiikaji, a tak toto
pravdepodobne indikuje chybu pri spracovani.

o Datum a c¢as zaciatku zépasu, pre ktory ziskavame kurzy nebude v minulosti. Tato
podmienka je Specifickd pre nas pripad a musi byt platnd najma kvoli tomu, ze v tejto
praci néas zaujima iba vyvoj kurzov pred samotnym zaciatkom zapasu. Pokial sa tomu
teda da vyhnit, nebudeme zbierat kurzy pre live stavky.
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3.2.2 Navrh databazy

Po analyze dostupnych dat a ich formatu je potrebné navrhniut schému databézy, do ktorej
budeme nazbierané data ukladat. Schéma navrhnutej databazy je zobrazend na diagrame
3.2. Sémantika jednotlivych tabuliek a stlpcov je nasledovna:

FIXTURE
BOOKMAKER_EVENT <PK><FK>  FIXTURE_ID INT
BOOKMAKER <PK><FK> BOOKMAKER_ID  VARCHAR HOME_TEAM VARCHAR
<PK> 10 INT [¢—<PK><FK> FIXTURE_ID VARCHAR AWAY_TEAM VARCHAR
NAME VARCHAR BM_EVENT_ID START_TIME DATETIME
LEAGUE_NAME  VARCHAR
MARKET_OFFER SETTLEMENT T
<PK> ID INT <PK>
0DDS_TYPE <FK>  BM_EVENT_ID INT .;L E[I)XTURE 10 i:l
<PK> 1D INT le—{<FK>  BOOKMAKER_ID INT HOME SCORE INT
TYPE_NAWE VARCHAR <FK>  ODDS_TYPE_ID INT AWAY_SCORE INT
POINTS DECIMAL PERTOD INT
PERIOD INT

PRICE_UPDATE

<PK= ID

<FK> OFFER_ID
TIME_UPDATED
01
02
03

INT

INT
DATETIME
DECIMAL
DECIMAL
DECIMAL

Obr. 3.2: Schéma databazy

e BOOKMAKER - ciselnik, reprezentuje jednotlivé stavkové kancelarie, napriklad Niké,
Pinnacle, Tipsport ...

e 0ODDS_TYPE - ¢iselnik, reprezentuje mozné typy stavok, napriklad 1x2, totals, double
chance ...

e FIXTURE - jednotlivé zdznamy predstavuji jeden konkrétny zapas a vychidza z re-
alneho sveta. Zapasy su jednoznacne reprezentované nazvami timov, nazvom ligy a
datumom a casom, kedy sa tento zdpas odohrava.

e SETTLEMENT - tato tabulka reprezentuje vysledky zapasov v jednotlivych peridédach
stretnutia. Kazdy zaznam sa viaze na najviac jeden zdznam tabulky FIXTURE. Kazdy
zaznam nesie informéacie o tom, ktory tim nastrielal kolko goélov v danej peridde.
Na jeden zédznam tabulky FIXTURE sa tak moze viazat niekolko zdznamov tabulky
SETTLEMENT Konkrétne to budiu zaznamy pre vysledok prvého polcasu, vysledok dru-
hého polcéasu a vysledok v riadnom hracom case.

e BOOKMAKER_EVENT - zaznamy tabulky sa viazu na prave jeden zaznam tabulky FIXTURE.
Tato tabulka mapuje redlne udalosti z tabulky FIXUTRE na udalosti v ponuke kon-
krétnej stavkovej kancelarie. Kedze ponuky zdpasov medzi jednotlivymi stavkovymi
kancelariami sa do velkej miery zhoduju, na jeden zdznam FIXTURE sa zvycajne bude
viazat viacero zdznamov tejto tabulky. V tejto tabulke zaroven uchovavame interné ID
zapasu tak, ako ho definuje konkrétna stavkova kancelaria. To nam pri ladeni pomdze
dohladat dany zapas na stranke stavkovej kancelarie.
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e MARKET_OFFER - predstavuje konkrétne stavky, ktoré stavkova kancelaria pre dant
udalost pontka. Ponuky sa viazu na konkrétnu udalost v tabulke BOOKMAKER_EVENT.
Atribut ODDS_TYPE_ID definuje, o aky typ stavky sa jednad (1x2, polet gdlov). At-
ribut PERIOD definuje, o ktord periddu sa pri tejto jedna. V pripade, Ze sa jedna o
druh stavky poet gdlov, atribtit POINTS udava prahovii hodnotu poctu gélov pre
tato stavku.

e PRICE_UPDATE - predstavuje kurzy pre jednotlivé tipy danej stavky v konkrétnom
case. 01, 02, 03 predstavuju konkrétne kurzy. V pripade stdvok s 3 moznymi tipmi
predstavuja v tomto poradi tipy: vyhra domaéci, vyhraju hostia, remiza. Pre stavky
s 2 moznymi tipmi, napriklad pocet gdélov, 01 reprezentuje kurz pre tip ,viac ako
POINTS“ a 02 kurz pre tip ,,menej ako POINTS“ Kedze kurzy sa v ¢ase menia, na jeden
zédznam MARKET_OFFER sa viaze niekolko zaznamov tejto tabulky.

3.2.3 Analyza backendu webstranky

Teraz je potrebné zistit, ako potrebné data ziskame z webstranky. Prvym krokom v tomto
pripade je otvorit stranku, z ktorej data ideme ziskavat a otvorit vyvojarsku konzolu v
Iubovonom prehliadaci®. Teraz je nutné zistit, ako je backend stranky postaveny. Vo vyvo-
jarskych nastrojoch zvolime zalozky ,Network®, obnovime stranku a sledujeme, aké dotazy
poslal a odpovede obdrzal nas prehliada¢. Snazime sa identifikovat jeden z 3 najpouziva-
nejsich spoésobov, ktorym st webstranky postavené:

e Stranka moze byt postavend dynamicky pomocou klientskeho kédu v jazyku JavaSc-
ript. V zdlozke XHR (XML HTTP Request) vyvojarskych nastrojov hladdme, ¢i stranka
posiela asynchrénne dotazy na svoj backend server. Ak je stranka postavend dyna-
micky, v tejto zalozke vécsinou najdeme dotazy, ktoré vracaji odpovede vo formate
JSON. Tieto déata st néasledne spracované a vykreslené na stranke klientskym kédom.

o Pri statickych strankach vécsinou posiela webserver vSetky tdaje, ktoré sa maju zo-
brazit na stranke, vo forme HT'ML. Zalozka XHR v tomto pripade vac¢sinou neobsahuje
ziadne dolezité dotazy. Zdrojové siibory HTML od webservera v tomto pripade néj-
deme v zalozke Doc.

e Poslednou z popularnych moznosti st websockety. Websocket je pretrvavajice spo-
jenie, ktorym webstranka prijima data z web servera. Tieto stranky s opat dyna-
mické. Webova stranka pomocou websocketu prijima data, ktoré nasledne pomocou
klientskeho kédu aktualizuje v zobrazeni stranky bez nutnosti znova nacitat stranku.
Pripadne otvorené websockety ndjdeme v zalozke WS

DalSou technikou, ktori mézeme vyskusat, je zmenit pomocou vyvojarskych néstrojov
user-agent hlavicku na taki, ktord reprezentuje mobilné zariadenie. Nakolko webstranky
obsahuji pomerne velké mnozstvo informécii a hustota informécii je na desktopovych ver-
zidch vysoka, ako je mozné vidiet na obrazku 3.1, stavkové kancelarie ¢asto implementuji
zv1ast rozhranie pre mobilné zariadenia. Nova hierarchia stranky niekedy znamend, ze bac-
kend musi byt tiez prispésobeny tak, aby dodaval data vo vhodnom formate pre toto nové
zobrazenie. Pre niektoré stavkové kancelarie, ktoré na trhu existuji dlhsiu dobu, sa tiez
casto stava, ze mobilna verzia stranky prisla podstatne neskoér, a tak pouziva modernejsiu
alebo tplne ina verziu backendu.

4Tu pouzivame Google Chrome
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V pripade nike.sk vidime, ze stavkova kancelaria poskytuje zvlast mobilnt verziu na
doméne m.nike.sk, ktora vyzera ovela jednoduchsie, linearnejsie, obsahuje menej rusivych
prvkov a zbytocnych informécii, a napriek tomu poniika tie isté data ako desktop verzia,
ako je mozné vidiet na obrazku 3.3 v porovnani s obrazkom 3.1.

Tottenham vs Ajax Amsterdam

Liga ma

Statistiky  Notifikacie

ZAPAS ~
Tottenham remiza Ajax Amsterdam
2.24 3.42
1X 12 X2
1.35 1.32 1.66
1. POLEAS hd
POSTUP ~
STAVKA BEZ REMIZY hd
© POCET GOLOV ~
menej ako 0.5 viac ako 0.5
12.28 1.01
menej ako 1.0 viac ako 1.0
9.69
menej ako 1.5 viac ako 1.5
3.83 1.24
menej ako 2.0 viac ako 2.0
2.93 1.24
menej ako 2.5 viac ako 2.5
2.03 1.73
menej ako 3.0 wviac ako 3.0
1.50 2.10
menej ako 3.5 viac ako 3.5
1.40 2.80
niké * X 4
Ponuka Oblibené Tikety Menu

Zodpovedné hranie )

— A
Obr. 3.3: Nike mobile

Ak teda pomocou vyvojarskych nastrojov preskimame, aké dotazy a odpovede stranka
posiela a dostava naspét, vidime, ze stranka je postavena dynamicky a klientsky kod zobra-
zuje data, ktoré ziskava asynchréonne vo formate JSON. Pri navigovani stranky postupne
podla hierarchie $port -> liga -> zdpas vidime, ze prehliada¢ vytvara nasledujice dotazy”:

e pre ziskanie lig :/prematch/menu?live=false&prematch=true
e pre ziskanie jednotlivych zapasov ligy: /prematch/boxes/mobile?boxId=<id>

o pre ziskanie kurzov: /prematch/v2/boxes/extended/bet-number/<id>

Sspoloény prefix api.nike.sk/api
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Pri sktimani stranky si tiez vsimneme, ze stranka pontka moznost zmenit jazyk na
angli¢tinu. Dolezité pre nés je, ze po zmene jazyka sa okrem naviga¢nych prvkov a nazvov
jednotlivych typov stédvok zmenia aj nazvy lig a timov. Ak by sa ndm data zo vSetkych
zdrojov podarilo ziskavat v rovnakom jazyku, neskér by nam to vyrazne ulahéilo pracu
pri porovnavani jednotlivych udalosti z réznych zdrojov za ucelmi detekcie identickych
udalosti. Po zmene jazyka na angli¢tinu znova preskiimame jednotlivé dotazy a porovname s
pévodnymi dotazmi. Vidime, ze dotazy, ktoré posiela prehliada¢ po novom obsahujua HTTP
hlavicku Content-Language: en.

Ak uz pozname konkrétne endpointy, je ¢as analyzovat parametre dotazu a aké déta
sa nam vracaju v odpovediach od webservera. Naskyta sa tiez prilezitost experimentovat s
jednotlivymi parametrami a vyskusat dotazy, ktoré sa na stranke prirodzene nevyskytuju,
ale backend API moéze podporovat.

Ziskanie vsetkych futbalovych lig

Pre ziskanie vsetkych Sportov v ponuke, a zaroven vsetkych lig pre tieto Sporty, pouzijeme uz
spomenuty endpoint /prematch/menu?live=falseéprematch=true. Zaujimavé su parametre
prematch a live. Tie st nastavené tak, ze od webservera ziskavame iba zapasy, na ktoré je
mozné predzapasové stavkovanie, a nie live stavkovanie. Je dobré tieto parametre pouzit,
nakolko to usSetri pocet dotazov na webovy server. Navyse nebudeme ziskavat data, ktoré
by sme v neskorsich fazach odstranili. Odpoved od servera je zobrazena v ukazke 1°.

5Pre prehladnost boli niektoré polozky odpovede vynechané
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{
"items": [
{
"itemId": "164",
"boxId": "bi-1-null-null",
"slug": "/futbal",
"label": "Football",
"items": [
{
"itemId": "256",
"boxId": "bi-1-44-null",

"slug": "/futbal/medzistatny-muzi",
"label": "International men",
"items": [

{

"itemId": "2488",
"boxId": "bi-1-44-t:2280",

"slug": "/futbal/medzistatny-muzi/kvalifikacia-me-muzi",
"label": "Qualification ECH men",
"items": [],
1},
1,
s
1,
}
]
}

Ukéazka 1: Opdoved na dotaz pre ziskanie jednotlivych lig

Vidime, ze odpoved tvori stromovi Struktiru, kde k jednotlivym podstromom sa do-
staneme cez polozku items. N&as budi zaujimat iba listové polozky, pretoze prave tieto
reprezentuju konkrétne ligy, zatial ¢o nelistové uzly mézu reprezentovat sport alebo ka-
tegériu lig (napriklad Nemecko, Anglicko, Medzindrodné zdpasy muzi). Listové uzly, ako
vidime, zodpovedaju ponuke lig na stranke stdvkovej kancelarie. Pre ziskanie vsetkych lig
pre futbal teda pouzijeme tento endpoint.

Ziskavanie informacii o zapasoch

Pre ziskanie informacii o zapasoch pre jednotlivé ligy webova stranka vold uz spome-
nuty endpoint /prematch/boxes/mobile?boxId=<id>, pricom boxId je ID konkrétneho
listového uzlu, a teda zodpovedd ID konkrétnej ligy alebo stutaze. V ukazke odpovede od
webservera 1 vidime polozku sportEvents. Jednotlivé prvky podla vSetkého reprezentuju
konkrétne udalosti danej ligy. Toto je nutné verifikovat manualne a porovnat zdznamy v
odpovedi s datami, ktoré sa zobrazuji na webstranke. Kedze pouzivame ten isty dotaz,
ako vytvara samotny prehliada¢ pri beznom pouzivani stranky, data by sa mali zhodovat.
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Vidime, ze konkrétne polozky poskytuji potrebné informéacie o udalosti ako st nazvy ti-
mov, meno danej ligy a Cas zaciatku. Toto st data potrebné pre jednoznacéné identifikovanie
zapasu.

"boxes": [...],
"bets": [...],
"markets": [...],
"sportEvents": [
{
"boxIds": [
"bi-1-98-t:3851"
1,
"sportEventId": "m:27057483",
"sportId": "1",
"isLive": false,
"participants": [
"Chelsea",
"Eintracht Frankfurt"
1,
"sportName": "Futbal",
"tournamentName": "Eurdpska liga",
"conflictingBetEvents": []
3,
1,
}

Ukéazka 2: Odpoved na dotaz pre ziskanie zapasov v konkrétnej lige

Parametrom dotazu je ID ligy. To je predavané ako URL parameter GET dotazu. V
takychto pripadoch sa vécSinou naskytd moznost vyskudsat, ¢i tomuto parametru nie je
mozné predat zoznam poloziek. Ak skisime vytvorit dotaz, ktorému preddme ciarkami
oddeleny zoznam ID lig, vidime, Ze od servera dostdvame platni odpoved. Je nutné vsak
overit, ¢i naozaj dostdvame déata pre vsetky ligy. Nie je uplne nezvycajné, ze webserver
prijme dotaz s viacerymi hodnotami jedného parametra, no prebyto¢né hodnoty ignoruje a
uvazuje iba prvi. Ak takyto dotaz vytvorime, vidime, Ze pocet poloziek v poli sportEvents
sa skutocne zvysil a vidime, Ze zodpovedd poctu zapasov vo vybranych ligach tak, ako
tomu je na stranke stdvkovej kanceldrie. Pri implementacii mézme teda posielat dotazy
pre niekolko lig zaroven a znizime tak celkovy pocet dotazov nutny k ziskaniu informacii o
vsetkych zapasoch, ktoré si v danej chvili v ponuke. V tomto momente mame informacie
o Sprotovom podujati (angl. fixture), a nasledne potrebujeme ziskat konkrétne stévkové
prilezitosti a vysky kurzov pre tieto podujatia.

Ziskavanie stavok a kurzov

Ako sme spomenuli, stranka Niké pre ziskanie aktualnych kurzov pre konkrétnu udalost vola
endpoint /prematch/v2/boxes/extended/bet-number/<id>. Vidime, ze identifikator uda-
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losti je v tomto pripade priamo stcastou URL, no nie ako parameter. Pri pokusoch vlozit do
URL niekolko ID naraz vzdy dostaneme od servera chybovii odpoved. Tieto dotazy vsSak po-
trebujeme volat ¢asto a pre kazdua udalost. Bolo by dobré mat moznost znizif pocet dotazov,
aby sme predisli tomu, ze nas stranka zacne blokovat. Predtym, ako sa rozhodneme pouzit
pre ziskanie kurzov toto URL, je dobré skusit alternativne moznosti. Vieme, ze udalosti su
jednoznacne identifikované identifikatorom sportEventId tak, ako sme videli v odpovedi 2.
Ak skusime pouzit rovnaké URL ako v predchdadzajicom pripade, ale zmenime parameter
boxId na sportEventId, ziskame URL /prematch/boxes/mobile?sportEventId=<id>.
Ak skuisime vytvorit dotaz GET na toto URL a predame platné ID udalosti, ktoré sme zis-
kali predchadzajicim dotazom, zistime, ze dostavame platni odpoved. Kedze pre ziskanie
ponuk a kurzov pre konkrétnu udalost pouzivame rovnaky endpoint, nie je zrejme Gplnym
prekvapenim, ze schéma JSON odpovede je v obidvoch pripadoch rovnaka. Rozdiel je vSak
v tom, ze kazdy z dotazov ponilkne v odpovedi iné data. Pri dotaze na zapasy v danej lige
vidime v odpovedi tiez polozku bets. T4 vsak v tomto pripade neobsahuje vsetky ponikané
stavky, ale iba tie, ktoré su viditelné na karte udalosti v ndhlade ligy, ako je zobrazené na
obrazku 3.4.
® i
© o b 7

TOP
QUALIFICATION ECH MEN

CHAMPIONS LEAGUE

WIN-DRAW-WIN NUMBER OF GOALS BOTH TEAMS SCORES A GOAL

Ajax Amsterdam V< Tottenham +210
21:00
Ajax Amsterdam ottenha
2.33 3.65 3.05
X 12 x2
1.42 1.32 1.66

Winner 2018/2019

FC Liverpool FE
21:00

Obr. 3.4: Nahlad zapasov v lige

Ak vsak zavolame endpoint s parametrom sportEventId, v odpovedi dostaneme v poli
bets ovela viac zdznamov. Vieme teda, ze pre ziskanie kurzov mézeme pouzit tento endpoint
miesto toho, ktory pouziva stranka pri pouzivani z prehliadaca. Hlavnym dévodom ale bolo
znizit pocet dotazov. Ak skisime tomuto parametru predat viac hodnot ako v predoslom
pripade, vidime, Ze opat dostavame platni odpoved. Opéaf musime manudalne overit, ze data,
ktoré sme dostali koresponduju s datami na stranke tak, ako si zobrazené v obrazku 3.3.
Navyse je nutné overit, ze dostavame stavky pre vsSetky udalosti, na ktoré sa dotazujeme.
Toto overenie je v tomto pripade obzvlast dolezité, nakolko pouzivame dotaz, ktory stranka
pri beznom pouzivani nepouziva. Struktira odpovede, ktori takymto dotazom ziskame je
znazornena v ukazke 3.
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{
"bets": [
{
"boxIds": [...],
"sportEventId": "m:27057480",
"header": "Number of Goals",
"game": "Prematch",
"selections": [
{
"name": "less than 2.5",
"odds": 1.79,
+,
{
"name": "more than 2.5",
"odds": 1.88,
}
1,
"section": "Prematch",
"participants": [
"Arsenal FC",
"Valencia"
1,
"sportId": "1"
+
]
}

Ukéazka 3: Odpoved na dotaz pre ziskanie dostupnych stdvok pre danti udalost

Informaécie, ktoré s pre nas v tomto pripade zaujimavé, su jednotlivé polozky pola bets.
Kazdé polozka obsahuje tieto informécie. sportEventId - je uz spominané ID udalosti.
header - podla hlavicky vieme zistit o aky typ stavky sa jednd. V nasom pripade budeme
hladat stavky na vitaza zapasu, vitaza daného polcasu a pocet gélov. Samotné tipy a kurzy
sa potom v ramci kazdej polozky nachadzaju v poli selections.

V tomto momente teda vieme, ako ziskat informécie o vSetkych zapasoch, ktoré v da-
nom momente stavkova kanceldria pontka, ako aj vsetky poniukané stavky a vysky kurzov
jednotlivych tipov.

3.2.4 Ziskavanie vysledkov stavok

Vysledky zapasov nie st viazané na konkrétnu stavkovi kancelariu a zodpovedaju realite.
Preto nie je potrebné ziskavat vysledky od kazdej stavkovej kancelarie zvlast. Staci najst je-
den obsiahly a spolahlivy zdroj vysledkov a ten potom pouzit pre vyhodnocovanie vSetkych
ZApasov.
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V nasom pripade pouzijeme sluzbu stavkovej spolo¢nosti Pinnacle. Hlavnymi dévodmi
su, ze spolo¢nost poskytuje verejne dostupni a zdokumentovanti API, a zaroven sa jedna o
jednu z najvacsich stavkovych kancelarii na svete ¢o sa tyka objemu zapasov, ktoré pokry-
vaju. Vysledky, ktoré ziskame tymto spésobom, by mali pokryvat drvivia vac¢sinu zapasov,
ktoré nazbierame z ostatnych stavkovych kancelarii. Ak sa vyskytnua zdpasy, pre ktoré ne-
vieme ziskat vysledky z tohto zdroja, mo6zme dané zapasy povazovat za ,nedostatocne zau-
jimavé*. Tato sluzba poskytuje iba skére jednotlivych timov pre konkrétne peridédy zapasu.
Nie je ju teda mozné pouzif pre statistické stavky, napriklad ,pocet striel na branu®. Pre
nase ucely vsak postacuje, pretoze pomocou skére vieme vyhodnotit vac¢sinu typu stavok
ako st 1z2, pocet gdlov, parne/nepdrne.

Pre ziskavanie vysledkov posleme GET dotaz na endpoint /v1/fixtures/settled’.
Jeho jedinym povinnym parametrom je ID Sportu, pre ktory chceme vysledky ziskat. Tento
parameter prijima iba jednu hodnotu, takze pre ziskanie vSetkych vysledkov tito metédu
budeme musief volat pre kazdy sport. Endpoint navyse umoznuje ziskavat vysledky iba pre
konkrétne ligy, ale tento parameter nepouzijeme, nakolko sa snazime ziskat vSetky dostupné
vysledky, a to ¢o najmensim po¢tom dotazov. Dalej je mozné poskytnit parameter since.
Ten je urceny pre inkrementalne aktualizacie, teda v odpovedi by sme dostali iba vysledky,
ktoré pribudli od ddtumu a casu Specifikovaného v parametri since. Tento parameter je
vhodné pouzit ak by sme chceli ziskavat vysledky s nizkou odozvou a casto volali ttato
metddu. Znizila by sa tak velkost odpovedi. Nam vysledky staci ziskavat oneskorene, takze
tento parameter nebudeme vyuzivat. Zber tychto dat budeme vykonavat s velmi nizkou
frekvenciou. Raz za 12 hodin bude postacujiice na to, aby sme nazbierali vSetky vysledky,
¢o potrebujeme. Zaroven vsak ponechd urciti rezervu v pripade vypadku niektorych sluzieb
bez toho, aby sme niektoré vysledky zmeskali.

V odpovedi ziskame zoznam vsetkych zapasov (aj jednotlivych periéd), ktoré boli vy-
hodnotené za poslednych 24 hodin. Format odpovede je v ukazke 4

“vgetky dotazy na pinnacle API maji prefix api.pinnacle.com
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{

"sportId": O,
"last": O,
"leagues": [
{
"id": O,
"events": [
{
"id": O,
"periods":
{
"number" :
"status":

[

0,
0,

"settlementId":

0,

"settledAt":
"teamlScore":
"team2Score":

"2017-09-03T18:21:22.3846289-07:00",
0,
0,

"cancellationReason": {...}

Ukéazka 4: Ziskavanie vysledkov zapasov

Pre kazdy zapas kazdej ligy v odpovedi dostavame pole period, v ktorom si vysledky
jednotlivych polc¢asov a celého zapasu. number indikuje ¢islo periddy. status potvrdzuje
spravnost vysledkov. team1Score a team2Score je pocet gélov jednotlivych timov.

Pre ziskanie ID sportu pouzijeme GET metédu na endpoint /v2/sports, ktory neprijima
ziadne parametre. V odpovedi dostdvame v poli sports zoznam poloziek, ktoré reprezen-
tuju jednotlivé Sporty. Nakolko chceme zbierat vsetky vysledky len pre futbal a je velmi
nepravdepodobné, ze stavkova kancelaria zmeni ID tohto Sportu, iplne postaci ak metédu
zavolame ruc¢ne a ID Sportu ulozime priamo do zdrojového kodu.
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{

"sports": [

{
"id": 0,
"name": "string",
"hasOfferings": true,
"leagueSpecialsCount": O,
"eventSpecialsCount": O,
"eventCount": O

Ukézka 5: Sporty v ponuke kanceldrie Pinnacle

3.2.5 Rozlisovanie totoznych zapasov z roéznych zdrojov

Na to aby sme nazbierané data mohli nejakym spdsobom vyhodnocovat potrebujeme mat
informaciu o vysledkoch zapasov, pre ktoré sme zbierali vyvoje cien kurzov. Kedze vysledky
zapasu su na rozdiel od kurzov vzdy rovnaké pre jeden zapas bez ohladu na to, v ktorej
stavkovej kancelarii bol dany zdpas v ponuke, staci zbierat vysledky zapasov iba z jedného
zdroja. Navyse nie kazd4 stavkova kanceldria zverejnuje konkrétne vysledky zapasu a vacsi-
nou bude zverejnovat iba vysledky konkrétnych stavok, a aj to iba pre hracov, ktori stavku
zrealizovali. V nasom pripade ako nas jediny zdroj vysledkov pouzivame API od kancelérie
Pinnacle. Tieto vysledky vieme potom v databaze priamo namapovaf pomocou interného
ID na konkrétne zdpasy. Potrebujeme teda nejaky mechanizmus, ktory dokaze urcit, ze dve
ponuky z roznych stavkovych kancelérii sa odkazuji na ten isty zapas v skuto¢nom svete.

V kontexte detekcie totoznych udalosti povazujeme za zdroj pravdy data spolocnosti
Pinnacle, pretoze ich ponuka je najobsiahlejsia, a preto, ze vysledky zapasov vieme priamo
priradit k jednotlivym zapasom podla interného ID spolo¢nosti bez toho, aby sme museli
vztah nejakym sposobom odvodzovat. Odvodzovanie vztahu medzi zdpasmi v ponuke os-
tatnych kancelarii vzhladom k zdpasom v ponuke Pinnacle bude zalozené na podobnosti
retazcov jednotlivych atribiitov porovnavanych zédpasov a blizsie je popisané v sekcii 4.1.2

3.3 Ziskavanie znalosti a analyza nazbieranych dat

Data, ktoré sme ziskali zo stavkovych kancelérii teraz mame prilezitost analyzovat a poku-
sit sa z nich extrahovat informécie. Analyzovali sme doménu a vybrali sme datova sadu,
z ktorej sa budeme pokusat informacie ziskavat. V tejto pripadovej studii sa zameriame
na vyvoje kurzov spoloénosti Pinnacle. Dévodom je objem nazbieranych dat a objem sta-
vok, ktoré tato spolo¢nost denne uzatviara v porovnani s domacim trhom. V nazbieranych
datach sa pokisime vyhladat frekventované vzory vyvoja kurzov a vztah medzi tymito frek-
ventovanymi vzormi a vysledkami zdpasov. Druhou tlohou bude statistické vyhodnotenie
celkového rozdielu kurzu od prvotného zverejnenia zapasu a kurzu tesne pred zaciatkom za-
pasu a zavislost vysledku zapasu od tejto zmeny. Toto je metrika, ktor mnoho stavkarov
pouziva pri rozhodovani. Podla definicie procesu ziskavania znalosti z kapitoly 2.1 zodpove-
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daju doterajsie kroky s krokom 1 a 2 tohto procesu. Nakolko méame vybranu zvoleni datova
sadu, nasleduje dalsi krok, ktorym je predspracovanie dat.

3.3.1 Predspracovanie a Cistenie

Kedze sledujeme zavislosti vysledkov udalosti a vyvojov kurzov, jednym z krokov cistenia
je, ze odstranime vsetky zapasy, nasledne aj vSetky nazbierané ponuky pre tieto zdpasy, pre
ktoré nepozname vysledok. V tomto pripade nemame ini moznost ako na chybajice hodnoty
reagovat, nakolko vysledky zdpasov nemo6zu byt ziadnym spésobom odvodené z existujucich
dat. Dalsfm krokom éistenia je odstranenie vsetkych pontik, ktoré boli pontknuté po case
zacCiatku zapasu. V tomto pripade odstranujeme iba ponuky, nie samotné zapasy, nakolko
vyvoje kurzov pred samotnym zaciatkom zapasu si platné data, o ktoré mame zaujem.
Dalsou podmienkou, ktord musi platit je, Ze vsetky kurzy maji hodnotu vyssiu ako 1.0
pocas celého vyvoja. Ak pre niektori ponuku kurzy nadobtudali hodnotu mensiu alebo
rovni 1.0, pravdepodobne bol zapas zruseny alebo odlozeny. Tieto ponuky aj zapasy, ku
ktorym sa viazu moézeme odstranit. Nakoniec mézeme odstranit aj vsetky zdpasy, pre ktoré
nemame ziadne ponuky kurzov. V tomto momente by data mali byt vycistené, ale ako bolo
spomenuté v kapitole 2.1, tento proces je iterativny a je mozné, ze sa k nemu pri samotnej
implementécii vratime.

Nasledujiucim krokom je transformaécia dat. Tento krok bude pomerne obsiahly, ale je
potrebné, aby sme data transformovali do takej podoby, aby sme s nimi vedeli jednoducho
a hlavne efektivne pracovat. Jednym z hlavnych cielov bude minimalizovat pocet databa-
zovych operécii, ktoré je potrebné s nad transformovanymi datami vykonavat pocas data
miningu. Docielime toho hlavne tak, ze Struktiru dat denormalizujeme a vytvorime plocht
struktiru.

3.3.2 Transformacia

Prvym krokom transformaécie je agregacia vyvojov kurzov pre jednotlivé ponuky. Pre kazda
ponuku z tabulky OFFER ziskame vsetky kurzy. Ziskavame tym ¢asovi radu s 3 atribatmi
0DDS1, 0DDS2, 0DDS3. Tuto ¢asovi radu nasledne rozdelime tak, aby vyvoj kurzov pre kazdua
z moznosti bol reprezentovany samostatnou radou. Napriklad pre ponuku tim A vs. tim B
1x2 ziskame 3 ¢asové rady, kde prvé ¢asova rada bude reprezentovat vyvoj kurzu na moznost
vyhra tim A (1), druhd ¢asova rada reprezentuje moznost vyhra tim B (2) a tretia remiza
(x). Priklad takychto ¢asovych rdd vidime na obrazku 3.5.

Takouto transforméaciou ziskame Casové rady, pricom kazda bude reprezentovat vyvoj
kurzu jedného tipu jednej konkrétnej stavky pre jednu udalost. Priklad takejto casovej
rady by bol vyvoj kurzov pre tip ,Vyhra doméci“ pre stavku typu 1x2. Mame teraz k
dispozicii casové rady, kde kazda reprezentuje vyvoj kurzov pre jeden konkrétny tip. Kazda
casovi radu teraz transformujeme tak, ze z dostupnych hodndét ponechame iba lokalne
extrémy. Tymto ziskame rady, ktoré reprezentuju to, akym spdsobom sa kurz menil v
kompaktnejsom forméte. Odstranime tymto tseky v ¢asovych radach, kde sa kurz nemenil
a zaroven agregujeme Ciastoc¢né prirastky alebo tbytky na jednu hodnotu. Priklad takto
transformovanej rady znazornuje obrazok 3.6.

Naésledne tuto ¢asovi radu transformujeme na radu relativnych rozdielov po sebe nasle-
dujtcich hodnét. Ziskame tak rady, kde kazda hodnota reprezentuje relativnu zmenu kurzu
voc¢i poslednému lokdlnemu extrému. Zaroven v tomto kroku zahadzujeme informaéciu o
case a ziskavame tak namiesto casovej rady postupnost zmien, ako vidime na obrazku 3.7.
Na y-ovej osi uz nie st casové znacky, ale iba poradové cisla datovych bodov. Normaliza-

31



3.2 7

3.0 4

2.8 1

2.6

—— home win away win — draw

Obr. 3.5: casova rada 3vl

ciou sme zaistili, ze rovnaké absolitne prirastky pri nizsich kurzoch maju vyssiu relativnu
hodnotu ako rovnaké absolitne prirastky pri vyssich kurzoch.

Postupnosti, ktoré mame k dispozicii sa stale viazu na jeden konkrétny tip. V dalSsom
kroku tymto moznostiam priradime vysledky. Vysledky budeme reprezentovat bindrne (ako
vieme, stavky, ktoré sme zbierali, mézu mat len dva vysledky - vyhra alebo prehra stavkuju-
ceho). Inymi slovami, ku kazdej ¢asovej rade priradime vysledok podla toho, ¢i tdto moznost
bola pre dant stavku vyhernd. KedZze v predchadzajicom kroku predspracovania sme vy-
radili udalosti, pre ktoré nepozname vysledky, vieme, ze pre kazdu z ¢asovych rad, ktoré
nam ostali vieme zistit vysledok. Vysledky udalosti sa nachiadzajt v tabulke SETTLEMENT.
Pre kazdi moznost musime tento vysledok vyhodnotit. Napriklad, ak médme ¢asovi radu,
ktora sa viaze na moznost padne viac ako 3.5 gélov pre stavku typu pocet gélov v prvom
poléase a z tabulky settlement vidime, zZe stav v prvom poléase pre danti udalost bol 1:1,
vyhodnotime tito moznost ako prehravajicu a priradime do tohto atribttu hodnotu 0.
V tomto momente ndm iba ostava takto transformované déta ulozit. Schéma tabulky pre
predspracované data je na obrazku 3.8. Vidime, ze vysledny formét je velmi kompaktny na-
priek tomu, ze sme neprisli o ziadne potrebné informécie. OFFER_ID odkazuje na pévodnil
ponuku. ODDS je zoradené pole povodnych kurzov serializované ako retazec, 0DDS_DIFFS ob-
sahuje nasu serializovani Casovi radu zakdédovani ako refazec. OUTCOME je vysledok danej
stavky, ma binarnu hodnotu. Tieto data predédvame dalej do fazy dataminingu.
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PREFROCESSED_ODDS MARKET_OFFER

“PK=> ID INT “PK=> ID INT

<FK= OFFER_ID INT <FK= BM_EVENT_ID INT
ODDS_DIFFS TEXT o “FE> ODDS_TYPE_ID INT
oDDs TEXT POINTS DECIMAL
OUTCOME INT

Obr. 3.8: Format dat po predspracovani

3.3.3 Data mining

Ako bolo spomenuté v kapitole 2.1, Glohy dolovania dat delime na deskriptivne a pred-
iktivne. Nasim zamerom je pozorovat vzory vo vyvoji dat a zavislosti medzi vysledkami,
jedna sa teda o deskriptivny druh dataminingu. V nasom pripade budeme medzi vyvojmi
kurzov hladat frekventované vzory pomocou apriori algoritmu. Nésledne budeme statisticky
vyhodnocovat prilezitosti, u ktorych takyto vyvoj nastal. Pre porovnanie tiez zhodnotime
jednoduchy celkovy rozdiel otvarajiceho a zavere¢ného kurzu.

Priprava dat pre apriori algoritmus

Cielom tohto algoritmu je najst casto vyskytujice sa vzory. Ako prvy krok potrebujeme
data pripravit pre algoritmus. Relativne zmeny kurzov potrebujeme previest na symboly,
pricom kazda hodnota bude reprezentovand jednym z N symbolov (N je parametrom nésho
data mining algoritmu). Z transformovanych dét vyberieme zdznamy, kde vysledok stavky
je 1, nakolko sa pokiisame najst ¢asto vyskytujice sa spravanie pre vitazné pripady. Na za-
klade vsetkych relativnych zmien z tychto zdznamov spocitame g-kvantily, pricom ¢ = N.
Inymi slovami, interval hodnot rozdelime tak, aby jednotlivé intervaly mali rovnakt hibku.
Kazdému intervalu, ktory takto ziskame, priradime jeden symbol. Ziskame tak tabulku pre-
vodov zmien kurzov na symboly. Pomocou tejto tabulky zakédujeme vSetky vyvoje kurzov
vo vybranych zaznamoch. Vyvoje kurzov tak budi reprezentované postupnostou symbolov.
Priklad zakédovaného vyvoja kurzov vidime na obrazku 3.9. Sekvencia bola zakdédovana
pomocou tabulky 3.2.

zmena symbol
(—o00,—0.1212) A
< —0.1212,-0.0124) B
< —0.0124,0.0231) C
< 0.0231,0.1114) D
< 0.1114, 00) E

Tabulka 3.2: Priklad tabulky prevodov pre 5 symbolov

34



1.000

0.975 A

0.950 -

0.925 A

0.200 -

0.875 A

0.850

0.825 A

0.800
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Hladanie frekventovanych vzorov pomocou apriori algoritmu

Tento algoritmus pouzijeme pre vyhladanie frekventovanych vzorov v sekvencidch symbo-
lov, ktoré sme ziskali zakédovanim jednotlivych postupnosti relativnych zmien pomocou
tabulky prevodov. V§stupom algoritmu st sekvencie, ktoré spiiiajd miniméalnu podporu a
spolahlivost. Podpora v nasom pripade hovori o tom, s akou pravdepodobnostou sa vzor
nachddza v mnozine vzorov pre vitazné stavky.

Algoritmus pracuje nasledovne:

1.

2.

Zvolime miniméalnu podporu. Tato hodnota mo6ze byt absolutna alebo relativna.

Vytvorime mnozinu vietkych frekventovanych vzorov o dizke 1, teda mnozinu symbo-
lov, ktoré sa medzi vSetkymi sekvenciami vyskytuji s minimalnou podporou. Kedze
jednotlivé sekvencie sme kédovali do symbolickej podoby na zaklade kvantilov, vieme,
ze vsetky symboly sa vyskytuju priblizne v rovnakom pocte. Ako pociato¢ni mno-
zinu frekventovanych vzorov teda zvolime mnozinu vsetkych symbolov. V tomto kroku
méame teda mnozinu vzorov, kde kazdy mé podporu priblizne 1/N, pricom N je pocet
symbolov z tabulky prevodov.

. Kazdy z frekventovanych vzorov rozsirime nasledovnym spésobom. Z mnoziny frek-

ventovanych vzorov vyberieme vsetky vzory, ktoré maji s vybranym vzorom spolo¢ny
prefix o dizke K — 1, kde K je dlzka vzoru. Pre dany vzor vygenerujeme kandidétne
vzory tak, ze dany vzor rozsirime o posledny znak retazca, s ktorym vzor zdiela prefix.
Mnozinu kandidatnych vzorov rozsirime o takto ziskané vzory.

. Z kandidatnych vzorov vyradime vzory, pre ktoré neplati, Ze vSetky podretazce st

frekventované vzory. V praxi to znamenad, ze pre kazdy kandidatny retazec skontrolu-
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jeme, ¢i sa vSetky jeho podretazce dizky K — 1, kde K je dizka kandidatneho vzoru,
nachddzaju v predchadzajicej mnozine frekventovanych vzorov.

5. Z mnoziny kandidatnych vzorov ziskame mnozinu frekventovanych vzorov dlzky K
tak, Zze vyradime vzory, ktoré nesplnaji miniméalnu podporu. Ak je novd mnozina
prazdna, vraciame predchiddzajicu mnozinu frekventovanych vzorov.

6. Opakujeme od kroku 3 pre novii mnozinu frekventovanych vzorov.

Zo ziskanych frekventovanych vzorov moézeme néasledne odvodit asociacné pravidla v
tvare A => win, a nasledne z tychto pravidiel ponechat len tie, ktoré spiﬁajfl miniméalnu
spolahlivost. Spolahlivost pre frekventovany vzor A spocitame ako podmienend pravdepo-
dobnost

P(win|A)

Minimaélna podpora bude vzhladom na sémantiku nasich dat 33.3% pre stdvky 1x2 a 50%
pre stavky pocet gbélov.

Ako uz bolo spomenuté v kapitole 2.1, jednd sa o iterativny proces. Parametre, ako je
pocet znakov pouzitych pre kédovanie sekvencii, minimalna podpora, minimalna spolahli-
vost (t4 vychadza zo samotnej domény a cielov), minimalna dizka frekventovaného vzoru
a pod. moéze byt nutné upravovat, aby sme sa dostali k pouziteInym vysledkom. Vysledky
experimentov s roznymi parametrami si uvedené v kapitole 5.

Pre analyzu zmeny kurzu vodi otvarajicemu kurzu opakujeme tie isté kroky KDD pro-
cesu ako pri hladani frekventovanych vzorov. Rozdielom je, ze fizu vzorkovania po lokdlnych
extrémoch vynechdvame. Miesto toho berieme prvii a poslednt vzorku casovej rady. Koé-
dovanie na symboly taktiez nie je nutné. Histogramy pre nazbierané data st ukazané v
kapitole 5.
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Kapitola 4

Implementacia navrhnutého
riesenia

V tejto kapitole budu popisané implementacné detaily vybranych prvkov systému navrhnu-
tého v kapitole 3. Budu spomenuté niektoré rozdiely medzi ndvrhom a implementaciou,
ako aj zdovodnenie tychto rozdielov a pripadne nepredvidané situacie, s ktorymi bolo nutné
sa vysporiadat. Budu opisané pouzité algoritmy, datové struktiry, kniznice a programové
struktiry jazyka Python pouzité pri rieseni jednotlivych tloh.

4.1 WebScraping

V tejto sekcii bude opisand samotna implementacia jednotlivych krokov procesu zberu a
ukladania dat.
4.1.1 Framework

Pre zber dat bol navrhnuty jednoduchy framework, ktory dovoli rozsirenie o zber dat z
dalsich zdrojov bez nutnosti menit celkovi struktiru systému. Jadrom systému je databéza,
do ktorej framework zapisuje nazbierané tidaje z jednotlivych zdrojov. Zaroven je tato
databéza zdrojom dat pre faizu dataminingu. Uzivatelskymi jednotkami v tomto frameworku
st jednotlivi boti, ktori definujui, ako sa budua déata z jednotlivych stranok ziskavat. Hlavnymi
zodpovednostami frameworku sii:

1. Spracovavanie a validicia dat od botov a nésledné ukladanie dat do databazy
2. Vytvaranie HT'TP dotazov na zaklade poziadaviek botov.

3. Spustanie konkrétnych procesov jednotlivych botov v danych intervaloch.

4. Vytvaranie metrik a sStatistik

5. Interakcie s databazou, davkové vkladanie dat.

Praca s databazou

Névrh databazy v sekcii 3.2.2 je dobry z hladiska odporicaného navrhu databaze a norma-
lizacie. Databaza by bola vhodna pre ukladanie velkého mnozZstva dat ak by sme dopredu
poznali vSetky vizby medzi datami a vedeli by sme ktoré zdpasy su identické. Ak by sme
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tato schému databézy pouzili pri implementacii, zistili by sme, ze takdto schéma kladie isté
obmedzenia na spésob, akym sme schopni data ziskavat. Vysledna databaza pouzitd pre
implementaciu sa teda mierne odlisuje. Schéma pouzitej DB je na obrazku 4.1 a vzhladom
na pévodny navrh ma tato sémantiku:

1. Tabulky BOOKMAKER_EVENT a FIXTURE boli zlicené do jednej tabulky. Dévodom je, ze
pri pévodnom navrhu nebolo mozné vlozit zdznam do tabulky BOOKMAKER_EVENT bez
toho, aby sme vedeli na akt redlnu udalost odkazuje. To teda vyzadovalo pre kazdy
novoobjaveny zapas v ponuke niektorej z kanceldrii detekovat, na ktory zapas real-
neho sveta odkazuje. Navyse, tato detekcia musela byt vykonana okamzite. Zltc¢enim
tabuliek sme docielili toho, ze kazdy novoobjaveny zapas ulozime do spojenej tabulky
BOOKMAKER_FIXTURE s datami, ktoré pontka stavkova kancelaria a detekciu totoznych
zépasov z roznych kancelarii vykoname neskor.

2. Tabulky MARKET_OFFER a PRICE_UPDATE boli zlt¢ené do jednej. Hlavnym dévodom je,
ze to vyrazne zjednodusuje implementaciu nasho mini frameworku a botov samotnych.
V prvom rade to zjednodusi pripad, kedy sa konkrétna ponuka pre konkrétny zapas
objavi prvykrat. Nie je nutné riesit logiku, ktord vytvori zdznam pre MARKET_OFFER
ak neexistuje. V ostatnych pripadoch vytvarat iba PRICE_UPDATE zéznamy. Dalsou
vyhodou je, ze bot, ktory bude zbierat informacie o kurzoch a generovat zaznamy pre
tabulku PRICE_UPDATE nepotrebuje zistovat ID zdznamu MARKET_OFFER, ku ktorému
sa tieto kurzy viazu.

3. Vytvorend bola tabulka RESOLUTION. Tuto pouzijeme pre ukladanie informéacie o tom,
ktoré udalosti od réznych stavkovych kancelarii sa zhoduju. Nakolko vysledky zapa-
sov zbierame od Pinnacle, pouzijeme zapasy od Pinnacle ako smerodajné. V tabulke
RESOLUTION teda budu zaznamy, ktoré mapuji zapasy z kancelarii inych ako Pinnacle,
na jeden konkrétny zadpas Pinnacle.

4. Pouzitim zlicenej tabulky OFFER moze bot priamo generovat zdznamy do tejto ta-
bulky z dat, ktoré ziska z webu bez toho, aby potreboval nejaké informacie navyse z
databazy. Zaznamy v tabulke OFFER sa viazu na zdznamy FIXTURE pomocou nazvu
stavkovej kancelarie a interného ID danej udalosti u tejto stavkovej kancelarie. Dole-
zité je podotknuf, Ze toto integritné obmedzenie nie je vynucované. Znamené to, ze
zaznam OFFER je mozné vlozit bez toho, aby existoval prislusny zaznam FIXTURE. To
je z dovodu, Ze nové zapasy su objavované v pomalSom intervale, ako su ziskavané
aktudlne kurzy. Takto mame istotu, ze nezahadzujeme kurzy, pretoze druhy proces
este neobjavil dany zapas a Ze kurzy zbierame od samého zaciatku odkedy si v po-
nuke stavkovej kancelarie. Toto bude maf vplyv najmé pre data Pinnacle. Kedze
endpoint vracia vsetky zmeny kurzov poslednej aktualizicie, nepotrebujeme poznat
ID jednotlivych zapasov, a nie je teda problém ziskavat kurzy skor, ako sme schopni
identifikovat, ku ktorym zapasom sa vztahuju. V pripade dat Niké tato absencia in-
tegritnych obmedzeni de facto nehra tlohu, nakolko kurzy zacneme ziskavat az po
tom, ¢o discover proces ,,objavi“ identifikdtory jednotlivych zapasov a tie ulozi do
cache spolu s vlozenim spracovanych zapasov do databazy. pull proces potom moze
ziskavat kurzy az na zéklade tychto identifikatorov v cache.

Ako databdzovy backend nas framework pouziva SQLite. Jedna sa o jeden z najpouzi-
vanejsich databazovych systémov na svete (podla vyvojarov najpouzivanejsi) [31]. Vyhodou
pre nase pouzitie okrem vybornej podpory online je, Ze sa jednd o vstavany systém, ktory
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SETTLEMENT
<PK> 1D INT

<FK> EVENT_ID INT
HOME_SCORE INT
AWAY_SCORE INT
PERIOD INT
SEEER o T BOOKMAKER EVENT
<FK> BM_EVENT ID INT :E:z<FK> :30232:?;;0 i::
<FK>  ODDS_TYPE_ID INT HOME. TEAM vaRcHaR € [RESOLUTTON
TIME_UPDATED DATETIME AWAY_TEAM VARCHAR <PK><FK> BASE_FIXTURE_ID VARCHAR
g; gggi:it START TIME DATETIME [ |<PK><FK> RESOLVED_FIXTURE_ID VARCHAR
03 DECTMAL LEAGUE_NAME VARCHAR
POINTS DECIMAL
PERIOD INT
0DDS_TYPE BOOKMAKER
<PK> ID INT <PK> D0 INT
TYPE_NAME VARCHAR NAME VARCHAR

Obr. 4.1: Schéma databazy pre zber dat

funguje bez servera a jeho implementacia je zalozend na citani a zapise do siboru. Tento
SRBD bol teda zvoleny najmé kvoli jednoduchosti nasadenia. Jednotlivé funkcie frame-
worku pre pracu s DB st implementované v triede SqliteAdapter.

Databéza je zédroven pouzitd ako docasné tlozisko pre transformované data pre pouzitie
pri extrakcii znalosti z tychto dat. Kedze v tejto faze sa pracuje s velkym objemom dat
naraz, bolo nutné uskutoc¢nit isté optimalizacie. Po predspracovani dat pre data mining bu-
deme tieto data ukladat do databazy. Mozeme ocakavat, ze sa bude jednat o pomerne velké
mnozstvo dat. Kniznica pre pracu s SQLite databdazou bohuzial neimplementuje metodu,
ktora vlozi do databdzy naraz viacero zdznamov. V spolo¢nom rozhrani pre databazy jazyka
Python[13] existuje metéda insert_many (). T4 je bohuzial v kniznici SQLite implemento-
vané tak, Ze prijima zoznam poloziek, ktoré chceme vlozif, no vklada ich po jednom. Pre
optimalizéciu tohto procesu bolo nutne navrhniuf vlastni metédu, ktord vygeneruje SQL
dotaz, ktory vlozi naraz niekolko zaznamov. Nakolko maximalny pocet zaznamov, ktoré je
mozné vlozit jednym volanim metédy INSERT je v SQLite 500 zdznamov, bolo zaroven nutné
implementovat metédu, ktord velkt vstupnu kolekciu rozdeli na podkolekcie o maximalnej
velkosti 500 a nasledne tieto podkolekcie vlozi naraz do databazy. Tato optimalizacia mala
vyznamny dopad na rychlost fazy predspracovania dat.

4.1.2 Ziskavanie dat

Ako uz bolo spomenuté, samotné ziskavanie dat je implementované v uzivatelskych trie-
dach (botoch), ktoré rozsiruju triedu Bookmaker. Samotné ziskavanie stavkovych kurzov
rozdelime na dva procesy. Nazveme ich pull_odds a discover_events. discover_events
process bude mat za tlohu prehladat struktiru stranky a identifikovat a vyhladat na nej
vSetky udalosti, ktoré nés zaujimaji. V nasom pripade sa bude jednat o vsetky futbalové
zapasy. Kazdu takito udalost spracuje a vytvori objekt triedy Fixture. Tato trieda je izo-
morfnd so zaznamami v tabulke BOOKMAKER_FIXTURE. Kolekciu tychto objektov nésledne
odovzda frameworku, ktory tieto iidaje vlozi do databazy do tabulky BOOKMAKER_FIXTURE.
Pre kazdy objekt Fixture zaroven vrati url, pripadne iba hodnotu url parametra, pomocou
ktorého je mozné ziskat konkrétne stavky a kurzy pre dant udalost. V pripade statickych
stranok sa méze jednat o cele URL, pripadne URL sufix daného zdpasu alebo v pripade dy-
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namickych stranok moze ist o hodnotu POST alebo GET parametra. Tieto hodnoty framework
ulozi do cache, kde budt pristupné pull procesu.

pull proces bude mat za tlohu ziskat aktudlne ceny kurzov pre udalosti, ktoré boli
objavené discover procesom. Proces ziska informécie o tom, odkial ma tieto data ziskat z
cache. Pre jednotlivé zdznamy z cache ziska dostupné data z webstranky. Tie potom spracuje
a vytvori z nich kolekciu objektov triedy 0ffer. Tato trieda je izomorfna so zdznamami v
tabulke OFFER. Tuto kolekciu nasledne predd frameworku, ktory tuto kolekciu vlozi do
databézy do tabulky OFFER.

Takéto rozdelenie na dva procesy ma za néasledok, ze pre ziskanie kurzov nemusime
zakazdym prehladavat celu stranku, ale mézeme pre kazdu udalost priamo dotazovat adresu
pre kurzy. Zaroven sa nam ponika moznost definovat rozne frekvencie procesov pre data,
ktoré sa menia menej ¢asto (zdpasy v ponuke) a data, ktoré sa menia ¢asto (ceny kurzov).
To mé za nésledok dalsie zniZenie poc¢tu zbytoénych dotazov. Znizenim poctu zbytocénych
dotazov znizujeme taktiez pravdepodobnost, ze stavkova kancelaria detekuje ttuto aktivitu
a vystavi na nase pripojenie nejaké obmedzenie.

V pripade niektorych stranok moézeme docielit dalSie znizenie poc¢tu dotazov tym, ze
ceny kurzov budeme ziskavat po davkach. To je samozrejme podmienené tym, ze samotny
webserver danej stranky nieco takéto dovoluje. Toto je va¢sinou mozné len pre stranky ktoré
st dynamické. Ako sme zistili v kapitole 3, prave webserver stranky nike.sk umoznuje do-
tazovat sa o kurzy pre niekolko udalosti naraz. Tento fakt zohladnime aj pri implementéacii
pull procesu pre tohto bota. Pri ziskavani kurzov rozdelime kolekciu ID zapasov na pod-
kolekcie o maximélnej velkosti 30 prvkov.'. Dotazy na stranku nésledne budeme posielat
naraz pre vsetkych 30 zapasov. Tymto vyrazne znizime pocet vytvaranych dotazov.

Pre vytvorenie procesu, ktory bude data zbierat je pouzitd trieda BotBuilder a jej
tovarenskd metdéda build (), ktord zostroji instanciu triedy Bot pomocou niektorej z im-
plementéacii triedy Bookmaker. Tato instancia zaroven nesie informaciu o tom, ktori z im-
plementovanych metéd triedy Bookmaker mé volat a s akym intervalom sa spustat.

Rozpoznavanie identickych zapasov

Ako uz bolo spomenuté, nie kazda stavkova kancelaria ndm poskytuje moznost ziskat vy-
sledok stretnutia priamo pomocou interného ID danej udalosti. V nasom pripade pouzijeme
iba jeden zdroj vysledkov a tym je stavkova kancelaria Pinnacle. Tieto vysledky sa priamo
viazu na zapasy v ponuke tejto stavkovej kancelarie ich internym ID. Lubovolni stavku
v tejto kancelarii teda vieme vyhodnotif na zdklade ID udalosti, ku ktorej sa tato stavka
vztahuje. Pre vyhodnotenie podujatia v ponuke inej stavkovej kancelarie teda potrebujeme
zistit, ¢i sa toto isté podujatie nachadza v ponuke stavkovej kancelarie Pinnacle a ktoré to
je.

Komponentu, ktord mé za tlohu identifikovat totozné zapasy v nasom frameworku, na-
zveme EventResolver a funguje nasledovne. M4 jedini metédu resolve (). Ako vstup pri-
jima udalost Fixture, ktort sa snazime identifikovat. Jej vystupom je Optional [Fixture],
ktord v pripade, ze existuje udalost v ponuke Pinnacle, je totozna so vstupnou.

Algoritmus pre detekciu totoznych udalosti je zalozeny na retazcovej vzdialenosti. Pre
samotné spocitanie podobnosti retazcov sa ndm ponuka niekolko algoritmov, ako napriklad:
Levenshteinova vzdialenost[1], Damerau-Levenshteinova vzdialenost[10], Jaro-Winklerova
vzdialenost [1].

! Zistené experimentalne
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Nasa komponenta bude pouzivat prave Levenshteinovu vzdialenost, pretoze kniznica
FuzzyWuzzy, ktord pre tieto cely pouzijeme, pouziva tito metriku[3][1].

Pre vstupné podujatie komponenta vyberie z databazy kandidatne podujatie na zédklade
tychto kritérii. Zdrojova stavkova kancelaria pre kandidatne podujatie je Pinnacle. Datum
a Cas zaciatku kandidatneho podujatia je v rozsahu < —4,+4 > hodiny vzhladom k ¢asu
a datumu zaciatku vstupného podujatia. Tento Casovy rozsah je implementovany preto,
Ze obcCas sa moze stat, ze niektord stavkova kanceldria ma nespravne ddaje o zaciatku
stretnutia. Napriklad ak sa podujatie posunie kvoli pocasiu a stavkova kancelaria tento fakt
nezohladni. Casové nezrovnalosti mézu vznikat taktiez kvoli nezrovnalostiam v ¢asovych
pasmach. Konkrétne dévody nie sa tak dolezité ako fakt, ze k tymto pripadom skutocne
dochédza, a to castejsie ako by sa ¢lovek mohol domnievat. Tymto zmensime prehladavany
priestor, ¢im zaroven nechavame urcity priestor pre odchylky.

Po ziskani kandidatnej mnoziny sa pokusime ndjst identickti udalost nasledovne. Pre
kandidatne udalosti a vstupnu udalost vytvorime mnozinu identifikdtorov pozostévajicich z
nazvu domaceho timu, nazvu timu hosti a nazvu ligy. Nasledne pomocou knihovnej metody
process.extracOne vyberieme z kandidatnych udalosti ti najpodobnejsiu vstupnej ak
tato splnuje prahovi podobnost.[l] Prahovii podobnost nastavime relativne vysokid aj za
cenu toho, ze sa moze stat, ze niektoré udalosti nebudeme vediet rozlisit aj napriek tomu,
ze medzi kandidatnymi sa nachidza totozna udalosf. V nasom pripade moéze mat ,false
positive® ovela horsie nasledky a negativny vplyv na vysledné spracovanie ako to, ze niektoré
udalosti zostani nerozpoznané. Pri vyvoji tejto komponenty bolo testované rozpoznédvanie
200 udalosti od spoloénosti Niké na udalosti v ponuke stéavkovej kancelarie Pinnacle. Pri
prahovej hodnote 85 komponenta tispesne rozpoznala 198 tychto udalosti.

4.1.3 Sprava a planovanie procesov

KedZze zber dat nie je jednorazova zalezitost, ale procesy musia bezat dlhodobo, je vhodné
zamysliet sa nad tym, ako budeme jednotlivych botov spravovat a spustat. Zaroven by bolo
vhodné, aby sa v pripade nejakych neocakavanych udalosti, napriklad docasny vypadok
siete, vedeli boti zotavit. K dispozicii médme niekolko systémov pre kontrolu procesov ako
supervisord[32], runit[30] alebo puppet[28]. V nasom pripade pouzijeme Standardny sys-
tém pre spravu unixovych sluzieb, systemd[33] a jednoduchy skript, ktory bude generovat
konfiguracné subory pre systemd.

Systemd ndm okrem iného dovoluje definovat spravanie v pripade, Ze sa kontrolovany
proces neCakane zastavi a skonci s chybou, a taktiez ndm umoznuje automaticky spustat
procesy po pripadnom restarte servera, na ktorom nase procesy pre zber dat budi bezat
(napr. pri docasnom vypadku elektrického pradu). Systemd bude spravovat procesy pre zber
dat od jednotlivych stavkovych kancelarii. Popis spravania jednotlivych procesov je defino-
vany v konfigura¢nych stboroch pre systemd. Pre vytvorenie tychto siborov bol vytvoreny
jednoduchy skript, ktory na zaklade zoznamu poloziek triedy BotConfig vygeneruje sibory
pre systemd. Trieda BotConfig definuje ako casto a ktora metdda ktorého bota mé bezat.

V pripade, ze teda chceme rozsirit nas systém o data z dalSieho zdroja, pridat dalsiu
stavkovu kancelariu, z ktorej budeme zbierat data, staci pridat bota pre tuto stavkovi
kancelariu do adresara data_retrieval/odds/books. Tato trieda musi rozsirovat triedu
Bookmaker a implementovat abstraktné metédy get_odds() a get_events(). Dalej je
nutné pridat konfiguraciu do siboru data_retrieval/scripts/service_config.py, kde
pomocou zaznamu triedy BotConfig vygenerujeme konfigura¢ny stubor pre nového bota.
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Kapitola 5

Analyza nazbieranych dat

Analyzy boli vykonané na vzorke dat o velkosti 12 000 stavok typu 1x2 a 12 000 stavok
typu pocet gbélov pre futbalové zdpasy z ponuky stavkovej kancelarie Pinnacle. Vysledky
pre zvolené metddy ziskavania znalosti z dat st uvedené v nasledujucich sekciach. Tieto vy-
sledky mozu stavkarom pomdoct pri rozhodovani pri uzatvarani stavok. Interpretacia tychto
vysledkov je do istej miery ponechanda na uzivateloch.

5.1 Frekventované vzory

V tejto sekcii budi prezentované vysledky algoritmu pre dolovanie frekventovanych vzorov
pre vybrané parametre. Upravou parametrov sa snazime najst ¢o najdlhgie vzory s dostatoé-
nou podporou a spolahlivostou, ktora je lepsia ako nahodna, teda v pripade stavok typu 1x2
viac ako 33% a v pripade stavok typu poget gélov viac ako 50%. Tabulka 5.1 zobrazuje
najdené frekventované vzory, pricom parametre dolovacieho algoritmu boli nasledovné:

e pocet kédovych symbolov: 6

e miniméalna podpora: 0.075

o minimélna dizka frekventovaného vzoru: 4

o minimélna spolahlivost zavisi od typu stavky (vid vyssie)

Stipec tabulky vzor obsahuje konkrétne frekventované podvzory néjdené v mnozine
vetkych vzorov, ktoré reprezentuji vyvoj cien kurzov. Stipec podpora obsahuje pravde-
podobnost vyskytu tohto vzoru medzi vzormi pre vitazné stavky. Stipec spolahlivost
obsahuje podmienend pravdepodobnost, ze je stavka vitazna ak obsahuje dany vzor. Typ
stavky je uvedeny v poslednom stlpci. Podpora a spolahlivost je pocitand vramci stavok
rovnakého typu. Vyvoje kurzov boli kédované podla tabulky prevodov symbolov 5.2.
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vzor  podpora spolahlivost  typ stavky
BEBD 0.077 0.360 1x2
EBEB 0.100 0.367 1x2
BEBE 0.099 0.377 1x2
EBEC 0.082 0.398 1x2
DCDCE  0.080 0.513 pocet gdlov
CDBD 0.099 0.517 pocet gblov
BECD 0.078 0.518 pocet gblov

Tabulka 5.1: Najdené frekventované vzory

zmena symbol
(—00, —0.050) A
< —0.050,—-0.016) B
< —0.016,—0.001) C
< —0.001,0.019) D
E
F

< 0.019,0.051)
< 0.051, 00)

Tabulka 5.2: Tabulka prevodov pre 6 symbolov

5.2 Celkova zmena kurzu

Zavislost celkovej zmeny kurzu a vysledkov stavky pre stavky typu 1x2 je zndzornena na
histograme 5.1. Y-ova os oznacuje jednotlivé intervaly celkovej zmeny kurzu. X-ové os ozna-
Cuje celkovy pocet stavok v danom intervale a pocet vitaznych stavok v danom intervale.
Popisky jednotlivych stipcov navyse uvddzaji percentudlny podiel vitaznych stavok voci
vSetkym stavkam, u ktorych bola zmena kurzu v danom intervale.

Nakolko sa jedné o stavky s troma moznymi tipmi, pri ndhodnom vyhodnoteni stavok
by bol pomer vitaznych tipov 33.3%. Vidime, Ze pre nasu vzorku sa pravdepodobnost vyhry
pohybuje v rozmedzi 31.685% - 35.116% v zdvislosti na velkosti zmeny kurzu.

Pre stavky typu poet gbélov je zavislost zmien kurzov a vysledkov stavok znazornena
na histograme 5.2. Sémantika osi a popisiek jednotlivych stlpcov je rovnaka, ako tomu bolo
v predchidzajicom pripade.

KedZe sa jedna o stavky s dvoma moznymi tipmi, pri ndhodnom rozdeleni bude prav-
depodobnost vyhry 50%. Pre nasu vzorku sa pravdepodobnost vyhry pohybuje v rozmedzi
47.774% - 52.423%. V oboch pripadoch vidime, ze pravdepodobnost vyhry pre jednotlivé
zmeny kurzov je blizka ndhodnej pravdepodobnosti. To, ¢i sa tieto odchylky od ndhodnej
pravdepodobnosti dostatocne vyznamné, je otdzne. Tuto hypotézu by bolo vhodné verifi-
kovat na vicsej vzorke, ktort momentalne nemame k dispozicii.
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Obr. 5.1: Histogram pohybov kurzov pre stavky typu 1x2
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Kapitola 6

Zaver

Praca priblizila a demonstrovala postupy pre navrh a implementaciu systémov pre ziska-
vanie dat z webu. Na konkrétnom pripade bolo potom ukéazané, aké kroky je nutné pod-
stupit pre vytvorenie takéhoto systému. Na nazbieranych datach boli vykonané jednoduché
analyzy. Bolo ukazané, aké operéacie je potrebné na data v jednotlivych krokoch procesu
dolovania znalosti aplikovat. Pomocou apriori algoritmu sa podarilo v datach detekovat
frekventované vzory. Tieto moézu stavkarovi pomoct pri rozhodovani v pripade, Ze tieto
vzory bude pozorovat v budtcnosti. Pomocou histogramov bol preskiimany a prezentovany
vztah medzi celkovym rozdielom kurzu a pravdepodobnostou vyhry stavky.

Praca by mohla byt rozsirend o data z dalsich zdrojov. Dali by sa tak demonstrovat
techniky ziskavania dat z webu zo stranok, ktoré su statické alebo pouzivaju websockety.
Rozsirili by sa okrem toho tiez moznosti analyzy dat a bolo by mozné sledovat vztahy medzi
ponukami jednotlivych stavkovych kancelarii.

Napriek tomu, ze boli vSetky body zadania splnené, praca sa trocha prilis sustredila na
fazu web scrapingu. V doésledku toho bolo casti ziskavania znalosti venované nizsie tusilie
nez by bolo idealne.

Bolo by dobré, ak by zber dat prebiehal dlhsiu dobu a bolo by tym padom k dispozicii
vacsie mnozstvo dat. Vysledky analyz by tak boli spolahlivejsie.

V casti ziskavania znalosti by bolo dobré sktsit niektoré z mnohych dalsich metéd dolo-
vania znalosti - napriklad niektoré z prediktivnych metdéd. Taktiez by bolo dobré podobni
pracu konzultovat s doménovym expertom z oblasti kurzového stavkovania a na zdklade
toho odvodit vhodné metddy ziskavania znalosti.
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Priloha A

Obsah prilozeného média

CD
— IBT2 (obsahuje zdrojové sibory pre ziskavanie dat z webu a ich analyzu.)

+— analysis
+— data_retrieval

+— event_resolution

+— odds
Lbooks

+— scripts

«— systemd_services

— db
+— doc

Llatex (obsahuje zdrojove texty z ktorych bol vytvoreny tento dokument)

— TJjurko02-BP.pdf
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