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Abstrakt

Této diplomova praca sa zaobera u¢enim neurénovych sieti na odpovedanie otdzok v cestine.
Neurénové siete su vytvorené v jazyku Python pouzitim kniznice PyTorch. Vytvorené st
na zaklade struktiry LSTM. Ucené su na Ceskej ddtovej sade SQAD. Pretoze datova sada
je mensia ako anglické datové sady, rozsirujem neurénové siete o algoritmické postupy. Pre
jednoduchsiu aplikaciu algoritmov a lepsiu presnost rozdelujem odpovedanie na otazku do
mensich casti.

Abstract

This Master’s thesis deals with teaching neural network question answering in Czech. Neural
networks are created in Python programming language using the PyTorch library. They
are created based on the LSTM structure. They are trained on the Czech SQAD dataset.
Because Czech data set is smaller than the English data sets, I opted to extend neural
networks with algorithmic procedures. For easier application of algorithmic procedures and
better accuracy, I divide question answering into smaller parts.
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Kapitola 1

Uvod

Najcastejsie sa vyvija odpovedanie na otazky ako sposob ziskania dat z textu, ale odpove-
danie na otazky moze byt povazované za najvSeobecnejsi problém spracovania prirodzeného
jazyka, pretoze dalSie problémy spracovania prirodzeného jazyka sa je mozné vyjadrif ako
otazky (Aky je preklad textu do anglictiny? Aky mé text sentiment? Ktoré pomenované
entity sa nachadzaju v texte? ...) [8, 13].

Moja diplomova praca sa zameriava na adaptovanie vyskumu ohladom odpovedania na
otazky do Cestiny. Spracovanie ¢estiny strojovym uc¢enim bude mat dva problémy, ktoré pri
angli¢tine nie su az také zavazné. Prvym problémom je mensie mnozstvo dat pre strojové
ucenie. Pri vytvarani a rozsirovani datovych sad pre spracovanie prirodzeného jazyka je
potreba Tudské asistencia. Ludi, ktory vyvijaju ceské datové sady, je ovela menej ako ITudi,
ktory vyvijaji anglické datové sady. Cestina je jazyk s bohatou morfolégiou a pomerne vol-
nym slovosledom, a to méze spésobovat problémy pri strojovom spracovani ¢estiny. Slova
v Cestine majui rozne tvary v roznych gramatickych kategériach. Jednoduché strojové spra-
covanie moéze povazovat dve slova opisujuce ten isty predmet ako dva predmety, pretoze
slovd maja rozdielny tvar. V angli¢tine ohybanie slov nie je az taky velky problém ako
v cestine.

Zbytok tejto technické spravy se sklada z néasledujicich casti: Nasledujica kapitola sa
zoberd vyskumom odpovedania na otazky v angli¢tine a aplikdciou daného vyskumu na
¢estinu. Datova sada na ucenie neurénovych sieti je popisand v kapitole 3. Navrh mnou
vytvoreného systému je v kapitole 4. Vysledky systému st v kapitole 5.

Systém na odpovedanie otdzok som sa riesil riesit v programovacom jazyku Python
s pouzitim kniznice PyTorch na zaklade kédu vytvoreného Ing. Martinom Fajc¢ikom a po-
skytnutého studentom Vysoké uceni technické v Brné Fakulty informacnich technologii.
Spracovanie prirodzeného textu som riesil priméarne neurénovymi sietami na zaklade Struk-
tary LSTM naucenymi na Ceskej datovej sade SQAD_ v3. Pretoze neurénové siete maju
nevyhody na malej datovej sade rozhodol som sa ich rozsirif s algoritmickymi rieseniami.
Najlepsi algoritmus, ktory som testoval, bol algoritmus tf.idf. Algoritmus tf.idf v jeho za-
kladnej forme sa pouziva na vypocitanie relevancie vety alebo textu k siboru dokumentov.
Pretoze algoritmus tf.idf nie je pouzitelny na cely problém odpovedania na otdzku, rozdelil
som ho na mensie casti. Zakladné casti su ziskanie ¢lanku, redukcia kontextu pre odpoved
a extrakcia odpovede na otazku. Kvoli roznym druhom odpovedi, extrakcia odpovede bude
musiet byt rozdelena na dalsie mensie casti.

Cielom odpovedania na otazku po krokoch je aj zlepSenie presnosti a zmensenie vypocto-
vej narocnosti. Na zaciatku mé velké mnozstvo dét, ktoré nie je mozné podrobne spracovat.



Postupne sa zmensi pocet dat a mala by sa zlepsit podrobnost spracovania. Systém by sa
mal postupne dopracovat blizsie k odpovedi.



Kapitola 2

Odpovedanie otazok nad textom

Na odpovedanie otdzok a spracovanie prirodzeného jazyka sa najcastejsie prevedu slova
na vektory a potom sa na ziskané vektory aplikuje retaz vektorovych operacii. Najobltube-
nejsi zaklad pre systémy na odpovedanie otazok sii rekurentné neurénové siete rozsirené
o pamit a to najme Long short-term memory (LSTM). LSTM je vhodny aj pre Cestinu,
pretoze nepotrebuje pre fungovanie externé zdroje, ktoré neexistuji alebo nie st kvalitné
v Getine. [5, 8, 30, 24, 1, 12, 26]

Systémy na odpovedanie otdzok sa bezne rozdeluji na systémy s uzavretou doménou
a systémy s otvorenou doménou. Systém s otvorenou doménou dostane ako vstup iba otazku.
Systém s uzavretou doménou potrebuje ako vstup otdzku a aj text, v ktorom ma hladat
odpoved. Systémy s otvorenou doménou riesia velké mnozstvo dat na spracovanie postup-
nym izolovanim odpovede. Systém s uzavretou doménou casto extrahuje odpoved z textu
v jednom kroku. Systém s otvorenou doménou nemusi vediet pocet krokov, ktoré pouzije
pri ziskani odpovede, pred pokusom o ziskanie odpovede. [12, 31, 22, 2, 23]

2.1 Prevedenie textu na vektory

Na to aby sa nad textom mohli robit rézne operacie, je potrebné text transformovat do vhod-
ného, matematike priatelskejSieho tvaru. Ako standard sa v poli spracovania prirodzeného
jazyka usadil pojem "embedding". Ide o prevedenie textu na retazec vektorov. Najcastej-
vektor je moznd, ale fazko sa Standardizuje a pri znizeni rozliSenia sa potencidlne znizi aj
presnost. Transformovat sa daji aj jednotlivé pismend. Transformécia jednotlivych pismen
sa v niektorych pripadoch robi a aj dokaze zlepSit prenos uceného systému, ale zaroven
iba ked sa spracovava malé mnozstvo textu inak casova a paméfova zlozitost presiahnu
hranicu strojov, ku ktorym ma bezni smrtelnik pristup. [12, 9, 10]

Vektor patriaci k slovu zavisi na sémantickom vyzname slova. Synonyma a vyznamovo
podobné slova maji podobné vektory. Zaroven boli experimentalne ziskané dalsie vlastnosti
vektorov. Pri sticte vektorov vznikne vektor podobny spojeniu sémantického vyznamu slov.
Napriklad stucet vektorov pre ¢lovek a lyze vznikne vektor podobny slovu lyziar. Podobne to
funguje aj s od¢itanim vektorov. Ak sa od vektoru patriacemu slovu kral odéita vektor slova
muz a pric¢ita vektor slova Zena, tak by mal vzniknut vektor podobny vektoru slova kralovna.
Rovnaké slova v réznom gramatickom tvare sa pri prevedend povazuju za rozdielne slova.
Z pohladu mapovania textu na vektory sa moézu povazovat za synonymad, a preto dobré



mapovanie by im malo dat podobné vektory. Pretoze mapovanie textu na vektory je riesené
pomocou algoritmu bez zasahu cloveka, aj menej populdrne jazyky vy mali mat kvalitny
systém na mapovanie textu na vektory. Potrebné je iba velké mmnozstvo textu v danom
jazyku. Pretoze je text konvertovany na vektor, problém roéznych tvarou c¢eskych slov sa da
povazovat za CiastoCne vyrieSeny. [12, 9, 6, 10]

Velkost vektora sa pohybuje medzi 100 az 300 dimenziami. 100 dimenzii je Standardna
velkost vektora. Pri 100 dimenzionalnych vektoroch je presnost dostatocne dobra a zaroven
vypocty s nimi nie st velmi ¢asovo a paméatovo naro¢né. Pri 300 dimenzionalnych vektoroch
je presnost lepsia ako pri 100 dimenzionalnych vektoroch, ale st ¢asovo a pamétovo zlozité.
Pod 100 dimenziach je presnost nedostatocna a nad 300 dimenzii sa presnost takmer vobec
nezlepsuje. [12]

Transformécia slova na vektor je momentalne jedind cast spracovania prirodzeného ja-
zyka, ktord sa da zdielat medzi ré6znymi problémami spracovania prirodzeného jazyka. Po-
vazuje sa za normalne nevytvarat vlastné mapovanie, ale pouzit uz nauceny systém. [12, 10]

2.2 Long short-term memory

Long short-term memory sa da prelozit do slovenciny ako dlha kratkodoba pamét. Na-
miesto celého nazvu Long short-term memory sa pouziva skratka LSTM. LSTM je sSpe-
cializovana verzia rekurentnej neurénovej siete. Rekurentné neurénové siete s vynimocéné
pretoze neberi iba jeden vektor, ale spracovavaju refazec vektorov. Vektory v retazci musia
mat rovnaki a predom urcéent velkost, ale dizka retazca vektorov sa moze menit. LSTM
je rekurentnd siet Specializovand na Sirku kontextu. Pri rekurentnych neurénovych sieti-
ach je problém mizniceho gradientu, a preto vysledny vektor slova zalezi iba od malého
okolia slova. Obyc¢ajna rekurentnd neurénova siet méa iba kratkodobi paméat. LSTM je Spe-
cidlne upravend rekurentnd neurénova siet zamerand na odstranenie problému miznticeho
gradientu, a tym rozsiri dosah paméite. LSTM zabtuda pomalsie ako obycajné rekurentna
neurénova siet, a preto je dlha. [4, 12, 19, 3, 25]

Vystup LSTM je retazec vektorov rovnakej dizky ako vstupny retazec, ale velkost a hod-
nota vektorov je nova. Ked sa zoberie text a kazdé slovo sa prevedie na vektor rovnakej
diiky, tak takto vytvoreny retazec spliia vsetky podmienky pre pouzitie LSTM. V takom
pripade bude vystupom LSTM retazec vektorov dlhy ako pocet slov v texte, ale namiesto
vektoru reprezentujiceho slovo bude vo vystupe vektor reprezentujtci vlastnost, ktora bola
nau¢ens LSTM. Neznama dlzka vety a tym aj neznidma dizka retazca vektorov je dévod,
ktora robi z LSTM a podobnych modelov najpopularnejsie konstrukcie neurénovej siete
pouzivané na spracovanie prirodzeného jazyka. [4, 12, 19, 3]

Pri pouziti LSTM na odpovedanie otazky nastant dva problematické body. Ten mensi
z nich je redukcia textu na vektor. Pouzitie posledného stavu LSTM je jedna z validnych
moznosti redukcie textu na vektor. Dalsia moznost je spracovanie vystupného retazca vektor
LSTM. Je potrebné zmensit retazec vektorov neznamej dizky bez pouzitia dalsej rekurentnej
neurénovej siete, pretoze LSTM uz je rekurentnd neurénova siet. Prvok ako linedrny filter
sa neda pouzit, pretoze potrebuje predom znamu velkost vektora. Linearny filter by sa
dal pouzit ked sa mu vstup oreze ale vypln{ na presni dizku. Algoritmické rieSenia ako
ziskanie maxima cez vektory alebo ziskanie priemeru cez vektory st mozné. Komplikovanejsi
problém pri odpovedani na otazky je kombindcia otazky a textu. Kombinovat otazku a text
sa d4 ndasobenim matice textu a matice otazky alebo konkatendciou. Pri ndsobenie matic sa
moze zaroven pouzit pre redukciu diiky vektora, spravnym upravenim dimenzie matic. Pri



konkatenacii sa vektory a matice vzdy zvacsuju, a preto konkatenacia musi byt nasledovana
komplexnejsim spracovanim ako produkt matic. [4, 12]

Pri spracovani textu sa LSTM vécsinou vykonava z oboch stran. Pri obojstrannom
vykonavani hodnota jedného vystupného vektora zalezi od vstupného vektora a vektorov
okolo pozicie vstupného vektora. Takze vektor vypocitany pre slovo zalezi na kontexte okolo
slova. [4, 12, 25]

Najjednoduchsie pouzitie LSTM

LSTM sa dé velmi jednoducho pouzit na klasifikdciu prirodzeného textu. Najskor sa text
prevedie na vektory. Retazec vektorov sa posle cez obojstranné LSTM, ale ziska sa z neho
posledny vnutorny stav LSTM. Ak je potrebné text klasifikovat do piatich kategorii, tak sa
vystupny vektor LSTM zmensi na péat dimenzii pouzitim linedrneho filtra. Linedrny filter
obsahuje vnutorni pamat, ktord sa ucéi. Vypocitané skére pri dimenzii urcéuje prislusnost
textu danej kategérii. [4, 12]

Pri vyberani odpovede z textu sa najcastejsie predpoveda zaciatok a koniec odpovede.
Najskor sa otdzka a text prevedil na vektory. Otazka sa konkatenuje pred text. Refazec
vektorov sa posle cez obojstranné LSTM a ziska sa retazec vektorov vlastnosti dlhy ako
sucet dlzky otézky a textu. Z vektoru vlastnost{ sa zahodi ¢ast pre otézku, ktors sltzila iba
na ovplyvnenie vypoctu vlastnosti pre text. Kazdy vektor pre vlastnost sa zmensi na jedno
¢islo napriklad linedrnym filtrom. Ak buda pouzité dva linearne filtre, tak sa naraz ziska
predpoved zaciatku aj konca odpovede. Teoreticky by to malo fungovat, ale efektivita bude
klesat s dlzkou textu. [4, 12]

2.3 Dynamic memory network

Dynamic memory network bol vytvoreny za uc¢elom pouzitia jednej architektiry na rdzne
problémy spracovania prirodzeného jazyka. Architektira dynamic memory network sa da
pouzit na odpovedanie otdzok, analyzovanie sentimentu alebo klasifikdciu pomenovanych
entit. Pri probléme ako analyzovanie sentimentu je otdzka vzdy rovnaka: , Aky ma text sen-
timent?“ Medzi réznymi problémami spracovania prirodzeného jazyka sa zdiela iba archi-
tektara. Jeden systém nemdze byt nauceny na dva rézne problémy spracovania prirodzeného
jazyka. [12, 8, 30]
Dynamic memory network sa skladd zo styroch casti: [12, 8, 30]

e Vstupny modul spracovava text clanku z Wikipédie. Text zakdduje do vektorovej
reprezentacie. Vektorova reprezentacia musi popisovat vlastnosti textu ¢lanku. Modul
pouziva LSTM alebo int podobnii siet ako napriklad Gated recurrent network (GRU).
Vstupny text sa rozdeli na vety a za kazdou vetou sa vlozi Specidlny symbol, ktory sa
v texte nenachddza a urc¢i konce viet. Kazda veta sa povazuje za jeden fakt. LSTM
spracuje retazec vektorov, ktoré reprezentuja text ¢lanku, na novy retazec vektorov,
ktoré reprezentuju vlastnosti ¢lanku. Pri spracovani textu ¢lanku pomocou LSTM sa
text ¢lanku nerozdeluje, ale spracovava sa cely naraz. Vystupom vstupného modulu
je retazec vektorov, ale ma dizku poétu faktov a nie dizku ¢lanku. Vystupny vektor
sa posklada z vystupu LSTM na miestach Specidlnych symbolov, ktoré urcuju koniec
vety a tym aj fakt. [12, 8, 30]

e Modul otézky zakéduje otdzku do vektorovej reprezentacie. Vektorova reprezenta-
cia musi popisovat vlastnosti otdzky. Vektor otazky sa pouzije na inicializaciu epi-



zodickej pamaite. Modul otazky pouziva LSTM alebo inti podobnt siet ako napri-
klad Gated recurrent network (GRU). LSTM spracuje retazec vektorov, ktoré re-
prezentuju otazku, na novy retazec vektorov, ktoré reprezentuju vlastnosti otazky.
Vystup modulu otdazky musi byt jeden vektor, a preto sa pouzije posledny vektor
retazca. [12, 8, 30]

e Epizodickd pamét mé na vstupe retazec vektorov reprezentujuici fakty a vektor repre-
zentujaci otazku. V epizodickej paméti je vnutorna pamét, mechanizmus pozornosti
a rekurentnd neurénova siet ako LSTM alebo GRU. Mechanizmus pozornosti zoberie
vektor faktu, vektor vnitornej paméte a vektor otdazky. Z mechanizmu pozornosti sa
ziska dolezitost faktu v kontextu otazky a dosial ziskanych znalosti, ktoré si ulozené
vo vnutornej paméti. Pozdvihnutim alebo utlmenim jednotlivych faktov aplikovanim
mechanizmu pozornosti sa ziska epizoda. Novy stav vnitornej paméte sa ziska apliko-
vanim rekurentnej neurénovej siete (LSTM) na epizédu, kde pociatocny stav LSTM je
predchadzajici stav vnttornej pamite. Uplne prvy stav vndtornej paméte sa iniciali-
zuje na vektor otazky. Modul sa nazyva epizodickd paméat pretoze ma vnitornd pamét
a proces vypoctu epizody sa pocita niekolko krat za inych podmienok. Podmienka,
ktord sa meni, je stav vnatornej pamate. Kazdy problém spracovania prirodzeného
jazyka ma iny optimélny pocet cyklov epizodickej paméte. Najlepsi pocet cyklov pre
problém spracovania prirodzeného jazyka bol ziskany experimentalne. Odpoved na
otazky sa Casto nenachddza v jednej vete (jednom fakte), ale je potrebné najst odpo-
ved spojenim faktov z niekolko viet. [12, 8, 30]

e Vystupny modul vytvori odpoved z findlneho vektora epizédy epizodickej pamaéte, fi-
nalneho stavu vnutornej paméte epizodickej pamate, vystupu modulu otdzky a vstupu.
Pomocou findlneho vektora epizodickej paméte sa izoluje veta (fakt), ktord obsahuje
odpoved. Z izolovanej vety (faktu) a vektora odpovede sa vyberie slovo alebo slovné
spojenie, ktoré budu tvorif odpoved. Vystupny model na ziskanie odpovede pouzije
rekurentnii neurénovu siet ako LSTM alebo GRU. LSTM je inicializovana na findlny
stav vnutornej pamate epizodickej paméte. LSTM bude postupne dostdavat na vstup
vstupné vektory s prilepenym vektorom otazky. Na vybranie odpovede sa najcastejsie
pouziva predpovedanie zaciatku a konca odpovede, ale rézne problémy spracovania
prirodzeného jazyka musia mat Specidlne upravené vystupné moduly. [12, 8, 30]

2.4 Kompozitna neurénova siet

Odpovedanie na otazku je Specidlne v tom ze ma dva vstupy otazku a text, ktory ma
obsahovat odpoved. Otazka a text maji rovnakd formu prirodzeného jazyka, ale nemaju
rovnakt doélezitost a vyznam. Vac¢sinou sa otazka a text spaja vytvorenim produktu vekto-
rov alebo konkatendciou vektorov [12]. V kompozitnej neurénovej sieti sa vytvara neurénova
siet, ktora bude spracovavat text ¢lanku, na zdklade konstrukcie otazky. Neurénova siet na
spracovanie ¢lanku sa skladd z modulov. Kazdy z modulov je Specializovana neurénova siet.
Zdrojovy ¢lanok identifikuje nasledovné moduly: [1]

e Modul Lookup vyhlada slovd v texte a zdorazni ich. Mdze sa pouzit na vyhladanie
identifika¢nych slov, ktoré si pritomné v otazke, v texte. [1]

e Modul Find spracovava ziskané tidaje a pokusi sa najst predmet modulu zadany. Mo6ze
sa pouzit na najdenie predmetu otézky. [1]



e Modul Relate zdérazneni slovo v texte na zaklade iného zddraznenia. Mdze sa pouzit
ked je dolezité slovo iba v pritomnosti Specifického kontextu. [1]

e Modul And rozvetvuje neurénoviu siet podla spojky a (and). Mdze sa pouzit ked je
potrebné splnit viacero podmienok zaroveri. [1]

e Modul Describe produkuje odpoved na zaklade vypocitaného zdoraznenia. Pouziva sa
ked odpoved je niekolko slov. [1]

e Modul Exists produkuje odpoved na zaklade vypocitaného zddéraznenia, ale odpoved
je iba dno alebo nie. [1]

Moduly sa zostavuji podla sémantickej analyzy otazky. Napriklad otdzka: ,,Aké mesta
st na Morave?“ sa prevedie na Describe(And(Find(mesta), Relate(na, Lookup(Morave)))).
Siet vyhlada vsetky mesta a vSetky entity na Morave. Potom vrati mena entit, ktoré splnuja
obe podmienky. [1]

Na trénovanie systému by mali stacit trojice: otdzky, textu a odpovede. Model sa naraz
uci zostavovat moduly a aj vahy v jednotlivych moduloch. Rozdelenim naucenych casti do
modulov sa zabezpedi velkd hibka neurénovej siete, ale narozdiel od konvenénjch hlbo-
kych neurénovych sieti je kompozitna neurénova siet rychlejsia a aj efektivnejsia na mensej
datovej sade. Kompozitnd neurénova siet sa Specializuje na otazky ohladom objektov na
obrazku a geografické otdzky. [1]

2.5 Zlepsenie predpovede pouzitim kategorie odpovede

Odpovede sa daju rozdelit do kategérii. Ak ma neurénova siet explicitny pristup ku kate-
gbrii odpovede, tak by sa presnost predpovedania odpovede mala zlepsit. Predpovedanie
kategérie odpovede je ovela spolahlivejsie ako predpovedanie odpovede. Kategérie st na-
priklad: osoba, miesto, organizacia, datum alebo ¢islo. Ked sa pouzije predikcia kategorie
ako vstup pre predpoved odpovede, tak predpovedana odpoved by mala byt blizsie ¢astiam
textu, ktoré patria danej kategérii. Aj ked odpoved bude predpovedand nespravne, tak stale
by mala byt vybrand odpoved danej kategérie. Al sa oCakdva datum ako odpoved, tak ex-
plicitné predpovedanie kategérie odpovede zviacsi pravdepodobnost datumu ako odpoved.
Stroj uceny na predikciu odpovede by mal byt schopny rozpoznat kategoriu odpovede, ale
explicitné izolovanie kategérie odpovede by malo byt spolahlivejSie a menej nachylnejsie na
nahodnost pri uceni. [3]

Ak rozdielne kategorie potrebuju rozdielny format vystupu, tak sa predikcia kategorie
moze pouzit na vybranie Specidlneho vystupného modulu. Kazdy vystupny modul je Spe-
cidlne nauceny dat urcity vystup. Napriklad jeden vystupny modul méze byt nauceny na
extrakciu odpovede z textu a druhy vystupny modul moéze byt nauceny na kategorizova-
nie kombinacie otazky a textu. Ked sa ocakadva odpoved na otazku "ano"alebo "nie", tak
je format odpovede drasticky rozdielny nez ¢ast z textu. Pri rozdelenych vystupnych mo-
duloch sa nezdiela pochopenie vstupného textu medzi modulmi a datova sada je rozdelena
medzi vystupné moduly. Jeden vystupny modul, ktory pokyva vsetky formaty vystupov, by
mal byt teoreticky presnejsi ako viacero vystupnych modulov, ale pouzitie viacero modulov
moze byt jednoduchsie rozsiritelne. [19]



2.6 Riesenie odpovedania na otazky bez strojového ucenia

Odpovedania na otazku sa tazko robi bez pouzitia strojového ucenia, ale existuju grama-
tiky, ktoré dokazu odpovedat na otdzku aj bez strojového ucenia. Ked sa rozdeli problém
odpovedania na otazku do roznych casti, tak niektoré casti sa daju riesit algoritmom ovela
jednoduchsie. Pri mensej datovej sade ako su ceské datové sady je zaujimavé rozsirenie
a porovnanie algoritmického rieSenia s nau¢enou neurénovou sietou. [27, 12, 21]

Priradenie vety, ktora obsahuje odpoved, k otézke sa da riesif pouzitim algoritmu. Kazda
veta v texte sa moéze povazovat za samostatni jednotku. Veta sa moze vybrat skimanim
podobnosti vety a otdzky. Ak veta obsahuje rovnaké klicové slova ako otazka, tak moze
obsahovat odpoved. Editacnéd vzdialenost vety a otdzky moze byt tiez indikator existen-
cie odpovede vo vete. Problém je v tom Ze vety nie si od seba nezavislé. Skore priradené
jednej vete mdze byt ovplyvnené zo skére vedlajsich viet. Je to podobné prvku LSTM pri
uceni neurénovych sieti, ale narozdiel od strojového ucenia je potrebné velkost ovplyvne-
nie vedlajsich viet ur¢it manudlne [12]. Priradenie ¢lanku z Wikipédie otézke sa da riesit
podobne ako priradenie vety otdzke, ale ¢lanky z Wikipédie si od seba naozaj nezavislé.
Hladanie podobnosti medzi otdzkou a prvych par viet ¢lanku, ktoré obsahuji najdolezitejsie
a najobecnejSie informécie o ¢lanku, by malo mat dobra tspesnost.

Pridanie ¢lanku otazke sa da urobit aj pomocou bezného internetového vyhladavania.
Odpovedanie na otazku je Specificky a rozsireny problém internetového vyhladdvania. Inter-
netové vyhladévanie pouziva algoritmické riesenia a aj strojové ucenie. Internetové vyhla-
dévace sa bezne pouzivaji na ziskanie dokumentu alebo ¢lanku na dalsie spracovanie [19].

Algoritmus tf.idf

Algoritmus tf.idf je rozsirend verzia algoritmu Bag of Words. Bezne sa pouziva na prira-
denie vety dokumentu na zaklade podobnosti slov, ale méze sa pouzit aj na klasifikdciu
dokumentov. [17, 18, 29, 31]

Pri algoritme tf.idf skratka tf znamena Term Frequency alebo po slovensky frekvencia
terminu a skratka idf znamena Inverse Document Frequency alebo po slovensky inverzné
frekvencia dokumentu. Algoritmus tf.idf pracuje na zéaklade relevancie slova alebo vety
k dokumentom. Term Frequency poéita ako silno je spojené slovo s dokumentom. Cim
je Term Frequency véacsia, tym je slovo viac spomenuté v dokumente. Inverse Document
Frequency oznacuje ako rozhodujice je dané slovo. Cim je Inverse Document Frequency
vécsia, tym je slovo spomenuté v menej dokumentoch. Skore pre slovo v tf.idf sa vypocita ako
vynasobenie Term Frequency a Inverse Document Frequency. Inverse Document Frequency
nemd vyznam ked sa jedna iba o jedno slovo, pretoze zavisi iba od slova a nezavisi od
dokumentu. Pri vete sa skére vypocita ako suma skére pre jednotlivé slova a vtedy Inverse
Document Frequency urc¢uje dévernost skore pre Specifické slovo. Slova, ktoré sa nachadzaju
odpoved. Term Frequency a Inverse Document Frequency nie si pevne dané a mozu sa
menit. [17, 18, 29]

Algoritmus tf.idf nemusi pracovat iba po slovich (unigrams), ale moéze pracovat s dvo-
jicami slov (bigrams). Zhodné dvojice slov budi v dokumentoch vzacnejsie, a preto buda
mat mensiu Term Frequency a vacésiu Inverse Document Frequency. Viacej ako dvojice alebo
trojice slov sa malokedy pouzivaja, pretoze su prili§ Specifické. Vacsinou ked sa pouzivaju
dvojice slov, tak sa pouzivaju aj jednotlivé slova. [18, 31]



Kapitola 3

Datova sada

Pre strojové ucenie je prva a jedna z najdolezitejsich casti ziskanie dat pre ucenie neu-
rénovych sieti. Ziskané data pre ucenie budi ovplyvnovat kazda dalSiu cast strojového
ucenia. [12]

Ako zéklad pre moju diplomovi pracu pouzivam cesku datovia sadu SQAD_ v3 (2019-
10-14) vytvoreni Marekom Medvedom a AleSom Hordakom z Masarykovej univerzity v Brne.
SQAD je skratka pre Simple Question Answering Database ¢o sa d4 prelozif ako datova
sada pre jednoduché problémy odpovedania na otazky. Datova sada je vytvorend z Ceskej
Wikipédie, a preto je vhodna na pouZitie pri mojej diplomovej praci. [14]

3.1 Analyza ceskej datovej sady SQAD

Ceska datova sada SQAD v3 ma pary otdzok a odpovedi indexované od 000001 do 013476,
ale nie vSetky st pouzitelné. Skutoc¢ne som ich schopny pouzit 13457. Nepouzitelnych je ich
19, pretoze nemaji spravne priradeny clanok z Wikipédie. Anglickd datova sada Stanford
Question Answering Dataset ma viac ako 100000 otézok s odpovedami. [14, 16]

Pri jednoduchych otazkach, odpoved vzdy priamo vyplyva z textu a kontext potrebny na
odpovedanie je jedna az tri vety. Pri analyzovani 50 parov otazky a odpovede: 40 odpovedi
sa dalo ziskat iba z jednej vety, na 5 odpovedi bol potrebny kontext z dvoch viet a na
dalsich 5 odpovedi boli potrebné 3 vety na zostavenie kontextu odpovede.

Kazdy par otazky a odpovede sa sklada z viacerych stborov:

1. Otazka na ktort sa pyta. Otazka nie je v prirodzenej forme, ale je morfologicky
anotovana.

2. Odpoved, ktorad je v najjednoduchsom moznom tvare. Nejednd sa o vetu, ale sklada
sa iba z niekolko relevantnych slov. Odpoved moéze byt aj "ano"alebo "nie". Slova st
v gramatickom tvare, ktory zavisi na otazke a nemusia sa zhodovat tvarovo s textom.
Odpoved nie je v prirodzenej forme, ale je morfologicky anotovana.

3. Text ¢lanku z Wikipédie, ktory obsahuje odpoved. Text nie je v prirodzenej forme, ale
je morfologicky anotovany. Text ¢lanku mé znacky, ktoré ho rozdelia na vety. Niektoré
texty maju znacky, ktoré ho rozdelia na paragrafy, ale tieto nie su pri kazdom texte.

4. URL odkazujici na ¢lanok z Wikipédie.

5. Metadata, ktoré obsahuju dve znacky: typ otazky a typ odpovede.
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e Typy otazky. V zatvorke je pocet otdzok danej kategorie v datovej sade.
— ENTITY (2472): ,Jak se jmenuje planeta, kterd je nejblize ke Slunci?“
VERB_PHRASE (2263): ,Je Bryan Adams fotograf?*
DATETIME (1979): ,V jakém roce pristéli prvni lidé na Mésici?“
— PERSON (1764): ,,Byl Johannes Gensfleisch vynalezce technologie mecha-
nického knihtisku?“
LOCATION (1665): ,Kdo je sousedem Portugalska?*
ADJ_PHRASE (1508): ,,Jakou barvu mé chryzopras?*
NUMERIC (981): ,Kolik dni mé Cervenec?
— CLAUSE (477): ,,Co je hlavnim tkolem plodnice u hub?*
— ABBREVIATION (333): ,Jaky je chemicky vzorec pro sul?*
— OTHER (15): ,,Co je tézsi, zemské jadro nebo zemsky plast?«
e Typy odpovede. V zatvorke je pocet odpovedi danej kategérie v datovej sade.
— YES_NO (2257): ,ano“, ,ne“
— OTHER (2246): ,Krizovatka Zapadu“, ,pro jednozna¢nou identifikaci kniz-
nich vydéani“
— DATETIME (1967): ,,16. dubna“, ,13. bfezna 1781¢
— PERSON (1777): ,Williamem Lassellem®, ,Dany Zatopkové“
— ENTITY (1770): ,,Aluminium*®, ,Pedagogickou fakultu*
— LOCATION (1655): ,Syruvka®, ,Brno-venkov*
— NUMERIC (998): ,tii“, ,,32 bita*
— ABBREVIATION (321): ,SPZ¢, ,ThDr
— ORGANIZATION (283): ,,Australské staty a teritoria“, , Airbus*
— DENOTATION (183): ,asyriologie“, ,turistika“

6. Veta obsahujica odpoved. Nejde o odpoved v tvare vety, ale o prave jednu vetu
z ¢lanku z Wikipédie, ktorda obsahuje odpoved. Aj pri odpovediach "dno'"a "nie',
ktoré neobsahuju slova vybrané z ¢lanku z Wikipédie, veta je vzdy text z ¢lanku.
Vdaka tomu faktu sa dé overit ze systém naozaj vie o relevantnych faktoch a odpoved
"4no"alebo "nie"nebola vybrand ndhodne. Odpoved nie je v prirodzenej forme, ale je
morfologicky anotovana.

7. Predpoved odpovede. Je pri niektorych paroch otédzky a odpovede rovnaka ako veta
z ¢lanku obsahujtca odpoved. Pri inych paroch otazky a odpovede nie je vébec pri-
tomnd. Détova sada nebola vyraband celd naraz, ale bola vyrabana postupne. Styl
tvorby sa v ¢ase menil a predpokladdm ze tato cast prestali povazovat za potrebni.
Presnejsie predpoved odpovede je pri takmer vsetkych paroch otazky a odpovede
od indexu 1 do indexu 8155 a v dalsich otdzkach sa predpoved odpovede nevysky-
tuje. Jedna z predchidzajicich verzii ¢eskej datovej sady SQAD_ v2.0 z roku 2017
obsahovala pary otazok a odpovedi iba po index 8765. Predpoved odpovede nie je
v prirodzenej forme, ale je morfologicky anotované.

8. Kontext odpovede obsahuje niekolko viet aj s vetou, ktora obsahuje odpoved. Kontext
odpovede nie je pri kazdom péare otazky a odpovede. Presnejsie kontext odpovede je
iba pri 378 paroch otézky a odpovede. Pretoze kontext odpovede je pri prilis méalo
paroch otazky a odpovede, nie je pouzitelny pri strojovom uceni. Kontext nie je v pri-
rodzenej forme, ale je morfologicky anotovany.

11



9. Extrakcia odpovede obsahuje kratku verziu odpovede, ale na rozdiel od kratkej odpo-
vede 2 je vicSinou v gramatickom tvare v akom sa vyskytuje v texte. Odpoved mdze
byt aj "dno"alebo "nie". Pretoze je odpoved v rovnakom tvare ako aj v texte, tak sa
da oproti odpovedi 2 jednoduchsie pouzit pri extrakecii odpovede z textu. Odpoved nie
je v prirodzenej forme, ale je morfologicky anotovana.

Niektoré subory paru otdzky a odpovede su v Specidlnom vertikdlnom forméte (.vert).
V pouzitom Specidlnom forméate nie je text v prirodzenej forme, ale je rozdeleny na jed-
notlivé prvky v morfologickej anotacii. Kazdy prvok anotovaného textu je na samostatnom
riadku. Prvok moéze byt atomicka jednotka vzatd z textu a rozsirend o dalsie doplnujtce
informécie alebo znacka podobnd znackam html a xml pridand k rozdeleniu textu. Doplnuj-
uca znacka je vzdy osamotend. Znacky <s> a </s> vymedzuju jednu vetu. Ich pouzitie je
v celku dobré. Niektoré vety st rozdelené na skratke ukoncenej bodkou, ako napriklad titul
osoby, aj napriek tomu ze dand bodka vetu neukoncuje. Znacky <p> a </p> rozdeluju text
na paragrafy, ale nie st pritomné pri okolo 65% ¢lankov. 63% ¢lankov nie je rozdelenych na
paragrafy a zaroven ma viacej ako 100 slov, a preto rozdelenie ¢lanku na mensie tématické
celky pouzitim znaciek pre paragrafy nie je mozné. Znacka # urcuje pri odpovedi alterna-
tivne odpovede. Alternativna odpoved moéze byt vypisanie Cislovky textom alebo cislom.
Alternativna odpoved sa vyskytne aj ked v jednej vete dve slovd oznacuju td istd entitu
a odpoved moze byt ktorékolvek z pouzitych slov. Napriklad vo vete: ,Pafiz (francouzsky
Paris). .. '“ slovo ,Pafiz“ a aj slovo ,Paris“ oznac¢uji mesto Pariz a obi dva vyrazy mozu
byt pouzité ako odpoved.

V datovej sade st dva typy kratkej odpovede. Odpoved v stibore 02 je vo forméate otazky,
a preto sa da néjst ako kus textu iba pri 8398 otdzkach ¢o je 74.98%. Odpoved v stbore 09
je blizsia formatu textu, napriek tomu sa da néjst ako kus textu iba pri 10965 otazkach co
je 97.9%. Ako kratku odpoved budem dalej povazovat odpoved zo stiboru 09.

Atomicka jednotka vzatd z textu moze vyt slovo alebo znak. Pri slove alebo znaku
z textu st vzdy Styri polozky alebo stipce oddelené tabuldtorom:

e Prva polozka je slovo, ¢islo alebo znak presne v tvare v akom sa vyskytuje v texte.

e Druhd polozka zavisi od typu prvku, o ktory sa jedna. Ak je prvok slovo z textu,
tak druhy prvok je jeho zékladny tvar. Napriklad ak je prvok a prva polozka slovo
"je'", tak druhd polozke je zdklad slova "je"slovo "byt". Ak je prvok textu cislo, tak je
v druhej polozke kltic¢ové slovo "[number]". Ak je prvok znak z textu (napriklad bodka
alebo zatvorka), tak druhd polozka je ten isty znak.

e Tretia polozka je POS znacka. POS je skratka pre Part of speech. POS znacka vy-
jadruje typ prvku. Bezné POS znacky st podstatné meno, sloveso, pridavné meno,
prisudok, ¢islovka, ... POS znacka ma zakddované aj dalsie informéacie o solve ako
jeho gramatické kategérie.

e Stvrta polozka je zopakovanie prvej alebo druhej polozky. Podla méjho pozorovania
sa vacsinou jedna o druht polozku. Vynimky su ¢isla, kde sa pouzije ¢islo ¢o je prva
polozka. Dalsou vynimkou st mend, kde sa pouzije prva polozka a tym sa zachova
meno ¢loveka. Stvrté polozka vyzera ako vylepsenie druhej polozky.

Thttps://cs.wikipedia.org/wiki/Pa%C5%99%C3%AD%C5%BE
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Clanky v datovej sade

13457 parov otdzok a odpovedi datovej sady SQAD_v3 sa tyka 7193 ¢lankov z Wikipédie.
V priemere je priblizne 1.87 otédzok na jeden ¢ldnok, ale v skutoc¢nosti 4941 ¢lénkov (68.7%)
mé iba jednu otdzku a 1022 ¢lankov (14.21%) mé iba dve otézky. Viac ako pét otdzok mé
456 ¢lankov (6.34%). Najpopularnejsi ¢lanok z Wikipédie v datovej sade je ¢lanok "Cesko",
ktory méa priradenych 55 otdzok. Pocet otdzok na ¢ldnok je dblezity a moze ovplyvnit
vysledny systém. Ak je na ¢lanok iba jedna otézka, tak odpoved bude pravdepodobne
v prvom paragrafe, ktory obsahuje vseobecné informécie o entite opisovanej v ¢lanku. Z toho
vyplyva zZe nebude velmi problematické ndjst odpoved v ¢lanku, ale hlavnou tlohou bude
vybrat ¢lanok z Wikipédie, ktory obsahuje odpoved. Pre otazky na vSeobecnejsie ¢lanky
nebude problém ndjst ktory ¢lanok obsahuje odpoved, ale problematickejsie bude najst
odpoved v ¢lanku. Ide o dva rdzne problémy, ktoré kompetentny systém na zodpovedanie
Ze systém uceny na datovej sade sa stretne s réznym textom, a tym by sa presnost vysledkov
mala zvacsit. [12]

Ucenie stroja na vyberanie ¢lanku bude problematické s ¢eskou datovou sadou SQAD _ v3.
Pri uéeni musi byt datova sada rozdelena na dve casti. Prva cast bude slizit na trénovanie
stroja a druhd cast bude slizit na validaciu nauceného stroja. Validacia nauceného stroja
slizi na overenie vseobecnosti nauceného stroja a zamedzuje pretrénovaniu na trénovacie
déata. Bez validacie by sa stroj mohol naucit prilis konkrétne na datovi sadu, a preto nebude
pouzitelny na otdzky mimo datovej sady. 68.7% ¢lankov mé iba jednu otdzku, ktord bude
v jednej z casti a to nie je vhodné pre strojové ucenie. Ked sa bude ucit stroj na hladanie
¢lanku, tak bude potrebné zlozitejsie ucenie. [12]

Zlozitost datovej sady a bias strojového ucenia

Zlozitost datovej sady je odolnost datovej sady oproti trividlnym rieSeniam. Cielom datovej
sady je naucit systém rozpoznavat vlastnosti medzi otazkou a textom, ktoré mézu byt pou-
zité na extrahovanie odpovede. Vlastnosti datovej sady podporujtce bias strojového ucenia
zvysia pravdepodobnost rozpoznania odpovede datovej sady, ale nebudu fungovat pri pou-
ziti nauceného systému v praxi. Napriklad jeden bias strojového ucenia je Statisticky bias.
Najjednoduchsi statisticky bias moze byt pouzitie statisticky najpravdepodobnejsej odpo-
vede pre kazdu otdzku. Napriklad ak sa ocakava odpoved "4no"alebo "nie"a systém sa nauci
na kazdu otdzku odpovedat "dno", tak moze dosiahnut tspech az 60+%. Nie kazda ddtova
sada je k takymto pripadom vyvazena. Uspesnost, ktord sa d4 dosiahnut inteligentnym od-
hadovanim, mézeme nazvat minimalnou hranicou. Cim je mensia minimélna hranica, tym
sa da datova sada povazovat za zlozitejsiu. Aj jednoduché datova sada sa da pouzit na tré-
novanie systémov, ale je potrebné upravit postup ucenia na odstranenie biasu pre strojové
ucenie. Zlozitejsie datové sady maji vyhodu jednoduchsieho uc¢enia. [12, 7]

Pri testovani sa da bias postrazit jednoducho. Kazdy nauceny systém s presnostou
pod minimalnou hranicou alebo na minimélnej hranice sa da povazovat za neadekvatny. Na
hodnotenie naucenych systémov sa bezne pouziva viacero metrik. Navrh a pouzitelnost spe-
cifickej metriky zavisi od vystupného formatu nauceného systému a zlozitosti datovej sady.
Najjednoduchsia metrika je presnost. Presnost sa dd pouzit pri kazdom formate vystupu,
ale zlozitost datovej sady dokaze presnost neprijemne ovplyvnit. Metrika f1 je zlozitejsia
a trosku odolnejsia ako presnost, ale dd sa pouzit iba pri bindrnej klasifikdcii. [12]

Pri odpovedani na otazku je potrebné v niektorych pripadoch vybrat kus textu. Pri
takomto pripade sa da pouzit metrika f1 na porovnanie spravnej a predikovanej odpovede.
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Ako p sa zoberie prekrytie odpovedi podelené dizkou predikovanej odpovede. Ako 7 sa
zoberie prekrytie odpovedi podelené dizkou spravnej odpovede. Potom sa f1 vypocita ako
fl= 21%. Metrika f1 je neznejsia na drobné chyby pri vybrani kusu textu nez presnost. [4]

Pri uceni sa bias strojového ucenia strazi zlozitejSie. Pristupy na zmiernenie biasu pri
uceni sa daja rozdelit do dvoch kategorii:

e Vyvazenie datovej sady zmensenim poctu prvkov datovej sady. Ak datova sada nie je
Statisticky vyvazend, tak sa da vyvazit vypustenim niektorych parov otazky a od-
povede. Napriklad ak chceme vyvazif datovi sadu oproti odpovediam "ano'alebo
"nie", tak sa vypustia najcastejsie odpovede dokym nebude pomer odpovedi vyvazeny.
Zmensenie datovej sady zmensi pocet situacii, s ktorymi sa uceny systém stretne,
a tym sa moze zmensit potencidlny vykon uceného systému. Problém bude vybrat
otazky a odpovede, ktoré budu vypustené z ucenia systému. Cielom vypustenia je
zlepsenie presnosti uc¢eného systému. Pretoze je systém uceny vo viacerych iteraci-
ach, vypustené prvky sa moézu pri kazdej iteracii menit. Teoreticky sa uceny systém
stretne s kazdou otazkou v datovej sade, ale v kazdom cykle trénovania bude po-
mer odpovedi vyvazeny. Tento pristup vytvori Sum, ale uc¢enie niektorych konstrukeii
neurénovej siete, ako napriklad LSTM, m4a Sum rado. [12]

e Diskrimindcia medzi prvkami datovej sady. Ak nie je vhodné pri uceni zmensovat
datova sadu a zaroven je pozadované vyvazené ucenie, tak sa dd diskriminovaf medzi
jednotlivymi prvkami datovej sady a nebrat ich vsSetky s rovnakou vahou. V ¢lanku
o zmiernovani biasu [11] je predlozeny systém, ktory by mal zmiernit bias strojového
ucenia pridanim druhého systému pri uceni. Na ucenie sa pouziva spatnd propagacia
a ucené su neurénové siete. Prva neurénova siet je normalna siet, ktori je potrebné
niec¢o naucit. Druhé neurénova siet sa uc¢i iba bias strojového uéenia. Druha neurénova
sief mé prazdny vstup alebo ma iba c¢iasto¢ny vstup. Napriklad pri uceni odpovedania
na otazku dostane iba text bez otazky. Prva aj druhd neurénova sief sa ucia zaroven.
Mozu zdielat vektorovi reprezenticiu vstupu, ale druhd neurénova siet nemoze pri
spatnej propagacii zdielany prvok menif. Pred spdtnou propagéciou sa od vystupu
prvej neurénovej siete odéita vystup druhej neurénovej siete. Ak aj druhd neuré-
novéa siet dokaze spravne predpokladat odpoved, tak bude od¢itana vécsia hodnota
a spatnej propagacii sa vlozi mensia hodnota. Ked sa spétnej propagacii vlozi mensia
stratova hodnota pre urcity prvok datovej sady, tak ten prvok datovej sady bude mat
mensi vplyv na ucenie prvej neurénovej siete. Problém pouzitia dvoch neurénovych
sieti je casova a paméfova narocnost. Pri uceni neurénovej siete na grafickej karte
je pamatova naroc¢nost doélezita. Potencidlne lepsie by bolo ohodnotit prvky datovej
sady neurénovou sietou na detekciu biasu strojového ucenia pred ucenim normalnej
neurénovej siete a to hodnotenie by menilo vplyv prvku na ucenie. [11]

Zlozitost Ceskej datovej sady SQAD

V datovej sade sa dé riesit viacero pod problémov, ktoré buda prispievat odpovedaniu
na otazku. Pre pod problémy budem skimat zlozitost pod problému a potencialny bias
strojového ucenia.

e Vyhladavanie ¢ldnku s odpovedou. 4941 ¢lankov (68.7%) mé iba jednu otdzku a 1022
¢ldnkov (14.21%) maé iba dve otézky. Najcastejsi ¢lanok méd iba 55 otédzok asociovanych
s nim. Vyhladdvanie ¢lanku s odpovedou je odolné voci biasu strojového ucenia a je
zlozité pre strojové ucenia.
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e Vyhladavaé¢ (retriever) vyberie vetu z textu, ktord by mala obsahovat odpoved. Text
rozdelujem na vety podla znacenia textu uz pritomného v datovej sade. Pozicia od-
povede nebola nédjdend pre 32 péarov otdzky a odpovede ¢o je 0.24%. Odpoved je
prva veta pre 6411 otézok co je 47.64%. Odpoved je druhé veta pre 1212 otdzok c¢o
je 9.01%. Odpoved je tretia veta pre 757 otdzok c¢o je 5.63%. Vécsina odpovedi ja
na zaciatku Wikipédia c¢lanku. Prvy paragraf ¢lanku z Wikipédie obsahuje zakladné
udaje o entite opisanej v ¢lanku, a preto sa v prvom paragrafe dd ndjst vela odpovedi.
Kvoli zlozitosti datovej sady, spravne nauceny vyhladdvac¢ by mal mat presnost vacsiu
ako 50%. Bias nie je dost velky na znemoznenie spravneho ucéenia, ale implementécia
postupov na limitovanie biasu pri uc¢eni by mohla zlepsit presnost vyhladavaca.

e Odpovedanie na otdzku "dno"alebo "nie". Odpovedi v kategorii "YES_ NO'je 2257.
Odpovedi, ktoré sa daju povazovat za "dno", sa mi podarilo najst 1510 c¢o je 66.9%.
Odpovedi, ktoré sa daju povazovat za "nie", sa mi podarilo ndjst 738 ¢o je 32.7%. Ne-
podarilo sa mi zaradit 7 odpovedi, ktoré maja typ "YES__NO", do kategérii "ano"alebo
"nie". Medzi 66.9% a 32.7% je dost velki rozdiel na to aby bol potrebny systém na
limitovanie biasu strojového ucenia. Spravne nauceny systém na odpovedanie by mal
mat presnost aspor 68%.

e Na odpovedanie nektorych otédzok je potrebné prezentovat data z ¢lanku. V takom pri-
pade je potrebné extrahovanie kratkej odpovede z vybranej vety. Takychto prikladov
je 11200. Mdbze to byt c¢islo, datum, entita alebo aj viacero réznych prvkov z textu. Za
kratku odpoved sa berie spojity kus textu. Problém je najst odpoved vo vete a ziskat
potrebné identifikatory odpovede. Jedna z najpopuldrnejsich a zaroven aj dobre testo-
vand metdda je predpokladanie zadiatku a konca odpovede [12]. Najcastejsi zaciatok
a koniec odpovede je prvé slovo. Prvé slovo je zaciatok pre 2259 odpovedi ¢o je 20.6%.
Prvé slovo je koniec odpovede pre 1240 odpovedi ¢o je 11.31%. Predikcia zaciatka
a konca odpovede je dostatocne odolna voci biasu strojového ucenia, a preto uceny
systém sa naozaj musi nie¢o poriadne naucit. Predpokladat sa d& aj zaciatok odpo-
vede a dizka odpovede alebo koniec odpovede a dizka odpovede, ale predpokladdm
7e dlzka odpovede je nichylnejsia na bias strojového uéenia. Najcastejsia dizka odpo-
vede je jedno slovo. Jedno slovnych odpovedi je 5046 ¢o je 46.02%. Dizka odpovede je
ovela menej odolnejsia voéi biasu strojového ucenia nez zacéiatok a koniec odpovede,
a preto predpokladam Ze sa az tak velmi nepouziva. Predpokladat sa da aj kazdé
jedno slovo odpovede, ale takyto postup nemé lepsiu presnost ako predpokladanie
zaciatku a konca odpovede [12].

3.2 Doplnenie datovej sady

Systémy na odpovedanie otdzok sa zvycCajne testuje na kvizoch a dalsich vedomostnych
sutaziach pre ludi [13]. Déatova sada sa dé doplnit o otdzky a odpovede z roznych kvizoch
a sutazi [5]. Pri datach zo sutazi vdcSinou nie je pritomny text, v ktorom je odpoved.
Chybanie explicitného textu je problém pri trénovani. Otazky a odpovede ziskané z kvizov sa
budi pravdepodobne pouzivané iba pri testovani systémov na odpovedanie otdzok. Otazky
a odpovede sa daju extrahovat, ale na to musi kviz odpovede poskytovat. Testovat sa da aj
na kvizoch, ktoré odpovede neposkytuji, ale testovanie musi byt online. Ak ide o kviz na
internete, tak na jeho prejdenie je vhodna kniznica selenium pre jazyk Python.

Dalsf pouzivany sposob na vytvorenie velkej ditovej sady je pouzitie strojového uéenia
na uz izolované data. Postupne sa vytvaraji vedomostné databaze, ktoré st optimalizo-
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vané na citanie strojom. Narozdiel od vedomostnych databaz pre ludi, ktoré si napisané
v prirodzenom jazyku, databaze pre stroje su Struktirované a normalizované. Prikladom
vedomostnej databaze pre Iudi je Wikipédia a prikladom vedomostnej databaze pre stroje
je Wikidata. Na vytvorenie datovej sady musi u¢eny systém vytvarat prirodzeny text z dat.
Uceny systém dostane znalost z vedomostnej databaze pre stroje a vyprodukuje otazku
a odpoved, ktoré si v prirodzenom jazyku. Potrebné bude aj ziskat odkaz do vedomost-
nej databaze pre Iudi, v ktorej sa da odpoved ndjst. Na vytvorenie otdzky a odpovede st
ucené systémy inSpirované Statistickym strojovym prekladom. Kvalita otdzok a odpovedi
vytvorenych stojom musi vyt overend ¢lovekom. [20]
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Kapitola 4

Navrh systému

Systém na odpovedanie otdzok som sa rozhodol riesit v programovacom jazyku Python
s pouzitim kniznice PyTorch na zaklade kédu vytvoreného Ing. Martinom Fajc¢ikom a po-
skytnutého studentom Vysoké uceni technické v Brné Fakulty informacnich technologii.
Zakladovy kéd popisuje jednoduchti neurénovi siet na odpovedanie otédzok pouzivajicu
LSTM, konvertovanie slov alebo znakov na vektory, ucenie neurénovej siete, validacia a me-
triky popisujice vysledky neurénovej siete a aj testovanie a analyzu neurénovej siete. Ako
datova sada sa pouziva anglickd datova sada SQAD. Zékladova neurdénova siet ma ako vstup
otazku a paragraf ¢lanku, ktory obsahuje odpoved. Ako vystup vypocita zaciatok a koniec
odpovede. [4]

Z formétu odpovedi v datovej sade rozdelujem odpovede na odpovede "éno/nie"a odpo-
vede, ktoré pouzivajui slova z textu. Jeden z problémov zakladového systému je neschopnost
spracovat odpovede "d4no/nie". RozliSovanie medzi typmi odpovede a samotné odpovedanie
"ano/nie"by sa malo dat skombinovat do jednej siete a jedného ucenia, ale povazujem za
jednoduchsie a praktickejsie rozdelit jednotlivé pod problémy do rozdielnych neurénovych
siet{ a ucit ich separovane. Separované ucenie umozni sustredit uCenie Casti na potrebnu
cast a zaroven zmensi paméatovi narocnost. Pri odpovedani na otazku z pouzitim Wikipédie
je potrebné pouzit cely ¢lanok a to je pamétovo narocné. Odpovedanie na otazku rozdelim
na nasledovné pod-problémy. Rozdelenie odpovedi na "dno/nie"alebo vybranie odpovede
z textu je $pecidlny problém, na ktory je vhodné mat zvlast modul. Dalsim problémom
zakladového systému je velmi mald presnost pri vyberani odpovede z textu. Predpovedanie
zaciatku a konca odpovede je problematické pri dlhom texte, a preto je vhodné zmensit kon-
text odpovede na to Specializovanym modulom. Vybranie kontextu iba jednym parametrom
sa da docielit vybranim jednej vety z ¢lanku. Aj ked sa vyberie iba jedna veta, kontext mdze
obsahovat aj niekolko viet okolo vybranej vety. Samotné odpovedanie "ano/nie"alebo ¢ast
textu sa da riesit zvlast, ale spojené rieSenie mdze potencidlne zlepsit presnost zdielanim
casti na pochopenie textu. Pridanie rozliSovania odpovede do modulu pre ziskanie odpovede
nemusi byt najlepsie, pretoze sa jedna o dva zdsadne odlisné problémy. [4]

Pri kombinécii vSetkych systém sa najskor na zéklade otazky vyberie ¢lanok, v ktorom sa
predpokladd existencia odpovede. Z vybraného ¢lanku sa na zaklade otazky izoluje kontext,
ktory by mal mat vSetky potrebné informécie na odvodenie odpovede. Z kontextu a otazky
sa extrahuje konecnd odpoved. Format konec¢nej odpovede a modul, ktory ju mé na starosti
ziskat, je vybrany na zaklade predikcie typu odpovede. Na predikciu typu odpovede sa
pouziva iba otazka.

Pretoze prevedenie textu na vektory je jedna z casti, ktord sa da zdielat medzi pro-
blémami spracovania prirodzeného jazyka, je bezné pouzit uz natrénovany model namiesto
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trénovania vlastného modelu [12]. Pouzival som dva ¢eské natrénované modely. Najskor som
pouzival model 37", ktory bol vygenerovany algoritmom Word2Vec Continuous Skipgram
z korpusu Czech CoNLL17 corpus [10]. Jeho velkost vyslednych vektorov je 100 dimenzii.
Presiel som na model FastText”, ktory bol vytvoreny Facebook’s AI Research lab. Jeho
velkost vyslednych vektorov je 300 dimenzii a méa lepsie alebo rovnaké vysledky ako model
37 s horsou pamétovou narocnostou. Pri uceni sa konvertovanie slov na vektory upravuje.
Ziskany model sa pouziva iba ako zaciatok. Pri kazdom uceni vznikne unikatny model kon-
vertovania slov na vektory. Pretoze uéim modely zvlast, vznikne pre kazdy model unikatne
mapovanie slov na vektory.

Skratky pri maticiach
o b — velkost davky (batch)

o ¢ — dlzka otézky

d — pocet viet v dokumente
o s —dizka vety

e k — dizka kontextu

e — pocet dimenzii vystupu konverzie slova na vektor (embedding)

Istm — pocet dimenzii vntutorného stavu LSTM

2lstm — pocet dimenzii pri obojstrannom LSTM
e iter — pri iterativnych modeloch urcuje pocet iteracii.

e g — pocet spracovavanych ¢lankov

4.1 Rozdelenie otazok podla typu odpovede

V détovej sade st pouzité dva zakladné typy odpovedi: odpovede "dno/nie"a odpoved ako
kus textu. Od rozdelenia otézok bude zavisiet modul, od ktorého sa bude pozadovat zistenie
odpovede. Odpoved ako kus textu sa dé este dalej delit, ale format odpovede je vzdy
stavany zo slov textu a nie je potrebné dalej delit modul na extrahovanie odpovede z textu.
Rozdelenie by malo zavisiet iba na otazke a text by na typ odpovede nemal mat vplyv.

Neurénovi siet sa uéi po davkach. Neurénova siet berie ako vstup iba otdzku rozdelent
na slova. Vystup neurénovej siete je zaradenie otazky do jednej z dvoch kategérii. Vznikni
dve cisla na otazku. Ak je prvé cislo vacsie, tak ma otazka odpoved kus z textu. Ak je druhé
¢islo vicsie, tak ma otédzka odpoved "ano/nie".

Model v1

1 Otéazka sa najskor skonvertuje na vektory.

e Velkost matice otazky: [b, ¢, €]

"http://vectors.nlpl.eu/repository/
Zhttps:/ /fasttext.cc/
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2 Na maticu sa pouzije LSTM. LSTM p6jde obojstranne. LSTM ndjde priznaky v otazke
a vytvori novi maticu.

e Velkost matice otazky: [b, g, 2lstm]

2 Dimenzia dfiky otazky sa odstrani pouzitim ziskania maxima cez dlzku otézky. Ma-
ximum cez dlzku otazky spoji najextrémnejsie vlastnosti vsetkych vektorov.

o Velkost matice: [b, 2lstm]

3 Pretoze sa otazka kategorizuje do dvoch kategdrii, je potrebné zmensit vystupny vek-
tor na dve dimenzie. Vektor sa zmensi pouzitim linedrneho filtra. Linearny filter sa
udi.

e Velkost vystupnej matice: [b, 2]

Model v2
1 Otézka sa najskor skonvertuje na vektory.
e Velkost matice otazky: [b, ¢, €]

2 Na maticu sa pouzije LSTM. LSTM p6jde obojstranne. Ziska sa posledny stav LSTM.
LSTM néajde priznaky v otdzke a vytvori novii maticu.

e Velkost matice otdzky: [2, b, lstm)]

2 Dva vnutorné stavy LSTM sa konkatenuju. Jeden stav je pre prechod spredu a druhy
stav je pre prechod zozadu.

o Velkost matice: [b, 2lstm]

3 Pretoze sa otazka kategorizuje do dvoch kategdrii, je potrebné zmensit vystupny vek-
tor na dve dimenzie. Vektor sa zmensi pouzitim linedrneho filtra. Linedrny filter sa
udi.

e Velkost vystupnej matice: [b, 2]

4.2 Vyhladanie vety s odpovedou

Pri extrahovani odpovede je potrebné predikovat dve c¢isla: zaciatok a koniec odpovede.
Predikcia oboch ¢isel vyplyva z rovnakého zékladu, ale vysledky st od seba nezavislé. Pre-
dikovanie jedného ¢isla moéze zlepSit presnost systému, a preto sa najskér vyberie veta
z textu a potom vo vybranej vete alebo rozsirenom kontexte sa bude hladat odpoved. Vety
su izolované a obmedzené Casti textu, a preto sta¢i jedno ¢islo na vybranie vety. Kontext
pre odpoved moze presahovat vetu, ale text odpovede vetu nepresahuje. Vyberat by sa dali
aj paragrafy, ale v pouzitej datovej sade rozdelenie na paragrafy nie je dostatocne kva-
litné. Datova sada ma rozdelenie na vety dostato¢ne presné na pouzitie. Najvacsi rozdiel
medzi vyhladanim vety a beznym spracovanim prirodzeného textu je pridanie dimenzie na
vstupe. [28]

Neurénova sief sa uci po davkach. Na vstupe je otdzka rozdelend na slova a text rozde-
leny na vety a slova. Vystup neurénovej siete je predikcia vety, v ktorej je odpoved. Vystup
ma velkost poctu viet. Index s najviac¢sou hodnotou oznacuje index vety odpovede.
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Model r1

1

Otazka a text sa konvertuju na vektory.
Velkost matice otazky: [b, g, €]
Velkost matice textu: [b,d, s, €]

Kazd4 veta sa zhrnie na vektor. LSTM berie iba troj dimenzionalne matice, a preto
je potrebné maticu rozdelit. Matica sa rozdeli podla davok.

Velkost ¢iastkovej matice: [d, s, €]

Na c¢iastkovii maticu sa aplikuje LSTM. Pretoze na pozicii dimenzie davok bude pocet
viet, jednotlivé vety sa nebudi ovplyvnovat.

Velkost ¢iastkovej matice: [d, s, 2]stm]

Dimenzia diiky vety sa odstrani pouzitim ziskania maxima cez dizku vety. Maximum
cez dlzku vety spoji najextrémnejsie vlastnosti vsetkych vektorov.

Velkost ¢iastkovej matice: [d, 2lstm)

Velkost spojenej matice textu: [b, d, 2lstm]

Matica otazky sa zmensi na vektor. Najskér na maticu otdzky sa aplikuje LSTM.
Velkost matice otazky: [b, ¢, 2lstm)|

Dimenzia dlzky otdzky sa odstrani pouzitim ziskania maxima cez dizku otdzky. Ma-
ximum cez dlzku otazky spoji najextrémnejsie vlastnosti vSetkych vektorov.

Velkost matice otazky: [b, 2lstm]

Matica textu sa prevedie cez linearny filter bez zmeny velkosti. Linearny filter sa uci.
K matici otazky sa pridd prazdna dimenzia.

Velkost matice textu: [b,d, 2lstm]

Velkost matice otazky: [b, 2lstm, 1]

Matica textu a matica otazky sa vynasobia po davkach.
Velkost produktu: [b,d, 1]

Po odstraneni préazdnej dimenzie vznikne vystupnéd matica.

Velkost vystupnej matice: [b, d]
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Model r2

1

Otazka a text sa konvertuju na vektory.
Velkost matice otazky: [b, g, €]
Velkost matice textu: [b,d, s, €]

LSTM berie iba troj dimenzionalne matice, a preto je potrebné maticu rozdelit. Matica
sa rozdeli podla davok.

Velkost ¢iastkovej matice: [d, s, €]
Pred kazdu vetu sa konkatenuje otazka.
Velkost ciastkovej matice: [d, q + s, €]

Na c¢iastkovii maticu sa aplikuje LSTM. Pretoze na pozicii dimenzie davok bude pocet
viet, jednotlivé vety sa nebudi ovplyviovat.

Velkost ciastkovej matice: [d, g + s, 2lstm)

Dimenzia dizky otdzky a vety sa odstrani pouzitim ziskania maxima cez dizku otdzky
a vety. Maximum cez otdzky a vety spoji najextrémnejsie vlastnosti vSetkych vektorov.
Tymto by pre kazdi vetu mal vzniknaf vektor, ktory méa vlastnosti o vete a jej
relevancie k otazke.

Velkost ciastkovej matice: [d, 2lstm)
Velkost spojenej matice: [b, d, 2lstm)

Na spojent maticu sa aplikuje dalie LSTM, ktoré m4 int dizku vstupu od predché-
dzajuce LSTM a aj je zvlast ucené. Aplikovanim LSTM sa budu zdielat informécie
medzi jednotlivymi vektormi patriacimi vetam, a tym aj zdielat informacie medzi
vetami.

Velkost spojenej matice: [b, d, 2lstm)

Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Linedrny filter sa nauci
vypocitat z vektora jedno cislo.

Velkost spojenej matice: [b,d, 1]
Po odstraneni prazdnej dimenzie vynikne vystupnd matica.

Velkost vystupnej matice: [b, d]

Model r3

1

Otazka a text sa konvertuju na vektory.
Velkost matice otazky: [b, ¢, €]

Velkost matice textu: [b,d, s, €]
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2 Otézka sa zmendi na vektor pouzitim prvého LSTM a ziskania maxima cez dizku
otazky.

e Velkost matice otazky: [b, 2lstm]

3 LSTM berie iba troj dimenzionalne matice, a preto je potrebné maticu rozdelit. Matica
sa rozdeli podla davok.

e Velkost ciastkovej matice: [d, s, €]

3 Pred kazdy vektor slova sa konkatenuje vektor otazky. Konkatenovanim vektora pred
kazdy vektor slova sa snazim imitovat spojenie otazky a textu pouzitého v Dynamic
memory network?2.3.

e Velkost ciastkovej matice: [d, s, e + 2lstm]

3 Na c¢iastkovil maticu sa aplikuje druhé LSTM, ktoré ma int dizku vstupu od predché-
dzajiceho LSTM a aj je zvlast ucené. Pretoze na pozicii dimenzie davok bude pocet
viet, jednotlivé vety sa nebudi ovplyviovat.

e Velkost ciastkovej matice: [d, s, 2lstm)

3 Dimenzia dizky vety sa odstrani pouZzitim ziskania maxima cez dizku otézky a vety.
Maximum cez otazky a vety spoji najextrémnejsie vlastnosti vsetkych vektorov. Tymto
by pre kazda vetu mal vznikntat vektor, ktory ma vlastnosti o vete a jej relevancie
k otazke.

e Velkost ciastkovej matice: [d, 2lstm)
e Velkost spojenej matice: [b, d, 2lstm)

4 Na spojent maticu sa aplikuje tretie LSTM, ktoré mé ind dizku vstupu od predché-
dzajicich LSTM a aj je zvlast ucené. Aplikovanim LSTM sa budi zdielat informacie
medzi jednotlivymi vektormi patriacimi vetam, a tym aj zdielat informacie medzi
vetami.

e Velkost spojenej matice: [b, d, 2lstm)

5 Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Linedrny filter sa nauci
vypocitat z vektora jedno ¢islo.

e Velkost spojenej matice: [b,d, 1]
6 Po odstraneni prazdnej dimenzie vynikne vystupna matica.

e Velkost vystupnej matice: [b, d]

Model r5
1 Otéazka a text sa konvertuju na vektory.
o Velkost matice otazky: [b, q, €]

e Velkost matice textu: [b,d, s, €]
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LSTM berie iba troj dimenzionalne matice, a preto je potrebné maticu rozdelit. Matica
sa rozdeli podla davok.

Velkost ¢iastkovej matice: [d, s, €]

Na ¢iastkovii maticu sa aplikuje LSTM. Pretoze na pozicii dimenzie davok bude pocet
viet, jednotlivé vety sa nebudi ovplyviovat.

Velkost ¢iastkovej matice: [d, s, 2]stm]

Dimenzia dlzky vety sa odstrdni pouzitim ziskania maxima cez dizku otézky a vety.
Maximum cez otazky a vety spoji najextrémnejsie vlastnosti vSetkych vektorov.

Velkost ¢iastkovej matice: [d, 2lstm)

Velkost spojenej matice: [b, d, 2lstm)

Otézka sa zmens{ na vektor pouzitim LSTM a ziskania maxima cez dlzku otézky.
Velkost matice otazky: [b, 2lstm]

Prvy prvok paméte sa inicializuje na reprezentaciu otézky.

Velkost vnitornej paméte: [b, 1, 2lstm]

Vnutornd pamét sa konkatenuje pred redukovany vektor dokumentu.

Velkost spojenej matice: [b, 1 + d, 2lstm]

Na spojenii maticu sa aplikuje dalsie LSTM, ktoré ma inu dizku vstupu od pred-
chadzajtice LSTM a aj je zvlast ucené. Aplikovanim LSTM sa ziska zavislost medzi
vnutornou pamétou a dokumentom. Z posledného stavu LSTM sa ziska vektor repre-
zentujuci ziskané vlastnosti.

Velkost spojenej matice: [b, 1 + d, 2lstm]
Vektor reprezentujici ziskané vlastnosti sa konkatenuje za vnitornd paméft.
Velkost vnitornej paméte: [b, 2, 20stm)

Krok 4 sa opakuje predom stanoveny pocet iteracii. V kazdej iteracii sa pamét rozsiri
o novy vektor reprezentujuci ziskané vlastnosti.

Velkost poslednej spojenej matice: [b, iter + d, 2lstm]
Cast spojenej matice pre pamit sa odstrani.
Velkost matice: [b, d, 2lstm]

Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Linedrny filter sa nauci
vypocéitat z vektora jedno ¢islo.

Velkost spojenej matice: [b,d, 1]
Po odstraneni prazdnej dimenzie vynikne vystupna matica.

Velkost vystupnej matice: [b, d]
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Model r6

Model r6 ma rovnaku struktiru ako model r5 az na jeden rozdiel. Pri modely r6 sa pamét
pri iteraciach nezvicsuje. Pri modely rb sa pri kazdej iteracii pridal novy prvok do pamaéte.
Pri modely r6 je pamét nahradend novym prvkom.

Pri jednej iteracii st modely r5 a r6 rovnaké.

Model r7

1

Otézka a text sa konvertuju na vektory.
Velkost matice otazky: [b, g, €]
Velkost matice textu: [b,d, s, €]

LSTM berie iba troj dimenzionalne matice, a preto je potrebné maticu rozdelit. Matica
sa rozdeli podla davok.

Velkost ¢iastkovej matice: [d, s, €]

Na c¢iastkovii maticu sa aplikuje LSTM. Pretoze na pozicii dimenzie davok bude pocet
viet, jednotlivé vety sa nebudi ovplyvnovat.

Velkost ¢iastkovej matice: [d, s, 2]stm]

Dimenzia dizky vety sa odstrani pouZitim ziskania maxima cez dizku otézky a vety.
Maximum cez otdzky a vety spoji najextrémnejsie vlastnosti vsetkych vektorov.

Velkost ¢iastkovej matice: [d, 2lstm)

Velkost spojenej matice: [b, d, 2lstm)

Otézka sa zmeng{ na vektor pouzitim LSTM a ziskania maxima cez dizku otézky.
Velkost matice otazky: [b, 2lstm]

Prvy prvok paméte sa inicializuje na maticu otazky.

Velkost vnitornej paméte: [b, 2lstm)]

Vnitornd paméat sa konkatenuje za kazdy vektor vety.

Velkost spojenej matice: [b, d, 4lstm)

Na spojent maticu sa aplikuje dalsie LSTM, ktoré m4 int dizku vstupu od predché-
dzajiceho LSTM a aj je zvlast ucené. Aplikovanim LSTM sa ziska zavislost medzi
vnutornou pamétou a dokumentom. Z posledného stavu LSTM sa ziska vektor repre-
zentujuci ziskané vlastnosti.

Velkost spojenej matice: [b, d, 2lstm)
Vnitornd pamét sa nahradi poslednym stavom LSTM.

Velkost vnitornej paméte: [b, 2lstm)]
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4 Krok 4 sa opakuje predom stanoveny pocet iteracii. V kazdej iteracii sa pamét rozsiri
o novy vektor reprezentujuici ziskané vlastnosti.

e Velkost poslednej spojenej matice: [b, d, 2lstm]

5 Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Linedrny filter sa nauci
vypocitat z vektora jedno ¢islo.

e Velkost spojenej matice: [b,d, 1]
5 Po odstraneni prazdnej dimenzie vynikne vystupna matica.

e Velkost vystupnej matice: [b, d]

Model r7b

Model r7b ma rovnaku struktiru ako model r7 az na jeden rozdiel. Na rozdiel od modelu
r7 mé kazda iterdcia samostatné LSTM. Kazdé iteracia by sa mohla sSpecializovat na jednu
vlastnost. Nevyhodou je nachylnost na syndrém mizniceho gradientu. Celd viha predpo-
vede sa posunie na posledni iteraciu a skorsie iteracie nebudi ucené.

Pri jednej iteracii s modely r7 a r7b rovnaké.

4.3 Odpovedanie ano alebo nie

Odpovedanie na otazku "ano"alebo "nie"sa da zjednodusit na bindrnu klasifikaciu na zaklade
otazky a textu. Odpovedanie "d4no/nie'je rieSené na zmensenom kontexte a nie na celom
¢lanku.

Neurdénova siet sa uci po davkach. Ako vstup zoberie otdzku rozdelenii na slova a kontext
rozdeleny na slova. Vystup neurénovej siete je zaradenie otazky do jednej z dvoch kategorii.
Vzniknt dve ¢isla na otézku a vetu. Ak je prvé Cislo vicsie, tak je odpoved na otdzku nie.
Ak je druhé ¢islo vacsie, tak je odpoved na otazku ano.

Model ynl

1 Otézka a text sa konvertuju na vektory.

e Velkost matice otazky: [b, g, €]

o Velkost matice textu: [b, k, €]

2 Otéazka sa konkatenuje pred kontext.

e Velkost matice: [b,q + k, €]

3 Na maticu sa pouzije LSTM. LSTM n&jde priznaky v kombinacii otazky a textu.
e Velkost matice: [b, ¢ + k, 2lstm)

4 Dimenzia dizky otdzky a vety sa odstrani pouzitim ziskania maxima cez dizku otdzky
a vety. Maximum cez vektory otdzky a vety spoji najextrémnejsie vlastnosti vsetkych
vektorov.

e Velkost matice: [b, 2lstm]
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5

Vektor sa zmensi na potrebnti velkost pouzitim linearneho filtra. Linedrny filter sa
uci.

Vystupnd matica: [b, 2]

Model yn2

1

4.4

Otazka a text sa konvertuju na vektory.
Velkost matice otazky: [b, g, €]

Velkost matice textu: [b, k, €]

Na otazku a vetu sa aplikuje LSTM zvlast.
Velkost matice otazky: [b, ¢, 2lstm)|

Velkost matice textu: [b, k, 2lstm)]

Dimenzia dizky otézky a vety sa odstrani pouzitim ziskania maxima cez dizku otdzky
a vety. Maximum cez otazky spoji najextrémnejsie vlastnosti vektorov otazky. Maxi-
mum cez vety spoji najextrémnejsie vlastnosti vektorov vety.

Velkost matice otazky: [b, 2lstm]
Velkost matice textu: [b, 2lstm]
Matice sa konkatenuju.

Velkost matice: [b, 4lstm)]

Vektor sa zmensi na potrebny velkost pouzitim linedrneho filtra. Linearny filter sa
uci.

Vystupna matica: [b, 2]

Vybranie kratkej odpovede z vety

Pri vybrani kratkej odpovede sa predpoveda zaciatok a koniec odpovede. Koniec odpovede
musi byt vzdy po zaciatku odpovede, a preto vybranie najvéicsich pravdepodobnosti neza-
visle nie je mozné. Predikcie budii normalizované funkciou softmax aby zaciatok a koniec
mali rovnaky podiel na predikcii. Najlepsia odpoved bude mat najvicsiu sumu predikcii,
ale predikcia konca musi nasledovat predikcii zac¢iatku. V norméalnych pripadoch sa prefe-
ruju kratsie odpovede, ale vybera sa iba z kratkeho kontextu, a preto vSetky potencialne
odpovede su dostatocne kratke.

Neurénovs siet sa uéi po déavkach. Ako vstup berie otdzku rozdeleni na slovi a vetu
rozdelent na slova. Neurénova siet ma dva vystupy. Vystupy maju velkost poctu slov. Jeden
z vystupov je predikcia zaciatka odpovede a druhy vystup je predikcia konca odpovede.
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Model el

Model el je képiou zdkladového modelu [4].

1

Otézka a text sa konvertuju na vektory.
Velkost matice otazky: [b, g, €]
Velkost matice textu: [b, k, €]

Matica otdzky a matica vety sa prevedi cez LSTM. Pouziva sa rovnaké LSTM z po-
hladu ucenia, ale prechadzaji nim zvlast. LSTM by sa mal naucit identifikovat sé-
manticky vyznam vety a otdzky z pohladu odpovedania na otazku.

Velkost matice otazky: [b, q, 2lstm)
Velkost matice textu: [b, k, 2lstm]

Matica otdzky sa zmendi na vektor. Dimenzia dizky otézky sa odstrani pouzitim
ziskania maxima cez dlzku otdzky. Maximum cez dlzku otazky spoji najextrémnejsie
vlastnosti vSetkych vektorov.

Velkost matice otazky: [b, 2lstm]

Na maticu otazky sa aplikuji dva linedrne filtre bez zmeny velkosti. Jeden sa uci
predikovat zaciatok odpovede a druhy sa uci predikovat koniec odpovede. Vzniknu
dve matice otazky. K maticiam otazky sa prida prazdna dimenzia.

Velkost matice textu: [b, k, 2lstm]
Velkost dvoch matic otazky: [b, 2lstm, 1]

Matica textu sa po davkach vynasobi s kazdou maticou otazky. Vzniknu tak dve
vystupné matice.

Velkost matic: [b, k, 1]
Po odstraneni prazdnej dimenzie dostaneme vystupné vektory.

Velkost matic: [b, k]

Model e2

Model €2 méa rovnaku struktiru ako model el az na jeden rozdiel. Model e2 ma iny spdsob
redukcie otazky na vektor. Model el zoberie vystup z LSTM a zmensi ho na jeden vektor
extrahovanim maxima cez vektory. Model el redukuje otédzku ne vektor konkatendciou
vnutornych stavov LSTM. LSTM je pouzity obojstranne, a preto ma dva vnttorné stavy.

Model e3a

1

Otézka a text sa konvertuju na vektory.
Velkost matice otazky: [b, g, €]

Velkost matice textu: [b, k, €]
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Matica otazky sa prevedie cez LSTM. Zoberie sa posledny stav LSTM.
Velkost matice otazky: [2, b, lstm)]

Dva vnuitorné stavy LSTM sa konkatenuji. Jeden stav je pre prechod spredu a druhy
stav je pre prechod zozadu.

Velkost matice otazky: [b, 2lstm]

Na maticu otazky sa aplikuji dva linearne filtre, ktoré zmenia velkost vektora na e.
Jeden sa uéi predikovat zaciatok odpovede a druhy sa uéi predikovat koniec odpovede.
Vzniknti dve matice otazky. K maticiam otazky sa prida prazdna dimenzia.

Velkost dvoch matic otazky: [b, 1, €]
Za oboje matice otazky sa konkatenuje text.
Velkost matic: [b, 1 + k, €]

Matice prejdu cez rovnaké LSTM aké je pouzité v bode 2. Pretoze je na zaciatku
vektor reprezentujici otazku, jednotlivé hodnoty pre slova textu by mali byt zdvislé
od otazky a aj okolného kontextu.

Velkost matic: [b, 1 + k, 2lstm]
7 matic sa odstrani prvy prvok.
Velkost matic: [b, k, 2lstm]

Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Linedrny filter sa nauci
vypocitat z vektora jedno ¢islo.

Velkost matic: [b, k, 1]
Po odstraneni prazdnej dimenzie vynikne vystupna matica.

Velkost vystupnych matic: [b, k]

Model e3b

1

Otéazka a text sa konvertuju na vektory.

Velkost matice otazky: [b, ¢, €]

Velkost matice textu: [b, k, €]

Otazka sa konkatenuje pred text. Ide o najjednoduchsiu kombinéciu otazky a textu.
Velkost matice: [b,q + k, €]

Kombinovand matica prejde cez LSTM.

Velkost matice: [b, q + k, 2lstm]

Cast pre otdzku bude odstranena z matice.

Velkost matice: [b, k, 2lstm)]
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5

5

Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Pouziju sa dva linedrne
filtre. Jeden pre predikciu zaciatku odpovede a druhy pre predikciu konca odpovede.
Linearny filter sa naudci vypocitat z vektora jedno ¢islo.

Velkost matic: [b, k, 1]
Po odstraneni prazdnej dimenzie vynikne vystupna matica.

Velkost vystupnych matic: [b, k]

Model e6a

1

Otazka a text sa konvertuju na vektory.

Velkost matice otazky: [b, ¢, €]

Velkost matice textu: [b, k, €]

Matica otézky prejde cez LSTM. Z LSTM sa ziska posledny vnitorny stav.
Velkost matice otazky: [2, b, [stm)]

Dva vnutorné stavy LSTM sa konkatenuji. Jeden stav je pre prechod spredu a druhy
stav je pre prechod zozadu.

Velkost matice otazky: [b, 2lstm]

Matica otazky sa prevedie cez dva linearne filtre, ktoré nemenia velkost vektora. Jeden
sa bude ucit predpovedat zaciatok odpovede a druhy sa bude ucit predpovedat koniec
odpovede.

Velkost matic otazky: [b, 2lstm)]
Matica otédzky sa konkatenuje za kazdy vektor textu.
Velkost matic textu: [b, k, e + 2lstm]

Matice textu sa prevedi cez LSTM. LSTM m4 int velkost vstupu ako LSTM na
konverziu otazky, a preto ucené nezavisle od prvého LSTM.

Velkost matic textu: [b, k, 2lstm]

Dimenzia vystupu LSTM sa zrusi pouzitim linedrneho filtra. Linearny filter sa nauci
vypocéitat z vektora jedno ¢islo.

Velkost matic textu: [b, k, 1]
Po odstraneni prazdnej dimenzie vynikne vystupnd matica.

Velkost vystupnych matic: [b, k|

Model e6b

Model e6b ma rovnaku struktiru ako model eba az na jeden rozdiel. V modele e6b st
v kroku 6 pouzité dva rézne linearne filtre. Jeden linearny filter sa uc¢i predpovedat zaciatok
odpovede a druhy linearny filter sa uci predpovedat koniec odpovede. Model e6b rozlisuje
medzi predpovedou zaciatku a konca odpovede v krokoch 3 a 6.
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Model e6c

Model e6c méa rovnak struktiiru ako model e6a az na dva rozdieli. V modele e6c st v kroku
6 pouzité dva rozne linedrne filtre rovnako ako v modele e6b. V modele e6¢ je na rozdiel
od modelu e6a a e6b vynechany krok 3. Model e6c rozlisSuje medzi predpovedou zaciatku
a konca odpovede iba v kroku 6.

4.5 Vyhladanie ¢lanku s odpovedou

Vyhladanie ¢lanku s odpovedou m4 unikatne problémy, ktoré nie s pritomné pri ostatnych
moduloch. Datovt sadu je potrebné rozdelit na trénovaciu a valida¢na cast. Datova sada
obsahuje vela (68.7%) ¢lankov, ktoré maju iba jednu otdzku. Ked sa bude neurénova siet
ucit iba na otézkach, tak ucenie nebude efektivne, kvoli nedostatocne velkej datovej sade.
Jeden zo vstupov neurdnovej siete by mala byt aj Wikipédia. Wikipédia ako vstup sa pri
jednotlivych otdzkach nemeni, a preto nemusi byt priamym vstupom. Wikipédia mdze byt
vstupom aj pri trénovani neurénovej siete. Ak bude Wikipédia vstup iba pri trénovani, tak
sa jedna o problém podobny klasifikacii textu, kde je pocet tried velky ako pocet clankov
a kazda trieda patri jednému ¢lanku. Ak je Wikipédia priamym vstupom neurdnovej siete,
tak sa jedna o problém podobny porovnaniu textov. Otazku je potrebné porovnat s kazdym
¢lankom a vybrat ¢lanok s najvicsou pravdepodobnostou odpovede. Zakazdym spracovavat
clanky je casovo narocné a spracovavat vSetky ¢lanky naraz je paméfovo narocné.

Na uéenie vyhladania ¢lanku nemusi stacit iba norméalne ucenie, a preto pre dosiahnutie
dobrych vysledkov je potrebné vytvorit viacero spdsobov ucenia.

e Kategorizacia iba na zaklade otazok je $tyl modelu kde sa Wikipédia poskytne neu-
ronovej sieti iba pri uceni. Otazky s rozdelené medzi trénovacou a valida¢nou castou
datovej sady. Je to najjednoduchsie rozdelenie, ale zaroven nebude velmi efektivne.
Bude sa dat pouzit maximéalne pri porovnani vysledkov.

o Kategorizicia na zaklade ¢lankov je styl modelu kde sa Wikipédia poskytne neuré-
novej sieti iba pri uceni. Do trénovacej casti sa daju vety jednotlivych clankov. Vo
validac¢nej ¢asti budu otazky z datovej sady. Modul bude trénovany na priradenie vety
z Clanku danému c¢lanku, ale bude validovany na priradenie ¢lanku otézke. Zlepsi to
problém nedostatocne velkej datovej sady drastickym zvac¢senim poctu trénovacich
dét. Trénovacich dat méze byt prilis vela a dizky ¢lankov st drasticky rozdielne. Cla-
nok, ktory ma 5 viet, bude ovela menej reprezentovany ako ¢lanok, ktory ma 800 viet.
Obmedzenie poctu viet na ¢lanok dokéze vyvazit trénovacie data a potencidlne zlepsi
presnost. Aj ked sa bude modul trénovat na priradenie vety ¢ldnku, bude sa validovat
na priradenie ¢lanku otézke.

e Kategorizacia na zaklade clankov a otazok je styl modelu kde sa Wikipédia poskytne
neurénovej sieti iba pri uceni. Otazky st rozdelené medzi trénovaciou a valida¢nou
castou datovej sady. Do trénovacej Casti sa pridaju vety ¢lanku. Modul sa bude naraz
ucit priradovat vety ¢lankom a priradovat ¢lanky otdazkam. Modul by mal mat dosta-
tocny pocet dat k ¢clankom a aj format otazky, ale nie je separacia medzi vetou ¢lanku
a otazkou.

e Kategorizacia na zéklade ¢lankov a otazok s rozdelenym ucenim je styl modelu kde sa
Wikipédia poskytne neurénovej sieti iba pri uceni. Modul je uceny vo dvoch fazach.
V oboch fazach bude validacné cast skladana z otazok datovej sady. V prvej faze bude
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trénovacia Cast skladana z viet ¢lankov a modul sa bude ucif priradit vetu c¢lanku.
Druhé trénovacia ¢ast bude skladana z otdzok datovej sady. V druhej faze sa zoberie
modul nauceny na vetach ¢lankov a doudi sa na otdzkach. V prvej faze by sa modul
mal naucit vlastnosti jednotlivych ¢lankov a v druhej faze by sa mal modul naucit
naviazat vlastnosti ¢lankov na format otazky.

Priradenie ¢lanku porovnanim ¢lanku a otazky je styl modelu kde sa Wikipédia po-
skytne neurénovej sieti pri uceni a aj pri kazdom vypocte. Modul bude mat na vstupe
otazky a ¢lanky. Na vystupe bude skére pre kazda kombinaciu otazky a ¢lanku. Na
vstup modulu nemézu byt dané vsetky otazky naraz, kvoli paméatovej zlozitosti. Ked
skore priradené ¢lanku nie je ovplyvnené ostatnymi ¢lankami, tak spracovanie ¢lankov
po davkach by nemalo zmenit vysledky.

Model ak

1

Otézka alebo veta sa najskor skonvertuje na vektory.
Velkost matice: [b, g, €]

Na maticu sa pouzije LSTM. LSTM pdjde z oboch stran. LSTM najde priznaky
v otazke a vytvori novi maticu.

Velkost matice: [b, g, 2lstm]

Dimenzia dizky otdzky alebo vety sa odstrani pouzitim ziskania maxima cez dizku
otazky. Maximum cez dlzku otazky spoji najextrémnejsie vlastnosti vsetkych vekto-
TOv.

Velkost matice: [b, 2lstm)]

Pouzitim linedrneho filtra sa ziskané vektory prevedu na velkost podla poctu rozpo-
znavanych ¢lankov. Linearny filter funguje ako uciaca sa pamét.

Velkost vystupnej matice: [b, a]

Model ac

1

Otézka a clanky sa najskor konvertuji na vektory.
Velkost matice otazky: [b, q, €]
Velkost matice ¢lankov: [a, k, €]

Na maticu otdzky a ¢lankov sa pouzije LSTM. LSTM pdjde z oboch stran. LSTM
najde priznaky v otazke a vytvori novi maticu.

Velkost matice otazky: [b, ¢, 2lstm)|
Velkost matice ¢lankov: [a, k, 2lstm]

Dimenzia dizky otdzky a ¢ldnkov sa odstrdni pouzitim ziskania maxima cez dlzku
otazky. Maximum cez dlzku otézky alebo ¢lankov spoji najextrémnejsie vlastnosti
vsetkych vektorov.
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o Velkost matice otazky: [b, 2lstm]
e Velkost matice ¢lankov: [a, 2lstm]

3 Matice ¢lankov sa zopakuje pre kazdu otdzku davky. K matice otazky sa prida prazdna
dimenzia.

e Velkost matice ¢lankov: [b, a, 2lstm)]

e Velkost matice otazky: [b, 2lstm, 1]

4 Matica ¢lankov sa po dévkach vynasobi s maticou otazky.

e Velkost matic: [b, a, 1]

5 Po odstraneni prazdnej dimenzie dostaneme vystupni maticu.

e Velkost matic: [b, a]

4.6 Pouzitie tf.idf pri ziskani odpovede

Algoritmus tf.idf je zaloZeny na inom koncepte ako uCenie neurdénovej siete, a preto maju
rozdielne vihody a problémy. Casto sa pouziva pri vyhladdvani na internete. Pretoze algo-
ritmus tf.idf sa pouziva na priradenie textu do mnoziny textov, da sa pouzit pri vyhladavani
¢lanku s odpovedou alebo vyhladavani vety s odpovedou. Neurénové siete mézu byt tiplne
nahradené algoritmom tf.idf alebo skdre z oboch systémov moze byt kombinované.

Term Frequency a Inverse Document Frequency nie st pevne dané a mozu sa menit.
Najbeznejsia funkcia pre Term Frequency je normalizovany pocet tf(d,w) = %, kde
w je slovo, d je dokument, weount je pocet vyskytu slova v dokumente a di., je dizka
dokumentu. Ak by sa podet vyskytov nedelil dizkou dokumentu, tak by boli preferované dlhé
dokumenty. DalSou ¢astou funkciou pre Term Frequency je existencia slova v dokumente

tf(d,w) = { 1 wind

0 wnotind
idf (w) = log(%), kde w je slovo, diota je poCet vSetkych dokumentov a d,, je pocet
dokumentov, ktoré obsahujui slovo w. K d,, sa pripo¢ita 1 aby nevzniklo delenie nulou. [18]

. Najbeznejsia funkcia pre Inverse Document Frequency je

Priklad vypoctu tf.idf

Ak sa hladé otézka: ,Cim je pokryty fotograficky film?¢
Na vyber sa vety:

1. , Fotograficky film je plastovy péas z polyesteru, nitrocelulézy nebo acetatu celulosy,
pokryty tenkou vrstvou emulze obsahujici svétlocitlivé halogenidy stiibra vazané v ze-
latiné, s rozdilnou velikosti krystali, urcéujici citlivost a zrnitost (rozliseni) filmu.

2. ,Kdyz je emulze vystavena piisobeni dostatecného mnozstvi svétla, nebo jiného elek-
tromagnetického zafeni jako napt. rentgen, vytvoii se latentni (neviditelny) obraz.*

3. ,,Chemickymi procesy se poté na filmu muze vytvorit obraz viditelny.

32



Ak text nie je normalizovany, Term Frequency je normalizovany pocet a berd sa do
ubahy iba jednotlivé slova. tak sa skére pre jednotlivé vypocéita ako:

tF.adf (g, dr) = ££(Cim, dy )idf (Cim) + £ £ (e, dn )idf (je) + tF (pokryts, dy )idf (pokryt)+
t f (fotograficky, dy )idf (fotograficky) + ¢ f (film, dy )idf (film)

0 3.1 3.1 3.1 3.1 3
g = —log(2) + —log(2) + — log(2) + — log(2) + — log(=
tf.idf(q,dy) % og(1)+ 5 og(3)+ 3 Og(2)+32 og(2)+ 5 Og(2)

tf.idf (q,d1) = 0+ 0.03125 0+ 0.03125 0.176 4 0.03125 0.176 + 0.03125 0.176

tf.idf (g, dy) = 0.0055 + 0.0055 + 0.0055
tf.idf (q,dy) = 0.0165

t f (fotograficky, do )idf (fotograficky) + ¢ f (film, do )idf (film)

0 3.1 3.0 3.0 3.0 3
tFadf (q. dy) = — log(2) + — log(2) + — log(2) + — log(2) + — log(=
fidf(q,dz) 50 og(1)+ 50 og(3)+ 50 og(2)+ 50 og(2)+ 50 og(2)

tf.idf(q,d2) =0

tf.idf (g, ds) = tf(Cim, dy)idf (Cim) + t f (je, d3)idf (je) + tf (pokryty, d3)idf (pokryty)+
t f (fotograficky, ds)idf (fotograficky) + ¢ f (film, d3)idf (film)

0 3 0 3 0 3 0 3 0 3
tf.idf(q,ds) = —log(=) + —log(=) + —log(=) + — log(=) + — log(=

tf.idf(q, d3) =0

Pri takomto nastaveni by z viet bola vybrand prva veta, pretoze su v nej slova "pokryty",
"fotograficky"'a "film". Slovo "je'nemd vplyv na vybranie vety, pretoze je prilis vSeobecné,
a to je rozdiel medzi tf.idf a Bag of Words. Spravna odpoved je: ,tenkou vrstvou emulze“,
a preto prva veta je vybrand spravne.

Pri praktickom priklade vidno potrebu normalizacie textu. Slova "film"a "filmu"sa brané
ako dve rozdielne slova. V anglictine by to bolo jedno slovo "film".

Ak by boli brané do tvahy aj dvojice slov (bigramy), tak by bolo v prevej vete ndjdené
slovné spojenie "fotograficky film", a to by zlepSilo Sancu vybrania prvej vety.

4.7 Kombinacia modelov

Jednotlivé moduly dokazu spracovat iba cast problému, a preto na zodpovedanie otazky
musi byt pouzitda kombinacia modelov. Pri niektorych pod problémoch sa da pouzif aj
algoritmus tf.idf.
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Odpovedanie ano alebo nie

Odpovedanie "4no/nie"sa d4 specializovanym modulom, ale kombinovanie odpovedania "dno/-
nie"a extrahovanie ¢asti textu do jednej neurénovej siete moze potencialne zlepsit presnost
zdielanim ¢asti neurénovej siete na pochopenie textu. Kombinacia "dno/nie/cast textu'sa
da riesit rovnakym modelom ako extrahovanie casti textu, ale vystup musi byt rozsireny.
Rozsirenie vystupu sa da najlepsie urobif rozsirenim vstupu o Specidlne symboly. Rozsire-
nie vstupu sposobi ze vSetky c¢asti neurdénovej siete sa budiu podielat na ziskani odpovede,
a preto sa pouziju vsetky prvky neurénovej siete. Ak by bolo rozsirenie vystupu vykonané
uprostred neurénovej siete, tak by sa Cast ako konvertovanie textu na vektor nemohla pouzit
na odpovedanie "dno/nie".

Na vstup sa da priradif jeden symbol. Pri symbole skére zaciatku odpovede by mohlo
oznacovat "dno"a skore konca odpovede by mohlo oznacovat "nie".

Ak by boli na vstup priradené dva symboly, tak jeden symbol bude oznacovat odpoved
"nie"a druhy symbol bude oznacovat odpoved "dno". Skére pre odpoved "édno/nie"bude sticet
skoére pre zaciatok a koniec odpovede na Specidlnom symbole.

Pri odpovedani "4no/nie/cast textu"musi byt stéle pouzity modul na rozliSovanie medzi
odpovedami "dno/nie"alebo "¢ast textu'. RozliSovanie medzi typmi odpovede a samotnym
odpovedanim je prili§ zlozité pre jeden modul. Pri rozdelenom odpovedani "d4no/nie"alebo
"¢ast textu'sa vyberie modul na spracovanie. Pri odpovedani "dno/nie/¢ast textu'sa vyberie
cast odpovede, ktora je relevantné pre typ odpovede.

Vyber z viacero odpovedi

Predpovede neurénovych sieti nemusia byt velmi presné. Ked sa vyberie niekolko najlepsich
predpovedi, tak pravdepodobnost ze sa odpoved nachadza v nich sa zlepsuje, ale vznikne
novy problém vybrania medzi kandidatmi. Vybrat sa da niekolko ¢lankov a z kazdého ¢lanku
sa d& vybrat niekolko viet. Vybranim odpovede kombinaciu skére z kazdej casti by sa mala
teoreticky zlepsit presnost vybrania odpovede.

1. Na zéklade otazky sa vyberie a ¢lankov.
2. 7 kazdého ¢lanku sa vyberie s viet. Vznikne a * s kontextov.
3. 7 kazdého kontextu sa izoluje odpoved. Vznikne a * s kandidatov na odpoved.

4. 7Z kandidatov sa vyberie odpoved.

Casova naro¢nost takéhoto systému moze byt tazko zvlddnutelnd, a preto moze byt
vhodné redukovat pocet kandidatov uprostred spracovania. Redukovanie moznosti po kroku
1 by bolo rovnaké ako redukovanie a. Krok 3 nemeni pocet kandidatov. Krok 4 je redu-
kovanie kandidatov na jeden vysledok po kroku 3. Jediné miesto vhodné na redukovanie
moznosti je medzi krokmi 2 a 3. Na redukovanie moznosti sa da pouzitim skoére z pred-
chadzajicich dvoch modulov alebo sa da pouzit aj tf.idf na kandidatne kontexty a otézku.
Kontexty budt povazované za dokumenty a pocita sa skore otézky ku kontextom. Ak sa
v kroku 2 pouzije neurénova siet, tak pouzitim tf.idf medzi krokmi 2 a 3 bude ziskana
vyhoda pouzitia viacerych konceptov.
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Kapitola 5

Analyza vysledkov

Datovi sadu je potrebné rozdelit na trénovaciu a validac¢ni ¢ast. Do validacnej casti pdjde
kazdy treti prvok a do trénovacej casti p6jdu ostatné. Tymto rozdelenim budi v ténovacej
casti dve tretiny datovej sady a vo validac¢nej ¢asti bude jedna tretina datovej sady. Zaroven
sa tymto sposobom zlepsi pestrost jednotlivych modelov, zlepsenim pestrosti trénovacej
a validac¢nej casti datovej sady. Po sebe iduce otazky sa moézu tykat rovnakého clanku
a mohli byt vyrdbané v rovnakom c¢ase tym istym c¢lovekom. Rozprestrenim casti cez celt
datovi sadu by sa mala zabezpecit najlepsia presnost. [12]

Skratky

Skratka "Base"oznacuje inteligentné tipovanie. Ak neurénova siet ziska presnost nad inte-
ligentné typovanie, tak by to malo znamenat Ze sa logické spojenia naozaj naucila. Inteli-
gentné typovanie bolo dosiahnuté u¢enim neurénovej siete, ktora nebrala do tvahy bezny
vstup. Napriklad predpovedanie bez otazky alebo bez textu.

Neurénové siete si oznacované skratkou modelu neurénovej siete. Ak skratka nie je
rozsirend o dalsie udaje, tak je ucend a testovand na normélom rozdeleni a model nema
dalsie nastavenia.

e Ak je model iterac¢ny, tak je pocet iteracii oznacovany ako "z it.". Ak je model najskor
trénovany na jednom nastaveni iteracii, a potom dotrénovany na druhom nastaveni
iteracii, tak to oznacujem "z — y it.".

e Ak vstup je ziskany kontext, tak Sirka kontextu alebo polomer kontextu modze byt
nastavitelny. Ak sa modelu posle iba veta s odpovedou alebo polomer kontextu je 0,
tak to znac¢im "k: 1". Ak je polomer kontextu 1, tak sa modelu posle veta s odpovedou
a jedna veta pred a po nej, a tym vzniknua tri vety "k: 3". Znackou 'k: 5"sa znadi
kontext s polomerom 2, kde sa modelu posle veta s odpovedou a dve vety pred a po
nej, a tym vnikne pat viet. Ak sa model trénuje a testuje na rozdielnych kontextoch,
tak prvé ¢islo znaci kontext pri trénovana a druhé cislo znaci kontext pri testovani.
Napriklad znacka "k: 3, 1"znamend ze model bol trénovany na kontexte o troch vetach
a testovany bol na kontexte o jednej vete.

e Modely na vybranie ¢lanku mézu byt trénované na viacerych vstupoch. Ak je model
trénovany iba na otdzkach, tak to zna¢im "t: o". Ak je model trénovany na vetdch
clanku z Wikipédie, tak to zna¢im "t: v". Ak je model trénovany na kombinacii otazok
a vetdch z ¢lanku Wikipédie, tak to znacim "t: o+v". Ak je model trénovany najskor
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na vetach z ¢lanku Wikipédie, a potom dotrénovany na otazkach, tak to znacim "t: v
— o".

Algoritmus tf.idf mé rozliéné nastavenia.

e Ak je text normalizovany na zdkladny tvar slova pre algoritmus tf.idf, tak to zna¢im

skratkou "n". Ak text nie je normalizovany, tak algoritmus nema znacku pre typ textu.

e V projekte pouzivam dve rézne funkcie tf. Funkcia tf reprezentujtca existenciu slova
v ¢lanku, bude maf priradeny znacku "e". Funkcia tf reprezentujica pocet vyskytov
slova v ¢lanku normalizovana dlzkou ¢lanku, bude mat znacku "np".

e Algoritmus tf.idf podita jednotlivé slova alebo unigramy, a to budem znacit skratkou
"u". Ak bude algoritmus tf.idf brat do tvahy aj dvojice slov alebo bigramy, tak to
budem znacit skratkou "u+b".

Rozdelenie otazok podla typu odpovede

Uspesnost rozdelovania otdzok podla typu odpovede je v tabulke 5.1. Najlepsi klasifikator
je vl s presnostou 98.60%. Po nauceni neurénova siet vl kategorizovala spravne 8 otdzok,
ktoré neurénova sief v2 nevedela kategorizovat. Neurdénova siet v2 kategorizovala spravne
5 otazok, ktoré neurénova siet v1 kategorizovala nespravne.

Najcastejsi problém je s otdazkami typu "OTHER'": ,Je entita typ jedna alebo typ dva?*
Napriklad: ,,Je dubové drevo tvrdé, nebo mékké?“ Siet sa pozrie na cast ,Je entita typ
jedna...“ a povie ze odpoved je "dno/nie", ale odpoved musi byt "typ jedna'alebo "typ
dva'co je kus z textu.

Vyhladanie vety s odpovedou

Uspesnost vybrania vety z ¢lanku je v tabulke 5.2 obsahuje vietky systémy na ziskanie vety
s odpovedou. Bud sa jednd o neurénovu siet alebo algoritmus tf.idf s réznymi nastaveni-
ami. Pri niektorych neurénovych sietiach je rozne nastavenie poctu iteracii. Pre systémy sa
sleduje presnost pri vybrani jednej vety a presnost najdenia vety pri vybrani piatich naj-
lepSie ohodnotenych viet. Najlepsi systém je r2 s presnostou 69.26% pri vybere jednej vety
a 86.41% pri vybere z piatich najlepsie ohodnotenych viet. V experimentalnych vysledkoch
sa da pozorovat negativna zavislost medzi tspesnostou a zlozitostou neurénovej siete. Zo
zvacSenim poctu iteracii sa presnost zhorsuje, napriek tomu Ze méa neurénova siet viacej
prilezitosti pracovat nad ddtami. Znizenie presnosti pri komplikovanych sietiach mo6ze mat
na pricine fenomén mizniceho koeficientu, a preto som pridal pripad kde sa u¢i neurénova
siet najskor na jednej iteracii a potom az na dvoch iteraciach. Ucenie najskor na jednej ite-
racii a potom prejdenie na dve iteracie je lepSie ako ucenie pri dvoch iteraciach, ale horsie
ako neurénové siete ucené pri jednej iteracii.

V tabulke 5.3 je porovnanie medzi niektorymi systémami na vybranie vety z ¢lanku.
V policku mriezky je pocet otazok, ktoré systém v riadku predikuje spravne, ale systém
v stipci nie. Porovnanim s inteligentnym odhadom sa d4 vy¢itat ze neurénové siete viacej
spoliehaji na inteligentny odhad ako algoritmus tf.idf. Rozdieli medzi neurénovymi sietami
su vacsie ako rozdieli medzi nastaveniami algoritmu tf.idf, a to moéze byt spésobené na-
hodnostou ucenia neurénovych sieti. Pri algoritme tf.idf ndhodnost nie je. Rozdieli medzi
neurénovymi sietami a nastaveniami algoritmu tf.idf si vacsie ako rozdieli vo vlastnych
kategériach, a to moéze byt dokazom pouzitia rozdielnych spésobom pre vyhodnocovanie.
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Neurénova sief a algoritmus tf.idf maji ovela viac rozdielnych spravnych odpovedi, nez by
ich rozdiel v presnosti naznacoval.

Uspesnosti niektorych systémov st rozdelené podla typu otézky a odpovede v tabulke
5.4. Neurénové siete maji problémy s otdzkami typu "CLAUSE"a "OTHER'". Otazok typu
"OTHER"je mélo, a preto sa neurénové siete na ne tazko ucia. Otazky typu "CLAUSE"su
zlozité pravdepodobne pretoze maji hlavni cast otazky dolozent o dalsiu informaciu a hla-
dat viacero informécii zaroven je zlozité pre neurénovi siet. Algoritmus tf.idf neméa typy
otazky a odpovede, ktoré su pre neho velmi nezvladnutelné. Pri algoritme tf.idf nezalezi na
logike alebo exotickosti otazky, ale ide iba o podobnost otazky a odpovede.

Odpovedanie ano alebo nie

Uspesnost odpovedania "4no /nie"je v tabulke 5.5. Najuspesnejsi vyhladava¢ je model ynl
s presnostou 72.21%, ak je model ufeny a validovany iba na spravnej vete s odpovedou.
Zaklad pre odpovedanie "dno/nie"je 67.94%, ked sa na kazdu otdzku odpovie "dno". Ak
sa modul u¢i a validuje na rozsirenom kontexte aj s vetami okolo vety s odpovedou, tak
sa presnost modulu zhorsuje. Ked sa zoberie 5 viet, tak vysledky nauceného modelu st
rovnaké ako inteligentné typovanie. Kombinovanie odpovedania "d4no/nie"a vybrania vety
casti textu nezlepsuje presnost odpovedania "dno/nie". Specializovany systém je tispesnejsi
nez kombinovany.

V tabulke 5.6 je porovnanie medzi niektorymi systémami na odpovedanie "dno/nie".
V policku mriezky je pocet otazok, ktoré systém v riadku predikuje spravne, ale systém
v stipci nie. Medzi systémami nie st dostatoéne velké rozdieli na to aby sa nedali vysvetlit
nadhodnostou pri uceni. Systém, ktory vyc¢nieva najviac je, "e3b + yn, k: 1"odpovedd najviac
spravnych odpovedi "'nie". Aj napriek tomu zZe nema zli presnost, v porovnani s ostatnymi
systémami neodpovedd spravne na vyznamnejSie mnozstvo otazok.

Uspesnosti niektorych systémov s rozdelené podla typu otézky a odpovede v tabulke
5.7. Typ odpovede je iba jeden a aj typov otézky je mélo. Ziadny typ otézky nie je tazko
zvladnutelny.

Vybranie kratkej odpovede z vety

Uspesnost extrahovania odpovede vybranim ¢asti textu je v tabulke 5.8. Najleps{ systém mé
presnost 59.13%. Je zaloZzeny na neurénovej sieti el. Neurénova siet je u¢end na kombinaciu
predpovedania "d4no/nie"a ziskanie ¢asti textu. Najlepsi vysledok sa docieli pri vyberani iba
z jednej vety. Mierka "em'"urcuje pocet presnych odpovedi a mierka "f1"urc¢uje priemernt
relevanciu odpovede. Mierka "f1"je ovela neznejsia, ked sa neurénova sief zmyli iba o jedno
slovo.

V tabulke 5.9 je porovnanie medzi niektorymi systémami na extrakciu odpovede z textu.
V policku mriezky je pocet otazok, ktoré systém v riadku predikuje spravne, ale systém
v stlpci nie. Aj napriek tomu Ze majt systémy podobné presnosti, ich spravne odpovede
si dost odlisné. Aj napriek tomu ze vSetky systémy pracuji na zdklade LSTM, zlozitost
extrakcie odpovede z textu a nahodnost pri uceni sposobia rézne odpovede.

Uspesnosti niektorych systémov s rozdelené podla typu otézky a odpovede v tabulke
5.10. Otéazky typu "CLAUSE", "VERB_PHRASE"a "OTHER"maji velmi nizku presnost.
Extrakcia odpovede je zlozity problém, a preto je potrebné velké mnozstvo otdzok a od-
povedi daného typu na spravne naucenie. Pri odpovediach maja horsiu presnost odpovede,
ktoré nemaju presny tvar ako "OTHER'"a "ORGANIZATION". Typ "OTHER'"znamena ze
odpoved nema kategériu a tym ani presny tvar. Nazvy organizacii sa medzi sebou liSia
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ovela viacej ako mend ludi. Datum mé este presnejsi tvar. Ak systém vie Ze hladd datum
a dostane spravnu vetu, tak z velkou pravdepodobnostou vyberie spravne.

Vyhladanie ¢lanku s odpovedou

Pri vyberani ¢lanku beriem do tivahy iba 7193 ¢lankov pritomnych v datovej sade. Presnosti
naucenych modelov st v tabulke 5.11. Najlep$ia naucend neurénova siet je ak 53.1%, ktora
bola ucend naraz otazkach a prvych 50 vetach z ¢lankov. Najlepsie nastavenie algoritmu
tf.idf 50.08% obsahovalo normalizovanie textu a otédzky na zdkladny tvar slov, funkcia tf
rozlisovala iba existenciu slova v ¢lanku nedbajic na pocet vyskytov a hladali sa jednotlivé
slovd (unigramy) aj dvojice slov (bigramy). Najlepsie vysledky mala kombinacia najlepsie
naucenej neurénovej siete a algoritmu tf.idf 76.86%. Skore oboch boli jednoducho séitané
bez akéhokolvek upravovania alebo normalizécie.

V tabulke 5.12 je porovnanie medzi niektorymi systémami na vyhladanie ¢lanku s od-
povedou. V policku mriezky je pocet otazok, ktoré systém v riadku predikuje spravne, ale
systém v stipci nie. Systémy "ak, t: o"a "ak, t: v'maji nizku presnost a je to pri porovnani
vidno. Vysledky "ak, t: o"sa viacej podobaji neurénovym sietiam a vysledky "ak, t: v'sa
viacej podobaju algoritmu tf.idf. Pri pridani algoritmu tf.idf k neurénovej sieti, je vidno stra-
tenie niektorych spravnych odpovedi neurénovej siete a algoritmu tf.idf, ale kombinovani
systém ziska velké mnozstvo inych spravnych odpovedi. Pretoze systém ac porovnéva text
s otazkou, predpokladal som ze jeho vysledky budi podobné algoritmu tf.idf, ale spravna
priradenie systému ac je podobnejsie ostatnym neurénovym sietiam.

Uspesnosti niektorych systémov s rozdelené podla typu otézky a odpovede v tabulke
5.13. Otazky typu "ENTITY'"a "PERSON"nie st najlepsie pre neurénové siete, pretoze sa
casto pytaju prave na meno ¢ldnku a najst meno ¢lanku znamené néjst odpoved. Pre algo-
ritmus tf.idf si extrémne zlé otazky aj odpovede kategérie ABBREVIATION. Otazky na
skratky st dost normalizované. Potrebny ¢lanok sa pravdepodobne bude odvijat od jedného
slova v otdzke. Algoritmus tf.idf presmeruje systém na ¢lanok o skratkdch namiesto ¢lanku
o entite, ktorej sa skratka tyka. Teoreticky vy sa mohla skratka najst aj vo vSeobecnom
¢lanku o skratkach, ale hodnotenie iba ziskania ¢lanku to bude povazovat za nespravny
predpoklad.

Kombinacia modelov

Tabulka tspesnosti odpovedania na otazku pri kombinacii vSetkych modelov je 5.14. Naj-
lepsia presnost je 46.67%. Dosiahnutd je pri systéme vl na predpoved typu odpovede.
Clanok sa predpovedd kombindciou neurénovej siete a algoritmu tf.idf. Neurénova siet je
naraz ucend na otézkach a vetach ¢lankov. Algoritmus tf.idf pouziva normalizovany text
pre ¢lanky a otazku. Ako funkciu tf pouziva existenciu slova vo vete. Pracuje z jednotlivymi
slovami a aj z dvojicami slov. Na ziskanie vety s odpovedou sa pouziva algoritmus tf.idf.
Ako funkciu tf pouziva existenciu slova vo vete. Pracuje iba so samostatnymi slovami. Na
normalizacii textu nezalezi. Model na odpovedanie "dno/nie'je ynl uceny na jednej vete
bez rozsireného kontextu. Model na extrahovanie odpovede z textu je el. Nauceny bol na
kombinacii extrahovania odpovede textu zaroven s odpovedanim "dno"alebo "nie". Uceny
bol iba na jednej vete bez rozsireného kontextu. Pri kombinécii modelov nebol pouzity roz-
sireny kontext, ale odpoved bola hladand iba v jednej vete. Pri kazdom pod probléme bola
vybrand bola iba najlepsia moznost a viacero kandidatnych odpovedi generovanych nebolo.

Pre ziskanie typu odpovede sa vzdy pouziva systém "v1". Medzi systémami "v1'a "v2"nie
st takmer ziadne rozdieli vo vysledkoch, a preto ich nie je potrebné menit.
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Pre ziskanie konecénej odpovede som testoval dva systémy pre odpovedanie "ano/nie"a dva
systémy pre extrakciu odpovede z textu. Medzi vysledkami nebol velky rozdiel a lepsie sys-
témy samostatne mali lepsie vysledky pri kombinécii.

Systém na ziskanie clanku ma ovela vac¢si vplyv na vyslednii odpoved. Kombinacia
neurénovej siete a algoritmu tf.idf v porovnani so samostatnou neurénovou sietou alebo so
samostatnym algoritmom tf.idf sposobi zasadné zlepsenie presnosti ziskania odpovede.

Pri vybere kontextu pre odpoved je algoritmus tf.idf lepsi ako neurénova siet. Pravdepo-
dobne poskytuje systému na ziskanie konecnej odpovede pre neho jednoduchsi kontext. Pri
rozhodovanim medzi viacero odpovedami sa rozdiel medzi neurénovou siefou a algoritmom
tf.idf zvacsi.

Aj napriek tomu ze spravna odpoved je medzi kandidatmi skére systému na extrakciu
odpovede nie je stavané na vybranie odpovede z kandidatov. Redukcia kandidatov algorit-
mom tf.idf zlepsuje presnost ziskania odpovede, ked sa pouziva neurdénova sief pre vyber
vety. Redukcia kandidatov algoritmom tf.idf nema az taky velky vplyv na presnost ziskania
odpovede, ked sa veta vyberd algoritmom tf.idf.

Vybranie sirsieho kontextu pre odpoved zhorsi presnost ziskania odpovede. Pre sys-
tém na extrakciu odpovede je sirsi kontext ruSivy Sum namiesto namiesto dat pre lepsiu
predpoved odpovede.

Ak sa vybranie odpovede z kandidatov nenechd iba na systém pre extrakciu odpovede
ale pouziva sa kombindcia skére vsetkych casti, tak sa presnost zlepsi. Aj napriek tomu ze
medzi kandidatmi je viac spravnych odpovedi, presnost stale nie je lepsia ako pri vybranim
najlepsej predikcie pri kazdej casti a ignorovani kandidétov.
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Pocet prvkov | v1[%] | v2[%]
Vsetky 4486 99.60 | 99.53
Odpoved
Cast z textu 3723 99.65 | 99.57
Ano/nie 763 99.34 | 99.34
Kategoéria otazky
ENTITY 849 100.00 | 99.88
VERB_PHRASE 765 99.35 | 99.35
DATETIME 618 100.00 | 100.00
PERSON 595 99.83 | 99.83
LOCATION 566 99.82 | 99.82
ADJ_PHRASE 497 99.40 | 99.40
NUMERIC 330 99.09 | 98.48
CLAUSE 158 100.00 | 100.00
ABBREVIATION 102 100.00 | 100.00
OTHER 6 16.67 | 16.67
Kategoria odpovede
YES_NO 763 99.34 | 99.34
OTHER 758 99.08 | 99.08
DATETIME 615 100.00 | 100.00
ENTITY 610 100.00 | 99.84
PERSON 602 99.67 | 99.67
LOCATION 561 99.82 | 99.82
NUMERIC 333 99.10 | 98.50
ORGANIZATION | 99 100.00 | 100.00
ABBREVIATION 96 100.00 | 100.00
DENOTATION 49 100.00 | 100.00

Tabulka 5.1: Tabulka tspesnosti predikcie typu odpovede.
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Systém eml1[%] | em5[%)]
Base 45.96 71.13
rl 66.15 85.37
2 69.66 89.05
r3 61.44 84.16
r5, 1 it. 54.62 77.12
6, 1 it. 55.63 77.86
r7, 1 it. 57.71 80.18
r7b, 1 it. 59.50 81.81
rh, 2 it. 52.73 76.18
r6, 2 it. 46.43 71.89
7, 2 it. 50.36 74.51
r7h, 2 it. 45.02 68.59
rh, 3 it. 51.09 72.52
6, 3 it. 46.69 71.25
r7, 3 it. 46.65 69.06
r7b, 3 it. 44.77 69.93
rh, 1 — 2 it. 57.28 79.51
r6, 1 — 2 it. 50.47 72.21
r7, 1 — 2 it. 55.16 76.72
r7b, 1 — 2 it. 56.17 79.09
tf.idf, e, u 62.72 81.13
tf.idf, e, u+b 61.89 80.95
tf.idf, n, e, u 66.05 85.93
tf.idf, n, e, u+b | 65.91 85.28
tf.idf, np, u 52.22 79.03
tf.idf, np, u+b 54.01 79.90
tf.idf, n, np, u 54.41 82.00
tf.idf, n, np, u+b | 56.62 82.69

Tabulka 5.2: Tabulka tspesnosti vyhladavania vety v ¢lanku.

41



P

—+ =]

© = = -~

Rt . N Q

[a\ = <) [ =)

= 0 & =} =} =)

- T T |E E E E

M & = 2 g e e e =
Base 0 189 259 248 178 | 799 786 760 1017
r2 1250 0 757 1008 834 | 949 889 872 1158
r'7b, 1 it. 865 | 302 0 584 433 | 914 885 874 1151
rb, 2 it. 551 | 250 281 0 233 | 882 863 840 1086
r5, 1 — 2 it. 685 | 280 334 437 0 946 914 906 1168
tf.idf, e, u 1550 | 639 1059 1330 1190 0 278 266 669
tf.idf, n, e, u 1686 | 728 1179 1460 1307 | 427 O 137 662

tfidf, n, e, u+b | 1654 | 705 1162 1431 1293 | 409 131 0 632
tfidf, n, np, u+b | 1495 | 575 1023 1261 1139 | 396 240 216 0

Tabulka 5.3: Porovnanie vysledkov medzi jednotlivymi systémami pre vyhladavania vety
v ¢lanku. V policku mriezky je pocet otazok, ktoré systém v riadku predikuje spravne, ale

systém v stipci nie.
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Prvkov | Base | r2[%] | 17, 3 it.[%] | E b
Vsetky 4476 45.96 | 69.66 | 46.65 62.72 | 65.91
Kategoria otazky
ENTITY 849 44.52 | 69.26 | 49.12 67.65 | 71.29
VERB_PHRASE 760 36.45 | 65.66 | 38.82 69.21 | 73.29
DATETIME 615 52.52 | 74.96 | 47.97 57.56 | 56.91
PERSON 594 57.58 | 71.89 | 57.58 63.13 | 65.66
LOCATION 566 61.31 | 77.92 | 60.60 57.07 | 58.48
ADJ_PHRASE 496 45.16 | 68.35 | 47.98 61.49 | 67.34
NUMERIC 330 16.36 | 63.33 | 13.94 64.85 | 66.06
CLAUSE 158 21.52 | 41.77 | 22.15 55.70 | 59.49
ABBREVIATION 102 74.51 | 85.29 | 74.51 44.12 | 66.67
OTHER 6 33.33 | 16.67 | 16.67 50.00 | 50.00
Kategoria odpovede
YES_NO 758 37.34 | 66.49 | 39.71 69.00 | 73.22
OTHER 757 36.86 | 61.03 | 39.10 61.82 | 66.31
DATETIME 612 52.61 | 75.00 | 48.04 57.52 | 56.70
ENTITY 610 48.03 | 69.51 | 52.13 69.07 | 72.50
PERSON 601 57.24 | 7T1.71 | 57.24 63.06 | 65.39
LOCATION 561 61.85 | 78.43 | 61.14 56.86 | 58.82
NUMERIC 333 16.52 | 63.36 | 14.41 65.47 | 66.67
ORGANIZATION 99 41.41 | 65.66 | 44.44 56.57 | 61.62
ABBREVIATION 96 76.04 | 85.42 | 76.04 42.71 | 66.67
DENOTATION 49 40.82 | 81.63 | 55.10 61.22 | 69.39

Tabulka 5.4: Tabulka tspesnosti vyhladavania vety v ¢lanku.
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Systém em[%] | nie[%] | ano[%]

Vsetky prvky 760 245 515

Base 67.94 | 0 100.00

ynl, k: 1 72.03 | 25.51 | 93.98
yn2, k: 1 7177 | 14.81 | 98.64
ynl, k: 3 69.39 | 20.58 | 92.43
yn2, k: 3 68.60 | 29.63 | 86.99
ynl, k: 5 67.94 | 0 100.00
yn2, k: 5 67.94 | 0 100.00
vnl, k: 3, 1 69.39 | 20.99 | 92.23
yn2, k: 3, 1 69.66 | 31.28 | 87.77
ynl, k: 5, 1 67.94 | 0 100.00
yn2, k: 5, 1 67.94 | 0 100.00
el + yn, ki 1 66.97 | 8.98 | 94.56
e2 + yn, ki 1 63.03 | 6.94 | 97.09
e3a +yn, ki 1 | 67.24 | 1.22 | 98.64
e3b +yn, ki1 | 65.00 | 31.43 | 80.97
6a +yn, ki 1 | 65.26 | 7.35 | 92.82
e6b +yn, ki1 | 66.45 | 6.12 | 95.15
e6c +yn, ki I | 65.00 | 7.76 | 92.23
el + yn, k: 3 66.45 | 7.35 | 94.56
€2 + yn, k: 3 65.39 | 12.24 | 90.68
e3a +ym, k: 3 | 64.08 | 26.12 | 82.14
e3b +yn, k: 3 | 68.16 | 14.29 | 93.79
e6a + yn, k: 3 | 64.47 | 11.84 | 89.51

ebb + yn, k: 3 67.37 | 0 99.42

ebc + yn, k: 3 65.66 | 22.04 | 86.41

el +ym, k: 3,1 | 66.58 | 11.84 | 92.62

2+ ym k3,1 | 63.95 | 19.18 | 85.24

eda + yn, k: 3,1 | 60.13 | 34.69 | 72.23
e3b + yn, k: 3,1 | 67.63 | 24.49 | 83.16
eba + yn, k: 3,1 | 61.18 | 25.71 | 78.06
ebb +yn, k: 3,1 | 67.24 | 0O 99.22
ebc + yn, k: 3, 1 | 64.08 | 28.57 | 80.97

Tabulka 5.5: Tabulka tispesnosti odpovedania ano alebo nie.
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Base 0 |31 7 39 63|15 98 70 38
ynl, k: 1 62 0 27 50 70|73 118 104 87
yn2, k: 1 36125 0 38 6249 112 93 66
ynl, k: 3 5030 20 0 67|61 121 100 80
yn2, k: 3, 1 76 (52 46 69 0 |83 119 102 87
2 fyn, ki1 |17 |44 22 52 72| 0 100 76 44
e3b+yn, k1 |77]/66 62 89 85|77 0 92 74
e6c +yn, ki3 | 54|57 48 73 73|58 97 0 68
el +yn,k:3,1[29|47 28 60 65|33 8 75 0

Tabulka 5.6: Porovnanie vysledkov medzi jednotlivymi systémami pre odpovedanie "dno/-
nie". V policku mriezky je pocet otdzok, ktoré systém v riadku predikuje spravne, ale systém
v stlpci nie.
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Prvkov | Base | ynl, k: 1{%] | ynl, k: 3[%] | © o

Vsetky 758 67.94 | 72.03 69.39 65.00 | 68.16
Kategoria otazky
VERB__PHRASE 748 67.65 | 71.79 69.12 65.24 | 68.05
ADJ_PHRASE 9 88.89 | 88.89 88.89 44.44 | 88.89
PERSON 1 100.00 | 100.00 100.00 100.00 | 100.00
Kategéria odpovede
YES_NO 758 67.94 | 72.03 69.39 65.04 | 68.34

Tabulka 5.7: Tabulka tispesnosti odpovedania ano alebo nie.
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Systém em[%] | f1{%]
el, k: 1 56.88 | 70.23
e2, k: 1 56.47 | 70.53
eda, k: 1 46.86 | 60.80
e3b, k: 1 52.13 | 65.95
eba, k: 1 49.16 | 62.82
ebb, k: 1 47.79 | 63.36
ebe, k: 1 57.48 | 69.91
el, k: 3 53.51 | 65.76
e2, k: 3 49.70 | 60.70
e3a, k: 3 44.60 | 58.08
e3b, k: 3 49.37 | 62.28
eba, k: 3 51.29 | 63.07
ebb, k: 3 51.43 | 62.85
ebe, k: 3 53.43 | 63.77
el, k: 3,1 56.19 | 69.17
e2, k: 3,1 58.14 | 70.93
eda, k: 3,1 40.79 | 55.63
e3b, k: 3, 1 45.48 | 61.04
eba, k: 3, 1 53.36 | 66.81
ebb, k: 3, 1 56.93 | 69.54
ebe, k: 3, 1 52.79 | 65.56
el + yn, k: 1 59.13 | 72.41
e2 +yn, ki1 58.05 | 71.66
eda + yn, k: 1 43.13 | 57.82
e3b + yn, k: 1 54.10 | 67.66
eba + yn, k: 1 55.44 | 69.41
ebb + yn, k: 1 56.21 | 69.61
ebc + yn, k: 1 58.05 | 71.56
el +yn, k: 3 53.80 | 65.76
e2 + yn, k: 3 53.64 | 65.42
eda + yn, k: 3 40.38 | 53.70
e3b + yn, k: 3 50.67 | 62.86
eba + yn, k: 3 54.87 | 67.28
e6b + yn, k: 3 51.19 | 64.63
ebc + yn, k: 3 57.40 | 68.97
el +yn, k: 3,1 | 56.54 | 69.32
e2 +yn, k3,1 | 56.93 | 69.48
eda + yn, k: 3,1 | 31.91 | 48.43
e3b + yn, k: 3,1 | 45.99 | 59.84
eba + yn, k: 3,1 | 54.70 | 67.26
ebb + yn, k: 3,1 | 52.58 | 65.55
ebc + yn, k: 3,1 | 50.60 | 64.45

Tabulka 5.8: Tabulka tispesnosti extrakcie odpovede z textu.
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el, k: 1 0 323 428 363 | 285 314 427 498
ebe, k: 1 345 0 457 352 | 274 267 447 485
el, k: 3 308 315 0 335 | 280 324 322 442
e6b, k: 3, 1 365 332 457 0 |321 322 428 432
el + yn, k: 1 365 332 489 399 0 305 463 478
ebc + yn, k: 1 355 286 485 361 | 266 0 451 474
el + yn, k: 3 316 314 331 315 | 272 299 0 417
ebc + yn, k: 3,1 | 340 305 404 272 | 240 275 370 0

Tabulka 5.9: Porovnanie vysledkov medzi jednotlivymi systémami pre extrakciu odpovede
z textu. V policku mriezky je pocet otézok, ktoré systém v riadku predikuje spréavne, ale
systém v stlpci nie.
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Prvkov | el, k: 1[%] | el, k: 3[%] | © €

Vsetky 3641 56.88 53.51 58.05 | 57.40
Kategoria otazky
ENTITY 835 50.06 44.44 53.41 | 49.46
DATETIME 614 79.97 78.66 80.94 | 82.41
PERSON 577 66.38 57.69 69.32 | 66.67
LOCATION 549 61.20 56.65 58.47 | 58.47
ADJ_PHRASE 476 42.23 39.83 41.39 | 42.14
NUMERIC 316 46.52 53.16 46.84 | 51.27
CLAUSE 153 15.03 12.42 18.95 | 16.99
ABBREVIATION 102 70.59 70.59 74.00 | 74.00
VERB__PHRASE 13 0 0 0 0
OTHER 6 0 33.33 0 16.67
Kategdéria odpovede
OTHER 738 35.91 33.29 37.26 | 35.86
DATETIME 611 80.20 79.05 81.34 | 82.82
ENTITY 602 52.49 46.52 54.15 | 51.82
PERSON 584 65.58 57.34 68.49 | 66.38
LOCATION 544 61.03 56.43 58.27 | 58.27
NUMERIC 319 46.71 53.29 46.39 | 51.10
ORGANIZATION 98 37.76 30.61 43.88 | 36.73
ABBREVIATION 96 73.96 75.00 78.72 | 75.53
DENOTATION 48 58.33 54.17 66.67 | 64.58

Tabulka 5.10: Tabulka tspesnosti extrakcie odpovede z textu.
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Systém eml1[%] | em5[%]
ak, t: o 30.99 39.43
ak, t: v 29.31 53.97
ak, t: o+v 53.10 76.15
ak, t: v — o0 51.00 71.40
ac 48.13 67.92
tf.idf, e, u 40.18 69.45
tf.idf, e, u+b 48.65 74.95
tf.idf, n, e, u 32.11 62.58
tf.idf, n, e, u+b 50.08 77.78
tf.idf, np, u 31.89 59.19
tf.idf, np, u+b 35.32 62.69
tf.idf, n, np, u 35.17 65.14
tf.idf, n, np, u+b 39.54 69.60
ak, t: o+v, tf.idf, e, u 72.49 90.30
ak, t: o+v, tf.idf, e, u+b 76.71 93.07
ak, t: o+v, tf.idf, n, e, u 69.93 89.17
ak, t: o+v, tf.idf, n, e, u+b 76.86 94.05
ak, t: o+v, tfidf, np, u 53.43 76.46
ak, t: o+v, tf.idf, np, u+b 53.66 76.59
ak, t: o+v, tf.idf, n, np, u 53.52 76.42
ak, t: o+v, tf.idf, n, np, u+b 53.79 76.59
ak, t: v — o, tf.idf, e, u 70.66 89.81
ak, t: v — o, tf.idf, e, u+b 75.68 92.80
ak, t: v — o, tfidf, n, e, u 68.12 88.54
ak, t: v — o, tfidf, n, e, u+b 76.55 93.80
ak, t: v — o, tf.idf, np, u 51.43 71.62
ak, t: v — o, tf.idf, np, u+b 51.54 71.87
ak, t: v.— o, tf.idf, n, np, u 51.36 71.71
ak, t: v.— o, tf.idf, n, np, u+b | 51.60 71.96
ac, tf.idf, e, u 71.07 88.70
ac, tf.idf, e, u+b 74.70 91.48
ac, tf.idf, n, e, u 68.79 87.85
ac, tf.idf, n, e, u+b 75.86 93.45
ac, tf.idf, np, u 48.55 68.23
ac, tf.idf, np, u+b 48.71 68.37
ac, tf.idf, n, np, u 48.57 68.35
ac, tf.idf, n, np, u+b 48.80 68.59

Tabulka 5.11:

Tabulka tspesnosti vyberu ¢lanku.
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ak, t: o 0 962 | 274 149 | 242 138 | 367 201 | 923 780
ak, t: v 887 0 308 131 | 353 144 | 515 182 | 675 541
ak, t: o+v 1266 1375 0 93 | 596 229 | 880 363 | 1364 1134
ak, t: o+v, tf.idf, n, e, u+b 2207 2264 | 1159 0 | 1370 305 | 1582 442 | 1807 1342
ak, t: v—=o 1140 1326 | 502 210 0 108 | 823 350 | 1355 1118
ak, t: v — o, tf.idf, n, e, u+b | 2182 2263 | 1281 291 | 1254 0 | 1577 413 | 1780 1300
ac 1136 1359 | 657 293 | 694 302 0 99 | 1285 1057
ac, tf.idf, n, e, u+b 2214 2270 | 1384 397 | 1465 382 | 1343 0 | 1763 1280
tf.idf, e, u 1336 1163 | 785 162 | 870 149 | 929 163 0 297
tf.idf, n, e, u+b 1637 1473 | 999 141 | 1077 113 | 1145 124 | 741 0

Tabulka 5.12: Porovnanie vysledkov medzi jednotlivymi systémami pre vybranie ¢lanku
s odpovedou. V policku mriezky je pocet otazok, ktoré systém v riadku predikuje spravne,
ale systém v stlpci nie.
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Prvkov | ak, t: o+v[%] | ac[%)] | tf.idf, e, u[%] | & =
Vsetky 4486 53.10 48.13 | 40.18 50.08 | 76.86
Kategoria otazky
ENTITY 849 40.87 40.75 | 43.18 54.94 | 73.85
VERB__PHRASE 765 57.39 52.16 | 49.41 62.88 | 82.75
DATETIME 618 66.83 67.48 | 35.44 42.39 | 79.29
PERSON 595 40.50 37.31 | 38.15 51.09 | 75.63
LOCATION 566 63.43 55.65 | 31.63 39.40 | 78.27
ADJ_PHRASE 497 50.91 39.84 | 46.88 52.11 | 73.84
NUMERIC 330 57.88 44.24 | 34.85 42.42 | 76.06
CLAUSE 158 51.27 34.18 | 39.87 48.10 | 73.42
ABBREVIATION 102 52.94 58.82 | 18.63 31.37 | 65.69
OTHER 6 66.67 33.33 | 50.00 50.00 | 66.67
Kategoéria odpovede
YES_NO 763 57.40 53.08 | 49.80 63.04 | 82.96
OTHER 758 49.34 38.39 | 43.27 50.79 | 73.88
DATETIME 615 66.83 67.64 | 35.28 42.28 | 79.35
ENTITY 610 41.31 39.18 | 44.68 55.16 | 73.77
PERSON 602 40.86 37.38 | 37.71 50.33 | 75.25
LOCATION 561 62.92 55.44 | 31.55 39.04 | 77.72
NUMERIC 333 57.96 44.44 | 35.44 42.94 | 76.28
ORGANIZATION | 99 44.44 44.44 | 40.40 62.63 | 75.76
ABBREVIATION 96 52.08 61.46 | 17.71 30.21 | 64.58
DENOTATION 49 42.86 42.86 | 53.06 57.14 | 75.51

Tabulka 5.13: Tabulka tspesnosti vybranie ¢lanku s odpovedou.
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k|a|s |rs | Skére | em[%]
vl | ak, t: o+v 12 ynl, k: 1 el+yn, kel |1 |{1]|1]1 |0:0:1 |33.99
vl | ak, t: o+v r2 ynl, k: 1 e2, k: 3 1111 |0:0:1 | 3343
vl | ak, t: otv r2 e3b+yn, ki3 |el+yn, kel |1 (1|11 |0:0:1 |33.76
vl | tfidf, n, e, u+b r2 ynl, k: 1 el4+yn, ki1 |0|1]|1]1 |0:0:1 |33.70
vl | ak, t: o+v, tfidf, n, e, u+b | r2 ynl, k: 1 el +yn, ke 110|111 |0:0:1 |44.22
vl | ak, t: o+v, tf.idf, n, e, u+b | rl ynl, k: 1 el +yn, ke 10| 1[1]1 |0:0:1 | 4288
vl | ak, t: o+v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el4+yn, ki1 |0|1]1]1 |0:0:1 |46.67
vl | ak, t: o4v, tf.idf, n, e, u+b | tf.idf, n, e, u ynl, k: 1 el +yn,k:1 0| 1|1]1 |0:0:1 |46.67
vl | ak, t: o+v, tfidf, n, e, u+b | tfidf, n, e, u+b | ynl, k: 1 el+yn, k10111 |0:0:1 |46.36
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el +yn, ke 1|0 |5]|5]25|0:0:1 | 19.92
vl | ak, t: o+v, tf.idf, n, e, u+b | tLidf, e, u ynl, k: 1 el +yn, ke 1|0 |5]|5]25|0:0:1 |43.93
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el +yn, k:110(3[3]9 |0:0:1 |27.57
vl | ak, t: o+v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn,k:110[3[3]9 |0:0:1 | 4531
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el+yn, k1|0 |5]|5]5 |0:0:1 |33.10
vl | ak, t: o4v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn, ke 110|555 |0:0:1 | 4546
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el +yn, ke 1103 [3]5 |0:0:1 |34.05
vl | ak, t: o+v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn, ki1 |0[3]|3]5 |0:0:1 |45.62
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el+yn, kel |3 |1]|1]1 |0:0:1 |39.63
vl | ak, t: o+v, tfidf, n, e, u+b | tfidf, e, u ynl, k: 1 el +yn, k:1 31|11 |0:0:1 |41.21
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el +yn,k:1 3|55 ]5 |0:0:1 |31.62
vl | ak, t: o+v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn, ke 1| 3(5|5]5 |0:0:1 |40.07
vl | ak, t: o4v, tf.idf, n, e, u+b | r2 ynl, k: 1 el +yn, k1|33 [3]5 |0:0:1 |3091
vl | ak, t: o+v, tfidf, n, e, u+b | tfidf, e, u ynl, k: 1 el +yn, k1|33 [3]5 |0:0:1 |40.47
vl | ak, t: o+v, tfidf, n, e, u+b | r2 ynl, k: 1 el+yn, ki1 |1({3]|3]9 |0:1:1 |27.12
vl | ak, t: o+v, tf.idf, n, e, u+b | tfidf, e, u ynl, k: 1 el+yn,ke1| 13|39 |0:1:1 |37.51
vl | ak, t: o+v, tfidf, n, e, u+b | r2 ynl, k: 1 el +yn, k:1|13(3[3]9 |0:1:1 |26.61
vl | ak, t: o+v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn, k13339 |0:1:1 | 3441
vl | ak, t: o+v, tf.idf, n, e, u+b | r2 ynl, k: 1 el+yn, ke1|1(3]|3]9 | 1:1:1 | 32.52
vl | ak, t: o4v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn, k111339 |1:1:1 | 3751
vl | ak, t: o+v, tfidf, n, e, u+b | r2 ynl, k: 1 el +yn, k1131339 |1:1:1 | 31.38
vl | ak, t: o+v, tf.idf, n, e, u+b | tf.idf, e, u ynl, k: 1 el +yn, ke1|3(3]|3]9 | 1:1:1 | 3441

Tabulka 5.14: Tabulka tispesnosti kombinacie sieti. Prvé policka tabulky urcuji zostavenie
systému na predikciu. k — sirka kontextu pre ziskanie odpovede. a — pocet vybranych ¢lan-
kov. s — pocet viet na ¢ldnok. rs — pocet ¢lankov po redukcii. Skére — vahy pre jednotlivé
skére (¢lanok:veta:odpoved).
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Kapitola 6

Zaver

Systém bol rozdeleny na casti:

1. V datovej sade st dva typy odpovedi, ktoré sa spravaji dostato¢ne rozdielne na to
aby bolo spravanie upravené podla typu odpovede. Odpoved moéze byt "dno/nie"alebo
cast vybrana z textu. Rozdelujem iba tieto dva typy odpovede, pretoze sa spravaju
rozlicne. Rozdelovat ¢i je odpoved datum alebo meno osoby nie je potrebné, pretoze
je to stéle cast textu.

2. Najskor je potrebné k otazke priradit ¢lanok z Wikipédie, v ktorom sa predpoklada
existenciu odpovede. V praci som zmensil Wikipédiu na 7193 ¢lankov, ktoré sa v da-
tovej sade pouzivaju. Prejst celi Wikipédiu vlastnou neurénovou sietou alebo mnou
Specifikovanym algoritmom je neredlne. Zaroven Wikipédia sa meni. Viem ze niektoré
odpovede uz v najnovsej verzii Wikipédie niesu, aj napriek tomu ze tam v minulosti

boli.

3. Pri predikovani odpovede najskor zmensujem kontext predikcie. Hladat odpoved v ce-
lom ¢lanku na jeden krok je naroc¢ny problém, a preto je ho dobré rozdelit na casti.
V ¢lanku sa najskor predikuje veta, v ktorej sa ocakava odpoved.

4. Pri odpovedani "ano"alebo "nie'sa kombindacia otazky a predom ziskaného kontextu
rozdeli do dvoch kategorii. Jedna bude urcovat odpoved "ano'a druhd bude urcovat
odpoved "nie".

5. Pri extrakcii kratkej odpovede z textu sa vybera celistvy kus textu vyberom zaciatku
a konca odpovede. Je mozné predpovedat odpoved aj inym sposobom, ale predpove-
danie zaciatku a konca odpovede je najpopuldrnejsie [4, 12].

Rozdelenie problému na mensie casti rozdeli pocet vlastnosti, ktoré sa ma neurénova
siet naucit, a tym zlepsi presnost. Ked som ucil jeden systém riesit bod 1 a 4, tak dosahoval
horsiu presnost ako pri rozdeleni problému, pretoze sa jedna o zdsadne rozlicné vlastnosti.
Bod 3 je dolezité oddelit od samotného ziskanie odpovede. Experimentalne som zistil ze
zmensenie kontextu pred hladanim odpovede zlepsi presnost. Aj ked sa odpoved moze stratit
pri izolovani kontextu, tak je pravdepodobmne zlozitd a stratila bi sa aj pri predikovani
odpovede.

Aj ked by bolo problematické riesit cely problém algoritmom, niektoré casti sa daju
vylepsit pouzitim algoritmu tf.idf. Casti 2 a 3 sa daju rieit algoritmom tf.idf, pretoze ide
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o priradenie otazky suboru dokumentov. Pri priradovani ¢lanku otézke, sibor dokumentov
st texty c¢lankov. Pri vyberani vety z ¢élanku, stibor dokumentov sii jednotlivé vety ¢lanku.

Rozdelenim problému na casti a kombinovanim algoritmov a neurénovych sieti som do-
siahol lepsiu presnost nez sa da dosiahnut samotnou neurénovou sietou, ale stale by malo
byt mozné ziskat lepsie vysledky. Odpovedanie na otazky je stdle skimana oblast, ktora
nema optimalne riesenie. Pri testovani neurénovych sieti maji komplikované neurénové
siete horsie vysledky ako jednoduchsie neurénové siete. Moze to byt sposobené malou da-
tovou sadou, pretoze v literatire maju jednoduché aj komplexné systémy dobré vysledky.
Kombinécia neurénovej siete a algoritmu je aspekt, ktory som skimal, a zlepSuje presnost
vysledného systému. Normalizaciu textu som robil iba pri algoritme tf.idf a nerobil som
ju pri neurénovych sietiach. Normalizicia textu moéze zmenit vyznam textu. Narozdiel od
algoritmu tf.idf, neurénové siete sa snazia text pochopit. Normalizicia podstatného mena
by mala mat mensi vplyv na vyznam vety ako normalizicia slovesa. Zrusenim casu slovies
sa moze stratif cast faktu vo vete. Tvar ukazovacieho zdmena urcuje identitu predmetu
z predchadzajiceho kontextu, a preto normalizovanim zamena sa moze stratit kontext vety.
Ked sa zacne normalizovat text pre neurénové siete, vznikne velké mnozstvo skiimatelnych
tedrii, ktoré mozu zmenit vysledky predikcie. Jeden z aspektov, ktory som neriesil a mohol
by zlepsit presnost, je manipuldcia a optimalizicia algoritmu samotného ucenia.
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