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Abstrakt

Cilem této prace je navrh a implementace webového nastroje, ktery usnadni praci dispe-
¢erum spedic¢nich a dopravnich firem pomoci automatizovaného rozpoznani dulezitych in-
formaci v objednavkach. Diky rozpoznani nemusi byt vSechny informace rucné prepisovany
dispecery, coz vede k usetfeni ¢asu. Rozpoznavani objednavek je postaveno na vyhledani
entit v dokumentu, reprezentace jejich okoli vektory za pomoci word2vec modelt a nésledné
klasifikace pomoci konvolu¢nich neuronovych siti. Nastroj dokaze v redlném case rozpoznat
20 typu informaci s praumérnou uspésnosti 72.35 %. V ramci prace byl shromézdén dataset
necelych 1 700 objednavek a 141 z nich bylo anotovano. Souc¢ésti prace je webova aplikace,
ktera slouzi jako rozhrani pro nastroj a sbér dat.

Abstract

The aim of this work is to design and implement a web tool that will facilitate the work
of dispatchers of forwarding and transport companies through automated recognition of
important information in orders. Thanks to the recognition, not all information has to be
manually rewritten by dispatchers, which saves time. Order recognition is based on finding
entities in a document, representing its surroundings with vectors using word2vec models
and subsequent classification using convolutional neural networks. The tool can recognize
20 types of information in real time with an average success rate of 72.35 %. As part of the
work, a dataset of almost 1 700 orders was collected and 141 of them were annotated. Part
of the work is a web application that serves as an interface for the tool and data collection.
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Kapitola 1

Uvod

Tato préace se zabyva zpracovanim a extrakci informaci z objednavek na prepravu. Vystu-
pem prace je produkt, ktery rozpoznd dulezité informace v objednavkach a prevede tyto
informace do strojové Citelného formatu.

Spoluzalozil jsem technologicky startup Cargotic, zabyvajici se digitalizaci a automa-
tizaci v oboru logistiky. Momentalné poskytujeme speditérskym a dopravnim firmam ad-
ministra¢ni systém pro dispecery a mobilni aplikaci pro ridi¢e. Spousta predevsim malych
a strednich speditérskych a dopravnich firem vyuziva pro spravu nad svymi prepravami
papirové sanony nebo excel soubory. V lepsim pripadé pak jednoduché administraéni sys-
témy, které pozaduji jen zdkladni informace bez vyraznéjSich validaci. To ale zpiisobuje
velmi omezenou funkcionalitu bez moznosti rozsirenéjsi prace s daty nebo automatizace.
Dispeceri jsou pak casto zvykli prekopirovavat data z objednavky bez jakékoli validace
¢i usporadani. Pro firmy, které chtéji mit vétsi kontrolu a prehled nad daty je pak tézké
prechazet na systém, ktery po jejich lidech vyzaduje preciznéjsi zadavani informaci, které
je i vice casové narocné. Nasi platformu vyuziva na kazdodenni bazi nékolik spolecnosti,
a pravé zdlouhavé zadavani informaci je jeden z nejcastéjsich problému, se kterymi firmy,
respektive jejich zaméstnanci bojuji.

Pravé zrychleni zadavani a tim paddem i ulehceni prace by mél vyresit produkt této
prace. Produkt bude webova aplikace, pozdéji implementovand do administracniho sys-
tému Cargotic. Aplikace bude na vstupu ocekavat objedndvky na prepravu, které budou
zpracovany a rozpoznané pole automaticky vyplni formular, ktery by jinak dispecer spe-
di¢ni nebo dopravni firmy vyplioval ru¢né. S aplikaci budou pracovat i méné technicky
zdatni uzivatelé musi byt tedy dostatecné intuitivni a uzivatelsky privétiva. Aplikace by
také méla rozpoznané informace nalezité zobrazit, nejlépe jako vystrizky ze samotného do-
kumentu s vyznac¢enymi hodnotami, které systém nalezl a doplnil. Informace zobrazené
piimo ve webové aplikaci proces kontroly nejen zrychli, ale také minimalizuji mozné chyby
pri kontrole.

Samotné rozpoznavani je postaveno na nalezeni entit v dokumentu a jejich nasledné kla-
sifikaci pomoci konvoluénich neuronovych sitich. Klasifikace jednotlivych poli v dokumentu
probiha na zdkladé pozice a sousednich prvki. Texty sousednich prvku jsou reprezentovany
vektory, které jsou generovany pomoci vlastnich word2vec modela.

Nasledujici text podrobnéji specifikuje problém a popisuje teorii pouzitou v navrhu roz-
poznavani. Déle je popsédn samotny navrh rozpoznavaciho modulu, uzivatelského rozhrani
a API serverové ¢asti. Na ndvrh navazuje implementace, kterd popisuje rozdéleni a jednot-
livé ¢asti celého produktu. Na zavér prace jsou shrnuty dosazené vysledky a mozné rozsireni
do budoucna.



Kapitola 2

Problematika zpracovani
dokumentu

2.1 Zpracovani prepravnich dokumenti

V dnesni dobé se prenasi obrovské mnozstvi informaci v dokumentech, které jsou pro firmy
napri¢ nejruznéjsimi obory nepostradatelné. Dokumenty nesouci takové informace mohou
byt strukturované, pokud je jejich Sablona fixni a informace v dokumentu se nachazi
vzdy na stejnych pozicich. Mezi takové dokumenty miize patrit napriklad danové priznani.
Dalsim typem dokumentt jsou ¢astecné strukturované, to mohou nejriznéjsi uctenky,
faktury a pravé i objednavky na prepravu. Tyto dokumenty maji spolecné prvky, c¢asto se
v nich nachazi stejné ¢i podobné druhy informaci, ale jejich Sablona a tvar se mize ménit
v ramci firem nebo i pobocek. Poslednim typem jsou dokumenty nestrukturované, takové
dokumenty ¢asto obsahuji vice prirozeného textu, jedna se o ruzné ¢lanky nebo dopisy.

Rychlé zpracovani takovych dokumentii je pro mnoho spoleénosti klicové. Dokumenty
jsou Casto zpracovavany rucéné a systém, ktery dokaze automaticky rozeznat dilezitd data
v dokumentech mé pro firmy velkou hodnotu v usetieni a zefektivnéni prace zaméstnancu.

Objednavky na prepravu patfi mezi ¢astecné strukturované dokumenty, a proto se dale
v této praci bude zabyvat timto typem dokumentii. Objednavky se objevuji v nejriznéjsich
formach, casto vicestrankové, nékdy vice usporddané do tabulek a formulai, jindy sklada-
jici se vice z prirozeného textu. Tyto vlastnosti vytvari pomérné slozity problém, pro jehoz
vyFeseni je potieba kombinace technik z NLP! a poéitacového vidéni.

Zakladem pro tspésné rozpoznani a zpracovani objednévek je spravné precteni téchto
dokumenti. Objednéavky se v drtivé vétsiné pripadl vyskytuji ve formatu pdf. Dokumenty
ve formatu pdf mohou byt digitdlné vytvoreny nebo zpracovany tak, ze je v nich mozné
hledat a ¢ist z nich potfebné informace jako text nebo pozice. Ur¢ité mnozstvi objednavek
jsou pak oskenované a vyfocené objednavky s ruznou kvalitou. V takovém pripadé neni
mozné texty a jejich pozice jednoduse precist, ale je nutné vyextrahovat potfebné informace
pomoci OCR?2.

Pro zvyseni presnosti pti rozpoznavani informaci je nutné mit dobry piehled o 2D rozlo-
zeni dokumentu, proto se pfi ¢teni dokumentu, a to i v pripadé pouziti OCR, ziskava nejen
samotny text, ale i pozice texti. Texty v dokumentech jsou rozdéleny do textovych ele-
mentl. Kazdy textovy element obsahuje plochu, na které se nachazi a jeho textovy obsah,

'NLP — Natural Language Processing — zpracovani piirozeného jazyka
20CR - Optical Character Recognition — optické rozpoznavani znakt



coz muze byt slovo, véta nebo radek textu. Klasifikace elementi do jednotlivych kategorii
pak probihé nejcastéji pomoci ML? modelii nebo pomoci predepsanych pravidel.

2.2 Extrakce informaci z dokumentu

Vedle pokusi o komercni feseni dale popsané v sekci 2.2.4 existuji také védecké clanky
zabyvajici se nejruznéjsimi metodami pro extrakci informaci z dokumenti. Aktualné neni
k dispozici mnoho dostupnych, kvalitnich a dostatecné velkych datasett obsahujici doku-
menty jako faktury, ictenky nebo podobné dokumenty. Prace zabyvajici se timto problémem
tedy Casto sbiraji vlastni data a neni proto jednoduché s jistotou porovnat jednotlivé tech-
niky a modely. Drtiva vétsina téchto praci se zaméfuje na extrakei informaci z faktur nebo

vvvvvv

ti{ nize popsanych typu jak popisuje Chiticariu et al. v préaci [2].

2.2.1 Typy rozpoznavacich systému

Systémy zaloZzené na fixnich pravidlech neboli rule-based systémy pro extrakci in-
formaci z dokumenti vyuzivaji mnozinu pravidel. Tyto pravidla jsou fixni po celou dobu
béhu systému a musi byt rucné vytvorena a optimalizovana programéatorem, ktery vi, jak
budou vstupni dokumenty vypadat. Rule-based systémy jsou pouzivany primarné na struk-
turované dokumenty s jednotnou sablonou, pifipadné na mistech, kde je jisté ze se bude
vyskytovat pouze nékolik malo predem urcenych sablon. Vyhody rule-based systému jsou
rychlé vytvoreni bez nutnosti velkého datasetu a snadné ladéni. Nevyhodou miize byt, Ze
systém je omezen pouze na sepsané predpisy a pro pridani dalSich Ssablon dokumentd musi
byt rucné programatorem upraveny a pridany pravidla. S vétsim mnozstvim Sablon se stava

Vv

Systémy zaloZené na strojovém ucéeni neboli ML-based systémy namisto predem na-
definovanych pravidel, vyuzivaji vytrénované modely pro zpracovani dokumenti. Modely se
trénuji pomoci metod strojového uceni, které dokazi model pripravit na rizné strukturované
dokumenty. Dobte navrzené systémy pak pro nové sablony dokumentt vyzaduji minimalni
rozsah manualni price. Se zménou anotovaného datasetu a pretrénovanim modell se systém
automaticky prizptisobi na nové dosud nevidéné dokumenty. Pro zpracovani dokumentu je
ale na rozdil od rule-based systémi potieba mnohem veétsi dataset s vytvorenymi anota-

vvvvv

modeld nad nezndmymi daty.

Hybridni systémy jsou spojenim dvou vysSe zminénych systémii. V nestrukturovanych
dokumentu. Entity, které mivaji nepredvidatelnou délku, formu nebo pozici jsou ¢asto velmi
slozité na rozpoznani. Proto urcité informace v dokumentu mohou byt zpracovany podle
nadefinovanych pravidel, zatimco zbytek dokumentu mize byt zpracovan pomoci metod
strojového uceni.

3ML — Machine Learning — strojové uéenf



2.2.2 Pouziti jednotlivych systému

Jak popisuje ve své praci Chiticariu et al. [2], akademické sféra jiz dlouhodobé upfednostiiuje
systémy zalozené na modelech strojového uceni, zatimco komercni sféra je vice konzervativni
a prevazné pak velké spolecnosti spoléhaji vice na systémy zalozené na fixnich pravidlech.
I zde se ale situace pomalu méni. A predevsim pak spole¢nosti zabyvajici se pfimo extrakei
informaci za¢inaji vyuzivat metod strojového uceni.

2.2.3 Podobné védecké prace

Prace a ¢lanky zpracované na podobné téma se zabyvaji navrzenim systému pro extrakci
informaci z dokumentii. Pozornost v téchto pracich byva smérovana prevazné na reprezen-
taci dokumentii, kterd je klicova pro vyslednou vykonnost systémii. V néasledujici ¢asti bude
popséano nékolik praci, které predstavuji ruzné techniky a pristupy k zpracovani dokumenti.
Porovnani vykonnosti systémt je sepsano v kapitole 7.

CUTIE neboli Convolutional Universal Text Information Extractor je systém navrhnut
Zhao et al. v praci [20]. CUTIE pouziva konvoluéni neuronové sité pro zpracovani miizky
textl reprezentujici dokument se zachovanim vzijemnych pozic. Diky prehledu o celém do-
kumentu dokaze CUTIE urcit i zavislosti dlouhého dosahu. V praci jsou navrhnuty 2 mo-
dely siti, CUTIE-A s 67TM paramatery a CUTIE-B s 14M parametry. U obou modeli byla
demonstrovana vykonnost na tuctenkéach a fakturach z rtznych sluzeb.

Majumder et al. v praci [10] navrhli systém pro extrakci informaci, které jsou klasi-
fikovany do kategorii za pomoci modelu zalozeného na transforméatorech a self-attention
mechanismu pomoci kterého je model naucen potfebné zavislosti. Vstupem do modelu je
vedle textovych reprezentaci a pozice i id entity urcené pomoci Google Natural Langu-
age? sluzby. Vysledky modelu byly prezentovany na nékolika kategoriich informaci z faktur
a uctenek.

Krieger et al. v préaci [7] navrhli systém zaloZzeny na grafovych neuronovych sitich. Sys-
tém reprezentuje dokument jako graf, ktery je poté vstupem do modelu. Systém pracuje
s textovymi, sémantickymi a pozi¢nimi features. Klasifika¢ni model textové features zpra-
cuje pomoci GRU®, sémantické features pomoci plné propojenych vrstev a vystupy spoji
s pozicnimi features do tzv. ,node features®. Node features jsou poté pro klasifikaci zpraco-
vany pomoci Graph Attention vrstvy. Model byl poté vyhodnocen nad datasetem faktur.

CloudScan je systém navrzen Palm et al. a popsan v préci [14]. Navrzeny systém ma
poskytnout nastroj pro extrakci poli z libovolnych faktur bez nutnosti konfigurace nebo
anotace vlastnich sablon. Systém z pdf faktur vytvari n-gramy, které jsou nasledné zpraco-
vany klasifikaénim modelem. V praci byly navrzeny dva klasifikacni modely. Prvni z nich
pouziva pro klasifikaci logistickou regresi a druhy rekurentni neuronové sité. Modely byly
vytrénovany na 326 471 fakturidch a dokazi klasifikovat informace do 8 kategorii.

4Google Natural Language — https://cloud.google.com/natural-language
SGRU - Gated Recurrent Unit
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BERTgrid je praci [3] sepsanou Denk et al. a navrhuje systém navazujici na Chargrid [6]
sepsany Katti et al. Oba systémy reprezentuji dokumenty jako mrizku dat a zpracovani
probiha pomoci konvolu¢nich neuronovych siti.

2.2.4 Podobné komercni produkty

Jelikoz je samotné rozpoznavani prepravnich objednavek silné spjato s administra¢nim sys-
témem kazdé spedic¢ni ¢i dopravni firmy, neni na trhu mnoho volné dostupnych nastroja
zabyvajici se stejnym problémem. Tyto nastroje sice existuji, nejéastéji vsak uvnitt inter-
nich systémil nadnarodnich a velkych firem. Takové nastroje pak firmy neposkytuji a budou
optimalizované primo na potfeby dané firmy. Ojedinélé nastroje na zpracovani objednavek
spedice a dopravy jsou casto nabizeny bez moznosti vyzkouseni nebo ukazky. U téchto na-
lezenych produktii, konkrétné Marine Digital® a PaperLessProductivity” nebyl nalezen ani
cenik ani informace, jestli produkt poskytuje API. Dalsi otdzkou u téchto produktu je jaké
informace dokazi vyhledat, jaké podporuji jazyky a jaké dosahuji Gspésnosti rozpoznani.

Lehce odlisny, avsak kompatibilni problém fesi produkty zamérujici se na extrakci in-
formaci z libovolnjch dokument@. Jednim z nejpokroéilejsich v tomto poli je Rossum?®.
Rossum dokéaze velmi spolehlivé rozpoznat pole, které se vyskytuji ve vétsiné dokumenti,
jde napriklad o datum objednavky a informace o zdkaznikovi a prodejci. O poznéni horsi
bylo rozpoznavani radkovych polozek, tedy polozek, které maji stejnou strukturu a nachazi
se na vice fadcich. U prepravnich dokumenti se v této formé vyskytuji nejcastéji ndklady,
casto ale nejsou vyplnény vsechny hodnoty k uvedenym klicim. U téchto dokumentii Ros-
sum do polozek zahrnul i ¢asti dokumentu nasledujici za nakladem a celkové rozpoznani
tohoto typu informaci nemélo velkou uspésnost. Testovani dalsich poli jako jsou adresy nebo
datumy bohuzel nebylo v bezplatné verzi mozné. Pravé pro rozpoznani dalsich poli a pro
odlisné sablony je nutné dokumenty ru¢né anotovat, popripadé specifikovat vlastni pravidla
a mechanismy primo v aplikaci. Z testovani vyplyva, ze Rossum je vice urc¢ené pro firmy,
které pouzivaji pouze par Ssablon dokument. V takovém piipadé dokéze aplikace velmi
spolehlivé rozpoznavat a ulehéit zpracovani dokumenti.

Obdobnym komerénim produktem je Nanonets?. Z vyzkousené bezplatné verze Nano-
nets dokazali spolehlivé rozpoznat ¢isla objednavek a ve vétsiné pripadt i jména zakazniku
a prodavajicich. Na rozdil od Rossum se Nanonets pokouseli rozeznat i adresy zakazniki
a prodavajicich. Samotné pozice adres v dokumentu byly nalezeny presné, ale ¢asto do ni
bylo zahrnuto pouze mésto nebo nedostatecnd cast adresy. Zbytek poli Nanonets nedokézali
rozpoznat viibec, piekvapivé ani identifika¢ni ¢isla (ICO, DIC) zékaznika a prodavajiciho,
cenu ani zbozi.

7 komerc¢nich produktu stejné jako z védeckych ¢lanki je vidét, ze hlavni soustredénost
je sméfovana na extrakci informaci z faktur. Nastroj, ktery usnadni zpracovani faktur ma
obrovsky potencial, ktery cili na vSechny subjekty, které prijdou do styku s ti¢etnictvim.

Na druhé strané prepravni dokumenty sice maji nékolik stejnych poli s fakturami, nej-
dulezitéjsi ¢ast o samotné preprave, ale ve fakture chybi, a pravé s tou si zminéné nastroje
nedokazi moc dobte poradit. Nastroj, ktery by dokdzal automaticky zpracovat prepravni
dokumenty je pro dopravni a spedi¢ni firmy velmi cenény, jelikoz usetii spoustu casu dis-
pecerum.

SMarine Digital — https://marine-digital.com/ocr

"PaperLessProductivit — https://paperlessproductivity.com/transportation-data-capture
8Rossum — https://rossum.ai

9Nanonets — https://nanonets.com
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Obrézek 2.1: Vystiizky objednédvek z datasetu.

2.3 Pouzity dataset

Pro vyvoj efektivniho systému na extrakci informaci z pfepravnich dokumentt je potieba
dostatek dat. Prepravni dokumenty, ale obsahuji citlivé informace, které spedi¢ni a pre-
pravni firmy nechtéji zverejniovat, a proto neexistuji zadné dostupné datasety, které by tyto
informace poskytovaly.

Pred pocatkem vyvoje jsem tedy konzultoval nejen uzitecnost produktu, ale i samotny
sbér dat s brnénskou spedi¢ni a dopravni firmou, ktera si neprala byt jmenovana. Pro vyvoj
rozpoznavani jsem poté shromézdil dataset, ktery obsahuje pres 1700 unikatnich objedna-
vek. Rucéné jsem anotoval 141 objednéavek, ze kterych vznikl trénovaci dataset o velikosti
105 objednéavek a testovaci dataset o velikosti 36 objednavek. Objednavky jsou datovany
mezi roky 2016 az 2020 a vystrizky dilezitych ¢asti nékolika objednévek lze vidét na ob-
razku 2.1. Pri prochézeni datasetu bylo zjisténo nékolik dilezitych informaci, které se poté
vyrazné promitly do vyvoje samotného rozpoznavaciho modulu.

94% objednavek je ve formatu pdf, zbytek ve forméatu doc nebo docx. Kolem 90% do-
kumenti je v ¢eském, slovenském nebo anglickém jazyce. Vyskytuji se zde, ale i dokumenty
v néméing, francouzstiné a vyjimecéné i v polstiné. Majorita (~70%) dokumenti obsahuje
pouze jednu stranu, ostatni dokumenty obsahuji nejcastéji 2-3 stranky. Nehledé na pocet
stran dulezité informace se vyskytuji na prvni strané, velmi vzacné nékterd z informaci na
strané druhé. Na dalSich stranach se nejcastéji vyskytuji podminky prepravy, informace



o pojisténi, reklamacich a dalsich pozadavcich, které nejsou pro tuto préaci relevantni. Az
na vyjimky jsou objednévky c¢asteéné strukturované dokumenty, mezi vyjimky patii nejcas-
téji dokumenty s Cisté prirozenym jazykem napr. snimky obrazovky z emailové konverzace.
Vsechny hledané hodnoty az na adresy maji urcity tvar a rozpoznatelny typ. K vétsiné
hledanych hodnot pripada jedna klicové fraze, popr. slovo, které specifikuji danou hod-
notu. Specifikujici fraze se v rozloZzeni dokumentu vzdy nachézi nad nebo vlevo od hledané
hodnoty.



Kapitola 3

Pouzité nastroje a znalosti

3.1 Pouzité nastroje

Rozpoznavaci modul je napsan v programovacim jazyce Python! a ¢dst zdrojového kédu
je v C? z divodu zrychleni ¢asové naro¢nych operaci. Klientska ¢dst webové aplikace je
napsana v programovacim jazyce JavaScript® s vyuzitim knihovny React* pro tvorbu UI
komponent. Serverova cCast aplikace je napsana v jazyce Python s vyuzitim frameworku
Django®.

Tensorflow je knihovna pro strojové uceni, kterd poskytuje nejen mnoho nastroju pro
trénovani modeltl ale i nastroje pro jejich zkoumani a vizualizaci. Tensorflow také podporuje
provadéni vypoctl nejen na CPU, ale i na GPU a TPU, coz mtize vyrazné urychlit vypocetni
¢as.® V implementaci bylo vyuzito Python API Keras postavené nad Tensorflow s diirazem
na rychly vijvoj a experimentaci.”

Tesseract je knihovna pro rozpoznani textu v obrazu. Nejnovéjsi verze Tesseract vyuziva
LSTM neuronové sité a podporuje celkem 116 jazykt.® V implementacni ¢asti je pouzivan
Python wrapper pytesseract.”

Pdfminer je Python knihovna pro ¢teni pdf dokumenti. Knihovna vedle samotnych tex-
tovych elementti poskytne i informace o pozici, fontech a obrazcich nachazejicich se v do-
kumentu.°

Gensim je open-source knihovna pro modelovani témat a indexaci dokumenti za pomoci
uceni bez ucitele. Knihovna podporuje sirokou skélu algoritmi jako je word2vec, FastText
nebo LSI a LSA.1!

!Python — https://www.python.org

2C — http://www.open-std.org/jtcl/sc22/ugld

3 JavaScript — https://www.javascript.com

“React — https://reactjs.org

®Django — https://www.djangoproject.com

STensorflow — https://www.tensorflow.org

"Keras — https://keras.io

8Tesseract OCR. — https://github.com/tesseract-ocr/tesseract
9Pytesseract — https://github.com/madmaze/pytesseract
0Pdfminer — https://github.com/pdfminer/pdfminer.six
"1 Gensim — https://radimrehurek.com/gensim/index.html
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Imbalanced-learn je knihovna zaloZend na scikit-learn'? a obsahuje nastroje pro vy-

vazeni datasetu u klasifikacnich problému. Knihovna obsahuje algoritmy pro zakladni i po-

krod¢ilé vzorkovani.t3

3.2 Reprezentace slov

P1i zpracovani prirozeného jazyka jsou slova zakladni jednotkou a informaci se kterou je
mozné pracovat. Slova se v prirozeném jazyce sklddaji z posloupnosti znaki abecedy. Pti
strojovém zpracovani slov je ale takovy zpusob reprezentace neefektivni, protoze slova ne-
maji fixni délku, neni zachycena sémantika a je tézsi provadét operace pro praci s frazemi
slozené z vice slov. ReSenim téchto problému miize byt prevod slov na vektory. Tato technika,
se nazyva vektorizace. Existuje nékolik technik vektorizaci, kde mezi nejznamé;jsi patri:

e One-hot encoding pro kazdé nové slovo vytvari binarni vektor. Vyprodukovany
vektor ma velikost 1 x N, kde N je pocet vektorizovanych slov. Pro reprezentaci véty
Ci fraze skladajici se z vice slov, jednotlivé vektory zretézime za sebe. Tato metoda je
neefektivni a pii vétsim poctu slov se stdva nepouzitelnou (u slovniku s velikosti 10
000 slov bude 99.99% elementii vektoru 0).

e Reprezentace unikatnim c¢islem funguje na principu, kde kazdému slovu je ptira-
zeno unikatni ¢islo. Vyhodou oproti predchozi metodé je ze pri skladani slov vznika
husty vektor. Nevyresenou nevyhodou ovsem zustava, ze tato metoda nezachyti zad-
nou podobnost mezi slovy.

e Vnorovani slov poskytne nejen husté vektory, ale také tyto vektory vytvari tak, ze
podobna slova maji podobné vektory.

3.2.1 Word2vec

Jednou z nejzndméjsich a dodnes nejpouzivanéjsich technik vnotovani slov je word2vec. In-
formace uvedené v této kapitole budou cerpany z ptvodnich praci, které publikoval Mikolov
et al. [11, 12].

Word2vec neni samostatny algoritmus, ale architektura dvou neuronovych siti a postup
jejich uceni. Modely se béhem faze trénovani uc¢i podobnosti mezi slovy v poskytnutém
textovém korpusu, ta se poté méri pomoci kosinové podobnosti.

Typy modela

Skip-gram model predpovidéd okolni slova na zakladé aktualni slova. Trénovani probiha
na vzorcich obsahujici vzdy dvojici — aktualni slovo a slovo nachazejici se uvnitt urcitého
rozsahu kolem aktudlni slova. Obecné plati, Ze s vyssim rozsahem se zvysuje kvalita modelu,
ale také vypocetni naroc¢nost. Slova, ktera jsou blize k aktualnimu slovu s nim c¢astéji souvisi
a jsou proto uprednostnovany ¢astéjsim vybiranim do trénovacich vzorku. Skip-gram modely
dokézi ve srovnani s CBOW lépe zachytit vektory vzacné se vyskytujicich slov a maji lepsi
vykonnost na mensich korpusech textu.

128cikit-learn — https://scikit-learn.org
3 Tmbalanced-learn — https://github.com/scikit-1learn-contrib/imbalanced-learn
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INPUT PROJ ECTION OUTPUT INPUT PROJ ECTION  OUTPUT

w(t-2) w(t-2)
w(t-1) w(t-1)
SUM
w(t) w(t)
w(t+1) w(t+1)
w(t+2) w(t+2)
CBOW Skip-gram

Obrazek 3.1: CBOW vs Skip-gram. Pfevzato z prace [11]

CBOW neboli Continous Bag-of-Words model pfedpovida prostiedni slovo na zakladé
jeho okolnich slov. Na poradi slov nezéalezi, vektory téchto slov se pruméruji nebo séitaji.
Trénovani je nékolika nasobné rychlejsi nez u Skip-gram modelu a dokaze lépe zachytit
presnost castych slov.

Parametry modela

Velikost vektori urcuje dimenzionalitu vektort. Vétsi pocet dimenzi zvysuje do urcitého
bodu presnost modelu, po urcité velikosti je pro zvySeni presnosti nutné zvysit i pocCet dat.
Nejcastéji se pohybuje od 20 pro mensi modely az po 1000 pro trénovani nad nejvétsimi
korpusy texti.

Velikost klouzavého okna urcuje pocet zpracovavanych slov. S velikosti klouzavého
okna n bude zpracovavano aktualni slovo a n slov po obou stranéch.

Vzorkovani nam zajisti lepsi rychlost a efektivnost modelu. Pri zpracovavani velkych
korpustt bude trénovani pomalé a muze dojit k overfitting, byla proto v ramci dalsiho
zkoumani zpracovana rozsifeni, které se tyto nedostatky snazi fesit.[12]

« Casteéné vzorkovani ¢astych slov je technika, kde kazdé slovo v korpusu bude
s pravdépodobnosti P(w;) béhem trénovani zahozeno. P(w;) = 1 — %, kde t
je zvoleny prah obvykle kolem 1075 a f(w;) je frekvence slova w; ve zpracovdvaném
korpusu.

e Negativni vzorkovani pro kazdy trénovaci vzorek je vzato nasledujici slovo jako
pozitivni vzorek a k ndhodnych slov ze slovniku jako negativni vzorky. Trénovani pak
namisto predpovidani pravdépodobnosti na vyskyt v kontextu pro vsechny slova ve
slovniku, probiha jako binarni klasifikace pro vytvorené vzorky. Nejefektivnéjsi pocet
negativnich vzork k je 5-20 pro mensi datasety a 2-5 vzorkh pro vétsi datasety.
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Implementaci ¢astecného a negativniho vzorkovani se nejen zrychli trénovani modelf,
ale také zvysi presnost naucenych vektoru, zvlasté pak slov, které se v korpusu vyskytuji
jen vzacné.

Metriky podobnosti slov

Euklidovska vzdalenost je metrika pro méfeni vzdalenosti dvou boda v euklidovském
prostoru. V rovnici 3.1 je definovana euklidovska vzdalenost mezi vektory A a B.

d(A,B) = |> n(Ai - By (3.1)
=1

Kosinova podobnost anglicky cosine similarity je metrika podobnosti mezi dvéma ne-
nulovymi vektory, kterda méti kosinus tthlu mezi dvéma vektory. Je nejc¢astéji pouzivanou
metrikou pro zméreni podobnosti mezi slovy. Rovnice 3.2 definuje kosinovou podobnost
mezi vektory A a B.
n
sim(A, B) = cos(#) = Liz AiB: . (3.2)
VI A% B

Word Mover’s Distance zkracené WMD je technika vyuzivand u vnotovani slov, sa-
motny vypocet je Casto provadén nad dokumenty slov. Vzdalenost téchto dokumentt se
spocita jako nejkratsi vzdalenost, kterd je potfeba aby se vektory jednoho dokumentu do-
stali na pozice vektori druhého dokumentu.

3.2.2 Analyza hlavnich komponent

Analyza Hlavnich Komponent anglicky Principal Component Analysis zkracené PCA
je transformac¢ni metoda, ktera se ¢asto pouziva pro redukci dimenzionality dat s co nejmensi
ztratou informaci. Pro takovou transformaci jsou vyuzity kovarian¢ni matice, kde pro d di-
menzionalni data je vytvorena d x d kovarianéni matice, kde kazdy prvek popisuje kovarianci
mezi dvéma proménnymi, matice je tedy symetricka. Prevazné pak ve financi se misto kova-
rian¢ni vyuziva korela¢ni matice, kterd je ale v pripadé standardizovanych dat stejné jako
kovarian¢éni. Pomoci matice jsou pak vypocteny vlastni vektory (eigenvectors) a vlastni
¢isla (eigenvalues). Vlastni vektory maji délku 1 a udavaji smér nové osy, zatimco vlastni
¢isla udavaji velikost. Jadrem PCA je pak samotnd redukce, ktera probihd odstranénim né-
kterych hlavnich komponent (principal components). Vlastni ¢isla udavaji velikost, a tedy
i vahu jednotlivych vlastnich vektort, vybér tedy probiha sefazenim vlastnich ¢isel a na-
sledné je vybrano k nejvétsich (nejvlivnéjsich) vlastnich éisel. Ty spolu s jejich vlastnimi
vektory tvori novy redukovany prostor.

Kroky algoritmu:

o Standardizace dat
e Vypocteni kovarianéni nebo korela¢ni matice pro data
e Vypocteni vlastnich vektoru a Cisel

o Vybér hlavnich komponent
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3.3 Klasifikacni metody a modely

Klasifikace je proces ve strojovém uceni a statistice béhem kterého jsou vstupni data
pomoci heuristik a aproximace funkci rozdélovany do nékolika t¥id neboli kategorii. Ve
strojovém uceni je trénovani klasifikacnich modeli provadéno s ucitelem, béhem trénovani
se model pomoci anotovanych dat snazi najit optimalni funkci na rozdéleni vstupnich dat do
kategorii. Existuje nékolik typt klasifikace, mezi hlavni patii klasifikace bindrni, ktera se za-
byva kategorizaci dat do dvou tiid. Unarni klasifikace se zabyva identifikaci dat spadajicich
pod jednu kategorii mezi daty ruznych kategorii. Vicetridni neboli multiclass classification
klasifikuje vstup do jedné ze tii a vice kategorii. Vicestitkova multilabel classification klasifi-
kace kategorizuje vstup do vSech vhodnych kategorii (nejcastéji reprezentovano vektorem).
Nékteré metody a modely dokézi kategorizovat s uréitou pravdépodobnosti, takovou klasi-
fikaci pak nazyvame pravdépodobnostni.

Obdobnym procesem je regrese zabyvajici se odhadem hodnoty urcité nadhodné veli¢iny
a shlukovani, které data tiidi do skupin dat, které jsou si nejvice podobné, bez trénovacich
dat.

Logisticka regrese

Logisticka regrese je statistickd metoda modelujici vztah mezi predikatory a vystupni kate-
gorickou proménnou (t¥ida), podle které je logistickd regrese délend na bindrni (dvé tiidy)
a multinomické (vice trid). Zakladni a nejcastéji pouzivany je bindrni model:
_ 1

1+ exp(—(Bo + 1 X1 + ... + BnXn))’

P(A) (3.3)
kde:

P(A) je pravdépodobnost, ze vstupni data patii do urcité kategorie.

n je pocet vstupnich proménnych.

B jsou parametry modelu.

X jsou vstupni proménné.

Parametry modelu se nastavuji pomoci dostupnych dat nejc¢astéji metodou maximalni
vérohodnosti. Vyhodou pouziti logistické regrese ve strojovém uceni je jednoducha imple-
mentace a vysoka rychlost nejen uceni, ale i predikci.

Naive Bayes

Naive Bayes je skupina metod pouzivana pro binarni i vicendsobnou klasifikaci. Vypocet
pravdépodobnosti pro kategorizaci je zalozena na Bayesové teorému a zaroven klasifikatory
predpokladaji nezavislost mezi vstupnimi parametry. Jedna se o zjednoduseni, které v redl-
ném svété vétsinou neplati ale je nutné, aby bylo mozné sestrojit modely s velkym poctem
vstupnich proménnych. Naive Bayes metody se i pres urc¢ité zjednoduseni predpokladi ukéa-
zaly jako velice efektivni a jsou vyuzivany na filtraci spamt nebo tiidéni dokumentti. Naive
Bayes pro vstupni parametry x1, ..., z, a vystupni tfidu y definujeme jako

n

P(ylz1, ... zn) o P(y) [[ P(xily) (3.4)
=1

a pomoci MAP (maximum a posteriori) je poté odhadnuto P(y) a P(x;|y). Existuje nékolik
typu Naive Bayes modelt, lisi se predevsim distribuéni funkei P(z;|y).
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Support Vectors

Margin

Obrazek 3.2: Support Vector Machines. Na obrazku jsou vzorky dvou kategorii oddélené
optimalni nadrovinou. Vzorky jednotlivych kategorii nachazejici se nejblize optimalni nadro-
viné jsou nazyvany podpurné vektory.

Support Vector Machines

zkracené SVM je mnozina metod strojového uceni s ucitelem pouzivané pro klasifikaci a re-
gresi. SVM model prokldda nadrovinu v N dimenzionalnim prostoru tak aby byly data
co nejlépe oddéleny, tato rozhodovaci nadrovina poté slouzi pro klasifikaci. Pro nalezeni
idealni nadroviny maji hlavni vliv podparné vektory. Podptrné vektory jsou datové body
lezici nejblize rozhodovaci nadroviné a které jsou nejhiife klasifikovatelné. SVM poté hleda
nadrovinu, kterd mé nejvétsi okraj od podpurnych vektoru, takova nadrovina se nazyva
optimalni. SVM lze vyuzit i pro nelinearni klasifikaci za pomoci kernel triku, ktery zobra-
zuje vstupni prostor hodnot na prostor ve vétsi dimenzi bez nutnosti prepocétu soutradnic
jednotlivych bod.

Vyhodou SVM je efektivnost ve velkém poctu dimenzi i pfi malém poctu dat, zakladni
verze SVM ovsem neposkytuje pravdépodobnostni klasifikaci.[17]

Konvoluéni neuronové sité

Konvoluéni neuronové sité (CNN) jsou podmnozinou hlubokych neuronovych siti, vétsinou
vyuzivané pro pocitacové vidéni, zpracovani zvuku nebo NLP. CNN se lisi od klasickych
umélych neuronovych siti tim, ze jejich architektury maji vlastnosti, které dokézi vyextra-
hovat uzitecné informace ze vstupnich dat. Pii vytvareni architektury CNN se pouzivaji t¥i
hlavni typy vrstev. Konvoluéni, polling a plné propojené vrstvy.

Konvoluce a k¥izova korelace

Zakladem CNN jak uz z nazvu vyplyva je konvoluce. Konvoluce je matematickd operace
zpracovavajici dvé funkce a definovand vztahem

o0

s(t) = (3% w)(t) = / 2wt — a)da. (3.5)

—0o0
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Obrazek 3.3: Architektura konvoluéni sité. Pfevzato z prace [1]

Béhem strojového uceni funkce z odpovida vstupnim dattim napf. obraz nebo sek-
vence slov, funkce w se pak v .CNN terminologii nazyva kernel a vystup feature map.
Konvoluce je v knihovnach pro strojové uceni casto implementovana jako kiizova korelace,
kterd je podobna konvoluci, ale neprevraci kernel. Obé funkce se pak casto nachazi v dis-
krétni a vice dimenzionalni podobé. Diskrétni krizovou korelaci pro 2D vstupni data I s 2D
kernelem K, pak definujeme jako

S(i,§) =Y > I(i+m,j+n)K(m,n). (3.6)

Konvoluéni vrstvy

U klasickych neuronovych siti jsou pouzivané plné propojené vrstvy. S nariistajici komplexi-
tou sité jako je zpracovani obrazu nebo zvuku, ale klesé efektivita téchto modell a je nutné
udrzovat zbytecné mnozstvi vah. Konvoluéni vrstvy propojuji neurony pouze na lokalni
urovni urcené velikosti kernelu, rozsah této trovné se nazyva receptive field.

Vystupni pocet neuronti je poté zavisly na 3 hyperparametrech. Hloubka neboli pocet
filtri, kde kazdy muze byt pro jinou funkcionalitu napf. detekce hran nebo barev. Dalsim
hyperparametrem je stride, ktery urc¢uje posun filtru v matici dat, ¢im vétsi je stride tim
mensi je vystup. Dalsi moznosti, jak ovlivnit velikost vystupu je vyplnit okoli vstupu nulami,
tato metoda se nazyva zero padding a souvisejicim hyperparametrem muzeme ovlivnit
velikost vyplné.

Dalsi vyhodou konvolucnich vrstev je sdileni parametri, to vychazi z predpokladu, ze
ur¢ité naucené vahy jsou uzitecné napii¢ celym vstupem. V praxi to pak vypada tak, ze
neuronova sit se neuci rozdilné vahy filtru pro kazdou pozici vstupu, ale je vytrénovana
jedna mnozina vah, kterd muaze detekovat napriklad hrany. Tento filtr je pak pouzivan pro
kazdou pozici vstupu. Diky sdileni parametri je mozné dosdhnout ekvivariance vrstvy,
tedy pokud se zméni vstup, je stejnym zptsobem zménén i vystup. Pokud je tedy v obraze
posunut hledany objekt bude stejnym zplisobem posunuta i jeho reprezentace ve vystupu
vrstvy. V konvolu¢ni vrstvach ovsem neni zachovana ekvivariance pro vsechny operace jako
je rotace nebo zména méritka obrazu.
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Obrézek 3.4: LSTM architektura. Pfevzato z prace [19]

Pooling vrstvy

Pooling vrstvy se bézné vyskytuji za konvoluéni vrstvou, kde dale upravuji jeji vystup za
pomoci pooling funkce. Pooling funkce provadéji statistické operace nad ramcem dat o urcité
velikosti. Mezi klasické operace patti primérovani nebo vybirani maxima. Vystupem pooling
vrstev jsou pak vysledky téchto funkci. CNN se za pomoci pooling vrstvy stavaji priblizné
invariantni, tedy pokud jsou vstupni data mirné posunuta, vystup zustava stejny.[8, 4]

Rekurentni neuronové site

Rekurentni neuronové sité zkracené RNN jsou neuronové sité vyuzivané ke zpracovani sek-
vencnich dat. Podobné jako konvolué¢ni i rekurentni neuronové sité si dokazi poradit se daty,
které by pro klasické neuronové sité byly prilis velké. Na rozdil od klasickych siti mohou
RNN také vyuzit svij interni stav pro efektivni zpracovani rizné dlouhych sekvenci, kde
na sebe mohou byt jednotlivé vzorky vzajemné zavislé. Tato vlastnost je cenénd obzvlasté
u zpracovani signalu a NLP problémi. RNN se ovSem oproti klasickym neuronovym sitim
tézce trénuji a ¢asto u nich dochédzi k mizivému (vanishing) a explodujicimu (exploding)
gradientu. Prvni jev nastévé, kdyz parcidlni derivace chybové funkce je prilis mala a vahy
sité se tak upravi pouze mizivé. Ve druhém pripadé se chyba gradientu akumuluje a dosahne
hodnot pfi kterych neni sit stabilni a nedokaze se uéit z trénovacich dat.[15]

Long Short Term Memory neboli LSTM je specidlni architektura RNN, ktera se do-
kaze ucit dlouhodobé zavislosti a Tesi problémy s vanishing a exploding gradienty. LSTM se
skldda z nékolika vnitinich mechanismu nazyvanych brany (gates) a stavu bunky. Mezi tyto
brany patii forget gate ktera rozhoduje, jaké informace jsou dilezité a budou ponechany
a které budou zahozeny. Input gate se skladéd ze dvou vrstev a rozhoduje o kolik se bude
upravovat stav bunky. Samotny stav bunky se vypocita vyndsobenim predchoziho stavu
bunky a vystupem z forget gate a vysledek je déle se¢ten s vystupem z input gate. Output
gate pak spolecné s novym stavem bunky rozhoduje o vystupu ze sité.
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Porovnani CNN a RNN pro NLP

Ve studii [18] Yin et al. systematicky porovnali vykonost CNN a RNN (konkrétné LSTM
a GRU) na reprezentativnim vzorku NLP tkolu. Vysledky podle oc¢ekavani ukézali, ze RNN
sité si dokazi mnohem lépe poradit s dlouhymi texty a tam kde jsou zapotfebi sémantické
zévislosti dlouhého dosahu. Naopak u problému vyzadujici rozpoznani lokalnich klicovych
frazi jsou efektivnéjsi CNN. CNN jsou také nepatrné lepsi u tkolu s texty pod 10 slov, nad
touto hranici ziskavaji vyhodu RNN.

3.3.1 Vicetridni klasifikace s vyuzitim binarnich klasifikatort

Obecné jsou vicetridni klasifikatory tézsi na vytrénovani, obzvlasté pak s malym poctem
trénovacich vzorkd. Navic nékteré klasifikatory neumi resit vicetfidni klasifikace, a proto
existuji techniky jak rozdélit vicettidni problém na nékolik binarnich problém.

One-vs-All nebo také One-vs-Rest je metoda, kterd v pripadé N kategorii, rozdéli jeden
vicettidni klasifika¢ni problém do N bindrni problému/dataseti. V kazdém datasetu jsou
vzorky jedné kategorie oznaceny jako pozitivni a vzorky vsech ostatnich kategorii jsou brany
jako negativni.

One-vs-One je metoda, kde je vytvoreno N - (N —1)/2 bindrnich dataseti. Datasety jsou
vytvofeny pro vSechny mozné pary kategorii a kazdy dataset pak obsahuje vzorky pouze
jednoho paru kategorii.

3.3.2 Nevyvazené datasety

Castym problémem u klasifika¢nich problémii jsou nevyvazené datasety, které vznikaji ne-
rovnomeérnym poctem vzorkl jednotlivych tfid. Klasickym prikladem muze byt rozpozna-
vani spamt mezi emailové komunikaci. Pokud je spam pouze jeden mail z tisice, model se
naudi klasifikovat viechny maily jako neskodné. Uspésnost takového modelu je pak velmi
vysokd ovsem samotny model je nepouzitelny. Existuje tedy nékolik technik jak takovy
problém fesit.[13]

Podvzorkovani je metoda pri které jsou odstranény nékteré prvky majoritni t¥idy pro
vyrovnani po¢tu vzorkda.

e Nahodné podvzorkovani vzorki majoritni tfidy je odstranéni nahodnych prvki,
coz obzvlasté u malych datasett mtze vést k ztraté dilezitych informaci.

e Near Miss je skupina metod snazici se minimalizovat risk ztraty dtlezitych vzorkia.
Funguje na principu vzdélenosti mezi vzorky majoritni a minoritni tridy.

Prevzorkovani je metoda, kterd pro vyvazeni datasetu vytvari nové vzorky do minoritni
tridy.

¢ Prevzorkovani nahodnych prvka duplikuje prvky v minoritni kategorii. Pouze
vyrovna pocet vzorki, ale neptinasi zadné nové informace.
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e SMOTE neboli Synthetic Minority Oversampling Technique je algorimus, ktery vy-
wzivd KNN', SMOTE nahodné vybere vzorek minoritni t¥idy a pomoci KNN najde
jeho k nejblizsich sousedi stejné tiidy. Nahodny prvek je poté spojen s nalezenymi
sousedy a vektory spojujici tyto body jsou vynasobeny nadhodnymi ¢isly v intervalu
(0, 1). Nové nalezené pozice jsou nazyvany syntetické body a jsou pridany do datasetu.

« ADASYN neboli Adaptive Synthetic Sampling Approach je algoritmus zaloZeny na
SMOTE, ktery klade duraz na vytvareni novych vzorku na zikladé obtiznosti jejich
klasifikace.

Vahovani tFid je dalsi moznosti jak vylepsit vykonost modelu trénovanym nad nevyva-
zenym dataset. Princip spociva v udéleni vétsi penalizace za Spatnou klasifikaci minoritni
tridy nebo naopak udéleni vétsi odmény za spravnou klasifikaci minoritni tfidy. Timto
zpusobem je model donucen klast vétsi duraz na spravnou klasifikaci minoritnich vzorku.
3.3.3 Hodnoceni klasifika¢nich modeli

P#i binarni klasifikaci jsou 4 mozné vystupy:

e True positive zkracené TP jsou pozorovani pii kterém je modelu poskytnut vstup,
ktery patfi a zaroven je i modelem zarazen do urcité kategorie.

e True negative zkriacené TN jsou pozorovani pii kterém je modelu poskytnut vstup,
ktery nepatti a ani neni modelem zarazen do urcité kategorie.

o False positive zkriacené FP jsou pozorovani pii kterém je modelu poskytnut vstup,
ktery nepatti do urcité kategorie, ale je do ni zafazen modelem.

o False negative zkracené FN jsou pozorovani pri kterém je modelu poskytnut vstup,
ktery patii do urcité kategorie, ale neni do ni zarazen modelem.
3.3.4 Vykonnostni metriky klasifikacnich modela

Matice zadmén anglicky confusion matrix je matice do které jsou ukladany predikce
modelu. Z matice se dale pocitaji dalsi metriky vykonosti modelu.

Negativni | Pozitivni
predikce | predikce
Skute?né/ TN Fp
negativni
Skutecne | g TP
pozitivni

Tabulka 3.1: Matice zdmén

Presnost anglicky accuracy udava jaké procento vzorkii model spravné predikoval.

TP+ TN
TP+TN+ FP+FN

accuracy = (3.7)

MKNN — Algoritmus k-nejblizsich sousedtt
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Preciznost anglicky precision nékdy také jako PPV (Positive Predictive Value) je podil
poctu spravné zarazenych vzorkt do kategorie oproti vsem vzorktm.

TP

precision = TP+ FP

(3.8)

Senzitivita anglicky recall nebo také TP (True Positive Rate) je podil poc¢tu spravné
zarazenych vzorku do kategorie oproti vSem vzorkum, které do kategorie opravdu patri.
TP

recall = m (39)

Specificita udava kolik prvkl nezatazenych do kategorie do ni opravdu nepatii.

TN

SpeCZfZCZty = m

(3.10)

Fall-out neboli FPR (False Positive Rate), udédva pravdépodobnost nespravného uréeni
u vzorku, které nepatii do kategorie.

FP
llout = ———— 3.11
fallout = 55 TN (3:11)
F1 skére je harmonicky primér presnosti a senzitivity.
Fl—9 precision - recall 2T P (3.12)

' precision + recall T oTP + FP+ FN

AUC ROC je metrika, ktera dokaze zachytit vykonost modelu s riiznymi klasifikacnimi
prahy. AUC (Area Under the Curve) znamend plochu pod krivkou a je nejcastéji pouzivana
pravé s kiivkou ROC (Receiver Operating Characteristic), kterd se skladd z metriky FPR
na ose x a TPR na ose y. Pro vygenerovani funkce pod kterou se bude plocha pocitat je
vygenerovano x boda v ROC prostoru, pokazdé s jinym klasifikacnim prahem.
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Kapitola 4

Navrh reseni

4.1 Rozpoznavani objednavek

Modul pro rozpoznavani objednavek je hybridni systém pro extrakci informaci z prepravnich
dokumenti. Cely proces zpracovani objednavky lze najit na obrazku 4.1. V néasledujici
casti bude popsan jeho navrh, architektura i postupy. Diky rozmanitosti zpracovavanych
objednavek i samotnych kategorii nebylo mozné pouzit presné postupy ze ¢lanku zabyvajici
se podobnymi problémy. Bylo proto nutné provést urc¢ité mnozstvi experimentti pro nalezeni
yidedlniho* navrhu. V této ¢asti budou tedy popsany i relevantni experimenty, které by mély
poukézat na slepé ulicky, kterymi by se vyvoj ddle nemél ubirat a stejné tak budou popsany
postupy, které by mohly byt uzitecné a efektivni v pozdéjsi fazi produktu.

4.1.1 Cteni a predzpracovani objednavky

Vstupem pro kazdé rozpoznavani je objednavka na prepravu ve formatu pdf. Pokud byl do-
kument digitalné zpracovan a obsahuje textové elementy, jsou tyto elementy postupné ¢teny
a spolecné s jejich pozici uklddany. V pripadé, ze dokument neobsahuje textové elementy
nebo obsahuje CID! fonty, které jsou proprietarni nebo jsou neznidmé na bézicim systému,
musi se dokument zpracovat pomoci OCR. Pytesseract poskytuje zpracovani pouze pro ob-
razky, vstupni dokument je tedy preveden na obrazek. Oskenované dokumenty jsou casto
ve vysokém rozlisenim, jejich prevod v plné kvalité by tak byl vypocetné i casové narocény,
proto pievod probihd s fixnim DPI?. Experimentalné bylo zjisténo, ze idedlni hodnota DPI
je 125, takova hodnota zajisti rychly prevod, ale také dostatecnou kvalitu pro dalsi ¢teni
a zpracovani. Prevedeny obrazek je pomoci OCR preveden zpét na pdf, nyni jiz s dostup-
nymi texty. Z takového pdf jsou precteny textové elementy spolu s jejich pozicemi.

4.1.2 Zpracovani a rozpoznani objednavky

Dalsi ¢asti je samotné rozpoznavani, na jehoz zacatku probéhne nalezeni potencialnich kan-
didatt. Kandidat je textovy element obsahujici hodnotu, kterou lze pritadit k jedné z ka-
tegorii ze schémy objednavky. Schéma objednavky je JSON objekt, ktery definuje vSechny
kategorie k identifikaci a jejich dodateéné informace jako barva vysledného zvyraznéni.
Kazd4 kategorie ma své unikatni jméno a entitu. Mezi zdkladni podporované entity patii

!CID — Character Identifier font — Kazdy znak je unikatné zakédovéan, kédovani se lisi mezi typy fontt
2DPI - Dots per inch — hodnota udévajici poéet pixeldi v jednom palci
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Obrézek 4.1: Pipeline aplikace. Proces zpracovani objednavek se déli do 3 ¢dsti. V prvnim je
objednavka prectena a vraci nalezené textové elementy. Ve druhé ¢asti se textové elementy
zpracuji a naleznou se klicové hodnoty. V posledni ¢asti se z dostupnych informaci vytvori
finalni JSON objekt a v ptripadé pozadavku se vytvori vystrizky.

datum, adresa, cena, ddle pak typy k identifikaci spolecnosti (jméno, ico a di¢) a k infor-
macim o prevazeném nakladu (rozméry, kvantita a vaha).

Vsechny kategorie kandidatt jsou az na adresy hledany podle reguldrnich vyrazu a pii-
padnych specifickych filtrujicich heuristik. U vSech potencialnich kandidatf se poté naleznou
sousedni textové pole. Jak bylo popsano v sekci 2.3, klicova slova nebo fraze které popi-
suji hodnotu se nachazi nad nebo nalevo od hodnoty, stac¢i tedy nalézt pouze tyto sousedni
prvky. Pokud je sousedni prvek také potencialni kandidat, mize se jednat o tabulkova data,
a proto na kazdou stranu hleddme prvni sousedni prvek, ktery neni kandidat, dojde tak
k zvyseni pravdépodobnosti nalezeni néjaké specifikujiciho textu.

Nejen sousedni prvky, ale i samotny kandidatni prvek mize obsahovat dilezité informace
pro nasledujici klasifikaci, nejcastéji se tak déje u objednavek obsahujici vice prirozeného
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textu. Je proto nutné z textu kandidata odstranit samotnou kandidatni hodnotou nalezenou
regularnimi vyrazy. Takto zpracovany kandidatni text je spolu se sousednimi prvky preve-
den na normalizované vektory pomoci word2vec modelll a s pozici kandidatniho prvku je
poté ohodnocen klasifika¢nimi modely. Pro hledanou kategorii je takto vybran nejlépe klasi-
fikovany kandidét. Z rozpoznanych informaci je vytvoren findlni JSON objekt reprezentujici
strojové zpracovanou objednavku.

Vyse popsany mechanismus byl vysledkem nékolika experimenti, béhem kterych byl
zkouméan predevsim vliv vybéru soudnich prvki, ktery se ukazal jako klicovy pro efektivni
klasifikaci. Jako neefektivni se ukazala metoda pri které byly za sousedni prvky povazovany
vSechny textové elementy v urcité oblasti od kandidata. Obecné platilo, ze ¢im vétsi oblast
byla vybrana, tim obtiznéjsi byla nésledna klasifikace. Stejné neefektivni se ukazal i navrh,
pri kterém byly vybirany sousedni prvky ze vSech stran. Pridana hodnota téchto prvki byla
v drtivé vétsiné pripadu nulova a doslo tak pouze k zhorSeni klasifikace.

4.1.3 Hledani kandidata

Jak bylo vyse zminéno kandidati, tedy textové elementy v dokumentu, které maji potencial
stat se hodnotou k nékteré z kategorii v objednavce se hledaji pfevazné podle regulér-
nich vyraza. Idedlni rozpoznavaci systém by mél spoléhat na takové klasifikacni modely
a metody tak, ze pokud rozsitime dataset, systém se automaticky prizpisobi. Regularni
vyrazy jsou ale fixni pravidla, ktera se spolu s datasetem nijak nevyviji a do urcité miry tak
mohou omezovat vykonnost systému. Pro regularni vyrazy existuji podle kontextu ruzné
alternativy, které ale nemusi byt nutné lepsi volbou.

Detekce ceny

Mezi kategorie, kde regularni vyrazy dokazi spolehlivé zachytit hodnoty dané kategorie je
cena. Jedinym voditkem k jistému urceni je ména, kterd se ale ne vzdy vyskytuje v bez-
prostfedni blizkosti hodnoty a je proto efektivnéjsi oznacit za kandidaty na cenu vsechny
¢iselné hodnoty a hledanou cenu urcit az po predikci klasifikdtori.

Detekce ICO a DIC

Podobné lehce detekovatelné kategorie s pomoci regularnich vyrazi jsou ICO a DIC, me-
zindrodné nazyvané jako VAT Identification Number3. Pro tyto kategorie existuji formaty
specifikujici tvar, kterych mohou hodnoty nabyvat. Tyto hodnoty se pak casto validuji do-
datecnym vypoctem, ten ale muzeme vynechat, protoze nevalidni hodnoty splnujici formu
se v dokumentech az na vyjimky neobjevuji. Vyjimky pak casto patti do jiné kategorie, tato
skutecnost je pak ale promitnuta v hodnoceni klasifikatoru.

Detekce nazvia spolecnosti

O poznani horsi je detekce nazvl subjekt. Nazvy nemaji zadnou specifickou formu ani
délku, ktera by se dala vyuzit. Lze ale vyuzit skuteénosti, ze prepravy nejsou provozovany
ani poptavany fyzickymi osobami. Jak dodavatel, tak zakaznik jsou tedy spolecnosti s urci-
tym typem spole¢nosti. V Cesku jsou nejznaméjsi typy spole¢nosti s.r.o. nebo a.s. podobné
pojmenovani pak existuji i v ostatnich statech. V objednavkéich pak firmy uvadéji nejen

3VAT Identification Number — Value Added Tax Identification Number
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své nazvy, ale pravé i typ podle kterého lze sestavit regularni vyraz detekujici pravé nazvy
spolec¢nosti.

Jednou z alternativou pro hleddni ndzvi spolecnosti je Google Natural Language API*.
API vyuzivajici modely vytrénované na obrovskych korpusech dat ma ovsem hned nékolik
problému. Objednévky rozpoznavané v ramci této prace neobsahuji pouze prirozeny text
a Casto se v nich uvadi informace, které nejsou verejné probirané a nevyskytuji se ve zmi-
nénych korpusech. To zptusobi, ze API nedokaze detekovat ndzvy mensich ani stfednich
spolec¢nosti. V neposledni fadé API zatim nepodporuje ¢esky jazyk a v pripadé frekvento-
vaného pouzivani je nutné platit za jednotlivé dotazy.

Detekce datumu

Samotné datum miize na prvni pohled vypadat jako lehce detekovatelné i za pomoci regu-
larnich vyrazt. V objedndvkach se bohuzel vyskytuji nejriznéjsi formy datumi, oddélené
ruznymi znaky, casto zkracené a obcas se misto specifického datumu vyskytuji také inter-
valy nebo slovni spojeni. Takové vyrazy jsou pro reguldrni vyrazy slozité na detekci, a proto
jsou do systému zavedeny urcité kompromisy.

Pro detekci datumii existuji riizné nistroje, jednim z nejrozsirendjsich je dateparser®.
Dateparser obsahuje slovniky pro praci s daty, takze je schopny detekovat i slovni fraze.
Velkou nevyhodou je ovSem Spatnd detekce datumt s evropskym formatem. Napiiklad
, 1.8 neni nastrojem vyhodnoceno jako datum. Tato nevyhoda se d4 odstranit dodateénymi
reguladrnimi vyrazy, coz ale snizuje rychlost a zvysuje komplexitu systému, zatimco pridana
hodnota je spise minimalni.

Detekce adres

Adresy jsou odlisné od jinych entit predevsim svou nepredvidatelnou formou, délkou i po-
zicl. Adresy jsou nékdy roztazeny na nékolik fadkd, jindy jsou naopak vSechny dilezité
adresy sepsany v jedné vété. Nékteré jejich priklady 1ze vidét na obrazku 4.2. Je velmi slo-
zité a neefektivni rozpoznavat adresy pravidly nebo pomoci vzoriu. Urcitou tispésnost ma
regularni vyraz na PSC, bohuzel adresy ¢asto PSC neobsahuji, navic by regularni vyraz
musel pokryt i nejriiznéjsi zahranicni formy. Znacéné spolehlivéjsim fesenim se ukazalo najit
v dokumentu vsechny mésta a poté za adresu povazovat jejich okoli.

Projekt OpenStreetMap® obsahuje velké mnozstvi volné dostupnych geodat, mezi které
patii nejen podklady pro mapy, obrazky z ulic, ale i databdze mist. Na vSechny mésta,
vesnice i malé usedlosti uréité oblasti se pak lze dotazovat pres OpenStreetMap API.
Odpovéd z API obsahuje vedle zdkladnich informaci o mistech i vSechny jejich zndmé formy
nazvu i s preklady. Takto vytvorena offline databaze obydlenych mist v celé Evropé, cita
necelych 600 000 nazva mist.

Za pomoci této databaze je nyni mozné nalézt textové prvky, které obsahuji nazvy
meést. Mezi ndzvy mést muzeme ale narazit i na vyrazy bézné pouzivané v prirozeném
jazyce, a proto jsou jednoduchou heuristikou textové elementy filtrovany. Pro zpracovani
prepravnich objednavek jsou pak dilezité zejména dvé adresy, a to adresa nakladky a vy-
kladky, které ¢asto doplnuji a nachézeji se v blizkosti datumt nakladky a vykladky. Jako
spolehlivou metodou se ukazalo klasifikovat adresy podle jejich vzdélenosti k dattim.

4Google Natural Language APT — https://cloud.google.com/natural-language
Sdateparser — https://dateparser.readthedocs.io/en/latest

50OpenStreetMap — https://www.openstreetmap.org

"OpenStreetMap API — https://wiki.openstreetmap.org/wiki/API
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Adresy nakladky

s.r.o. P2 Matéjkova Pelhfimov 39301 Czech Republic
Nakladka: 05.05.2020 , Jablonecka ., 46851 Smrzovka
Vykladka: 05.-06.05.2020 s.r.0. Zruéska ulice, Tfremosna, parcelni gislo < . GPS: 49°48° "N
13°24 ‘E

Objednavame u Vas dopravu
nakladka : Rosnice 380 17

- = i : = arlo ary > adka Sakvice
Prepravu z| Slovakia s.1.0., Hiavna ™, 91627 Lastkovce do : GmbH;] Keriow ary > wkiddka Sakvice
Marius-Eriksen-starse 1.; D-17 PRENZLAL; Cel. hmotnost cca 1,7 t3 EU pal, byt ulozen na lozné plose, je

nachyniny na poskrabani a je

Tovar musi byt dodany u zakaznika 25.6.2020; poistenie hodnota tovaru 17 448,75 € .| wenky

Obrazek 4.2: Ukazky adresy z objednavek. Jak lze vidét nékteré adresy jsou strukturované
do tabulek jiné do prirozené textu. Nezridka kdy se také stava, ze se jak adresa nakladky
tak i vykladky vyskytuji v jedné vété nebo odstavci.

Detekce ostatnich entit

V objednavkach se mimo vyse zminéné entity vyskytuji i informace o nakladu do kterych
patii rozmeéry, kvantita a viha. Rozméry mohou byt uvedeny bud jako jednotné informace,
tedy ¢isla oddélené nejcastéji znakem ,x“ nebo se nachazeji oddélené napiiklad v tabulce,
kde hodnoty nélezi ¢iselnym hodnotam v bunkach. V obou ptipadech je snadné tyto infor-
mace detekovat pomoci regularnich vyrazi. Podobnym zptusobem jde detekovat i kvantita
a vaha nakladu. Doplnujici informace o nédkladu jako je jednotka rozméru nebo vahy lze
vétsinou najit pobliz nalezenych ciselnych hodnot. Do budoucna lze detekci rozsitit o dalsi
informace o nakladu jako je moznost stohovatelnosti ndkladu nebo ADR®. Tyto informace
maji binarni hodnotu a pro jejich nalezeni budou stacit regularni vyrazy s jednoduchou
heuristikou.

4.1.4 Vytvareni kontextovych vystrizka

Poslednim krokem zpracovani objednavky je vytvoreni kontextovych oken neboli vystiizki.
Tyto vystrizky jsou tvoreny ze vstupniho dokumentu a vzdy zachycuji uréitou skupinu
informaci. Existuje 5 takovych jsou obsazeny vSechny rozpoznané hodnoty dané kategorie.
U kazdého kontextu jsou také zvyraznény rozpoznané hodnoty, coz pomize uzivateli snaze
zkontrolovat rozpoznané udaje.

4.2 Word2vec modely

Word2vec modely maji zdsadni dopad na efektivnost uceni a vyslednou tispésnost klasifikac-
nich modelt1, v ramci vyvoje byl tedy kladen velky diraz na nalezeni optimalni architektury
a procesu trénovani modelu. Béhem experimentace byly vyzkouseny obé techniky word2vec,
u kazdé techniky byl zkoumén vliv hyperparametri na vysledny model. Podobné experi-
mentace s word2vec jiz probéhly a byly sepsdny v préci [12]. Tyto pokusy ovSem vzdy
probihaly na korpusu pfirozeného textu a jak se pozdéji ukazalo, urcité jevy neplatily pti
korpusu textl z ¢astecné strukturovanych dokumenti. Proto vedle samotnych modelti byl
také zjistovan vliv a mozné zlepseni vykonnosti modeli pomoci predzpracovani korpust.

SADR - https://en.wikipedia.org/wiki/ADR_(treaty)
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Pravé texty pro trénovani se podilely hlavni mérou na vysledné vykonosti word2vec mo-
delti.

4.2.1 Metoda bez pouziti anotaci

Béhem metody je model trénovan korpusem obsahujicim texty ze vsech digitdlné citelnych
objednavek v datasetu. Béhem ¢teni jsou systematicky zahazovany textové elementy, které
nejsou potieba a mohly by snizovat kvalitu trénovani i vysledny model. Mezi takové patii
elementy obsahujici pouze ¢iselné znaky a elementy obsahujici velmi dlouhy text, které je
mozné s jistotou prohlasit za nepotfebny, takové elementy obsahuji prirozeny text pojed-
navajici o podminkéch prepravy, pojisténi apod. Celkovy korpus ¢ita pres 150 tisic slov.

Béhem experimentace byly modely trénovany ve 4 epochach. Jako presnéjsi se ukazala
architektura Skip-gram. Bylo pracovano s rozsahem dimenzi vektorového prostoru mezi
20 az 500, ale tento parametr mél pouze nepatrny efekt na vysledny model.

Takto trénované modely byly pouzitelné pri klasifikaci, ovsem nékteré skupiny vektort
byly velmi podobné skupindm specifikujici opacny jev napt. nalozeni/vylozeni. Dalsim ne-
dostatkem byl také velky pocet irelevantni slov typu krestni jména, nazvy firem apod.
Tento nedostatek Ize do ur¢ité miry fesSit zmensenim minimélniho poctu slov pro zarazeni
do vektorového prostoru s rizikem, Ze se do vysledného modelu nedostanou dulezitéd slova
v cizich jazycich nebo netradicné formulovana slova. Vizualizaci vektorového prostoru je
mozné vidét na obrazku 4.3

4.2.2 Metoda s pouzitim anotaci

Druhé metoda se snazi fesit vyse zminéné problémy predchozi techniky. Efektivnim fesenim
se ukazalo trénovat word2vec modely predzpracovanymi texty. Vytvoreni téchto vstupnich
texti probihalo prectenim vsSech anotovanych objednavek a nalezeni textovych element,
obsahujici hodnoty z anotaci. Tyto elementy obsahuji informaci, pattici k jednomu z kli¢t ze
schémy objednavky. U nalezenych textovych elementf jsou vyhledany oba sousedni elementy
stejnym mechanismem jako pri klasickém zpracovani objednavky. Na zacatek i konec textu
sousednich prvka a aktudlniho prvku jsou vlozeny identifikatory klice nalezené hodnoty.
Takovéto ramce jsou ukladany do souboru, ktery bude po zpracovani vsech objednavek
slouzit jako trénovaci korpus pro word2vec modely. Identifikdtory kli¢d jsou generovany
a je mozné je najit ve vysledném slovniku jako inicidly klice obalené do dvou podtrzitek.
Nevyhodou této techniky je pokryti pouze anotovanych objednavek. Je tedy mozné,
ze nékteré nestandardni slova se do korpusu nedostanou a chybéjici informace tak mohou
snizit kvalitu vyslednych word2vec modeli. Tento nedostatek ovSsem postihuje pouze mini-
malni mnozstvi predevsim cizojazycnych objedndvek a bude odstranén béhem prvni fize
testovani anotovanim vice objednavek. S mensim mnozstvim dat je také trénovani vice ne-
stabilni a mize vést k pomérné velkym odchylkdm mezi jednotlivymi procesy uceni. Na
druhou stranu u slov, které se v korpusu vyskytuji mame jistotu, ze se nachazi v blizkosti
informaci, které hleddme a jsou pro samotnou klasifikaci dulezité. Odstranénim velké ¢asti
irelevantni slov doslo k vyraznému zmenseni trénovaciho korpusu a word2vec modely je
mozné trénovat s mnohem mensi velikosti vektori. Tato vlastnost se pak zasadné promita
i do klasifika¢nich modela, u kterych je diky mensim vektortim vyrazné snizena komplexita.
Hlavni vyhodou této metody je ale lepsi rozdéleni vektorového prostoru. U prvni metody
dochéazi k jevu, kde podobné kategorie napt. datum nakladky a vykladky se nachézi v do-
kumentu za sebou, a proto i jejich vektorové reprezentace maji podobny smér. Ve druhé
metodé jsou ovsem texty jedné kategorie v trénovacim korpusu sesklddany u sebe, a navic

26



oddéleny identifikatorem klice dané kategorie. Tato struktura zpusobi, ze jednotlivé kate-
gorie jsou poté ve vektorovém prostoru mnohem vyraznéji oddéleny od ostatnich kategorii,
jak lze vidét na obrazku 4.4.

Experimentaci byly nalezeny optimélni parametry modelu, jako nejlépe vykonny se uka-
zal model s velikosti klouzavého okna 4-8, velikosti vektoru 16-32 a architekturou Skip-gram.
Po prizptusobeni klasifikacnich modelii na novy word2vec model, bylo mozné dosdhnout
lepsich vysledki nez s piedchozi metodou. Uspésnost klasifikace byla zvysena o jednotky
procent, byla zvysena také rychlost trénovani i samotné klasifikace.

4.2.3 Textové datasety

Pro trénovani klasifika¢nich modeli se vytvari textové datasety zpracovanych objednavek.
Textové datasety maji csv format, hodnoty jsou oddélovany carkou. Tyto datasety jsou
uklddany podle kategorie a podle toho, jestli zahrnuji objednavky z trénovaciho nebo tes-
tovaciho datasetu. Kazdy radek reprezentuje jeden kandidatni prvek, obsahuje tedy jeho
pozici, texty sousednich prvki a text prvku ve kterém se nachazi kandidat (bez samotné
hodnoty). Vedle téchto informaci dilezitych pro samotnou predikei je zde i trida pro tré-
novani modelu, bindrni ¢islice urcujici, jestli kandidat spadéd do dané kategorie nebo ne.
Daéle se na kazdém radku nachazi cesta k objednavce, ve které se kandidat nachazi, tato
informace je pouze pro tcely ladéni.

4.3 Klasifikacni modely

Klasifika¢ni modely jsou posledni a také nejduilezitéjsi ¢asti rozpoznavani. Kromé pocatecni
faze pro rychlé ovéreni konceptu a sestaveni tplné pipeliny produktu byly vSechny modely

......

ostatnich ¢asti modulu rozpoznavani.

4.3.1 Vicetridni klasifikaéni modely

Multiclass neboli vicetridni klasifikacni modely kategorizuji vstupni data do jedné z né-
kolika kategorii ze schémy objedndvek nebo do specidlni kategorie, ktera specifikuje, ze
dany vzorek nepatii do zadné z kategorii. Vyhodou téchto modelil je snizena rezie pro praci
s modely a Casova narocnost vypoctu, jelikoz veskerd klasifikace muze byt provadéna po-
moci jediného modelu. Nevyhodou a také diivodem pro¢ tento typ modelu neni pouzit ve
findlnim produktu je fakt, ze pro efektivni vytrénovani je potieba vice dat nez u binarnich
modeltu. Slozitéjsi trénovani zpusobilo mensi dspésnost, prevazné u hire rozeznatelnych
kategorii jako jsou datumy. Urcité korekce bylo dosazeno manudlnim zvysenim vahy pro
obtiznéji trénovatelné kategorie, ani to ale nestacilo pro potiebnou efektivitu modelu. Bylo
také provadéno vyvazeni datasetu podle riznych metod, také bez vétsiho uspéchu, jejich
uspésnost je mozné nalézt v tabulce 4.1.

Architektura Model je konvoluéni neuronova sit, majici vstup 3 sekvence vektoru (5x32),
ty jsou zpracovany 1D konvolucni vrstvou s 12 filtry a velikosti kernelu 3. Vystupy kon-
voluéni vrstvy jsou zpracovany global max pooling vrstvou (klasickd max pooling vrstva
s pool velikosti rovnajici se velikosti vstupu). Vystupy z pooling vrstev jsou spojeny se vstu-
pem obsahujici pozici klasifikovaného prvku. Konec sité tvori jedna plné propojend vrstva
s 32 neurony, propojena na vystup sité majici 11 neuronii. U posledni vrstvy byla pouzita
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Obréazek 4.3: Vektorovy prostor vytvoreny metodou bez anotaci a prevedeného do 2D po-
moci PCA. Jednotlivé body reprezentuji vektory resp. slova dulezitd pro spravnou klasi-
fikaci. Modré body identifikuji kategorii souvisejici s naklddkou a ¢ervené body souviseji
s vykladkou. Lze vidét, ze vektorovy prostor neni idealné rozdélen a nékteré fraze mohou
byt pomérné slozité pro klasifikaci.
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Obrazek 4.4: Vektorovy prostor vytvoreny metodou s anotacemi a prevedeného do 2D po-
moci PCA. Nyni jsou body jednotlivé kategorie seskupeny vice u sebe. Klasifikace i tréno-
vani klasifika¢nich modeli tak bude mnohem snazsi a presnéjsi. K podobnému jevu doslo
i u ostatnich antonymnich kategorii napr. odbératel-dodavatel.
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datum zékaznik dopravce

vyvazovaci
metoda
zadna 22.22 | 22.22 | 25.00 | 41.67 | 36.11 | 52.78 | 55.56 | 52.78 | 69.44 | 41.67
podvzorkovani | 22.22 |36.11| 36.11 |61.11 |80.56 | 77.78 | 47.22 | 61.11 | 47.22 | 5.56
vyvazeni tiid |27.78| 19.44 | 30.56 | 47.22 | 61.11 | 72.22 | 50.00 | 80.56 |69.44 | 58.33
SMOTE 25.00 [{36.11| 38.89 | 41.67 |80.56 | 69.44 | 66.67 | 52.78 | 50.00 | 13.89
ADASYN 22.22 | 33.33 |41.67 | 33.33 | 75.00 | 63.89 | 55.56 | 58.33 | 47.22 | 19.44

objed. | nakl. | vykl. |jméno| i¢ di¢ |jméno| ic di¢ | cena

Tabulka 4.1: Vykonnost vicetfidnich modeli na testovacich (nevidénych) datech. Byly vy-
brany pouze kategorie, jejichz klasifikace je pfimo zavisla na klasifika¢nich modelech. Tuéné
jsou zvyraznény nejlepsi vysledky. Nejlépe si vedl model trénovany datasetem s vyvazenim
t¥id, ktery dosdhl prumérné uspésnosti 51.66%. Nejhute dopadl model bez vyvazovani s pri-
mérnou uspésnosti 41.9%. Modely mély nejvétsi problém klasifikovat datumy, ale ani ostatni
kategorie nemély velkou tispésnost.

Malo dat zpusobilo nedostatecné, a hlavné nestabilni u¢eni modelu a vysledné modely nejsou
pouzitelné.

aktivacni funkce sigmoid, jinak byla vyuzita funkce tanh. Model byl trénovan v 50 epochach
s learning rate 0.02, optimaliza¢nim algoritmem Adam a velikosti davky 6.

4.3.2 Binarni klasifikaéni modely

Druhym typem modelt jsou bindrni klasifikatory. Pro kazdou rozpoznavanou kategorii je
vytrénovan zvlastni model s pouzitim metody One-vs-All v rdmci kategorie, tedy pokud
klasifikujeme datum, vSechny negativni vzorky budou pochazet také z kandidati obsahujici
datum. Timto rozdélenim se u nékterych kategorii do ur¢ité miry minimalizovala nevyvaze-
nost. Nejméné vyvazend zustala kategorie ceny, kde pozitivni vzorky tvorily 15%. Jednotlivé
uspésnosti lze vidét v tabulce 4.2.

Architektura je velice podobné jako u vicetiidnich modeld, pouze plné propojend vrstva
obsahuje 16 neuront a je propojena s 1 neuronem urcujici pravdépodobnost klasifikace. Mo-
dely byly trénovany v 50 epochach s mirou uc¢eni 0.0015, momentem 0.01 a optimalizatorem
stochastického gradientniho sestupu s velikosti davky 2.

4.4 Proces anotace

Anotace jsou soubory ve forméatu json obsahujici informace jedné objednavky. Za anotaci
se povazuji json soubory pojmenované stejné jako pdf objednavka ve stejné slozce. Anotace
objednavek probihd rucné a jsou zadavany pouze informace, které se vyskytuji v souboru
a neni potfeba je nijak odvozovat. Ru¢ni vytvotreni anotace je ¢asové naro¢ny tkon a v bu-
doucnu by mély byt anotace vytvareny hlavné z dat, které zadaji samotni uzivatelé aplikace.
I v takovém piipadé je ale potieba informace kontrolovat. Stava se, ze predevsim casové
udaje se mohou zménit po emailové/telefonické domluvé. V takovém piipadé bude nutné
zjistit, jak Casto se takové zmény déji a v pripadé ponechani chybnych informaci bude
potieba zjistit vliv na trénovani klasifikdtoru. JSON schéma anotace se nachazi v sekci B.
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datum zékaznik dopravce

vyvazovaci
metoda
zadna 83.33 | 44.44 | 55.56 |61.11 |86.11 | 88.89|80.56|72.22|75.00| 63.89
podvzorkovani | 77.78 | 36.11 | 41.60 |61.11 |86.11 | 83.33 | 72.22 |72.22|75.00| 61.11
vyvazeni tiid |83.33 | 44.44 | 44.38 |61.11 | 80.56 | 86.11 |80.56 | 72.22| 72.22 |69.44
SMOTE 77.78 | 50.00 | 63.89 |61.11|86.11|88.89| 77.78 | 72.22|75.00|69.44
ADASYN 77.78 |58.3366.67 | 61.11|86.11|88.89|80.56|72.22|75.00|69.44

objed. | nakl. | vykl. |jméno| i¢ di¢ |jméno| ic di¢ | cena

Tabulka 4.2: Vykonnost bindrnich modelt na testovacich (nevidénych) datech. Z vysledku
je patrné, ze binarni modely dokazi klasifikovat mnohem lépe nez vicet¥idni modely zmi-
néné vyse. Je také mozné vidét, ze vyvazeni datasetii jiz nemd takovou vahu a modely i bez
vyvazeni dosahuji maximalnich hodnot. Slabym mistem systému stava hledani sousednich
poli a nedostatek relevantnich informaci jdouci jako vstup do modelii. Modely byly vytréno-
vany pomoci kiizové validace bez hledani idedlnich parametri. U nékterych modeli nebylo
dosazeno idedlnich vysledka kvili stochasti¢nosti trénovani. Nalezené idedlni modely jsou
popsany v kapitole 7.

4.5 Proces testovani

Pro otestovani celého rozpoznavaciho modulu byl navrzen skript, ktery zpracuje objednavky
a vysledek porovna s anotaci testované objednévky. Testuji se vSechny objednavky v urcené
cesté obsahujici anotace. Testovaci skript poskytuje moznost vynechat objednavky, které je
nutné zpracovat pomoci OCR pro urychleni testovani. Anotace kazdé objednavky obsahuje
vSechny informace nachézejici se primo v dokumentu a musi byt umisténa ve stejné cesté
ve formétu json. U vSech testovanych objednavek je vypsana Uspésnost rozpoznani, tyto
vysledky jsou ukladany a na konci testovani je vypsana primérna tspésnost rozpoznani
u vSech hledanych kategorii.

4.5.1 Metody porovnavani

V ramci systému se rozpoznava nékolik typi dat. Od fetézci jako je adresa nebo nazev spo-
le¢nosti pres Ciselné hodnoty az po kategoricka data jako je jednotka vahy nebo rozméri.
Podle typu rozpoznavané kategorie je tedy vybrana porovnavaci metoda, kterd jednotlivé
kategorie v objednavce ohodnoti. Ohodnoceni probiha na skéale od 0 do 100, ¢im vyssi tim
lepsi. Z hodnoceni jednotlivych kategorii se poté pocita celkové skore pro kazdou objed-
navku, stejné jako presnost klasifikace jednotlivych kategorii v ramci celého testovaciho
datasetu. V nasledujicich sekcich bude popséno, jak jsou jednotlivé kategorie testovany
a jak jsou hodnoceny v ramci vykonnosti modelu.

Presné porovnani je metoda, kterd presnou shodu ohodnoti 100 body, jakakoli odchylka
od anotace je hodnocena 0 body. Tato metoda se pouzivid pro vétsinu kategorii: datumy,
ICO, DIC, kvantita zbozi, rozméry, vaha i jednotky rozméri a véhy.

Porovnani retézcii je metoda pouzivana pro porovnani adres a nazvu spole¢nosti. Pro
vyhodnoceni je pouzita metrika, kterd spocitd pocet spravné urcenych slov a vydéli je
poc¢tem slov v anotaci. Ohodnoceni pak vznikd vyndsobenim tohoto vysledku hodnotou
100.
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Porovnani cen je specidlni v tom, ze spravna celkovd cena muze nabyvat dvou hodnot,
a to bud s DPH nebo bez ni. Pokud je rozpoznana hodnota pro cenu presné rovna jedné
z téchto cen, je ohodnocena 100 body jinak je pole ohodnocenu 0 body.
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Kapitola 5

Navrh webové aplikace

Webové aplikace bude uzivateltim slouzit pro snazsi vkladani objednavek do systému Car-
gotic. Pomoci by méla nejen pri vyplnovani informaci, ale také nasledné kontrole spravnosti
informaci. Webovou aplikaci budou ve velké ¢asti vyuzivat technicky méné zdatni uziva-
telé, a proto je nutné aby ovladatelnost i uzivatelské rozhrani bylo co nejvice uzivatelsky
privétivé.

Nasledujici ¢ast prace popisuje webovou aplikaci, kterd slouzi predevsim pro demon-
stracni a testovaci ucely. Produkt pouzivany dispecery bude integrace této webové aplikace
do platformy Cargotic. Pro ukladani zpracovanych objednavek i jejich dokumentt bude
slouzit API platformy Cargotic, dale se tedy budou popisovat pouze klicové komponenty
webové aplikace dulezité pro pozdéjsi integraci. Z popisu bude vynechiano ukladani objed-
navek, schéma a préice s databazi i bezpecnost. Implementace do platformy Cargotic je
rozpracovand a po otestovani v testovacim prostiedi bude dale poskytovana Sirsimu okruhu
zakaznikd.

Diky demonstrac¢ni aplikaci bylo mozné vyladit uzivatelské rozhrani a ovladani aplikace
s lidmi z oboru. Webova aplikace byla tvotrena tak, aby bylo mozné jednotlivé komponenty
lehce znovu vyuzit a integrovat do systému Cargotic. Serverova ¢ast aplikace bude po
integraci bézet jako samotnd sluzba a bude vyuzivat ostatnich sluzeb platformy. Koncové
body (endpointy) API lze vidét v tabulce 5.1.

5.1 Analyza pozadavki

Webovou aplikaci budou vyuzivat predevsim technicky méné zdatni uzivatelé, kteri zvla-
daji ovladani pocitact na kancelafské drovni. Je tedy nutné vytvorit takovou aplikaci, ktera
bude dostate¢né intuitivni a prehledna. Hlavnim cilem webové aplikace je usetieni casu uzi-
vateltim, aplikace by tedy meéla umoznit pifimou manipulaci s daty a poskytnout potrebné
informace na jednom misté. Aplikace by se méla soustfedit vice na efektivnost nez efekt-
nost, neméla by tedy obsahovat animace ani zbytecné dekorativni prvky, které by mohly
zpomalit nebo odvést pozornost uzivatele. Aplikace by ale méla mit moderni a ¢isty design
a dodrzovat UI' a UX? zasady.

'UI - - User interface — Uzivatelské Rozhran{
2UX — User Experience — Uzivatelska zkuSenost
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HTTP metoda URL Popis

Ptijima objednavku ve formétu pdf. Vraci zpracovanou

POST /recognition objednévku ve formatu JSON.

GET /images/<image_id> | Vraci vystfizek z objednavky.

Tabulka 5.1: Navrh API.

258_2020.pdf B @ @
Odbeératel: Objednavka vydana €. OOV-254/2020/704 5"51"3 Route
e
Loading

Cargoly a.s. Dodavatel: Zakaznické Gislo: SX665750 ;0 -(‘) " 58;0
Pohranini 889, Krésno nad Beévou Fax: -

15600  Valasské Mezifici (~ Loading Address
&R o ~ R - "
ToroSped s.r.0. Objednavame u vas import zbozi z Némecka Coesfeld do Ceske republiky (VM) za smiuvni cenu 3 000 K& + DPH

Pobiezni 8807 nakladka
61800  Bmo

: DIC:
97946432 C297946432
Odbérate e registrovan pod spisovou
Viozka 4861 z¢ d

znatkou oddil B, viozka 4861 ze dne
26032007 u Krajského soudu v Praze.

Unloading

1C0; 87956214 DIC; CZ87956214 04.05.2020

Datum vystaveni dokladu: 29.04,2020 (~Uriloading Address

Datum dodén 04.05.2020 1 paleta 120x80x140 cm, vaha 120 kg Vykladka Cargoly a.s., Pohraniéni 889, 156 00 Valasské Mezifici Prosim o sdéleni

SPZ auta pro nakladku. Dékuii za zajisténi dopravy a pieji prijemny den

‘Objednavame U vas import zboZi Z NEmecka Coesfeld do Ceske republiky (VM)
za smiuvni cenu 3 000 KE + DPH

nakladka: 30.4.2020, 6:30-13:30h

MFZ Napamio GmbH & Co.KG, Nestros Hanas 4, D-48961 Coesfeld

&. potvrzeni od vyrobce 30444432 a 30469860

1 paleta 120x80x140 om, vha 120 kg Cargo

Vykladka: 4.5.2020 do 12h . Lengh  Widh  Heigh o Wi ©
Cargoly as., Pohranicni 889, 156 00 Valasské Mezifici Description 120 80 120 - 120 -

Prosim o sdéleni SPZ auta pro nakladku. +
Dékuji za zajisténi dopravy a preji pijemny den
Petr Novak
Customer
Name o o
[_ Cargoly as. l |— 97946432 ] [_ CZ97946432
Supplier
Name . o
[-Tomsped s.r.o. l [ 87956214 ‘ [- CZ87956214
Other
Telefon: 548485611 Fax: E-mail: novak@cargoly.cz [ 29.04.2020 l [ 3000.0 l
Mobilni telefon: WWW: www.cargoly.cz

SAVE

Obrazek 5.1: Prvni verze uzivatelského rozhrani. Webova aplikace je rozdélena na 2 ¢ésti.
Leva strana obrazovky obsahuje objednavku s vyznacenymi hodnotami a na pravé strané
jsou formulate do kterych lze doplnit ¢i upravit data. Ve webové aplikaci z divodu ¢itelnosti
neni vidét celd obrazovka najednou, ale je potfeba scrollovat.

5.2 Prvni navrh

Prvni navrh lze vidét na obrazku 5.1. Navrh vychézi z dosavadnich aplikaci, které se zaby-
vaji zpracovanim dokumentt viz kapitola 2.2.4. Pti testovani prvniho ndavrhu bylo ovsem
zjisténo, ze uzivatel je prilis ¢asto nucen scrollovat, aby nasel potrebné informace v ob-
jednéavce. U nékterych objednavek bylo také slozité se v barevné vyznacenych hodnotéach
vyznat. V pripadé, ze vyznacovani hodnot bylo provadéno podle kategorii, vyskytovalo se
v objednavce nékolik poli se stejnou barvou, coz vedlo k ¢astému zmateni uzivatele. V pii-
padé pouziti jiného barevného vyznaceni pro kazdé pole bylo naopak v objednavce nékolik
poli s podobnym odstinem a nebylo tak snadné k jednotlivym polim v objednédvce priradit
dané pole ve formulari.
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Order 041220 B @ @

° Loading Forma thrady :
726
° Unloading 526 E-mail : candorcorp@ecandorcorp.cz
spojeni:  51-36144446237/0100
Dodavatel : Vortex Solar s.r.o.
G Zelena 420/74
@ caee 60200 Brmo
IC : BB226688 DIC : CZ88226688
Kontakt:
° Customer ;::mn,
E-mail:
Cena celkem
° Supplier o T it =Rl o i AOPY 1173 Al \fmRT = nn e
Name Ico Dic
[Vorlex Solar s.r.0. I (88226688 ’ [czsazzeesa I

Other

Obréazek 5.2: Druhd verze uzivatelského rozhrani. Aplikace obsahuje interaktivni ukazatel
prubéhu kontroly na levé strané obrazovky. Ve stfedu obrazovky je poté zobrazen vystiizek
sekce a formular k dané sekci.

5.3 Druhy navrh

U druhého navrhu bylo vyuzito znalosti typu dokumentu. Pokud vSechny dokumenty ne-
hledé na Sablonu obsahuji stejné informace, pak je mozné objednévku rozdélit do nékolika
sekci. Kazda sekce obsahuje informace urcitého typu. Pro vSechny sekce jsou pak vytvoreny
vystrizky zobrazujici pouze danou c¢ast objednavky. Uzivatel pak nekontroluje celou objed-
navku najednou, ale mize si dovolit postupovat po krocich, coz vede k vyraznému zlepseni
prehlednosti a tim i rychlosti kontroly. V navrhu se vyskytuji sekce nakladky, vykladky,
nakladu, zakaznika, dodavatele a ostatni. Pro kazdou sekci byl také vytvoren formular
umoznujici upravovat jednotlivé informace v sekci. Navrh 1ze vidét na obrazku 5.2.

5.4 Finalni navrh

Po testovani s budoucim uzivatelem nastroje bylo zjisténo, ze neni jasné zda pii kliknuti na
ukazatel jsou ulozeny vyplnéné informace, bylo tedy pridano tlacitko pro pokracovani, které
uzivatele automaticky presmeéruje na dalsi krok kontroly. Bylo také zjisténo, ze vystiizky
sekci nakladka a vykladka jsou Casto prekryvany a jelikoz obsahuji méalo informaci je mozné
je spojit do jedné sekce. Bylo pridano dalsi usnadnéni v podobé moznosti zobrazeni i jinych
vystrizka, nez které patii k sekci, coz umozni uzivateli plynule doplnit informace, které
systém nenasel a které tedy nejsou zahrnuty do vystiizku. S touto zménou se také presunul
ukazatel priubéhu pro zachovani konzistentnosti uzivatelského rozhrani. Nékteré formulare
lze vidét na obrazku 5.4. Celkovy navrh lze vidét na obrazku 5.3.
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20070210.pdf B Q @

Route Cargo Customer Supplier

Available screenshots: FULL 1 2 4 5

Objednavka prepravy: 030420203
Na zikladé naSeho jednnf a dle par. § 622 Ot
prepravu za ndsledujicich podminek
Naklidka: 9.4.2020

SPOL s.r.0.

Testovaci 123
CZ 123 45 Brno

Vyklidka:
Posci Bus Station
Sopron, Allomiis u.2
HU 6500 Sopron
Zbozi: 13.6 tilt truck — 23 pallets, 23.759 tons

Cena: 650 eur 7a 1 LKW

_Ostatni platebnf podminky:

Loading Unloading
Loading Unloading Date
)
Loading Address Unloading Address
SPOL s.r.0. Testovaci 123 CZ 123 45 Brno Posci Bus Posci Bus Station Sopron, Allomés u.2 HU 6500 Sopron

Station

GO BACK CONTINUE

Obréazek 5.3: Findlni verze uzivatelského rozhrani pro ovéfeni rozpoznavani je rozdélena
na 3 c¢asti. Ve vrchni ¢ésti se nachézi ukazatel pribéhu kontroly a tlacitka pro zobrazeni
nalezenych vystrizka. Pod vrchni ¢asti se nachazi nalezeny vystrizek pro zrovna kontrolo-
vanou sekci objednévky. V piipadé ze pro dany segment nebyl zadny vystiizek nalezen je
uzivatel na tuto skute¢nost upozornén a muze si zobrazit celou objednavkou nebo néktery
z ostatnich vystiizka. Ve spodni ¢asti obrazovky je pak formulai pro kontrolu a pripadnou
zménu ¢i doplnéni informaci k dané sekci.

Odbératel: Obj

Cargoly a.s.
Pohranitni 889, Krasno nad Betvou
15600 ValaSské Meziffei

Cargo
v Lengt i eloh

Description 1 31 11 16 CM~  Weight Unit

Coun ength Width Helght Uni (=
Description 1 32 11 15 CM ~  Weight Unitv X S

ount Lengt n on
Description 1 32 11 18 CM .~ Weight Unitv X

cout Lengtn Wt g un Customer
Description 1 27 11 07 CM .~ Weight Unitv X

Name Ico Di
4 [_Cargo\y as. l [-97946482 I [_6297946432 I

Obréazek 5.4: Formulafe webové aplikace. Na levé strané obrazku lze vidét formular pro
upravu nakladu. Na pravé strané se nachézi formular pro Upravu subjektt, tedy zdkaznik
a dopravce.
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Kapitola 6

Implementace

Projekt torv! byl rozdélen do tif ¢asti.

6.1 Datové slozky

obsahuji slozky, které jsou potieba pro praci samotného modulu rozpoznavani tak i serveru.
models obsahuje vytrénované klasifika¢ni modely.

data obsahuje pomocné soubory, ktery modul vyuziva. Jedna se o schému objednavky
a seznam mést.

w2v obsahuje word2vec modely a textové korpusy pouzivané pro trénovani word2vec mo-
del.

6.2 Rozpoznavaci knihovna

Rozpoznévaci knihovna v Pythonu je jadro této aplikace, obsahuje skripty pro zpracovani
a rozpoznani objednavek, které budou vyuzivany serverem, ale mohou byt pouzivany i z ter-
minalu nebo byt napojeny na jiné aplikace. Dale se zde nachazi skripty pro vytvareni tex-
tovych datasetli, word2vec modell a klasifika¢nich modeld. Pro usnadnéni dalsiho vyvoje,
jsou zde k dispozici také skript na vyhodnoceni modeli, vizualizaci vektorového prostoru
word2vec modelt a testovaci skript pro vyhodnoceni aspésnosti nastroje. Modul byl napsin
v jazyce Python? s vyjimkou hleddni mést, které bylo z ditvodu rychlosti napsino v jazyce

C3.
torv

obsahuje vsechny potrebné zdrojové kédy pro zprovoznéni rozpoznavaciho programu.

addc.c je pomocny program pro hledani mést v textu. Pred pouzitim je nutné zkompilovat
pro pouzivanou architekturu. Jako vstup dostava text a cestu k souboru obsahujici mésta.

Ltorv — Transport Order Recognition and Verification
2Python — https://www.python.org/
3C - http://wwu.open-std.org/jtcl/sc22/ugld
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constants.py obsahuje globalné pouzivané konstanty.
main.py je skript sdruzujici ostatni funkce pro zpracovani objednavky.

datasets obsahuje textové datasety viz 4.2.3. Datasety urc¢ené pro trénovani maji prefix
train, datasety pro testovani maji prefix test.

logs obsahuje logy z trénovani modela.

recognition obsahuje skripty pro ¢teni a zpracovani objednavek.

o pdf_parser.py obsahuje funkce nutné pro cteni pdf dokumenti, detekci CID fonti
a zpracovani dokumentti pomoci OCR.

e order_recognition.py obsahuje funkce pro samotné rozpoznani a klasifikaci jiz pre-
¢tené objednavky.

e entity_recognition.py obsahuje funkce pro identifikaci entit v textovych elemen-
tech dokumentu, které dale urcuji klasifikaci elementu.

classification obsahuje skripty pro vytvoreni objekti nutnych ke klasifikaci — textové
datasety, klasifikacni a word2vec modely.

e binary_dataset.py slouzi pro vytvoreni textovych datasetti. Textové datasety jsou
vytvareny zvlast pro trénovaci a testovaci data. Textovy datasety jsou urceny pro
binarni klasifikaci, pro kazdou kategorii je vytvoreny dva datasety — trénovaci a tes-
tovaci.

e train_model.py slouzi k trénovani bindrnich klasifikacnich neuronovych siti. Obsa-
huje funkce pro klasické trénovani i trénovani s k-fold cross validaci. Pro trénovani je
nutné poskytnout jiz vytrénovany word2vec model a textové datasety.

e w2v.py je skript pro praci s word2vec v ramci projektu. Umoznuje vytvorit Cisty
textovy korpus z objednavek, tedy prepis pdf do prostého textu. Skript také obsahuje
funkce pro vytvoreni predzpracovaného korpusu, které jsou vytvoreny z anotaci jak
bylo popséano v kapitole 4.2.2. Z téchto korpusu je mozné vytrénovat word2vec modely
s ruznymi parametry.

classification/experimental obsahuje moduly pro klasifikaci, které nejsou pouziviny
ve findlni verzi aplikace, kvili malé uspésnosti viz kapitola 4.3.1. Jejich vyuziti by mohlo
nastat s naristem trénovacich dat.

e« multiclass_dataset.py obsahuje funkce pro vytvoreni textovych datasett pro vice-
tridni klasifikaci. Pro nasledné pouziti s vicetridnimi klasifikatory je opét zapotirebi
par trénovaciho a testovaciho datasetu, oba obsahujici zdznamy ke vsem kategoriim.

e multiclass_train_model.py obsahuje funkce na vytvofeni a trénovani vicettidnich
klasifikdtori. Pro trénovani je opét potreba word2vec model a vicetiidni textové da-
tasety.
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utils obsahuje pomocné funkce pro zpracovani objednavek, vystiizki, pro praci s modely,
vektory a obecné pouzivané pomocné funkce.

image_utils.py obsahuje funkce pro praci s vystiizky. Konkrétné se jedné o ofiznuti
vystrizki, zvyraznéni nalezenych hodnot a ukladani.

model_utils.py obsahuje funkce pro praci s word2vec modely a pomocné funkce
pro praci s jejich vektory. Déale skript obsahuje funkce pro vytvareni architektury
klasifika¢nich modeli a pro zpracovani dat predédvanych modelu.

order_utils.py obsahuje funkce pro praci s objednavkami. Jedna se o funkce pro
forméatovani dat, hledani sousedd a sprava kontextti potifebnych pro vytvareni vy-
strizk.

utils.py obsahuje funkce pro praci s fetézci, slovniky, datumy a jiné funkce pouzivané
v celém projektu.

w2v_visualization.py umoznuje vizualizovat word2vec model pomoci PCA. Spe-
cifikovanim klicovych slov z riuznych kategorii je mozné lépe pochopit a vyhodnotit
jednotlivé word2vec modely.

eval_models.py je skript slouzici pro vyhodnoceni binarnich modelt nad datasetem
objednavek. Skript poskytuje hodnoty matice zdmén a dulezité metriky jako F1 skore,
presnost, preciznost a senzitivita.

tests

eval_test.py je test ktery vyhodnoti vSechny objednavky ve specifikované slozce.
Pro urychleni testovani je mozné vyhodnocovat pouze objednavky, u kterych neni
potfeba pouzit OCR.

6.3 Klientska cast aplikace

Webova aplikace je napsana v JavaScriptu® s vyuzitim knihovny pro tvorbu uzivatelského
rozhrani, React®. Design aplikace byl navrzen podle Material Design®, stejné jako vyuzité
komponenty z knihovny Material UI”. Technologie byly zvoleny podle pouzivanych techno-
logii v systému Cargotic, pro co mozna nejsnazsi integraci.

src

obsahuje zdrojové kédy k webové aplikaci.

forms obsahuje formuldre pouzité pro vyplnovani informaci.

components obsahuje specidlni komponenty jako je textové pole nebo komponenta pro
vybér datumu se specifickym rameckem podle typu hodnoty.

4JavaScript — https://www.javascript.com
"React — https://reactjs.org

SMaterial Design — https://material.io
"Material UI — https://material-ui.com
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OrderValidation obsahuje stranku pro editaci objednavek.
OrderContext obsahuje kontext objednavky a provider kontextu.

public

obsahuje index aplikace, manifest definujici zdkladni prvky webové aplikace a obrazek po-
uzivany na tvodni obrazovce.

6.4 Serverova cast aplikace

Webovy server je napsan v jazyce Python s vyuZitim frameworku Django®.
manage . py je hlavni skript slouzici pro préaci se serverem.
orders obsahuje pdf dokumenty objednavek, které byly serverem zpracovany.

screenshots obsahuje vytvorené screenshoty objednavek na které je mozné se dotazovat.

server

e controller.py definuje logiku jednotlivych endpointi API.
e settings.py obsahuje zdkladni nastaveni serveru.
e urls.py obsahuje seznam endpointi.

« wsgi.py obsahuje Web Server Gateway Interface?.

8Django — https://www.djangoproject.com
9WSGI - https://docs.djangoproject.com/en/3.2/howto/deployment /wsgi
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Kapitola 7

Hodnoceni rozpoznavaciho systému

7.1 Dosazena presnost klasifikace

Porovnani jednotlivych typ modelt probéhlo v kapitole 4.3. Nasledujici sekce se zaméii na
uspeésnost klasifikace v celém systému. Uddvané hodnoty jsou presnosti klasifikace provedené
nad testovacim datasetem popsanym blize v kapitole 2.3 a ohodnocené testovacim skriptem.
Postup testovani je blize popsén v kapitole 4.5. Histogram celkové tispésnosti rozpoznévani
lze vidét na obrazku 7.1.

7.1.1 Uspé&snost zikladnich kategorii

Zéakladni kategorie jsou urceny pomoci klasifikacnich model. V tabulce 7.1 muzeme vi-
dét porovnani vysledki na objednavkach pii kterych neni nutné pouzit OCR (torv-clean)
a vysledky na vSech objednavkach (torv).

7.1.2 Uspé&snost nalezeni adres v objednévkach

K specidlnim kategoriim patii adresy. Ty spoléhaji na klasifikacnich modely, konkrétné na
spravné urceni datumi, ale mimo to jejich ispésné rozpoznani zavisi také na mechanismu
spravného nalezeni mést v ramci objednéavky. Uspésnost systému pfi rozpoznani adres lze
nalézt v tabulce 7.2.

7.1.3 Uspésnost nakladu

Mnozina kategorii specifikujici ndklad patfi zatim ke kategoriim urc¢ované cisté podle heu-
ristik, protoze anotace neobsahuji dostatek dat pro vytrénovani efektivnich klasifika¢nich
modelti. Dosavadni vysledky lze nalézt v tabulce 7.3.

7.2 Porovnani s konkurenci

V nésledujici sekci budou porovnany vysledky ndmi navrzeného feSeni s konkuren¢nimi
fesenimi. Jak bylo zminéno v kapitole 2.2.4, porovnani s existujicimi néstroji neni jednodu-
ché. Komercni nastroje pro obecné zpracovani dokumentu neposkytuji plnou funkcionalitu
bezplatné a védecké ¢lanky se zabyvaji prevazné zpracovanim faktur a uctenek, nejcastéji
s vlastnimi datasety. V nasledujicich porovnanich se zamérime prevazné na vysledky sys-
tému zpracovavajici faktury, které jsou podobnéjsi prepravnim dokumentim nez uctenky.
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Obréazek 7.1: Histogram celkové tispésnosti rozpoznani. Celkové skére objednavky je pramér
skére jednotlivych poli jak je popsano v kapitole4.5.

datum zakaznik dopravce
objed. | nakl. | vykl. | jméno| i¢o | di¢ |jméno| i¢o | di¢ | cena
torv-clean | 0.833 [0.633|0.600| 0.600 |0.866|0.933| 0.833 | 0.700 |0.800 | 0.700
torv 0.861 [0.583]0.666 | 0.611 |0.861|0.888| 0.805 |0.722|0.777|0.694

Tabulka 7.1: Uspé&nost klasifikace zdkladnich kategorii. Z vysledki vyplyvé, Ze nutnost
zpracovat objednavky pomoci OCR nijak vyrazné neovlivni vysledky modelu. Odchylky
mezi vysledky jsou predevsim ndhodného razu a budou se zmensovat spolu se sesbiranim
vice dat.

Protoze nékteré systémy rozpoznavaji i pro nas nerelevantni hodnoty, budou porovnavany
pouze stejné nebo podobné kategorie informaci.

7.2.1 Majumder et al. 2020

Védecky ¢lanek publikovany v roce 2020 tymem vyzkumnikt ze spole¢nosti Google, Majum-
der et al. [10] se zabyva extrakei informaci z formuldfovych dokumentt, konkrétné faktur
a uctenek, za pomoci modelu zalozeného na transforméatorech a self-attention mechanismu.
V ramci prace byl sesbirdn a anotovan dataset o velikosti skoro 500 uctenek a 15 000 faktur.
Autori se zamérili na extrakei datumi a celkové ceny u i¢tenek. U faktur bylo rozpoznavano
celkem 8 poli, kde extrahované hodnoty spadaly do jednoho z typu cena, datum, Tetézec.
Vysledky prace na fakturdch byly déle rozebrany v ¢ldanku [16]. Porovnéni s navrzenym fe-
senim lze vidét v tabulce 7.4. Byly porovnany pouze pole, které spolu souviseji, tedy datum
faktury/objednavky, datum dodéni/vylozeni a celkova cena.

7.2.2 Chargrid, Katii et al. 2018

Chargrid je systém sepsany v préci [6] od Katti el al. Systém mél k dispozici 12 000 faktur
od ruznych vyrobet a v ruznych jazycich. Autori navrhli nékolik modelu, které klasifikovali
do celkem 8 kategorii. Jako ojedinély systém, Chargrid extrahuje z dokumentt i adresy,
konkrétné tedy adresu vyrobce.
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nakladka | vykladka
torv-clean 0.396 0.496
torv 0.406 0.483

Tabulka 7.2: Uspésnost rozpoznani adres. Uspésné nalezeni adres je nepfimo zavislé na
uspésnosti klasifika¢nich modelt. Lze tedy predpokladat, ze s pribyvajicimi daty a tspés-
néjsim rozpoznavanim souvisejicich datumi, vzroste i ispésnost nalezeni adres.

kvantita | délka | Sika | vika | 10ROtk | (4, | Jednotka

rozmért vahy

torv-clean | 0.467 | 0.763 | 0.795 | 0.872 | 0.861 | 0.774 | 0.842
forv 0472 | 0.750 | 0.758 | 0.875 | 0.834 | 0.756 | 0.844

Tabulka 7.3: Uspésnost rozpoznani ndkladu v objedndvkach. Vysledky ukazuji Ze rozpo-
znavani pomoci heuristik funguje pomérné dobfe na rozméry nakladu, vihy i kategorické
hodnoty urcujici jednotky. Mensi tispésnost u kvantity zbozi je zptisobena predevsim vzac-
nym vyskytem v objednavkéch, jelikoz se jedna o sekundarnich informaci a casto byva
vynechdna nebo nahrazena 0.

V préci je vykonnost systému métrena jejich vlastni metrikou. Pro predikci je spocitan
pocet nutnych dprav vsech instanci jedné kategorie pro dosazeni ground truth (zakladni
pravda) jednotlivych instanci. Tento pocet tprav je poté vydélen celkovou délku instanci
této kategorie. Tato metrika C je definovana v rovnici 7.1, kde I je poc¢et nutnych vloZent,
M je pocet nutnych modifikaci a D je pocet nutnych smazani pro dosazeni ground truth.
Rovnice byla prevzata z prace [6].

I+D+M

N

Tato metrika muze byt vypovidajici u systému pracujicich na drovni fetézca, pokud
ale stejnou metriku aplikujeme na nas systém, ktery klasifikuje entity, nebudou vysledky
vypovidajici. Prikladem miize byt Spatna klasifikace datumi, pokud nas systém nespravné
klasifikuje datum objednavky ,,23.05.2021“ jako datum nakladky, které mé ground truth
,26.05.2021%, bude podle metriky vykonnost modelu 0.9. V takovém piipadé by nas model
dosahoval velmi vysoké tspésnosti i pfi Spatné klasifikaci vSech vzorkd. V nésledujicim
porovnani v tabulce 7.5 bude proto pro nas model zachovina metrika tspésnosti klasifikace
jak je popsana v sekci 4.5, porovnani je tedy potfeba brat s urcitou rezervou.

C=1- (7.1)

7.2.3 Kirieger et al. 2021

Prace publikovand Krieger et al. [7] se zabyva extrakei informaci z faktur pomoci grafovych
neuronovych siti. V rdmci prace bylo sesbirdno pres 1100 faktur od vice nez 300 unikatnich
vyrobct. Modely dokazi klasifikovat informace do kategorie datum, ¢islo nebo cena faktury.
Cislo objednavky nenf v rdmci nasf préce relevantn{ a je proto vynechano z porovnani, které

lze najit v tabulce 7.6.
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invoice date | delivery date | total amount
Majumder et al. 0.940 0.667 0.858
torv 0.729 0.730 0.632

Tabulka 7.4: Porovnani F1 skore s vysledky z prace navrhujici model zaloZeny na trans-
formatorech a self-attention mechanismu. Z vysledka lze vidét, ze nas model si vedl 1épe
na datu dodani, které neni na vSech dokumentech tplné bézné. U informaci uvadénych na
kazdé fakture jako je datum faktury nebo cena si vedl 1épe porovnavany model.

invoice date | invoice amount | vendor name | vendor address |item quantity
sequential 0.839 0.791 0.289 0.169 -0.018
image-only 0.456 0.689 0.196 0.139 0.467
CG-net 0.837 0.807 0.360 0.391 0.652
CGH-C32 0.804 0.779 0.320 0.314 0.640
CGH-C64 0.842 0.801 0.342 0.368 0.645
| torv [ 0.861 0694 | 0.805 | 0483 | 0472

Tabulka 7.5: Porovnéani klasifikace se systémy Chargrid (CG — chargrid, CGH — chargrid-
hybrid). Z vysledki lze vidét, ze nas systém si lépe vede na fetézcovych datech jako jsou
jména nebo adresy subjektt, podobna tispésnost klasifikace je u datumu a hire si nas systém
vede u ¢isté ¢iselnych dat jako je kvantita nebo cena.

7.2.4 Lie et al. 2019

Price publikovana Liu et al. [9] se zabyva ndvrhem systému pro extrakei informaci z fak-
tur za pomoci grafovych konvolu¢nich neuronovych siti. Tyto modely byly porovnany se
starsimi baseline modely BILSTM-CRF [5]. Vysledky byly prezentovény klasifikaci 6 poli
na datasetu 3000 oficidlnich ¢inskych faktur, které maji fixni Sablonu. Porovnani 1ze najit
v tabulce 7.7.

7.3 Rychlost rozpoznavani

Pro urychleni price uzivateltim je nutné aby systém dokézal zpracovavat pozadavky v real-
ném case. Na testovacich objedndvkéach byly tedy zméreny casové narocnosti jednotlivych
ukonti. Béhem testovani byla zanedbana c¢asova naro¢nost sifovych operaci jako posilani
pozadavktl ¢ pifjem dat. Testovani probéhlo na stroji s Intel CPU i5-4210M 3.20 GHz!
a klasifika¢ni modely vyuzivali pouze toto CPU.

Rychlost celého zpracovani je ovlivnéna predevsim pouzitim OCR a jestli se vytvari
vystrizky. Zpracovani objednavky bez pouziti OCR a bez vytvareni vystrizkia trva v priméru
480 ms. V piipadé pouziti OCR opét bez vystiizki, trva zpracovani 4430 ms. Vytvaieni
vystiizkl trva v obou piipadech 250 ms.

https://ark.intel.com/content/www/us/en/ark/products/81012/intel-core-i5-4210m-
processor-3m-cache-up-to-3-20-ghz.html

43


https://ark.intel.com/content/www/us/en/ark/products/81012/intel-core-i5-4210m-processor-3m-cache-up-to-3-20-ghz.html
https://ark.intel.com/content/www/us/en/ark/products/81012/intel-core-i5-4210m-processor-3m-cache-up-to-3-20-ghz.html

invoice date

total amount

Krieger et al.

0.905

0.820

torv

0.729

0.632

Tabulka 7.6: Porovnani F1 skére s pristupem grafovych neuronovych siti. Porovnavany
systém byl vytrénovan pro klasifikaci pouze 3 poli ve kterych je velmi efektivni a vykonnéjsi
nez nas systém.

invoice date | price | buyer name | seller name
Baseline 1 0.962 0.527 0.402 0.681
Baseline 11 0.963 0.910 0.797 0.731
Liu et al. 0.963 0.943 0.833 0.782
torv 0.729 0.632 0.877 0.727

Tabulka 7.7: Porovnani F1 skore porovnatelnych poli s pristupem grafovych konvolu¢nich
neuronovych siti. I kdyz byl porovnavany model trénovan na fixnich sablonach, dokaze nas
systém podat porovnatelné vysledky pri hledani jmen subjektt. Pri klasifikaci ostatnich
kategorii porovnavany model podal lepsi vysledky.

Rychlost klasifikace do kategorii
nuta klasifikace adres.

je kolem 200 ms. V tomto ¢asovém tudaji neni zahr-

Rychlost klasifikace adres se pohybuje kolem 110 ms. Dostacujici rychlosti bylo dosa-
zeno pouzitim jazyka C pro vyhleddani mést. V Pythonu stejnd operace trvala kolem 3 s.

7.4 Celkové zhodnoceni

Pri vyhodnoceni a porovnani navrzeného systému s podobnymi pracemi jsme dospéli k né-
kolika zavértm.

e Slabinou naseho systému je rozpoznani obecnych informaci jako cena nebo datum
faktury, kde tspésnost klasifikace zaostava pred ostatnimi systémy.

vvvvv

data doruceni, nadprumérné vysledky ma také v oblasti rozpoznani fetézcovych dat
jako jsou nazvy spolecnosti.

e Zatimco nas systém byl vytrénovan na 105 dokumentech, ostatni systémy méli k dis-
pozici casto tisice az deseti-tisice dokumentu.

e Ostatni systémy casto dokazi rozpoznat pouze nékolik malo poli, které by samy o sobé
nemély v feseni naseho problému takovy vyznam a rychlost prace by usettily pouze
minimalné.

e Navrzeny systém je dostatecné rychly pro pouziti v redlném case.
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Kapitola 8
Zaver

Cilem této prace bylo vytvorit ndvrh a implementaci webového néstroje, ktery usnadni
praci dispecertim spedic¢nich a dopravnich firem pomoci automatizovaného rozpoznani di-
lezitych informaci v objednavkach. Diky rozpoznani nemusi byt vSechny informace rucné
prepisovany dispecery, coz vede k usetfeni casu.

V ramci prace byl shromédzdén a anotovan dataset postacujici k vytvoreni efektivniho
systému. Pred zacdtkem jeho vyvoje byla prostudovana problematika extrakce informaci
z dokumenti a ze ziskanych znalosti byl navrhnut systém pro rozpoznani dulezitych infor-
maci v prepravnich dokumentech. Navrh byl poté implementovin a rtiznymi experimenty
postupné zlepsovan. Pro co nejefektivnéjsi vyuziti vyvinutého néstroje bylo navrhnuto uzi-
vatelské rozhrani. Nasledoval vyvoj webové aplikace véetné serverové casti, kterd slouzi
nejen pro zpracovani objednéavek, ale i pro sbér dalsich dat, pomoci kterych mtze byt sys-
tém dale zlepsovan.

Vysledkem je funkéni nastroj, ktery dokaze v redlném case zpracovavat prepravni doku-
menty. Usp&nost rozpoznani byla porovnana s pracemi zabyvajici se podobnymi problémy
a v nékolika ohledech je dokézala i prekonat. Na druhé strané systém neni dokonaly a v né-
kterych kategoriich nepodava pozadované vysledky. K rozpoznavacimu nastroji byla vyvi-
nuta webova aplikace a po konzultacich s budoucimi uzivateli byla postupné vylepsovana.
Ukéazku pouziti aplikace lze najit na videu'.

Implementace do administracniho systému Cargotic aktudlné probiha a po dikladném
otestovani néastroje v testovacim prostfedi bude poskytnut vSem jeho uzivatelim. Ve vyvoji
jak rozpoznavaciho systému, tak i webové aplikace bude nadale pokracovano. V ramci
rozpoznavani bude s pribyvajicimi daty zajimavé pozorovat vyvoj modelu a spolu s dalsi
experimentaci by mélo dojit k dalsim zlepsenim v spésnosti rozpoznavani. Nasledujicim
rozsifenim v rozpoznavacim modulu bude pridani dalsich poli k rozpoznéani, které dale ulehci
praci dispecertim. V ramci webové aplikace by bylo zajimavym rozsirenim kopirovani textu
primo z objednavky do formulaia pro pole, kde rozpoznani nebylo tispésné.

"https://www.youtube.com/watch?v=R-kLf1XRjeM
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Priloha B

JSON schéma anotace

"$schema": "http://json-schema.org/draft-07/schema",
"type": "object",
"properties": {
"shipment": {
"type": "object",
"properties": {
"orderDate": { "type": "string" },
"customer": {
"type": "object",
"properties": {
"name": { "type": "string" },
"ico": { "type": "string" },
"dic": { "type": "string" }

},
"supplier": {
"type": "object",
"properties": {
"name": { "type": "string" },
"ico": { "type": "string" },
"dic": { "type": "string" }

s
"price": { "type": "number" },
"currency": { "type": "string" }

1,
"journey": {
"type": "object",
"properties": {
"loading": {
"type": "object",
"properties": {

"date": { "type": "string" },
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"address": { "type": "string" }

1,
"unloading": {
"type": "object",
"properties": {
"date": { "type": "string" 1},
"address": { "type": "string" }

}
}
}
},
"cargo": {
"type": "array",
"items": {
"any0f": [
{
"type": "object",
"properties": {
"description": { "type": "string" },
"count": { "type": "string" },
"weight": { "type": "number" },
"weightUnit": { "type": "string" },
"length": { "type": "number" },
"width": { "type": "number" },
"height": { "type": "number" },
"lengthUnit": { "type": "string" }
}
}
]
}
}
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