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Abstrakt

Tato pace Tesi autonomni hrani hry Scotland Yard za vyuziti metody strojového uceni.
Dany problém je vyfesen pomoci algoritmu Monte Carlo tree search. Algoritmus Monte
Carlo tree search byl testovan proti algoritmu Alfa-beta. Vysledky testovani ukazaly, Ze
navrzeny algoritmus je funkéni, ale procento vyher u algoritmu Monte Carlo tree search je
nizsi nez u algoritmu Alfa-beta. Vysledkem prace je funkéni verze systému, ktery hraje zjed-
nodusenou verzi hry Scotland Yard autonomné. Déle prace obsahuje rozsifeni hry Scotland
Yard ptidanim agent a zménou parametri. Rozsifeni této verze pro algoritmus Alfa-beta
nebylo uspésné kvili nedostatecné kapacity vlastnich zdroju. Naopak algoritmus Monte
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Abstract

The thesis focuses on creating an autonomous system for the game Scotland Yard by using
machine learning method. The problem is solved by algorithm Monte Carlo tree search.
Algorithm Monte Carlo tree search was tested against algorithm Alpha-beta. These results
showed that Monte Carlo tree search algorithm is operational but win rate of this algorithm
is lower than win rate of algorithm Alpha-beta. The resulting system is functional, autono-
mous and capable of playing the game Scotland Yard on simplified game area. There was
an attempt to expand simplified version of the game Scotland Yard. In expanded version
algorithm Alpha-beta was not successful because of insufficient computational resources.
Algorithm Monte Carlo tree search, on the other hand, was more successful in expanded
version.
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Kapitola 1

Uvod

Deskové hry jsou urceny predevsim pro zabaveni skupiny hrac¢t na dlouhou dobu. Mezi
her. Diky jeji naroc¢nosti a slozitosti je vyzvou pro ni navrhnout a implementovat algoritmus,
ktery by tuto hru hral autonomné.

Cilem této préace je navrhnout, implementovat a porovnat metodu s ostatnimi implemen-
tovanymi metodami, které by byly schopné hrat samostatné hru Scotland Yard. Metoda by
méla simulovat lidského hrace a rozhodovat o pohybu figur. Metoda by méla nalézt nejlepsi
mozny tah. Moznost vybéru nejlepstho mozného tahu by vsak byla velmi ¢asové a pamétove
narocna pro vykonani pocitacem. Dalsi moznosti dané metody je v tomto pripadé vybér
optimalniho tahu, ktery by byl nejlepsi za uréitou dobu a s uréitymi prostiedky.

V kapitole 2 jsou rozebrany metody, které jsou vhodné k feseni tiloh rtizného typu. Tato
kapitola popisuje metody hrani her a feSeni tiloh pouzité v této praci.

V kapitole 3 je vysvétlen a popsan princip stolnich her. V této kapitole je taktéz vy-
svétlena dalsi slozitd hra Go a pristup reseni algoritmu, ktery hraje tuto hru autonomné.
Zde jsou taktéz vysvétleny principy deskové hry Scotland Yard.

Kapitola 4 je zaméfena na navrh metody, ktera by hrdla hru Scotland Yard a byla
by souperem lidskému protihraci. Déle je zde vysvétlena jiz existujici metoda pro hrani
zjednodusené verze hry Scotland Yard. Kapitola je dale zaméfena na navrh zjednoduseni
hry Scotland Yard pro ucely testovani metody.

V kapitole 5 je popsana implementace vybrané metody a experimenty s implemento-
vanymi metodami. Experimenty jsou vyhodnoceny a oduvodnény. Déle se kapitola zabyva
skalovanim zjednodusené verze hry Scotland Yard. Dtvodem skalovani je ovéfeni imple-
mentace metod s rozsitenym modelem, kde metody jsou implementovany pouze na zjedno-
duseném modelu hry Scotland Yard.



Kapitola 2
Metody reseni tloh

Metod feSeni tloh je hodné a kazda se hodi nebo postacuje jen na urcity typ problému.
V této kapitole jsou uvedeny a vysvétleny nékteré metody feseni tloh, které se pouzivaji
k Teseni ruzné slozitych problému. Nékteré by mohly byt vhodné pro reSeni problému,

Informace z této kapitoly jsou prevzaté predevsim ze studijni opory F. V. Zbortila a F.
Zborila [15] a prace V. Nefada [10]. Déle jsem cerpal z préace S. Russella a P. Norviga [1].
Informace o neuronovych sitich jsem cCerpal ze stranky IBM [6] a knihy Uméld inteligence
[9]. Informace pro metodu Monte Carlo tree search, kterou se prace blize zabyvd, jsem
cerpal ze stranek GeeksForGeeks [11], online ¢lanku o Monte Carlo tree search [5], ¢lanku
Monte Carlo Tree Search for the Game of Diplomacy [13] a ¢lanku Overview on DeepMind
and Its AlphaGo Zero Al [7].

2.1 Metody hrani her

Pro jednoduchost se zaméiime pouze na hry mezi dvéma hraci (pfip. tymy hrécu), ktefi
se po jednotlivych tazich hry pravidelné stridaji. Tyto hry mtzeme rozdélit na jednoduché
hry a hry slozité. Jako jednoduché hry miizeme oznacit takové hry, u kterych lze cely jejich
stavovy prostor prohledat v rozumném case. Mezi takové hry patti napiiklad hra piskvorky
s velikosti pole 3 x 3, kde pocet moznych stavii na hrac¢tiv tah je nejvyse 9. Vétsina her
je ale slozitych, kde nelze v rozumném case prohledat cely stavovy prostor. Tyto metody
rozkladaji problém na podproblémy a jsou ptirozenymi metodami, které pti feseni obtiznych
ukolil pouziva i ¢lovék. V nésledujicich sekcich budou vysvétleny nékteré stromové metody
pouzivané pii hrani her. Tyto metody jsou:

o« AND/OR grafy
e Minimax algoritmus

o Alfa a Beta fezy (Alpha-beta pruning)

2.1.1 AND/OR grafy
AND/OR graf rozklada problém na dva podproblémy:

e Problém AND, ktery je fesitelny pouze pokud vSechny jeho podproblémy jsou resi-
telné.



e Problém OR, ktery je fesitelny pokud alespon jeden z jeho podproblémi je FeSitelny.

Tyto stavy si lze predstavit jako mozné tahy jednotlivych hraci. Stav OR je tah hréce,
jelikoz mu staci jen jeden tah ze vsech moznych taht k vitézstvi. Stav AND je tah protihréace,
protoze muze vybrat kterykoli z moznych tahti a hra¢ musi pocitat s tim, ze protihrac vybere
ten nejlepsi. Tato metoda se spise hodi pro jednoduché hry, jelikoz je treba znat cilové stavy
neni mozné.

Na obrézku 2.1 lze vidét piiklad problému AND (vpravo) a problému OR (vlevo). Uzel
A (problém OR) je na tomto obrazku resitelny, pokud alespon jeden z uzli B, C nebo D je
fesitelny. Uzel B (problém AND) je na tomto obrézku fesitelny, pokud vschny z uzla F, G

a H jsou resitelné.

<™

Obréazek 2.1: Ukazka problému OR a AND (Zdroj: [15])

2.1.2 MiniMax algoritmus

Slozité hry jiz nelze fesit ¢istym AND/OR grafem, jelikoz stavovy prostor je prilis velky.
U téchto her se prohledavé pouze do predem daného poctu taht nebo do koncového stavu,
ktery by rozhodl o fesitelnosti/nefesitelnosti uzlu grafu. Z tohoto duvodu je treba uzly
néjakym zptisobem ohodnotit.

Pfi MiniMax algoritmu je vyuzito AND/OR grafu s tim rozdilem, ze algoritmus generuje
stavy do zadané hloubky nebo pokud nenajde feseni. Listovym staviim jsou pak prifazeny
hodnoty, na zakladé vhodné zvolené heuristické funkce. Nasledné jsou vraceny rodicovskym
uzlim ziskané hodnoty. V pripadé, ze se jednd o OR problém, vraci se hodnota nejvétsiho
z listd. Pokud jde o AND problém, zapise se do daného uzlu nejmensi hodnota z listu.
Timto zptusobem se propaguji hodnoty az do kofenového uzlu,tj. aktudlnihu stavu hry.
Algoritmus pak vybere tah k uzlu s nejvyssim ohodnocenim, tj. tah ktery je pro daného
hrace nejvyhodnéjsi.

2.1.3 Alfa a Beta rezy

Alfa a beta Tezy (téz Alfa-beta prefezavani nebo jen Alfa-beta) se v mnohém podobaji

algoritmu MiniMax. Narozdil od metody MiniMax metoda Alfa-beta zabranuje zbyteénému

vySettovani uzld, které s jistotou nemaji vliv na vysledek algoritmu. Alfa fezy zabranuji

zbytecnému prohledavani hracovych taht a beta fezy zabranuji zbytecnému prohleddvani

protihracovych tahi. K tomu pfispivaji dvé proménné, proménnd « a proménna 5.
Princip procedury Alfa-beta:



1. Vezméme si dany uzel a nazvéme ho uzlem X.

2. Pokud je uzel X kofenovym uzlem, nastav jeho proménné o« = —o0, f = oo (obecné
nastav hodnotu o na minimalni moznou hodnotu a hodnotu § na maximalni).

3. Pokud je dany uzel X listem (koneénym uzlem, nebo uzlem v maximélni hloubce)
ukon¢i proceduru a vrat ohodnoceni tohoto uzlu.

4. Pokud je dany uzel X typu OR (na tahu je hrac):

4.1 Dokud je a < 3, tak postupné pro nasledujici tah (bezprosttedniho néslednika
uzlu X a protihrace) volej proceduru AlfaBeta s aktudlnimi hodnotami promén-
nych a a 3.

4.2 Po kazdém vysetfeném tahu nastav hodnotu proménné o na maximum z aktualni
a navracené hodnoty.

4.3 Ukonci proceduru, vrat aktualni hodnotu proménné « a pro kofenovy uzel vrat
i tah, ktery vede k nejlépe ohodnocenému bezprostrednimu néaslednikovi.

5. Pokud je dany uzel X typu AND (na tahu je protihrac):

5.1 Dokud je o < 3, tak postupné pro nasledujici tah (bezprostfedniho naslednika
uzlu X a hréce) volej proceduru AlfaBeta s aktudlnimi hodnotami proménnych

aa f.
5.2 Po kazdém vysSetfeném tahu nastav hodnotu proménné 5 na minimum z aktualni
a navracené hodnoty.

5.3 Ukon¢i proceduru a vrat aktualni hodnotu proménné f.

Diky této procedure lze snizit mnozstvi vypocetniho ¢asu na dany tah.

Fungovani této metody je mozné si vysvétlit na prikladu. V obrazku 2.2 Ize vidét ukazka
stromu metody Alfa-beta. Na tomto obrazku jsou zndzornéni 2 hraci, hra¢ A a hrac¢ B. Hrac
A vold proceduru Alfa-beta pro aktudlni uzel oznaceny ¢islem 1 (kofenovy uzel) a pro uzel
2 hrace B. Do téchto uzli, jelikoz nejsou listovymi (koncovymi) uzly, se nastavi hodnoty
a = —oo a 8 = oo. Hra¢ B vold proceduru Alfa-beta pro uzel 2 a pro uzel 3 hrace A a
nastavi hodnoty o« = —oo a § = oo pro dané uzly. Hra¢ A vold proceduru Alfa-beta pro uzel
3 a pro listové uzly hrace B. Jelikoz jsou uzly expandované z uzlu 3 listovymi, tyto uzly jsou
postupné ohodnoceny Alfa-betou. Jelikoz to jsou uzly hrace B (typu OR), hodnota « uzlu 3
je postupné upravovana na maximilni ohodnoceni z jednotlivych koncovych uzli, které jsou
bezprostirednimi nasledniky uzlu 3. Hodnoty uzlu 3 je pak a = 8 a 8 = co. Hra¢ A nakonec
vrati hodnotu 8. Uzel 2 pak touto hodnotou nastavi 5 = 8, jelikoz se jedné o problém AND
a = min(8,00). Uzel 2 md v tomto okamziku hodnoty & = —oco a f = 8. Hra¢ B poté
vold z uzlu 2 proceduru Alfa-beta pro hrace A a uzlu 4. Hodnoty uzlu 4 jsou nastaveny
zuzlu 2 @« = —o0 a f = 8. Hrac¢ A z uzlu 4 vold proceduru postupné pro listové uzly hrace
B. Prvni listovy uzel hrace B je ohodnocen 9. Tato hodnota se zapise do hodnoty o« = 9
uzlu 4. Jelikoz je a@ > 3, procedura pro uzel 4 je ukoncena a uzlu 2 je vracena hodnota 9.
Jelikoz f = min(8,9), zustane hodnota = 8 v uzlu 2 nezménéna. Vold se pak procedura
Alfa-beta pro uzel 5. V tomto uzlu je nejvétsi ohodnoceni koncovych uzli 4. Tato hodnota
se vrati z uzlu 5 do uzlu 2, kde se zapise do f = min(8,4). Uzel 2 poté vrati hodnotu g a
uzel 1 ji zapise do a = 4. Z uzlu 1 se pouzije procedura Alfa-beta na uzel 6. Hodnoty uzlu
6 jsou stejné jako hodnoty uzlu 1, « =4 a 8 = co. Z uzlu 6 se vold procedura Alfa-beta na



uzel 7. V uzlu 7 se zvysi hodnota a z 4 na 5. z uzlu 7 se vrati hodnota 5, ktera se zapise do
hodnoty uzlu 6 5 = min(5, c0). Hodnoty uzlu 6 jsou a = 4 a 8 = 5. Nésleduje uzel 8. V uzlu
se postupné ohodnocuji listové uzly. Jakmile se narazi na uzel s ohodnocenim 9 (o > f3),
uzel se déle jiz neprohledava. U uzlu 9 nastane ten samy priklad kdy a > £ a prohledavani
uzlu 9 se ukonc¢i hned po ohodnoceni prvniho listového uzlu s hodnotou 6. Hodnota uzlu 6
B =5 se vrati a uzel 1 ji porovnd s aktudlni hodnotou o« = maz(4,5). Aktudlni hodnoty
uzlu 1 jsou @« = 5 a f = 00. Z uzlu 1 se zavold procedura Alfa-beta na uzel 10. Hodnoty
tohoto uzlu jsou stejné, jako hodnoty uzlu 1. Z uzlu 10 se zavold procedura Alfa-beta na
uzel 11. Hodnoty uzlu 11 jsou o = 5 a § = oo. Jelikoz zddny z listovych uzli nemd vétsi
ohodnoceni jak hodnota uzlu 11 a = 5, vrati uzel 11 hodnotu 5. Hodnota g se v uzlu 10
prepiSe na 5 a protoze plati a > [, algoritmus jiz dale ve vySetfovani uzlu nepokracuje.
Vrati se hodnota uzlu 10, ktera je 5. Vzhedem k tomu Ze je hodnota « stejna jako navracena
hodnota z uzlu 10, nic se neméni.

a=-045

873916241135392652123972964

Obrézek 2.2: Piiklad stromu Alfa a beta (Zdroj: [15])

2.2 Metody pro hrani slozitéjsich her

V jiz zminénych metodach mtze nastat situace, kdy vybrany nejlepsi tah nebude nejlepsi
z dlouhodobého hlediska.

Tak je tomu napiiklad u hry Go' nebo pravé u hry Scotland Yard?, kdy stavovy prostor
byva obrovsky i pii malé hloubce. V takovych pripadech tyto jednoduché metody nestaci
a nejsou vhodné, jelikoz vypocet jednoho tahu by trval dlouho a bylo by potfeba velké
mnozstvi prostredki. U hry Go bylo k takovému pripadu vyuzita neuronova sif spolu s me-
todou Monte Carlo tree search 3.2.1. Z tohoto diivodu by mohlo byt vhodné pouziti metody
Monte Carlo tree search a pouziti strojového uceni.

Lpodrobnéji vysvétleno v kapitole 3.2
Zpravidla hry vysvétleny v kapitole 3.3



2.2.1 Strojové uceni

Strojové uceni je disciplina, kterd je zamérend na algoritmy a techniky, které na zakladé
zkusenosti a dat zlepsuji efektivitu inteligentnich systému aniz by ¢lovék ménil dany algorit-
mus. Strojové uceni se pouziva, pokud nezndme presné reseni problému nebo nevime, jakym
zpusobem se dostaneme k feSeni problému. Strojové uceni muzeme rozdélit na 3 zakladni
skupiny:

o Uceni s ucitelem (supervised learning) - pouziva testovaci sadu. Testovaci sada je
oznacend mnozina vstupu a predpokladanych vystupt. To umoznuje algoritmu se na
zakladé této mnoziny dal ucit a rozhodovat.

o Uceni bez ucitele (unsupervised learning) - pouzivd neoznacenou mnozinu vstupi,
kde zadnd jind informace neni dostupna. Algoritmus spociva v nalezeni podobnosti
této datové sady. Pri uceni se vyuziva shlukové analyzy (clustering), kde jsou objekty
shlukovany na zakladé podobnych vlastnosti.

o Posilované uceni (reinforcement learning) - pouzivd ohodnoceni daného rozhodnuti
nebo dané akce a systém odmén. Odmeény mohou byt kladné i zaporné. Systém se
snazi maximalizovat vysledny soucet odmén.

2.2.2 Monte Carlo tree search

Monte Carlo tree search (zkracené MCTS) je metoda, kterd vyhodnocuje stavy pomoci
simulace vysledktu hry z daného stavu. MCTS pouziva tzv. exploration-exploitation trade-
off. Vyuziva doposud nejlepsi nalezené tahy ale zaroven musi pokracovat s hledanim tahu,
ktery by mohl byt lepsi, nez ten prozatim nejlepsi.

Tato metoda by se dala prifadit k discipliné strojového uceni, konkrétné do skupiny
posilovaného uceni. MCTS se da prifadit do skupiny posilovaného uceni, jelikoz hodnoti
konecny stav, toto hodnoceni se snazi maximalizovat a na zédkladé tohoto hodnoceni se dale
rozhoduje.

Proces algoritmu mtzeme rozdélit do 4 nasledujicich krok:

1. Vybér uzlu (Selection): Vybér za¢ind od kofenového uzlu a pokracuje az k listovym.
Vybiraji se postupné uzly s nejvyssim potencidlem, dokud se nedojde az k listovym.
Vybere se listovy uzel s nejlepsim potencidlem. Nazvéme vybrany uzel uzlem A.

2. Expanze (Ezpansion): Pokud vybrany uzel A neni konecny (konec hry) a pokud uzel
A byl jiz navstiven, algoritmus expanduje dany uzel a vybere ndhodné jeden z nové
expandovanych uzli (pokud uzel A nebyl navstiven neexpanduje se a nadale se s nim
pocita jako s uzlem B). Tento uzel nazvéme uzlem B.

3. Simulace (Simulation): Z uzlu B algoritmus MCTS simuluje tahy ndhodné nebo na
zékladé riaznych strategii. Simulace pobézi do koncového stavu (konec hry), nebo do
predem definovaného stavu.

4. Zpétna propagace (Backpropagation): Hodnota uzlu B je aktualizoviana na zakladé
vysledného stavu simulace, v nejjednodussim pripadé hodnota vyhry nebo prohry.
Algoritmus nésledné aktualizuje a propaguje hodnotu rodi¢ovskych uzli, tj. uzel bez-
prostiedné nad probiranym uzlem?®, dokud nedojde ke kofenovému uzlu.

3v piipadé uzlu B je rodiovskym uzelem uzel A



Tyto 4 kroky se opakuji dokud je dostatek prostiedki.
MCTS pro vybér uzlu pouziva v zdkladu vzorec tzv. Upper Confidence Bound (UCB),
ktery vypada néasledovneé:
InN

n;

UCB1=V;+Cx

(2.1)
Kde:

o V; = vazend odména/hodnota v daném uzlu

e C = je vhodné zvolené konstanta

e N = kolikrat byl navstiven rodicovsky uzel

o n; = kolikrat byl navstiven dany uzel

Po vy¢erpani pridélenych prostiedki (vyprseni ¢asového limitu nebo dosdhnuti zadaného
poc¢tu cykli) se vybere bezprostiedni néslednik kofenového uzlu s nejvyssi hodnotou/od-
ménou. Pro efektivni dosazeni optimélniho tahu je tfeba velké mnozstvi iteraci a ani to
nezajisti nalezeni nejlepsiho tahu.

Na obrazku 2.3 je znazornén piiklad jedné iterace tohoto algoritmu. Na obrazku vlevo
je vidét pocatecni stav metody MCTS. Metoda zacind v uzlu Sp. Do stavi S; a Sy se
dostaneme pomoci akci al a a2. Hodnota ¢ oznacuje ohodnoceni uzlu a hodnota n znaci
pocet navstiveni daného uzlu. Nejdrive se podle metody MCTS vybere uzel s nejvyssim
UCB. Jelikoz oba uzly S1 a Sy jesté nebyly navstiveny, jejich UCB je v obou ptipadech
nekonecény. Metoda proto vybere prvni uzel. Vybrany uzel S je uzlem listovym, ktery nebyl
navstiven (n = 0). Proto z tohoto uzlu metoda MCTS provede simulaci a neexpanduje ho.
Vysledek simulace lze vidét na obrazku 2.3 uprostied, kde hodnota V = 20 je vysledek
provedené simulace. Metoda MCTS poté zméni hodnoty nejdiive v S1 nat =20 an = 1.
Nésledné metoda zméni hodnoty v Sp na ¢t = 20 a n = 1. Vysledek zpétné propagace (a
tudiz prvni iterace MCTS) lze vidét na obrazku 2.3 vpravo.

at a2

%

2

N\
® ® @ B

Obrazek 2.3: Priklad 1 prubéhu algoritmu Monte Carlo tree search (Zdroj: [5])



Na obrazku 2.4 vlevo lze vidét pokracovani metody. Metoda MCTS opét zacne v ko-
fenovém uzlu Sy. Nésledné metoda MCTS vybird uzel s nejvyssim UCB. Jelikoz uzel Sy
jesté nebyl navstiven a hodnota UCB je rovna nekonec¢nu, vybere metoda MCTS uzel Ss.
7 tohoto uzlu metoda MCTS provede simulaci, kterd ma vysledek 10. Tato hodnota se
propaguje az ke kofenovému uzlu. Hodnoty uzlu S2 se zméni na ¢t = 10 a n = 1. Hod-
noty uzlu Sp se zméni na ¢t = 20 + 10 a n = 1 + 1. Vysledny stav lze vidét na obrazku
2.4 vpravo. Nésledné metoda MCTS pokracuje a vypocte nejdrive hodnotu UCB uzlu Sy,

kterd je 20 + 2 x \/lnT2 = 21.67. Metoda MCTS vypocte samoziejmé i hodnotu UCB uzlu

So, kterd je 10+ 2 \/@ = 11.67. Metoda MCTS si vybere uzel s vyssim UCB, coz je uzel
S1. Uzel S1 neni koncovym, tudiz metoda MCTS uzel Sy expanduje. Nasledné vybere jeden
z expandovanych uzli. Z tohoto uzlu provede metoda MCTS opét simulaci a vysledek si-
mulace zpropaguje az ke korenovému uzlu. Tento postup se opakuje dokud je potieba nebo
do vycerpéani prostredki (kone¢ny pocet cykli nebo vymezeny ¢asovy tsek pro algoritmus).
Po vycerpani prostredkti metoda vybere akci al nebo a2 z obrazku 2.4, kterda ma nejveétsi

hodnotu t¢.

at a2 a1 az

/ /

Obrazek 2.4: Ptiklad 2 prubéhu algoritmu Monte Carlo tree search (Zdroj: [5])

2.2.3 Neuronové sité

Neuronova sit je model zalozeny na struktute lidského mozku. Model napodobuje chovani
a zptsob pfesunu informace mezi jednotlivymi biologickymi neurony”. Neuronova sit je
tvofena vrstvami. Vstupni vrstva, jedna nebo vice skrytych vrstev a vystupni vrstva. Kazda
vrstva je tvorena uzly, formalnimi neurony. Kazdy neuron je spojen s dalSim neuronem a
mé svou vahu a préh (bias, threshold).

Formalni neuron je zédkladni stavebni jednotka neuronové sité. Formalni neuron se skldada
obecné ze vstupi, prahu a vystupu. Vstupy jsou ohodnoceny vahami, které urcuji dilezitost

“Neuron je buiika centrilniho nervového systému, kterd mé schopnost pfijimat a dekédovat infor-
mace ve formé elektrickych a chemickych signdla a pfenédset je do jinych bunék. [https://cs.encyclopedia-
titanica.com/significado-de-neurona]
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daného vstupu. Vahy mohou byt i zdporné. Vazeny soucet vstupnich hodnot oznacuje tzv.
potencial neuronu. Neuron je aktivovan, pokud je prekrocen prah. Vystup zavisi na aktivaéni
prenosové funkci S(§), kde & je potencidl neuronu.

Architektura neuronovych siti je riizna, ale jednou z nejzndméjsich architektur je uspo-
radani neuroni do vrstev. Kazda vrstva mize obsahovat tisice neuronii propojenych mezi
sebou. Neurony jsou mezi sebou spojeny vzdy jednim smérem a to od vstupni vrstvy k vy-
stupni. Tak je tomu na obrazku 2.5, kde je vidét tzv. hluboké& neuronova sit (Deep Neural
Network). Hluboké neuronova sit se lisi od normalni v architekture sité [8]. Rozdilem mezi
hlubokou neuronovou siti a jinou neuronovou siti je ten, ze obsahuje 2 a vice vrstev mezi
vstupni a vystupni vrstvou. Tyto vrsvy jsou schované a pro okoli nejsou vidét.

Neuronové sité se musi nejprve ucit na vstupnich datech, nez mohou byt pouzity. Uceni
neuronové sité je iterativni proces, kdy je siti predstaven vstup a na zakladé predpoklada-
ného vystupu jsou neurontim prerozdéleny jejich vahy. Tento proces muze trvat hodiny, dny
nebo i meésice.

Deep neural network
Input layer Multiple hidden layers Output layer

>

OO0

Obrazek 2.5: Ukdzka neuronové sité (Zdroj: [6])

11



Kapitola 3

Stolni hry

Existuje velké mnozstvi stolnich her, nékteré zavisi ¢astecné na pravdépodobnosti, u jinych
zalezi na strategii. Tato kapitola se bude hlavné zabyvat hrami s velkym mnozstvim moz-
nych taht, osvétli princip téchto her a problematiku, spojenou pravé s velkym mnozstvim
tahu. Aspekty této problematiky je mozné pripodobnit ke hie Go nebo hie Scotland Yard.

Posledni podkapitola je vénovana hie Scotland Yard, které se tato prace blize zabyva.
V této podkapitole je popsano, ¢im je hra Scotland Yard specifickd, ¢im se 1isi od ostatnich
her a ¢im je podobna. Navic jsou v dané podkapitole popsany zédkladni pravidla hry Scotland
Yard.

Zdrojem informaci pro tuto kapitolu jsou predevsim Overview on DeepMind [7], Mas-
tering the game of Go [12] a ¢ldnek AlphaZero, a novel Reinforcement Learning Algorithm
[2]. Pravidla hry Scotland Yard jsem cerpal ze stranky Ultra Board Games [4].

3.1 Tahové hry s velkym mnozstvim taha

Vétsina tahovych her je zaméfena na strategii a promyslenosti néasledujiciho tahu, ktery
by mohl zajistit vitézstvi daného hrace. U nékterych tahovych her je kazdy hra¢ sam za
sebe. Tak je tomu napriklad u hry Go. U jinych hrac¢i musi spolupracovat, aby dosahnuli
spolecného cile. Tak je tomu napiiklad u hry Scotland Yard. Ve strategii téchto her se
musi pocitat s moznymi tahy hrace a posoudit, které tahy jsou pro néj nejlepsi. Téchto
moznych tahtl byva u her, jako je napiiklad hra Go, velmi mnoho. Hra¢ ve své strategii
musi zahrnout svoje tahy, ale taktéZz moznosti protihrace. Diky tomu je naroc¢nost vybéru
tahu jesté vyssi. Mnohdy maji hraci navic omezenou dobu na samotny tah nebo na celou
hru. Touto skutec¢nosti je ndrocnost vykonani tahu jesté umocnéna.

3.2 Hra Go

K deskovym hram s velkym mnozstvim moznych taht patfi naptiklad hra Go [3]. Go je
strategickd deskova hra, kterd pochazi z Ciny. Jedna se o jednu z nejstarsich deskovych her.

Hru hraji 2 hrac¢i na hraci desce, kterd ma 19 fadkt a 19 sloupcti. Dalsi alternativou
hry Go jsou mensi hraci desky s velikosti 13 x 13 a 9 x 9. Hra zac¢ind s prazdnou hraci
deskou. Kazdy hra¢ ma dostatecné mnoztvi kament, jeden bilych, druhy cernych. Hrac
s Cernymi kameny za¢ind a hraci se postupné sttidaji na tahu. Cilem hrace je vytvorit svymi
kameny teritorium, za které dostavaji na konci hry body podle velikosti, které je vyznaceno
pravé jeho kameny. Taktéz je mozné chytit kameny protihrace jejich obklopenim. Konec
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hry nastava v pripadé, kdy se jeden z hraca vzda. Na konci hry hraci spocitaji body. Hrac
s vice body vyhréava.

Na obrazku 3.1 je ukédzka konecné pozice hry, kde cerny obkli¢il svymi kameny bily
kamen. Toto misto je oznaceno pismenem ’a’. Za teritorium se pocita volné pole obklicené
kameny daného hrace. Cerny v tomto pifpadé ziskal se svimi kameny 10 bodi za pravy
spodni roh a 5 bodt za horni ¢ast hraci plochy. K tomuto skére je tfeba pridat jesté obklicené
kameny bilého hrace. Dohromady tedy ¢erny hrac ziskal 16 bodu. Bily hrac¢ sice neobklicil
zaddné kameny cerného hréace, ale zato ma vétsi teritorium. Bily za teritorium nakonec ziskal
17 bodu, ¢imz vyhrava.

S

Obrézek 3.1: Ukdzka pozice na konci hry Go na plose 9 x 9 (Zdroj: [3])

3.2.1 Go a AlphaGo

Ackoli jsou pravidla této hry relativné jednoduchd, moznosti vykonédni jednoho tahu je velmi
hodné. Pri hie jako je Go je treba premyslet nékolik tahti dopredu. Vyhodnotit mozné vlastni
tahy a poté tahy protihrace v tak rozsahlém stavovém prostoru na nékolik kol dopredu je
pro clovéka velmi naroc¢né, coz je idealni vyzvou pro svét informacnich technologii a umeélé
inteligence.

AlphaGo od spole¢nosti Google DeepMind' je prvni program, ktery se vyrovnal a pred¢il
¢lovéka ve hie Go. V roce 2015 prvni publikovand verze AlphaGo Fan? porazila evropského
mistra Fan Hui (tehdy 2 dan®) 5-0. AlphaGo Fan pouzivala Monte Carlo tree search spolu
se dvéma neuronovymi sitémi k vyhodnoceni moznych tahti.

e Policy network trénovana na hrich profesionalnich hracu, jejimz vystupem jsou nej-
zajimavéjsi tahy.

e Value network ktera vyhodnocuje pravdépodobnost vyhry na dané pozici.

!Spole¢nost pro vyzkum a vyvoj umélé inteligence [https://deepmind.com]
2 AlphaGo Fan - pojmenovana podle hry s evropskym mistrem Fan Hui
3dan se d4 povazovat za herni zdatnost nebo jak dobie kdo hraje v Go, 9 je nejvyssi
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Dané neuronové sité byly natrénovany velkym mnozstvim ¢lovékem hranych her. Vylepsena
verze porazila témér o rok pozdéji mistra 9 dan jménem Lee Sedol 4-1. Tato verze byla
nazvana AlphaGo Lee.

Nejnovejsi verze AlphaGo Zero je rozdilnd od svych predchidct hned v nékolika smé-
rech. Jedna z nejvétsich zmén, je zptusob trénovani. Je trénovina cisté hranim sama se
sebou bez interakce ze strany clovéka, ¢i analyzou her, hranych jinymi hraci. Dalsi vy-
znamnd zména oproti svym predchidcim je jednodussi implementace Monte Carlo tree
search, ktery pouzivé jednu neuronovou sit misto dvou. Vstupni data této neuronové sité je
rozlozeni hraci plochy a jeji vystup je distribuce pravdépodobnosti pro vSechny tahy s ohod-
noceni hraci plochy. Tato pravdépodobnost urcuje jakousi zajimavost nebo hratelnost tahu.
Cim vyssf ma tah pravdépodobnost, tim spise se dany tah zahraje. Metoda Monte Carlo
tree search pomoci simulaci a expazi téchto hratelnych taht urc¢i, ktery z tahd by mohl
vést k vitézstvi. Ohodnoceni hraci plochy neuronovou siti znaci, jaka je pro AlphaGo Zero
sance na vitézstvi z této pozice hry. Toto ohodnoceni se pohybuje od hodnoty -1 (prohra)
do hodnoty 1 (vyhra). Pokud neuronova sit vrati napiiklad ohodnoceni hry 0.9, mysli si
AlphaGo Zero Ze je dana pozice naprosto vyherni.

Tuto neuronovou sit vSak bylo tfeba natrénovat. Trénovani neuronové sité probiholo
podle nasledujicich bodiu:

1. Program se nechal hrét si proti sobé nékolik her. Program nahraval stav hry v kazdém
tahu. Jakmile znal program vysledek dané hry, aktualizoval vSechny stavy s danym vy-
sledkem hry (vyhra nebo prohra). Nyni jsou vytvorena data pro trénovani neuronové
site.

2. Neuronova sif se poté zkopirovala a kopie této sité trénovala na datech z predchoziho
kroku.

3. Kopie a originalni neuronova sit poté hrali proti sobé.
4. Vybrala se ta sit, ktera vyhréla. Sit ktera prohréla se zahodila.

5. Jde se zpét na krok 1.

Po mnoha iteracich byl vytvoren model neuronové sité a neuronova sit byla natrénovana a
je pripravend hrat.

3.3 Hra Scotland Yard

Scotland Yard je vyznamna deskova hra, pii které hrac¢i mohou vybrat 1 z mnoha do-
stupnych tahti. V této c¢asti jsou vysvétleny zédkladni pravidla hry a hlavni myslenka hry.
Podrobna pravidla jsou vysvétlena v priloze B

Scotland Yard je deskova hra pro 6 hracu. Hraci si rozdéli ulohy na 5 policistti/detek-
tivii/agentt a jednoho zlodéje/padoucha/Mr. X. Hraci se pohybuji po rizné propojenych
polickach na hraci plose. Velikost hraci plochy je okolo 200 polic¢ek. Hraci plocha se d& roz-
délit do 4 sekci spojenych mezi sebou mostem nebo jinym ziazenym mistem. Cilem agentt je
chytit Mr. X. Agenti musi spolupracovat, aby chytili Mr. X, zatimco Mr. X se pohybuje dle
vlastniho uvazeni. Hra konci, kdyz agenti chyti Mr. X, nebo ho obkli¢i takovym zptisobem,
ze Mr. X nemize tdhnout, aniz by skoncil na policku jednoho z agenti. V tomto pripadé
vyhravaji agenti. V pfipadé, kdy agenti nechyti Mr. X do 22. tahu, vitézi Mr. X.

Agenti i Mr. X se mohou po hraci plose pohybovat jen na propojené vedlejsi policko a
to nasledujicimi zpusoby:
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e Taxi - nejbéznéjsi prostiedek, umoznuje presun na vedlejsi policko, tvori vétsinu cest
na hraci plose

e Autobus - méné bézny, umoznuje cestovani na vétsi vzdalenost
e Metro - nejméné policek, umoznuje cestovani pres znacnou vzdalenost

Mr. X navic muze vyuzit Trajektu, specidlni zptsob dopravy urceny jen pro Mr. X. Ten
spojuje pouze 4 policka tfemi cestami. Kazdy hra¢ méa omezeny, predem urceny pocet
pouziti daného prostredku cesty. Tento pocet je reprezentovan jako jizdenky na jednotlivé
dopravni prostredky. Hra zacina vylosovanim startovnich pozici a nasledné tahem Mr. X.
Nésleduji postupné tahy agentt, ktefi se nejlépe predem domluvi, jak budou tdhnout.

Mr. X je zvyhodnén hned nékolika zplisoby. Prvni vyhodou Mr. X je neviditelnost jeho
taht - agenti vétsinu ¢asu nevidi tahy Mr. X, zatimco Mr. X vidi tahy agentti vzdy. Agenti
vidi tahy Mr. X pouze v 3., 8., 13. a 18. tahu. Agenti navic vidi zptisob dopravy, ktery Mr.
X pouzil na dany tah. Nicméné Mr. X muze pouzit ¢ernou jizdenku, ¢imz skryje zpusob
dopravy pro agenty. Agenti na zakladé toho, co jim bylo poskytnuto, musi vydedukovat
pozici Mr. X a obkli¢it ho. Tato neuréitost/nepredvidatelnost je klicovym aspektem hry,
kdy agenti odhaduji tahy Mr.X a musi spolupracovat a domlouvat se na kazdém dalsim
tahu.

Herni plocha je rozdélena do 4 ¢ésti, spojené vétsinou tzkym prechodem. Diky tomuto
faktu je optimdlni strategii agentti odiiznout Mr. X od ostatnich ¢asti, ¢imz zvysi své Sance
na dopadeni Mr. X. Agenti jsou navic znevyhodnéni na zac¢atku hry, kdy je pozice Mr.
X prozrazena az po 3. tahu. V tomto pripadé je nejlepsi strategii agentti rozdélit si hraci
prostor a dostat se blizko metra, kde rychle mohou dohnat Mr. X. Nejlepsi strategii Mr.
X je dostat se do mist, kde je velké mnozstvi moznych taht, aby zmatl agenty a mél co
nejvice cest na uték.
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Kapitola 4

Pristup k reseni hry Scotland Yard

Cilem préace je navrhnout a implementovat metodu, ktera by hréla tuto hru autonomné.
I kdyz existuje jiz nékolik mobilnich i pocitacovych verzi hry Scotland Yard, zadné z nich
(alespon z téch, které jsem mél moznost prozkoumat) nehrila za agenty nebo Mr. X auto-
nomé. Kvili experimentlim, iterativnim tpravam algoritmu a slozitosti hry, jsem se rozhodl
zjednodusit pravidla a hraci prostor, tudiz zmensit stavovy prostor a zefektivnit tpravy
algoritmu tak, aby mély zmény vétsi vliv na vysledek. Navrhnuty algoritmus by mél byt
schopny konkurovat lidskému hraci a konkurovat jiz implementované metodé Alfa-beta.

Tato kapitola popisuje navrh feseni algoritmu pro hrani hry Scotland Yard autonomné.
Tento navrh vyuzivd poznatku a zjednoduseni hry z prace A. Tulusdka [14].

4.1 Stavovy prostor

Deskova hra Scotland Yard' obsahuje okolo 200 hracich poli¢ek. Policka jsou v priméru
rizné propojena dalsimi 5 hracimi policky. To vychazi v priméru na 5 tahi na jednoho
agenta. Toto Cislo rozniasobime mezi Mr. X a 5 agentu. Z ¢ehoz vyplyva, ze pouze za
jedno kolo je mozna kombinace pohybu vsech agent@ a Mr. X v primérnu 55 = 15625
moznych taht z aktudlniho stavu pro jedno kolo. Ve hie Scotland Yard je kol 22 (nanejvys).
Kdybychom pouzili napriklad algoritmus MiniMax, velikost stromu a délka vypocCta pro
jedno kolo by byla pro bézné hrani nesnesitelna. Obzvlasté v nasem pripadé, kde chceme
vyzkouset algoritmus a nasledné ho upravovat pro potieby autonomniho hrani hry Scotland
Yard.

7 tohoto dtivodu jsem se rozhodl zjednodusit stavovy prostor. Nejprve je treba zmensit
pocet agentli. Ten jsem zmensil z 5 agenti na 2 agenty. Diky tomuto, kdyz zapocitame
oba agenty i Mr. X, je z aktudlniho stavu v priiméru 5 = 125 moznych stavii na kolo.
Protoze je tak méalo agentid a Mr. X by v takovém poctu snad nikdy nechytili, je logické
zjednodusit i adekvatné hraci plochu. Diky zjednoduseni hraci plochy na miizku o velikosti
5 x 5 policek, se znevyhodnéni poctu agentt minimalizuje. Toto zmenseni a zjednoduseni
hraci plochy ndm zajisti, Ze nejvice moznych nasledujicich stavi z daného stavu za jedno
kolo bude 43. Nejmensi stavovy prostor bude 23 = 8, jelikoz poéitame, ze kazdy hrac¢ bude
v rohu hraci plochy a tudiz bude mit pouze 2 mozné tahy.

Tuto hru by sice méli hrat 3 hraci, ale pro zjednoduseni implementace budeme pocitat
jen se 2 hrac¢i. Prvni hra¢ bude hrat za Mr. X a druhy hra¢ bude hrat za oba agenty. Toto

Lpravidla vysvétlena v kapitole 3.3
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zjednoduseni umozni jednodussi implementaci algoritmt a pouziti algoritmi, které jsou
urcené primarné pro 2 hrace (jako je tfeba algoritmus Alfa Beta).

Jedna z poslednich tprav je zjednoduseni pravidel pro tuto hru. Jelikoz je hraci pole
tak malé, zpisob dopravy zredukujeme pouze na jeden, ktery je pro vsechny stejny. Mr. X
dédle nema zadné specidlni tahy (jako je napriklad dvojity tah, kdy Mr. X tahne dvakrat za
své kolo). Navic pro usnadnéni prace agentu je Mr. X vidén jednou za 3 kola (puvodné byl
vidén priblizné jednou za 5 kol). Posledni uprava je délka hry, za kterou maji agenti Mr. X
chytit. Délka je zmensena z 22 kol na 15. Tato zména mé naopak zvyhodnit Mr. X, jelikoz
nemusi unikat agenttim tak dlouho na tak malém poli.

4.1.1 Shrnuti ndvrhu prostoru

Na obrézku 4.1 je vidét hraci plocha se dvéma agenty a Mr. X. Agenti jsou oznaceni Cisly
1 a 2, Mr. X je oznacen pismenem X. Pohyb hrac¢i bude mozny ve 4 smérech: nahoru,
dolti, doleva a doprava. Sipky naznacuji mozny pohyb agentii a Mr. X. Agent 1 se miize
pohybovat ve ¢tyfech smérech. Agent 2 je na okraji, proto se muze pohybovat jen na 3
policka. Mr. X je v rohu a proto se muze posunout jen na 2 policka. Mr. X je navic vidén
jednou za 3 kola a jedna hra trvd maximalné 15 kol.

*
« 1 » &

X | »

Obrazek 4.1: Herni plocha s moznymi pohyby agenti a Mr. X

4.2 Puvodni reSeni za pouziti Alfa a Beta rezi

Dle postupu A. Tuluséka [14] je vyuzito metody Alfa a Beta fezu. Algoritmus Alfa a Beta
fezu je ovSsem nejvhodnéjsi pri hie 2 hraci. Toho je dosazeno sloucenim agentt do jednoho
tymu, a Mr. X do druhého. V tomto pripadé se d4 o tymu agentu uvazovat jako o jednom
hraci, ktery v jednom svém tahu pohne s obéma figurkammi agentti. Tah agentt tak bude
mit nanejvys 4 x4 = 16 zpusobtu (4 tahy pro kazdého agenta), jak lze tdhnout. Tah Mr. X
bude mit nanejvys 4 moznosti jak tahnout.

Agenti vidi Mr. X jednou za 3 tahy. To znamend, ze agenti nebudou mit zadné nové
informace. Algoritmus alfa-beta sice vypocitava tahy do urcené hloubky, ale urcuje jen na-
sledujici tah, ktery by mél hra¢ vykonat. Z tohoto divodu agenti pocitaji s nejlepsim tahem
protihrace, tzn. ze nasledujici 3 tahy, kdy Mr. X nejde vidét, agenti pocitaji s nejlepsSim
tahem Mr. X. Proto je strom metody Alfa-beta generovan do hloubky 3 kol a metoda je
trochu upravena. Alfa-beta si v tomto pfipadé generuje strom jednou za 3 tahy a ze stromu,
ktery si uklada pro ty 3 tahy, vybira nejlepsi tah pro agenty.
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Pohyb Mr. X taktéZ urcuje metoda Alfa-beta. Narozdil od agentt, miZeme pouZzit nor-
malni proceduru Alfa-bety, kterd po kazdém tahu prepocita nejlepsi tah pro Mr. X. Mr. X
ma navic jinou hodnotici funkci.

4.3 Navrh metody Monte Carlo tree search

Pouziti metody Monte Carlo tree search (MCTS) by mohlo byt vhodné z diivodu nahodnosti
simulaci pouzité u zakladni metody MCTS. Kvili téméf neznamému stavu Mr. X, lze
jen odhadovat pozici Mr. X. Tuto metodu jsem navic uvazoval kvili dspéchu programu
AlphaGo (blize popséno v kapitole 3.2.1) ve hie Go, ktery vyuziva prave algoritmu MCTS
a neuronvé sité. Rozhodl jsem se o otestovani samotného algoritmu MCTS, jelikoz jsem
chtél zjistit chovani a zdatnost algoritmu MCTS v této hie. Algoritmus MCTS v této
implementaci nebude pouzivat neuronovou sif narozdil od AlphaGo 3.2.1, které pouziva
pravé kombinaci neuronové sité a algoritmu MCTS. MCTS by mél byt navic divodné
vhodny kviili stavovému prostoru u ptivodni hry Scotland Yard, ktery by byl u predchozi
implementace metody alfa-beta velmi rozsahly, i kdyz je hloubka stromu jen 3 kola.

Za pouziti MCTS se sice nestihne najit nejlepsi mozny tah, ale je mozné najit relativné
optimdalni tah béhem pritazeného casu. Toto se d& vyuzit pozdéji pri skalovani navrhu,
kde algoritmus Alfa-beta nejspise nebude stacit a bude zabirat velké mnozZstvi vypocetnich
prostiedkti. MCTS pro vybér uzlu bude pouzivat tzv. UCT (Upper Confidence Bound 1
applied to trees) [13] vzorec, ktery balancuje exploration-exploitation trade-off a vypadd

nésledovné:
UCT:Xj+2*cp*,/% (4.1)
Kde:
o X;= V%ZS, kde win je pocet vyher simulovanych v daném uzlu, (0 < X; <1);
. Cp= %;

e n = kolikrat byl navstiven rodicovsky uzel;
e Visits = kolikrat byl navstiven dany uzel.

MCTS za téchto podminek bude hrat proti Alfa-beté. Konkrétné MCTS bude nejdtive
hrat za agenty proti Alfa-beté za Mr. X. Poté se mohou role vyménit. Timto se ovéri
zdatnost samotného algoritmu MCTS v této oblasti a funkénost implementované Alfa-bety.
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Kapitola 5

Implementace metody pro hrani
her ve hre Scotland Yard

V této kapitole je popsana implemetace konkrétni metody pro hrani her na zjednodusené
verzi hry, popsané v predchozi kapitole 4.1. Samotnd implementace je uloZena ve formé
skripti na pamétovém médiu popsaném v priloze A. Rozhodl jsem se pro vyuziti algo-
ritmu Monte Carlo tree search (MCTS). Algoritmus MCTS jsem nejdfive implementoval
pro ovladani agenti. Pro pohyb Mr. X jsem se rozhodl pouzit jiz implementovanou metodu
Alfa-beta [14]. Pozdéji jsem imlementoval algoritmus MCTS i pro Mr. X a vyuzil jsem
agenty implementované metodou Alfa-beta. Simulace dvou ruznych algoritmi ukéaze, ktery
z algoritmu pracuje v dané situaci lépe.

Prvni ¢ast kapitoly se vénuje implementaci prostredi, logiky hry a propojeni pavodniho
kédu Alfa-bety s novym prostfedim. Druh4 ¢ast je zaméfend na samotnou implementaci
metody MCTS. Tato ¢ast obsahuje imlementaci, experimenty, problémy a vysledky pouziti
metody MCTS. Tteti ¢ast se vénuje zvétsovani hractho prostoru, pridavani agenti a tprave
algoritmti pro hrani této hry.

5.1 Vytvoreni logiky hry

Kvli funkcionalité, prehlednosti a jednoduchosti implementace jsem se rozhodl pouzit pro-
gramovaci jazyk Python. K vybéru tohoto jazyka prispél i fakt, ze piavodni algoritmus
Alfa-bety pro hrani této verze hry je taktéz napsan v jazyce Python. Propojeni kodu je
diky tomuto mnohem jednodussi.

Pro vytvoreni algoritmu je potieba vytvorit logiku hry a prostredi, ve kterém se bude
tato hra odehravat. Navic, kromé hrani dvou algoritmii proti sobé a sledovani vysledkd, je
implementovana moznost hrat za Mr. X i za agenty samostatné.

5.1.1 Prostredi

Pro funkénost hry je treba vytvorit prostredi, které by udrzovalo informace o aktualnim
stavu hry. Toto prostiedi jsem implementoval pomoci klasické tfidy v Pythonu. Tato ttida
obsahuje informace o stavu hry a metody pro manipulacemi s témito informacemi. Infor-
mace o stavu hry jsou nésledujici:

o velikost hraciho pole - hraci pole je ¢tvercova souradnicova sit s danou velikosti.

e aktualni pozice Mr. X - zapsdna pomoci souradnic.
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e seznam agentu - seznam aktudlnich pozic agenti .

e posledni znama pozice Mr. X - misto, kde byl Mr. X naposledy zviditelnén.

e kdy byl Mr. X naposledy vidén - kolik kol ubého od posledniho zviditelnéni Mr. X.
Dulezité metody pro tridu prostredi jsou:

e reset - nastavi velikost hraciho pole, nastavi nahodné pozice agenti a Mr. X.

e set - nastavi pozice agenti a Mr. X na zadané hodnoty.

e move - provede tah daného hrace na novou pozci.

e print - vytiskne aktudlni stav prostiedi ve formé hraci plochy dle obrazku 5.1, kde
pomyslné zadhlavi v tomto obrazku tvori ¢isla od 0 do 4, oznacujici souradnice. Pozice
agentli jsou znaceny ¢isly 1 a 2 v hernim poli, pomlckou je oznacend posledni znama
poloha Mr. X a aktudlni zndma poloha Mr. X je oznacend pismenem X.

Trida navic kontoluje, zda agenti chytili Mr. X.

Na obrézku 5.1 jsou vidét pozice agenti. Pozice agenta 1 je [4, 3], pozice agenta 2 je [2,
4] a aktudli pozice Mr. X je [0, 0]. Poml¢ka na pozici [1, 0] znac¢i posledni zndmou pozici
Mr. X.

Obrazek 5.1: Herni plocha

5.1.2 Logika

Postup pro jednu hru je nasledujici:
1. VytvoTeni t¥idy prostiedi.
2. Nastaveni prostfedi pomoci jeji metody reset. Pozice agentti a Mr. X jsou nahodné.
3. Pro kazdé kolo hry:

3.1 Vytiskni hraci pole a zkontroluj, zda nevyhral Mr. X nebo agenti.
3.2 Téhni s Mr. X, dle prednastaveného algoritmu.
3.3 Vytiskni hraci pole a zkontroluj, zda nevyhral Mr. X nebo agenti.
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3.4 Tahni s agenty, dle pfednastaveného algoritmu.
3.5 Inkrementuj pocet kol, za ktery byl vidén Mr. X naposledy.
4. Vytiskni vysledky.

Pro vice her je tfeba pouze zopakovat postup podle poctu her. Pii dalsich iteracich je mozné
vynechat prvni bod postupu, jelikoz je tiida jiz vytvorend.
Pro tahy Mr. X nebo agentu je mozné si vybrat z nasledujicich moznosti:

« algoritmus Monte Carlo tree search - algoritmus implementovany pro agenty i obdobné
pro Mr. X

o algoritmus Alfa-beta - implementace agentt je lehce odlisnd od implementace Mr. X

e hrani hrdc¢em - mozné hrani za Mr. X i za agenty, ovlddani je mozné pomoci klaves
a’, s’ ’d’, kde 'w’ je pohyb smérem nahoru, ’s’ je pohyb doli, ’a’ je pohyb doleva
a 'd’ je pohyb doprava

W

o nahodné generovani tahu - Mr. X nebo agenti (nebo oboji) se budou po hraci plose
pohybovat ndhodné a jejich tahy nemusi davat smysl
5.1.3 Propojeni metody Alfa-beta s logikou hry

Pro Alfa-betu sice jiz bylo vytvoreno prostiedi a logika hry. Jenomze v této logice se nedalo
jednoduse implementovat vice typu algoritmu. Proto jsem se rozhodl pro implementaci
vlastni logiky s cilem usnadnit si implementaci vice algoritmi do stejné hry a propojit ji
s algoritmem Alfa-beta.

Pro propojeni jsem vytvoril spojovaci funkei, kterd zapouzdiuje Alfa-betu. Zvlast pro
tahy Mr. X a zvlast pro tahy agentid. Funkce prekldada vstupy a vystupy pro Alfa-betu a
kontroluje, zda vystup Alfa-bety je spravny.

5.2 Pouziti metody Monte Carlo tree search

Jeden ze zdkladnich prvkia mého algoritmu je vyhleddvaci strom. Zakladni stavebni jednot-
kou stromu je uzel. Algoritmus za¢ind v korenovém uzlu. Kofenovy uzel oznacCuje vlastné
aktudlni stav hry. Jeden uzel vyhleddvaciho stromu obsahuje odkaz na rodic¢ovsky uzel,
seznam potomku uzlu a dalsi informace, dilezité pro béh algoritmu, jako napriklad:

e jeden z moznych tahil agenti

e jeden z moznych taht Mr.X

o celkovy pocet taht, kolik zbyva do konce hry

o aktualni pocet tahu, ktery udava, kolikaty je to tah v aktualnim uzlu
e kolikrat byl dany uzel navstiven

e ohodnoceni daného uzlu, tj. odména propagovand ze simulaci

Upraveny algoritmus MCTS pro hrani zjednodusené verze hry Scotland Yard vypada
naslednovné:
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1. Algoritmus ulozi aktudlni pozici agent a Mr. X jako kofenovy uzel.

2. Dokud zbyva dostatek ¢asu pro algoritmus MCTS (explicitné zadédn parametrem pro-
gemu nebo implicitné 1 sekunda):

2.1 MCTS vybere uzel s nejlepsim potencidlem - nejlepsim UCB (Upper Confidence
Bound).

2.2 Pokud dany uzel je uzlem listovym a byl navstiven alespon jednou, dany uzel
expanduje a vybere prvni potomek daného uzlu.

2.3 MCTS odsimuluje vysledek z vybraného uzlu pomoci simulace ndhodnych tahi.

2.4 MCTS pricte vysledek simulace a zvysi pocet navstiveni uzlu ve vybraném uzlu
a vsech nad nim az ke kofenovému uzlu.

3. MCTS vybere uzel, nasledujici za kofenovym (nésledujici tah), ktery byl nejvice na-
vstiven.

5.2.1 Monte Carlo tree search pro pohyb agentti

Metodu Monte Carlo tree search jsem si vybral kvili urc¢ité mire nahody. Mnozina poli, kde
miize byt Mr. X po par tazich od zviditelnéni je rozsahla. Z tohoto divodu jsem se rozhodl
odhadnout aktualni pozici zcela ndhodné, tzn. aktualni pozici Mr. X ziskdme provedenim
nédhodnych tahti od posledni znamé pozice. Tuto aktualni pozici ulozime spolecné s aktudl-
nimi pozicemi agentu jako korenovy prvek vyhledavaciho stromu. Poté je pribéh podobny
jako u normélntho algoritmu MCTS, kdy se prochazi vyhledavaci strom a vybird se uzel
s nejvétsim potencidlem (Upper Confidence Bound).

U agenttl je navic rozdilné ohodnoceni vysledkt simulace. Vyherni stav pro agenty zna-
mena, ze pozice jednoho z agentti a Mr. X jsou totozné nebo Mr. X nemé volné pole, na
které by v dalsim jeho tahu vstoupil. Tento vyherni stav je ohodnocen 1 jako vyhra. Prohra,
tzn. Mr. X nebyl chycen do konce hry (15 kol), je ohodnocena hodnotou 0.

5.2.2 Monte Carlo tree search pro pohyb Mr. X

Jelikoz Mr. X znd pozici vSech agentli, nemusi se, narozdil od predchozi kapitoly, zadné
tahy simulovat. Aktudlni pozice agenti i Mr. X se ulozi do kofene uzlu a néasleduje stejny
proces jako u verze s agenty. Jediny vétsi rozdil je systém ohodnoceni simulaci. Konec hry,
tj. Mr. X nebyl chycen, je opa¢né u Mr. X. To je ohodnoceno 1 (vyhrou). Chyceni Mr.
X (agent i Mr. X maji stejné pozice nebo Mr. X se nemd kam pohnout) je ohodnoceno 0
(prohrou).

5.2.3 Prubéh hry

Hra zac¢inad ndhodnym vygenerovanim pozic agenti a Mr. X tak, aby se zadna z pozic ne-
prekryvala. Nasledné se zobrazi hraci plocha s pozicemi hrac¢t. Agenti se mohou pohybovat
libovolné po hraci plose, kazdy vzdy o jedno pole. Jediné omezeni agentt jsou hranice hra-
ciho pole a podminka, ze nesmi stat oba agenti na stejném misté. Mr. X se muze taktéz
pohybovat o jedno pole a taktéz nesmi za hranici hraciho pole. Mr. X by se nemél pohnout
na pozici obsazenou agenty. Takovy stav by znamenal jeho prohru.

Jako prvni tdhne Mr. X, kterého miize ovladat hra¢ nebo se uplatni jeden z implemento-
vanych algoritmi. Pti tahu algoritmu Alfa-beta nebo algoritmu MCTS se vzdy pfepocitava
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danym algoritmem dalsi nejvhodnéjsi tah. Pokud je zvolena moznost hrani za Mr. X hra-
¢em, program ¢ekd, dokud hrac¢ nezadd validni vstup (klavesy 'w’, ’a’; ’s’ nebo 'd’ mozné
podle situace').

Jakmile program obdrzi validni vstup ze strany hrace nebo algoritmu, je proveden od-
povidajici tah. Poté je opét zobrazena plocha s aktualni pozici. Na obrazku 5.2 vlevo lze
vidét ivodni stav hry a pokus o nevalidni vstup ze strany hrace. Jakmile hrac¢ zadal validni
vstup (kldvesa 'w’), je vidét ze znacka Mr. X (pismeno 'X’) se posunula z pozice [4, 4] na
pozici [3, 4].

Nésleduje pohyb agenti. U Alfa-bety se generuje strom moznych tahi jednou za 3 tahy
a u algoritmu MCTS se tah generuje vzdy pfi zavolani metody. Pti ovladani agentd hracem
program vyzve k zadani taht hrace, podobné jako u Mr. X. Takto program vyzve hrace
k zadani tahu pro kazdého agenta. Na obrazku 5.2 vlevo a uprostired jdou vidét tahy agentt
pomoci algoritmu MCTS. Agent 1 se posunul z pozice [4, 3] na pozici [4, 2] a agent 2 se
posunul z pozice [2, 1] na pozici [1, 1].

7 obrazku 5.2 uprostted a vpravo lze vidét situaci, kdy posledni vidéna pozice Mr. X a
aktudlni pozice Mr. X se prekryvaji. Tato pozice [3, 3] je oznacend pismenem ’S’. Poté, co
se Mr. X posune do nové pozice, pozice [3, 3] se zméni z pismena ’S’ na pomlcku (’-), coz
oznacuje posledni zndmou pozici Mr. X.

(0]
1
2
3
4
Mr.
d
d
w

Obréazek 5.2: Ukazka prvnich 3 tahti hry metody Monte Carlo tree search proti lidskému
hraci

5.3 Experimenty s algoritmem Monte Carlo tree search

V kapitole 4.3 jsme si ukdzali tzv. UCT (Upper Confidence Bound 1 applied to trees) [13]
vzorec, ktery balancuje exploration-exploitation trade-off a ktery vypada nasledovné:

[2xInn

Lpohyb klaves vysvétlen v kapitole 5.1.2
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Tento vzorec se d& upravit na:

Inn
*

T —
ve Visits + Visits

Kde:
e w = pocet vyher simulovanych v daném uzlu;
e n = kolikrat byl navstiven rodicovsky uzel;
e Visits = kolikrat byl navstiven dany uzel.

Za pouziti této rovnice a tohoto systému, jsem se rozhodl postavit mlj algoritmus MCTS
proti algoritmu Alfa-beta.

Alfa-beta je v tomto piripadé Mr. X. Za agenty hraje MCTS. Testovalo se nejdfive v men-
sim méritku, tj. 100 her. Jelikoz se u MCTS da nastavit doba po kterou bude algoritmus
pocitat jeden tah, nastavil jsem tuto hodnotu na 1 sekundu. Tato doba je o néco mensi,
nez by uvazoval normalni hra¢ a ve vétsim stavovém prostoru by musela byt doba delsi, ale
z duvodu otestovani algoritmu je tato doba optimélni. U této velikosti hry vSak postaci 1
sekunda, kdy algoritmus v priméru udéla par tisic simulaci hry nez vrati tah pro agenty
(nebo Mr. X).

V tabulce 5.1 je znazornéna procentudlni vyhernost agent u jednotlivych algoritmii.
7 tabulky jde vidét, ze Alfa-beta hrajici za Mr. X porazila MCTS hrajici za agenty v 78
pripada ze 100. Kdyz se situace obréatila (MCTS hraje za Mr. X a Alfa-beta hraje za
agenty), Alfa-beta stéle porazi MCTS v 88 pripadech ze 100. KdyZz porovndme Alfa-betu
hrajici za Mr. X s MCTS hrajici za Mr. X, jsou vysledky proti Alfa-beté hrajici za agenty
velmi podobné.

’ Mr. X ‘ Agenti ‘ Uspésnost agentu (v %) ‘

Alfa-beta | MCTS 22.4
MCTS Alfa-beta 88.9
Alfa-beta | Alfa-beta 88.7
MCTS MCTS 63.3

Tabulka 5.1: Vyhernost agent u jednotlivych algoritmu Alfa-beta a MCTS (tidaje zméreny
na 1000 iteraci her)

5.3.1 Uprava systému odmén a rovnice pro vybdr uzlu

7 duvodu nizké Gspésnosti agentu jsem se rozhodl upravit systém odmén a rovnici, kterou
se vybiraji uzly pro expanzi a simulaci. Zanalyzoval jsem tahy agentl fizenymi algoritmem
MCTS proti Mr. X fizenym algoritmem Alfa beta, jedna z mnoha her je na obrazku 5.3, kde
je mozné vidét posledni 4 tahy hry. Agent 1 tdhne z pozice [3, 2] na pozici [4, 2] a nasledné
zpét na pozici [3, 2]. Obdobné je na tom agent 2, ktery tahne z pozice [4, 1] na pozici [3, 1]
a pak zase zpéatky. Toto chovéni se opakuje do konce hry (ktery na obrazku nejde vidét).
7 téchto tahu jde vidét, ze agenti nejdou ani po posledni znamé pozici Mr. X ale alternuji
mezi dvémi stejnymi pozicemi, i kdyz by agenti mohli jesté chytit Mr. X. Proto jsem usoudil,
ze nejlepsi bude do systému odmén néjakym zplhsobem zapocitat vzdalenost jednotlivych
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agenti od Mr. X. Chovani Mr. X, za kterého hraje Alfa-beta, je celkem ocekavané. Mr. X
cekd az se agenti priblizi a ¢ekd v co nejvétsi vzdalenosti od obou agenti.

Systém odmén v simulaci jsem nejdiive znasobil a odména pro agenty za nalezeni Mr. X
tak byla 100. Déle jsem odecetl od vysledku pocet taht, ve kterém agenti chytili Mr. X. Kdyz
agenti nechytli Mr. X byli potrestani zapornou hodnotou -1000. Jedna z poslednich tprav,
kterd mé napadla, je odecist od vysledku vzdalenost agentti od Mr. X. Vyslek simulace pak
vratil hodnotu z;, ktera byla upravovana podle nasledujicich kritérii:

e Pocéatecni stav navratové hodnoty z; je 0.

o Pokud agenti chytili Mr. X nebo Mr. X nemé kam jit, pak algoritmus pfic¢te k hodnoté
x; vyraz (100 - aktudlni pocet taht v simulaci) x 50 a vrati hodnotu x;. Hodnota
100 a 50 jsou mnou zvolené konstany, které zaruci kladnost vysledku a vyvazi do jisté
miry trest v podobé vzdalenosti.

e Pokud Mr. X utekl ode¢te MCTS od hodnoty x; 1000 a vrati hodnotu z;.

e V kazdém kroku simulace algoritmus ode¢te od hodnoty x; vzdalenost kazdého agenta
od Mr. X a to nasledujicim zptisobem:

a) Vzdélenost Mr. X a agenta je vétsi nez pocet zbyvajicich taht (tj. agent nikdy
nemuze Mr. X chytit), ode¢ti od x; hodnotu (d + 10) x 5, kde d je vzdédlenost
agenta a Mr. X. Konstanty 10 a 5 maji v tomto pripadné znevyhodnit dalsi
postup z uzlu, jelikoz minimalné 1 z agentt jiz nemize chytit Mr. X.

b) Vzdalenost Mr. X a agenta je mensi nez pocet zbyvajicich tahi (tj. agent muize
chytit Mr. X), odecti od z; hodnotu (d), kde d je vzdélenost agenta a Mr. X.

Vysledné hodnoty simulaci se pak sé¢itaji v jednotlivych uzlech spolu poctem prichodt
uzlem pii zpétné propagaci. Pti tazich Mr. X se vzdalenost od agenti pri¢ita, jinak se
hodnoty na konci simulaci pri¢itaji nebo od¢itaji obracené, jak tomu je u agenti.
Rovnici
Inn

Visits 2 Visits

jsem musel upravit. Jiz nelze pocitat pouze s pomérem vyhranych her, ale musime pocitat
se souCtem vysledkt simulaci. Proto jsem danou rovnici upravil do tvaru

1
UCB:X+200*,/% (5.4)

Kde UCT jsem zaménil za UCB a kde:

UCT =

(5.3)

e X = soucet vSech provedenych simulaci z daného uzlu;
e n = pocet provedenych simulaci;
o V = kolikrat byl navstiven dany uzel.

S témito parametry byly provedeny testy, jejichz vysledky lze vidét v tabulce 5.2. Z ta-
bulky lze vidét zhorseni vysledki. Zhorseni je i u hrani MCTS jako Mr. X. Jelikoz je
uspésnost agentti u veelku nizkd, zkusil jsem postavit MCTS proti algoritmu, ktery za-
hraje vzdy ndhodny tah. V téchto situacich MCTS v naprosté vétsiné vyhrava. To, ze je
MCTS lepsi nez ndhodné tahy naznacuji také prvni a posledni fadek tabulky 5.2, kde agenti
s ndhodnym vybérem taht jsou vyrazné horsi proti Alfa-beté, nez agenti tahnouci pomoci
algoritmu MCTS.
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’ Mr. X ‘ Agenti | tspésnost agenti (v %) ‘

Alfa-beta | MCTS 20.8

MCTS Alfa-beta 91.0
Néhodny MCTS 94.9
Alfa-beta | Nahodny 6.9

Tabulka 5.2: Vyhernost agentti algoritmi Alfa-beta, upravenému MCTS a ndhodném tahu
(ddaje zmeéfeny na 1000 iteraci her)

Obrazek 5.3: Ukazka 4 tahtl hry metody MCTS jako agenti 1 a 2 proti metodé Alfa-beta
jako Mr. X

5.3.2 Zvyseni casu pro algoritmus Monte Carlo tree search

Rozhodl jsem se jesté zvysit ¢as pro vypocteni tahu pro algoritmus MCTS. To by mohlo
zvysit tspésnost algoritmu MCTS, jelikoz algoritmus mé vice ¢asu pro simulaci vice stavi.
Cas jsem se rozhodl zvysit z 1 sekundy na tah na 10 sekund na tah.

Z tabulky 5.3 lze vidét v prvnich 2 fadcich upravenou verzi MCTS. Ta se s vétSim
casovym usekem jesté zhorsila. V poslednich dvou radcich lze vidét verze MCTS s ptivodnim
vzorcem pro vypocet nejlepsiho uzlu a puvodnim systémem odmén, kdy se pocitalo pouze
pocet vyher z daného uzlu. Pivodni verze prokizala u agentti, fizenych algoritmem MCTS,
mirné zlepseni oproti testu, kdy algoritmus MCTS pocital pouze 1 sekundu. Taktéz je tomu
u Mr. X hrajici podle algoritmu MCTS, kde Mr. X vyhral v 10 pfipadech ze 100. Kdezto
kdyz MCTS pocitalo jen 1 sekundu, Mr. X vyhral v 8 pripadech ze 100. Toto zlepseni je
ale malo patrné a vymeéna tolika casu za tak malé zlepseni je celkové nevyhodna.

] Mr. X ‘ Agenti ‘ tspésnost agentu (v %) ‘
Alfa-beta MCTS (upraveny) 13.0
MCTS (upraveny) Alfa-beta 93.0
Alfa-beta MCTS (UCT) 27.0
MCTS (UCT) Alfa-beta 90.0

Tabulka 5.3: Vyhernost agentt algoritmu MCTS, ktery pocita 10 sekund 1 tah, proti algo-
ritmu Alfa-beta (ddaje zméfeny na 100 iteraci her)
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5.3.3 Vyhodnoceni experimentti

Vysledky experimentt algoritmu Alfa-beta s MCTS vedly k dpravé algoritmu MCTS. Tyto
upravy mély snahu zlepsit chovani MCTS, které se obcas zaseklo. To je vidét na obrazku
5.3, kde agenti opakuji své tahy. Opakovani tahtt méla omezit nova funkce pro vybér uzla ve
vyhledavacim stromu MCTS a systém odmén v simulaci MCTS. To se bohuzel nepovedlo a
MCTS samo o sobé nemuze konkurovat algoritmu Alfa-beta v takovém méritku. Alfa-beta
porazi MCTS jako Mr. X i pti kontrole agentii. Prodlouzeni ¢asu straveného MCTS na
vybér tahu nijak vyrazné nepomohlo zlepseni algoritmu MCTS.

Nezabrala ani zména funkce pro vyhleddvani uzlu ze stromu MCTS. Na grafech 5.4 a

5 lze vidét ve kterém tahu agenti chytili Mr. X. Ve druhém tahu chytili Mr. X jen diky
néhodé, jelikoz Mr. X by nemél byt jesté vidén. Plivodni algoritmus MCTS dle grafu 5.4
chytd Mr. X nejcastéji okolo tahu 7 a tahu 13. Upravena verze algoritmu MCTS chyta Mr.
X mnohem rovnomeérnéji.

60 [] .
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Tah, ve kterém agenti vyhrali

Obrézek 5.4: Graf znazornujici ¢etnost vyher agenti ovladanych puvodnim MCTS (fizenym
podle poc¢tu vyher) proti algoritmu Alfa-beta
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Obrazek 5.5: Graf znazornujici ¢etnost vyher agentti ovlddanych upravenym MCTS (fize-
nym vzdélenosti agent od Mr. X) proti algoritmu Alfa-beta
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5.4 Skalovani navrhu

Alfa-beta nachazi lepsi tahy a obecné hraje 1épe za agenty i za Mr. X. Proto jsem se rozhodl
zacit skalovat tuto zjednodusenou verzi hry Scotland Yard, na které jsme doposud hrali.
Cilem bylo zjistit, jak si jednotlivé algoritmy povedou s vétsim hernim prostorem, delsi hrou
nebo vétsim poctem agenti. Timto pocindnim jsem chtél zjistit, jestli Alfa-beta nebo Monte
Carlo tree search by mohli hrat hru Scotland Yard autonomné a s rozumnymi prostiedky
a ne jen zjednoduseni této hry.

Kvili tomu jsem upravil program tak, aby bylo mozné vyzkouset hrani této hry.

5.4.1 Zvyseni poctu taht

Zvyseni poc¢tu tahii nemd na algoritmus Alfa-beta zadny vliv, jelikoz Alfa-beta vypocitava
tah Mr. X i agentti vzdy do hloubky 3. Na algoritmus MCTS méa zména délky hry minimélni
vliv. V simulaci hry algoritmu MCTS se musi jen zménit staticka délka hry za dynamickou.
Jinak vse zlistane stejné.

Zvyseni poctu taht a tim prodlouzeni hry vede teoreticky k vétsi sanci chytit Mr. X. To
znamend, ze oba algoritmy Alfa-beta i MCTS by méli zvysit své tispésnosti v poc¢tu chyceni
Mr. X.

Porovnanim tudajt z tabulky 5.4 lze vycist zlepSeni agentti u obou algoritmi. Nejlepsi
podil zlepseni ma vsak metoda MCTS pro agenty, jez hréla proti MCTS hrajici za Mr. X.
To je zptisobeno tim, ze Mr. X za kterého hraje MCTS je horsi nez Mr. X za kterého hraje
Alfa-beta.

tspésnost agenti (v %)
pro 30 taht \ pro 15 taht

Mr. X Agenti

Alfa-beta | MCTS 27.7 22.4
MCTS Alfa-beta 92.7 88.9
Alfa-beta | Alfa-beta 94.0 88.7
MCTS MCTS 91.3 63.3

Tabulka 5.4: Vyhernost algoritmu MCTS a algoritmu Alfa-beta ve 30 a 15 tazich pro po-
rovnani (idaje zméfeny na 1000 iteraci her)

5.4.2 Pridavani agentt

Pro pridani vice agent bylo potteba i zvétsit hraci pole. V programu bylo tfeba zménit
statickou velikost pole na dynamickou. Tato velikost se d4 potom ziskat ze tiidy prostiedi,
kterda tuto hodnotu uchovava pro vypis hraci plochy. Pro fungovani programu bylo jesté
potieba upravit algoritmus Alfa-bety A. Tulusdka [14], kterd obsahovala taktéz statickou
velikost hraci plochy. Informace o velikosti hraci plochy se predava pres funkci, ktera ko-
munikuje s Alfa-betou.

Pro ptidani vice agent musela byt prepsana funkce pro generovani moznych taht agent
z aktudlni pozice agentti. V ptuvodni funkci se nejdrive vygenerovaly seznamy moznych
novych pozic pro oba agenty a ty se potom spojovali tak, aby nebyli agenti na stejném
misté. Navic je potieba zkontrolovat, zda agent 1 netahl na pozici, kterd je okupovana
agentem 2. Jinak feceno agent 1 by normélné tadhnul jako prvni a nesmi timto tahem
skoncit na aktudlni pozici agenta 2. Pro vice agenti je tfeba tuto funkci upravit. Ve funkci
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se postupné generuje seznam moznych tahti pro jednotlivé agenty. Rozdil oproti predchozi
verzi je okamzita kontrola, zda agent ndhodou netdhne na aktudlni pozici jiného agenta. Ve
funkci se pak udéld nad tahy jednotlivych agenti kartézsky soucin®, tj. mnozina (seznam)
vsech moznych stavi, jak mohou tahnout agenti. Jeden stav obsahuje na prvnim misté vzdy
mozny tah (moznou pozici) prvniho agenta, druhy prvek obsahuje druhou moznou pozici a
tak dale. Na konec je potfeba odstranit stavy, kdy agenti skonci na stejném misté.

Je potieba navic upravit algoritmus Alfa-beta, jelikoz hodnotici funkce pocita jen se
dvéma agenty. Funkce vypadd nésledovné [14]: Pro kazdy uzel v cesté od korenového ke
koncovému algoritmus pri¢te hodnotu funkce fi(i), f2(¢) resp. f3(i) a f4(i) a to nasledovné:

o KdyZ je uzel vyherni pro agenta 1, algoritmus pouzije funkci f1(4):

f1(i) = (3= h) x50 — d(x,as) x h (5.5)

o KdyZ je uzel vyherni pro agenta 2, algoritmus pouzije funkei fa(7):

f2(i) = (3= h) x50 — d(x,a1) x h (5.6)

o KdyZ uzel neni vyherni, algoritmus pouzije funkei f3(i) a f4(i):
f3(i) = —min(d(x,ay), d(z,az)) (5.7)
fa(i) = —max(d(z,a1),d(z,a2))/2 (5.8)
Kde
e h je hloubka zanoteni
e I je pozice Mr. X
e a1, a9 jsou pozice agentu
o d(z,a) je vzdélenost agenta od Mr. X
Tuto funkci jsem upravil nasledujicim zptisobem pro obecné n agenti:

o KdyZ je uzel vyherni pro agenta z, algoritmus pouzije funkci f,(a;) a nésledné fi(i):

falag) = (3= h) 50 — d(z, a;) * h (5.9)
fi(i) = Jata) + falaa) + .+ fa(afl_—lf + falae + 1) + ... + fa(an) (5.10)
« Kdy? uzel nenf v§herni, algoritmus pouzije funkci fo(i) a f3(i):
fo(i) = —min(d(z, a1), d(z, ag), ..., d(x, a,)) (5.11)
fo(i) = —mer(d@, @), d(@, ), .., d(a, an) (5.12)

n
2Jsou dany mnoziny A a B. Kartézskym soudinem mnoziny A s mnozinou B rozumime mnozinu vech
usporadanych dvojic takovych, zZe prvni prvek uspofddané dvojice je prvkem mnoziny A a druhy prvek
uspoifddané dvojice je prvek mnoziny B. [https://portal.matematickabiologie.cz/index.php?pg=zaklady-
informatiky-pro-biology—teoreticke-zaklady-informatiky—teorie-mnozin—kartezsky-soucin]
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Kde
e h je hloubka zanoreni
e x je pozice Mr. X
e a; je pozice agenta
o d(x,a;) je vzdalenost daného agenta od Mr. X

d Prakticky to znamena, ze u vyherniho uzlu se udéla aritmeticky primér funkci ostatnich
agentu (téch, kteri nechytili Mr. X).

Kvtli zvétseni poctu agenti je tfeba adekvatné zvétsit hraci plochu. Rozhodl jsem se
zvétsit hraci plochu na pole o velikost 7 x 7. Prodlouzeni hry nebylo tieba, jelikoz se agenti
jesté mohou za hru dostat z jednoho rohu do druhého.

Zacal jsem se zvysenim agentl ze dvou na tfi. Z tabulky 5.5 jde vidét, Ze agenti se ve
vSech pripadech zhorsili (v porovnédni s tabulkou 5.1). Alfa-beta se zhorsila vyrazné.

Alfa-beta se navic zhorsila i ¢asové. Jedna hra, kterd méla 14 kol (coz je 28 tahu),
algoritmu Alfa-bety proti Alfa-beté trvala 1 minutu a 22 sekund. Alfa beta potifebovala
na tah skoro 3 sekundy (82 sekund / 28 tahi). Pavodni hra algoritmu Alfa-beta proti
Alfa-beté, ktera trvala 15 kol pii 2 agentech a puvodnim hracim polem (5 x 5), trvala 0.7
sekund. Z ¢ehoz vyplyva, Ze na 1 tah Alfa-beta potfebovala méné nez desetinu sekundy.
Oproti MCTS, které v této verzi potrebuje stale jen 1 sekundu, je Alfa-beta v tomto ohledu
horsi. Alfa-beta nicméné porad porazi MCTS o znatelny rozdil ve vyhernosti pfi hrani za
agenty i za Mr. X.

Jelikoz se Alfa-beta zhorsila ¢asové vice nez desetindsobné pridanim jednoho agenta,
rozhodl jsem se pridat jesté jednoho agenta. Kvili tomu bylo nutné zvétsit hraci plochu,
aby mél Mr. X stejnou Sanci na ték. Zvoliljsem hraci pole 15 x 15 poli. Kviili velikosti pole
je treba prodlouzit délku hry. Proto jsem prodlouzil délku hry na 35 kol. Délku pocitani
jsem nechal u algoritmu MCTS stejnou. U algoritmu Alfa-beta jiz nebylo tfeba nic ménit.
Po spusténi hry MCTS hrajici za agenty proti Alfa-beté hrajici za Mr. X, si strom Alfa-bety
zacal postupné zabirat vice nez 16GB paméti RAM? podcitace. Z nedostacujicich prostfedkii
(nejspise malo paméti) pro béh algoritmu Alfa-beta byl test predéasné ukoncen opera¢nim
systémem. Mezitim stihly ale probéhnout 2 hry, které trvaly vice nez 4 hodiny. Pfi hre
trvajici 35 kol, kde Alfa-beta hrala za Mr. X proti algoritmu MCTS hrajici za agenty (mél
1 sekundu pro vykondni tahu), potfebuje Alfa-beta k vykonani tahu vice nez 3 minuty pro
vypocet a expanzi vsech moznych stavii.

Pro ptedstavu stavovy prostor v hloubce 3 u nejhorsiho pripadu (kazdy agent i Mr. X
mé 4 moznosti jak tadhnout) mizeme dopocitat nasledujicim zpusobem (hrajeme za Mr. X):

o Po rozgenerovani kofenového uzlu (aktudlniho stavu), kdy je na fadé Mr. X, mize jet
jen 4 sméry.

e Tyto 4 stavy rozndsobime poc¢tem moznych tahti agenti, kterych je v nejhorsim pri-
padé 4* = 256. Vznikne nam tedy 4 x 256 = 1024 novych stavil, coz mizZeme zjedno-
dusit na 103. Toto je jen hloubka 1.

3t67 operaéni pamét, pamét RAM znamens Random Access Memory a je soudést pocitace, kterd umoziuje
ukladat a ziskdvat informace kdykoli béhem béhu riznych procesu. [https://cs.you7behappy.com/hard-disk-
vs-ram-1188]
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o Nisleduje opét tah Mr. X a agentil, z ¢ehoz muzeme pouzit predchozich vysledki a
fict, Ze pocet téchto stavii je zaokrouhlené 103 novych stavii. Tyto stavy roznisobime
a dostaneme 103 x 10% = 105. Nyni jsme vygenerovali listové uzly stromu pro hloubku
2.

e Niasleduje hloubka 3, opét s tahem Mr. X a agentd, z ¢ehoz muzeme opét pouzit
predchozich vysledkil a Fict, Ze pocet téchto stavil je zaokrouhlené 103. Tyto stavy
opét roznasobime a dostaneme 10% x 10% = 10°.

Z tohoto vypoc¢tu miizeme Fict, Ze v nejhorsim piipadé je tfeba vygenerovat 10° listovych
uzli stromu, pro které jesté Alfa-beta musi vypocitat urcité ohodnoceni.

Rozhodl jsem se alespon otestovat algoritmus MCTS proti metodé, kterd hraje vzdy
nahodné tahy. Z tabulky 5.6 lze vidét, Ze algoritmus MCTS je lepsi nez hrani s ndhodnymi
tahy s agenty i Mr. X. MCTS vyhralo ptiblizné v 48 ptripadech ze 100, kdyz algoritmus hrél
za agenty. Nahodné tahy za agenty prinesly tispésnost agnettim v 28 pripadech ze 100, kdyz
hrali proti Mr. X fizeného algoritmem MCTS. I kdyz MCTS m4 jen 1 sekundu na vybér
tahu, MCTS je stéle lepsi nez zcela ndhodné generovani tahu.

’ Mr. X ‘ Agenti ‘ uspésnost agentu (v %) ‘

Alfa-beta MCTS 15.3
MCTS Alfa-beta 75.2
Alfa-beta | Alfa-beta 58.8
MCTS MCTS 54.0

Tabulka 5.5: Vyhernost agenti algoritmu MCTS proti algoritmu Alfa-beta pro 3 agenty

(ddaje zmeéfeny na 1000 iteraci her)

Tabulka 5.6: Vyhernost agentu algoritmu MCTS proti ndhodnym tahtim pro 4 agenty (tidaje

Mr. X ‘ Agenti ‘ tspésnost agenti (v %) ‘

MCTS | MCTS 485
Néhodny | MCTS 484
MCTS | Nahodny 26.7
Nahodny | Nahodny 38.6

zméfeny na 1000 iteraci her)
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Kapitola 6
Zaver

Cilem této prace bylo navrhnout, implementovat a porovnat funkénost metody s ostatnimi
metodami, které jiz byly implementovany.

Splnit tento cil se podarilo, ovSem vysledky implementované metody byly malo uspoko-
jivé. Zvolena metoda je metoda Monte Carlo tree search. Tato metodu jsem postavil proti
metodé Alfa-beta.

Nejprve jsem se seznamil s metodami, které jsou ac¢inné v feseni urcité tlohy. Nésledné
jsem se seznamil s principy a pravidly tahovych her. Zaméril jsem se na pravidla hry Go
a hry Scotland Yard. Hru Go jsem si vybral kvuli jiz ispésné implementované metody pro
hrani této hry autonomné. Domnival jsem se, ze jedna z metod by mohla byt vhodna pro
realizaci algoritmu, ktery by hral hru Scotland Yard autonomné.

Pro realizaci jsem zvolil metodu Monte Carlo tree search. Tato metoda je jedna z me-
tod implementovanych u programu AlphaGo (kapitola 3.2.1) hrajici tuto hru autonomné.
Algoritmus pro hrani touto metodou jsem navrhl pro agenty i Mr. X. Navrhl jsem i Gpravu
algoritmu, kterd se ukdzala hrat obdobné, jako u ptvodni verze.

Pied postavenim implementované metody Monte Carlo tree search (MCTS) proti jiné
metodé bylo tieba zjednodusit herni prostor a pravidla hry Scotland Yard. Pii postaveni
metody MCTS proti jiz implementované metodé Alfa-beta se ukdzalo, ze metoda MCTS se
pri zjednoduseni hry Scotland Yard nevyrovna algoritmu Alfa-beta ani jako Mr. X ani pii
hrani za agenty.

Z tohoto duvodu bylo tieba ovérit funkénost Alfa-beta ve véts$im meéritku. Postupnym
zvétsovanim velikosti hraci plochy, délky hry a poctu agentt jsem chtél ovérit funkénost
metod MCTS a Alfa-beta. Alfa-beta stale dominovala i ve vétsim méritku, jenomze pii
pridavani vice agentil Alfa-beta zacinala pouzivat nadmérné mnozstvi prostredkt. Kvili
pamétové narocnosti, casové narocnosti a nedostatecné kapacity vlastnich prostiedkt, jsem
musel testy s Alfa-betou ukonc¢it. Stejné testy s MCTS se ukdazaly z tohoto pohledu velmi
priznivé. Metoda MCTS se dokaze casové omezit. Zahraje nejlepsi tah v daném casovém
intervalu.

7 toho vyplyva, ze samotnd metoda MCTS nestaci a je tfeba ji vyuzit jako podptirnou
metodu k jiné metodé. Podobné jako je tomu u programu AlphaGo, ktery vyuzivé algoritmu
MCTS spolu s neuronovymi sitémi.
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Priloha A

Obsah prilozeného pamétového
média

Prilozené pamétové médium obsahuje kromé samotné bakalarské prace soubory a skripty
potfebné pro béh programu, ktery hraje zjednodusSenou verzi hry Scotland Yard auto-
nomneé. Na paméfovém médiu ve slozce Python-3.9.5 je také program Python, potfebny
pro chod skriptt. Pokyny pro instalaci a spusténi tohoto programu jsou uvedeny v souboru
README. rst, umisténého ve slozce Python-3.9.5. Ve slozce monte-carlo se nachizi soubor
README.md, ktery obsahuje popis spousténi skriptu, argumentt skriptu a vycet nalezitych
soubort. Skript se spousti z prikazové fadky a argumenty ovliviiuji chovani skriptu.

Seznam souboru ve sloZce monte-carlo

Zde je uveden seznam skripti potiebnych pro fungovani porgramu, ktery hraje zjednodu-
senou verzi hry Scotland Yard autonomné. Soubory prevzaté a upravené jsou prejaty ze
zdrojovych kédu A. Tulusédka [14]. Tyto soubory jsou upraveny a misto upraveni je oko-
mentovano.

Prevzaté a upravené soubory:

o alfa_ beta.py

e alfa_beta_mrx.py
o alfa_ beta_node.py
e environment.py

Vlastni soubory:

« README.md

e main.py

e mcC_ environment.py
e monte_ carlo.py

o alfa_ beta_ wrapper.py

e player.py
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Priloha B

Scotland Yard - Pravidla hry

Namét hry

Zlodéj, zvany Mr. X, se snazi setifast své pronasledovatele v Londyné. Utika pied nimi

taxikem, autobusem nebo metrem. Jen ten nejmoudtejsi detektiv (agent) ho muze chytit.
Mr. X se snazi az do konce hry o to, aby svym pronasledovatelim unikl a skryl misto

svého pobytu. Agenti se naopak snazi spravné si vylozit tahy Mr. X a vystopovat ho.

Cil hry

Mr. X se snazi uniknout svym pronasledovatelim a zustat neobjeveny, dokud agenti nevy-
Cerpaji vsechny své tahy. Agenti se snazi najit Mr. X tim, Ze se dostanou na zastavku, na
které se pravé nachazi Mr. X.

Priprava

Hraci se dohodnou, kdo prevezme roli Mr. X. (Tip: pro tuto roli jsou potfebné pevné nervy,
proto by ji mél vzit zkuSeny hrac). Ostatni hraci pfevezmou roli agenti.
Mr. X obdrzi:

e 1 bilou hraci figurku
e clonu pro Mr. X (zabrani, aby detektivové vidéli, kam se Mr. X diva)
o tabulku jizd s vloZenym papirem
o tuzku
o listky:
— 5x Cerny listek
— 2x dvojity tah
Kazdy agent obdrzi:
e 1 barevnou herni figurku podle vlastni volby a prislusnou tabulku a listky

o listky, které polozi na svoji tabulku s listky:
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— 4x metro
— 8x autobus

— 11x taxi

Startovni postaveni

Aby jste si urcili startovni pozice, roztfidte startovaci karty podle jejich zadnich stran (D
a X). Promichejte zvlast karty D a zvlast karty X a polozte je prikryté na stul. Kazdy
agent si vytahne jednu startovaci kartu s pismenem D na zadni strané a postavi svou hraci
figurku na odpovidajici stanici. Nyni si Mr. X skryté vybere startovaci kartu s pismenem
X na zadni strané a podiva se na ni. Svoji figurku ale nepostavi na hraci desku.

Priabéh hry

Hraje se az 22 kol. Jedno kolo se skldda z toho, Ze Mr. X nejprve vykona svuj tah a
nakonec v libovolném potadi vsichni agenti. K tomu musi Mr. X a kazdy agent zménit své
postaveni. Kazdy agent pouzije pro pouzitou trasu listek, ktery prida ze své tabulky listkt
do vseobecnych zasob. Mr. X si bere svoje listky vzdy ze vSeobecnych zésob.

Jak se tdhne

Kazdé misto na hraci desce je stanice pro 1 az 3 dopravni prostfedky (taxi, autobus, me-
tro). Barvy stanic oznacuji, jaké dopravni prostredky odtud vychazeji a kde zastavuji. Aby
jste mohli pouzit néjaky dopravni prostfedek, musi stat hraci figurka na stanici pro tento
dopravni prostiedek (barva dopravniho prostfedku je zahrnutd v barvé stanice).

o Taxikem (zlutd) se dostanete na kazdé misto na hraci desce. Trasa, kterou muzete
projit, je ale kratka - muzete se posunout jen k dalsimu mistu (podél zluté linky).

o Autobus (tyrkysova) jde jen z mist s tyrkysovym pulkruhem ve stanici - s nim muzete
projit po autobusovych linkiach o néco delsi trasy.

o Metro (¢ervend) jde po ¢ervenych linkdch a muze rychle projit velké vzdalenosti.

Na hraci desce je ale jen malo stanic metra (mista s ¢ervenym vnitinim ¢tvercem ve stanici).
Hrac pouzije listek odpovidajici barvou a posune se k dalsi stanici. Uslou trasu muzete projit
znovu zpét pii dalsim tahu. VSechny figurky se mizou presouvat jen na volna mista. Jestlize
Mr. X nemiize tdhnout na zddné volné misto, prohrél. Jestlize agent tdhne na misto, na
kterém se nachazi Mr. X, pak Mr. X taky prohral. Agenti nesmi nikdy stdt na stejném
miste.

Hraci tahy Mr. X

Mr. X vykonava své tahy skryté. Vybere si pro to tajné novou stanici, kterd je néjakou
linkou pfimo spojend s aktudlni pozici. Zapise ¢islo nové stanice na dalsi volné pole své
tabulky jizd. Sviaj zapis prikryje pouzitym listkem. Agenti tedy védi, jakym dopravnim
prostfedkem se Mr. X presouval, ale nevédi, kam. Kdyz je pti ndsledujicim tahu hrace opét
na radé, tahne z této zaznamenané stanice dal k dalsi stanici, kterou si vybere atd.
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Hraci tahy agenta

Po té, co Mr. X ukondéi sviij tah, piijdou na fadu v libovolném poradi agenti. Protoze
agenti maji spolecny cil, méli by se hraci dobre dohodnout na svych tazich pri hie. Kazdy
agent odevzda do zasob svij pravé pouzity listek a presune svou figurku na zvolenou stanici
dopravniho prostiredku, ktery si vybere.

V priabéhu hry plati:

e Agenti maji omezené zdsoby listku. Jestlize nemda agent jiz zddny listek na jeden
z dopravnich prostiedki, nemuze tento dopravni prostiedek pouzivat.

o Jestlize jiz agent nema vubec zadné listky nebo uz svymi listky nemuze tahnout, musi
hru opustit.

o Agenti si mezi sebou nesmi vyménovat listky:.

o Listky agenti lezi vzdy viditelné, aby Mr. X mohl zjistit, jaké dopravni prostiedky
maji jeho prondsledovatelé jesté k dispozici.

Specialni tahy Mr. X

Prozrazeni polohy Mr.X

Mr.X se musi ukézat v pravidelnych intervalech, a to po svém 3., 8., 13, 18. a 24. tahu.
Tahy, ve kterych se musi objevit, jsou oznacené na tabuli jizd zakrouzkovanymi ¢isly a
vétsim polem na psani. Stejné jako jindy vykond Mr. X sviij zapis na tabulku jizd a polozi
na ni sviyj listek. Potom postavi svou hraci figurku na aktualni pozici. Nyni maji agenti
velkou Sanci Mr. X obkli¢it nebo chytit. Neni ale moc ¢asu, protoze uz pri dalsim tahu si
Mr. X vezme svou hraci figurku z desky a zmizi.

Dvojiny tah

Jestlize hraje Mr. X s listkem na dvojity tah, mtize v tomto kole navstivit hned dvé mista a to
v jakékoliv povolené kombinaci 2 dopravnich prostiedkii. Zaznamena obé stanice na tabulce
jizd (do 2 samostatnych poli) a polozi na ni 2 listky pouzitych dopravnich prostiedku. Listek
na dvojity tah se dostane ze hry. JestliZze je prvnim mistem misto, na kterém se musi Mr. X
objevit, ukaze se tam, ale zmizi hned s druhym tahem. Protoze se dvojity tah hraje primo
za sebou jako 2 normadlni hraci tahy, nesmi{ Mr. X ani pfi prvnim ani pfi druhém tahu
vstoupit na pole, na kterém stoji agent. V jednom kole mtze Mr. X pouzit jen 1 listek na
dvojity tah.

Cerné listky

Mr. X muze misto normélniho listku pouzit ¢erny listek, ktery plati pro jakykoliv dopravni
prostiedek. S ¢ernym listkem muze Mr. X (a jen Mr. X) taky pouzit trajekt (a tak jit
napf. z bodu 157 do bodu 115). Toto spojeni (¢erné linky) neni mozné pouzit s zadnym
jinym listkem. Jestlize Mr. X pouzije cerny listek, neobrzi agenti zadné upozornéni na to,
jaky dopravni prostfedek Mr. X mohl pouzit. Cerné listky se mohou pouzivat také v ramci
dvojitych tahii. Jako obvykle se odkladdji na tabulku jizd.
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Konec hry
Agenti vyhravaji, jestlize:
e se v jakémkoliv okamziku v pribéhu hry ocitnou agent a Mr. X soucasné na stejné
stanici. V tomto pripadé se musi Mr. X nechat vidét.
Mr. X vyhrava, jestlize:

o stihne do konce 22. kola hry projit Londynem bez toho, aby ho agenti chytili. Kolo je
ukoncené az tehdy, kdy nakonec jesté jednou tahnou agenti.

e uz zadny z agentil nemutze tahnout.
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