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Abstrakt

Sietnica je dolezitou sucastou Iudského oka. Spractuva sa na nej dopadajtce svetlo a na-
vyse, je z nej mozné diagnostikovat rézne ochorenia. Ich véasnou diagnostikou je mozné
predist vaznym nasledkom, ako je napriklad slepota. Medzi najcastejsie ochorenia sietnice
patri diabetickd retinopatia, ktord je spésobena cukrovkou, alebo vekom podmienena ma-
kulédrna degenerdcia. Automatizovand segmentécia ciev sietnice ulahc¢uje a urychluje pracu
oftalmolégom. Tato praca sa zameriava na segmentaciu krvych ciev sietnice a ich nésledne
delenie na tenké a hrubé. Navrhnuty algoritmus pouziva morfologické operacie, zhlukova-
nie metddou najblizsich stredov a Frangiho algoritmus. Testovanie navrhnutej metédy bolo
vykonané na datovych saddch Drive a HRF. Priemerné citlivost metody je 69,89 %, Speci-
fickost 91,55 % a presnost metddy je 88,63 %. Pri rozdelovani ciev sa zistilo, Ze v priemere
21,50 % pixelov patri hrubym cievam a zvysnych 78,50 % tvoria tenké cievy.

Abstract

The retina is an important part of the human eye. Incident light is processed here and
moreover, it plays an essential role in diagnosing various diseases. Its early diagnostics can
prevent serious consequences, such as blindness. The most common retinal diseases include
diabetic retinopathy, as a consequence of diabetes, and age-related macular degeneration.
Automatic retinal vessels segmentation facilitates and speeds up the work of an ophthalmo-
logist. This work focuses on retinal blood vessels segmentation and its further classification
into thin and thick vessels. The proposed algorithm is based on morphological operati-
ons, k-means clustering, and Frangi’s algorithm. Evaluation of the proposed method was
performed on two publicly available datasets - Drive and HRF. The results obtained repre-
sent 69,89 % for sensitivity, 91,55 % for specificity, and 88,63 % for accuracy. Division of
the vessels shows, that on average 21,50 % vessels pixels belong to thick vessels and the rest
78,50 % belong to thin vessels.
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Kapitola 1

Uvod

Oftalmolégia alebo aj o¢né lekarstvo je medicinsky odbor, ktory sa zameriava na vysetrenie
oka. V ramci tychto vysetreni sa vykonava napriklad vysSetrenie zrakovej ostrosti, mera-
nie vnutroocného tlaku alebo aj vySetrenie parametrov rohovky. V neposlednom rade sa
vysetruje o¢né pozadie, to znamend sietnica a sklovec a zrakovy nerv.

VysSetrenie sietnice je nutné najmé pri podozreni na zeleny zakal, pri ochoreni sietnice,
sklovca alebo zrakového nervu. Pri ochoreni sietnice sa vo viac¢sine jednd o vekom podmie-
neni makuldrnu degeneraciu. Zo spominaného vysetrenia sa da taktiez zistif diabeticka
retinopatia, ktora je vyvoland ako komplikacia u pacientov s diabetom a taktiez makuldrna
diera, ktorej pri¢ina nie je jasna.

Vysetrenie sa vykonava pomocou fundus fotografie, ¢o je proces, pri ktorom je zachytena
séria snimkov o¢ného pozadia cez zrenicu. Snimky sa zachytavaji pomocou fundus kamery,
ktora je v podstate Specidlny mikroskop s nizkym vykonom a pripojenou kamerou. Oc¢ny
lekar nasledne snimky posudzuje.

V pripade, ze choroba oka nie je v¢asne a spravne diagnostikovana, moze nastat Gplna
slepota. Preto je potrebna automatickd segmentacia ciev sietnice. Kvalitnd segmentéacia
napomaha oftalmolégom so skorou diagnostikou, urychluje pracu a moze predist fatalnym
nésledkom réznych chorob.

1.1 Ciele prace

Cielom préce je analyzovat a popisat predchadzajicu publikovani pracu segmentécie krv-
nych ciev sietnice. Na zaklade tychto znalosti navrhnif a implementovat vlastny algoritmus
segmentécie s rozdelenim ciev do dvoch skupin, a to tenké a hrubé. Dalsim krokom je na-
vrhnuty algoritmus otestovat a urcit jeho presnost. Na zaver je potrebné zhrnut dosiahnuté
vysledky a popisat mozné zlepsSenia pre budicu pracu.

1.2 Obsah prace

Prva cast prace, kapitola 2, sa zameriava na Iudské oko, jeho anatémiu a zlozenie. Blizsie
opisuje krvné cievy na sietnici a ich problematické varianty. Taktiez je tu popisana fotografia
oc¢ného pozadia. Kapitola 3 sa zameriava na vybrané techniky spracovania obrazu a opisuje
analyzu predchadzajicej prace. Navrh algoritmu a vSetky pouzité metdédy st obsiahnuté
v kapitole 4. Nésledne je navrhnuty algoritmus je vyhodnoteny v kapitole 5.



Kapitola 2

Ludské oko

Oko je jednym z najdolezitejsich zmyslovych orgénov - vdaka nemu ¢lovek prijima az 80 %
informécii z vonkajsieho prostredia. Je to velmi zlozity a dokonaly systém tvoreny mmnoz-
stvom cCasti, ktoré musia dokonale spolupracovat. Z oka sa vSak daju zistit aj skryté ocho-
renia, ktoré sa zraku netykaju. Diagnostikuje sa zo zrenice, dihovky, skléry, ale aj sietnice.
Tieto casti oka pomahaju diagnostikovat napriklad vysoky krvny tlak, diabetes, vysoku hla-
dinu choresteloru. Ale je mozné odhalit aj skryté nadory na mozgu, rozne druhy leukémie
alebo infek¢né ochorenia.

2.1 Anatomia

Ludské oko sa skladd z desiatich zakladnych casti, vid obrazok 2.1. Kazda z tychto casti
hré dolezitu tlohu pri vytvarani zrakového vnemu.

Skléra

Skléra je biela cast oka, nazyvana aj bielko, ktord udrzuje velkost a tvar oc¢nej gule. Je
hrubsia a pevnejsia ako rohovka a chrani oko pred poskodenim. Pokryva takmer celé oko.
Tvori ho kolagén a elastické vlakna [52].

Rohovka

Je to priehladné a ¢ire tkanivo, ktoré pokryva prednu cast ocnej bulvy. Zakladna funkcia
rohovky spociva v prepustani svetla do vnutra oka a zaroven v jeho ochrane z vonkajsej
strany. Rohovka je extrémne citliva na dotyk, chemické zmeny a teplotu. Ma vela nervovych
zakonceni. Na jej povrchu sa nachadza slzny film, ktory chrani rohovkovy epitel a kutiky
oka na oboch stranach. Hribka kornei u dospelého ¢loveka je okolo 1 milimetra [52].

Zrenica

Zrenica reaguje na dopadajice svetlo a prisposobuje sa jeho intenzite. Prisposobovanie
zrenice vsak umoznuje dihovka, nie samotna zrejnica [52].



Duhovka

Najdolezitejsou tlohou duhovky je regulacia dopadajiceho svetla. V svetlom prostredi za-
bezpecuje, aby bola zrenica mensia a dovnutra tak preptstala menej svetla. Za tmy docha-
dza k presnému opaku: zviera¢ zrenice sa otvori a zrenica sa rozsiri [52].

SosSovka

Sosovka zachytava svetlo vstupujiice do zrenice a tym zabezpecuje ostry obraz na sietnici.
Je elasticka a dokéze menit svoj tvar pomocou cilidrneho svalu, ¢co umoznuje zaostrovat ob-
jekty v roznych vzdialenostiach. SoSovka taktiez prevracia obraz a na sietnici ho vizualizuje
zozadu dopredu. Obraz sa spravne otdca az pri spracovani mozgom [52].

Sklovec

Priestor medzi §o§ovkou a sietnicou vypliia sklovec. Je priehladny, z 98 % sa sklad4 z vody
a zvys$né 2 % obsahuju kyselinu hyalurénovi a kolagénové vldkna [52].

Sietnica

Sietnica spractva svetlo a farebné podnety a odovzdava ich do mozgu prostrednictvom zra-
kového nervu. Fotoreceptory, ktoré tu lezia, sa delia na ¢apiky a tycéinky. Ty¢inky su citlivé
na biele svetlo, naproti tomu capiky reaguju na svetlo farebné. Funkéne najdélezitejsou Cas-
tou sietnice je jej centrum, takzvana makula. Zodpoveda za rozkladaciu schopnost a farebné
videnie [52].

Cievnatka
Cievnatka zabezpecuje prisun zivin k receptorom na sietnici, udrziava jej stdlu teplotu a je
zapojend aj do akomodacie (t.j. zaostrovania). Je umiestnena medzi sklérou a sietnicou [52].

Zrakovy nerv

Prendsanie informécii do mozgu zabezpecuje zrakovy nerv. Vychadza zo sietnice cez miesto
zvané papila. Tento bod sa oznacuje ako "slepa skvrna', pretoze tu sietnica nema ziadne
senzorické bunky [52].

7Z1t4 Skvrna

Miestom najostrejsiecho videnia je zltd skvrna, ktora sa nachadza na sietnici. Je zlozena
z 3 miliénov svetlocitlivych zmyslovych buniek. Uprostred nej sa nachadza centralna jamka
sietnice, ktord umoziiuje periférne videnie [52].

2.2 Krvné cievy

Sietnica ludského oka dokaze dokonale pracovat vdaka krvnym cievam. Krvné cievy maja
v oku jedine¢ny vzor, rovnako ako odtlacky prstov. Vdaka tomu je mozné oko vyuzit aj
na identifikdciu oséb. Tato jedinecnost vSsak méze komplikovat vySetrenia oéného pozadia
a identifikdciu chorob.
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Obr. 2.1: Anatémia ludského oka (prevzaté z [15])

Prvé ¢lenenie vnutornej krénej tepny je o¢na tepna, ktord je prvou zo série tepien zod-
povedajucich za vyzivu a prekrvenie réznych o¢nych struktir a pomocnych orgédnov oka.
Sietnica je prekrvovana dvomi vetvami o¢nej tepny: centralnou retinalnou artériou a zadnou
cilidrnou artériou. Centralna retindlna artéria sa tiahne popri optickom nerve a vstupuje
do optického disku. Tu sa dalej deli a vetvi a doddva krv do vnitornych vrstiev sietnice.
Centralna retindlna artéria je hlavnym zdrojom krvi pre sietnicu.

Zadné cilidrne artérie dodavaju krv do cievovky, ktora vyzivuje a prekrvuje vrchnu
a strednt cast sietnice. Pocet tychto artérii je rozny u kazdého c¢loveka, zvycajne v rozmedzi
jednej az piatich artérii. Tie sa dalej vetvia na mensie artérie a vyzivuju proximalnu cievovku
a hlavu optického nervu, prechadzaju sklérou a pokracuju v dlnych tepnéach, ktoré zasobuju
distalnu cievovku [35].

Cilioretinalne tepny

Existujui rozne anatomické varianty, ktorymi sa vetvi tepna zo zadnych cilidrnych artérii
alebo cievnatky. Tieto tepny napomahaju centralnej retinalnej artérii prekrvovat vnitorné
Casti sietnice. Stiidie ukazuji, Ze prave tu dochddza k najbeznej$im vrodenym anomdlidm
vaskulatiri sietnice, ktord sa moze nachddzat u 6-32 % jedincov. V studii, ktord pouzivala
snimky oc¢ného pozadia a fluoresceinovi angiografiu sa zistilo, ze tieto subjekty mohli byt
nedostatocne diagnostikované. Menej Casto sa mozu objavif viaceré cilioretindlne tepny
v jednom oku. Pri vyvine tychto tepien hra velku rolu genetika.

Cilioretinalne artérie sa klinicky javia ako cievy, ktoré vznikaji na okraji disku a klent
sa smerom von. Doélezitou vlastnostou pri ich diagnostike je, Ze nemaji priame napojenie na
centralnu retindlnu tepnu a st tvarované do ostrého obltku.Tento jav je mozné pozorovat
na obrazku 2.2.

Tieto tepny zvycajne zasobuji hlavne foveu a spodnu cast sietnice. M6zu byt tiez vy-
hodné v pripade uzavretia centralnej retinalnej artérie, kedy pomozu predist strate zraku
a dalej budu prekrvovat foveu a udrziavat cirkuldciu krvi. Rovnako aj zvysena cirkulacia
krvi moze pomoct pri primérnom glaukéme.

Aj ked tieto cievy maji mnoho klinickych benefitov, predstavuji urcité riziko, napriklad
uzavretie tepny. Avsak progndzy pri uzavreti tejto tepny su vicSinou dobré a nepredstavuju
riziko uplnej straty zraku. Taktiez s spajané so zvysenym prietokom krvi v oku, ¢o zvysuje
pravdepodobnost vyskytu diabetického makuldrneho edému [35].



Obr. 2.2: Snimka o¢ného pozadia: Cilioretindlna artéria vychadzajica z okraja disku. Na
zacCiatku (pod Sipkou) utvédra ostry oblik. Nemé napojenie na centralnu tepnu. (prevzaté
z [49])

Kolateralne cievy

Kolateraly vznikaji na sietnici z viacerych pri¢in. Medzi c¢asté pric¢iny patri napriklad vas-
kularna okltuzia, galukéom, alebo diabetes mellitus a dalsie. V suvislosti s okliziou, teda
upchanim zil, vznikaju tieto skratky za tcelom transportu krvi z cievy, kde sa nachadza
prekazka. Kolateraly maji podobni charakteristiku ako normalne cievy na sietnici, a teda,
kanal, ktory tvoria, prepaja vntutorné vrstvy sietnice.

Tiez sa moze stat, ze sa kolateraly vytvoria bez zdravotnej pric¢iny. V tom pripade
nemaju ziadny klinicky vyznam a u zdravych pacientov zostavaji nemenné.

V diagnostike byva problematické odlisit kolaterdly od neovaskularizacie, teda rastu
novych kapilar v oblasti rohovky oka. Kolaterdly sa javia ako normalne klukaté cievy, vid.
obrazok 2.3, ktoré spajaji napriklad zily alebo tepny. Neovaskuldrne cievy st naopak malé
a tenké. [47, 35]

Obr. 2.3: PribliZend snimka o¢ného pozadia so zameranim na kolateralne cievy, ktoré vy-
zerajui ako normadlne klukaté cievy. (prevzaté z [35])



2.3 Fotografia ocného pozadia

Fotografia o¢ného pozadia zachytava sietnicu a neurosenzorické tkanivo v oku. Vytvara sa
priamo cez zrenicu. Pacient sedi oproti kamere, s bradou poloZenou na opierke a ¢elom proti
tyci. Kamera vyzaduje, aby ju lekar nastavil a zaostril. Po stlaceni spuste sa aktivuje blesk,
ktorym sa vytvori snimka o¢ného pozadia. Toto vysetrenie zobrazuje obrazok 2.4.

Pri vytvarani fotografie mézu byt pouzité rozne farebné filtre alebo Specialne farbiva.
Medzi tieto farbiva patri napriklad indokyaninova zelen alebo fluorescein [44].

Obr. 2.4: VySetrenie oka fundus kamerou (prevzaté z [36])

Fundus kamera

Fundus kamera je Specidlny mikroskop s pripojenou kamerou, ktorého opticky dizajn bol
zalozeny na dizajne nepriameho oftalmoskopu. Kamery sa delia do kategoérii na zdklade
optického uhla, ktory prijima SoSovka. Za zakladny uhol za poklada uhol 30°, kedy sa
proporcionédlne mensie zvécsSenie sietnice. Kamery s tizkym uhlom poskytujt uhol pohladu
mensi ako 20° [44].
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Obr. 2.6: Prstencové svetlo (prevzaté
Obr. 2.5: Optika fundus kamery (pre- z [3])

vzaté z [3])
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Optika fundus kamery

Pomocou lampy alebo elektronického blesku je generované svetlo, ktoré prechddza roéznymi
filtrami a okrihlym zrkadlom. Toto zrkadlo odraza svetlo dalej do série Sosoviek, ktoré
svetlo zameriavaju. Posledna soSovka obsahuje filter, ktory formuje svetlo do tvaru prstenca,
vid obrazok 2.6. Toto prstencovité svetlo sa odraza na okruhlom zrkadle, ktoré obsahuje
centralnu clonu. Dalej vystupuje z fotoaparatu cez osovku objektivu a vstupuje do oka cez
rohovku.

V pripade, Ze osvetlovaci systém a obraz su spravne nastavené a zaostrené, vysledny
obraz sietnice vychddza z rohovky cez neosvetleni c¢ast prstenca. Svetlo naspéat prechadza
cez otvor okrithleho zrkadla, astigmatické korekéné zariadenie a dioptrické korekéné sosovky
a nésledne je zachyteny kamerou [44]. Jednoduchy nacrt optiky fundus kamery je zobrazeny
na obrazku 2.5.
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Kapitola 3

Analyza predchadzajicej prace

3.1 Filtre

Filtrovanie patri medzi zakladné pristupy v oblasti pocitacového videnia a spracovania
obrazu. Mnohé algoritmy segmentécie o¢nych ciev zo sietnice vyuzivaju niektory z nasle-
dovnych filtrov.

Zakladom kazdého filtra je matica, teda jadro. Toto jadro sa aplikuje na kazdy pixel
obrazu a vypocita sa nova hodnota pixelu.

Filtrovanie strednou hodnotou

Filtrovanie strednou hodnotou, tzv. Mean filter, je jednoduchd metéda pouzivana na vy-
hladenie obrazu. Znizuje sa rozdiel intenzit medzi jednotlivymi pixelmi a pouziva sa tiez na
zmiernenie Sumu v obraze. Zaraduje sa medzi konvolucné filtre.

Princip tohto filtra je nahradit hodnotu kazdého pixelu priemernou hodnotou v jadre,
teda samotného pixelu a vSetkych jeho susediacich pixelov. Zvycajne sa pouziva jadro o vel-
kosti 3x3, ale je mozné pouzit aj vacsie filtre pre vacsiu redukciu Sumu.

Tato metdda sa zvycajne pouziva v ramci predspracovania. Na obrazku 3.2 je zobrazené
filtrovanie touto metédou s jadrom o velkosti 11 x 11.

Autori ¢lanku [38], Temitope Mapayi, Serestina Viriri a Jules-Raymond Tapamo zvolili
predspracovanie pomocou viacerych metdd a jednou z nich je prave filtrovanie strednou
hodnotou.

Medianovy filter

Priemerovanie susedskych pixelov moze mat neziaduce efekty ako napriklad rozmazanie Ciar
a ostrych hran.

Medianovy filter je efektivna metdda, ktord do istej miery dokéze rozlisif sum od ob-
razovych prvkov, ako st hrany a c¢iary. Vysledok filtrovania medidnovym filtrom je mozné
pozorovat na obrazku 3.3 Tento filter miesto priemernej hodnoty v jadre vybera strednu
hodnotu, teda medidan. Radi sa medzi nelinearne filtre.

Této metdda bola pouzitd napriklad v préci [33] ako predspracovanie pred samotnou
segmentdciou a klasifikdciou pomocou neurénovych sieti. Taktiez bola pouZitd v praci [38]
ako jedna z viacerych metéd predspracovania. Ako je vidiet v tabulke 3.1, predspracovanie
pomocou medidnového filtra prinieslo lepsie vysledky oproti Gaussovmu a Mean filtru,
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najméa v oblasti senzitivity. Tieto price st blizsie analyzované v sekcii o strojom uceni
s ucitelom 3.3 a bez ucitela 3.4.

Gaussov filter

Na vyhladenie obrazu sa taktiez pouziva Gaussovsky operator, ktory sa radi medzi konvo-
luc¢né filtre. Vyuziva sa na redukciu Ssumu a je podobny Mean filtru. Vyuziva iné jadro, a to
také, ktoré reprezentuje Gaussovo rozlozenie.

Vysledkom pre kazdy pixel je vazeny priemer jeho susedskych pixelov, s priemerom
vazenym viac k hodnote stredovych pixelov v matici. Vdaka tomu Gaussov filter pontiika
jemnejsie vyhladenie obrazu s ohladom na hrany. Obrazok 3.4 presiel filtrovanim s jadrom
o velkosti 11 x 11.

V ¢lanku [37] autori opisuju pouzitie Gaussovho filtra na segmentaciu. V rdmci pred-
spracovania je pouzitd metéda CLAHE a Mean filter na zredukovanie Sumu, ktory vytvéara
metéda CLAHE. Taktiez je pouzité morfologické otvorenie, aby sa odstrénili objekty ako
opticky disk. Vdaka segmentacii Gaussovym filtrom si vo vyslednom obraze viditelné aj
tenké a nejasné cievy. Tato metdda vykazala velmi dobré vysledky najmé v oblasti Speci-
fickosti - 96,90 %, presnost vysla na 95,72 % a senzitivita na 82,10 %.

Sobelov operator

Sobelov operator sa vyuziva na detekciu hran v obraze.

Tento operator sa sklada z dvoch konvolu¢nych jadier, kde jedno z jadier je otoCené
0 90°. Vdaka tomu je mozné najst hrany veritkdlne aj horizontalne. Pri vertikalnej maske
je prostredny stipec nulovy a vypoéitava sa rozdiel pravych a lavych pixelov v okoly hrany.
Taktiez prostredné hodnoty prvého a tretieho stlpca st vicsie ako ostatné, a teda sa ddva
vicsia vaha pixelom pri pixely hrany.

V préci [28] predstavenej Ghadiri et al. bol vyuziti Sobelov operator na detekciu hran
ciev. Prechadzajucim krokom je extrakcia smeru linearnych struktar, ¢o ulahcuje detekciu
hran. Na rozdiel od bezného Sobelovho operatora, autori nepouzili prahovi hodnotu ale
dve maximalne hodnoty v okoli linearnej struktury.

Laplaceov filter

Laplaceov filter je detektor hran, pouzivany na vypocitanie druhych derivacii v obraze
a zistenie hodnoty, v ktorej sa prva derivacie meni. Jadro tohto filtru zvycajne obsahuje ne-
gativne hodnoty na kriz stredového pixelu, nulové alebo kladné hodnoty v rohoch. Stredovy
pixel je zaporny alebo kladny.

Prof. Dr. Chorage a Khot vo svojej praci [46] o extrakcii ciev na detekciu diabetickej
retinopatie pouzili prave tento operator na detekciu hran. Najprv sa snimka predspracuje
pomocou CLAHE metédy a néasledne sa aplikuje Laplaceov operator. Za tym nasleduje
morfologicka erdzia na odstranenie falosne detekovanych struktir. Z takto segmentovaného
obrazu je podla autorov mozné detegovat blokadu krvi v cievach a s tym spojenu diabetickt
retinopatiu.
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Obr. 3.1: Obrazok v odtienoch sivej bez Obr. 3.2: Filtrovanie stredovou hodnotou
filtrovania (prevzaté z [6]) s jadrom o velkosti 11 x 11

Obr. 3.3: Filtrovanie medidnovym filtrom Obr. 3.4: Filtrovanie Gaussovym filtrom
s jadrom o velkosti 11 x 11 s jadrom o velkosti 11 x 11

Cannyho hranovy detektor

Cannyho hranovy detektor je viactrovnovy algoritmus na detekciu hran v akomkolvek
vstupnom obraze. Algoritmus je zalozeny na obraze v odtienioch sivej, preto sa ako pre-
rekvizita vyzaduje transformécia obrazu.

Kroky algoritmu si nasledovné:

e Redukcia Sumu pomocou Gaussovho filtra. Velkost filtra zavisi na pozadovanom roz-
mazani. Cim je filter mensi, tym menej bude rozmazanie viditelné.

e Vypocet gradientov - umoznuje urcit intenzitu a smer hran pomocou operatorov pre
detekciu hran. Najcastejsie sa vyuziva Sobelov operator.

e Non-maximum Suppression - algoritmus prechadza cez vsetky body v matici gradientu
a nijde pixel s najvyssou hodnotou v smere hrany.
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e Dvojité prahovanie - cielom je, identifikovat 3 druhy pixelov: silné, slabé a nerele-
vantné. Silné pixely maju vysoku intenzitu a patria hrane. Nerelevantné pixely s urci-
tostou nie si sticastou hrany. Slabé body nemaji dostatoc¢ne vysoku intenzitu, aby boli
povazované za body hrany a zdroven nie si dostato¢ne nizke, aby boli nerelevantné.

e Finalna detekcie hran. Pixely, ktoré st oznacené ako slabé sa vyhodnotia ako silné,
ak st susediace so silnym pixelom. Inak si povazované za nerelevantné [43] [1].

Pouzitie tohto algoritmu opisuji autori ¢lanku [32] pri detekeii optického disku. Po pred-
spracovani bol lokalizovany opticky disk pomocou filtru standardnej odchylky intenzity,
aplikovalo sa morfologické uzavretie a nasledne Cannyho hranovy detektor s nizkym pra-
hom 0,4 a vysokym prahom 0,1.

Tento hranovy detektor bol taktiez pouzity v praci [23], kde bol najprv implementovany
Frangiho algoritmus 3.1 na rozne velkosti rozliSenia, nasledne bol autormi navrhnutym
filtrom odstraneny odraz kamery na cievach. Ako posledny krok segmentédcie sa pouzil
Cannyho hranovy detektor, ktorého vystupom je binarny obraz. Bindrne obrazy zo vsetkych
rozliSeni st na zaver spojené pomocou OR operatora.

Chang et al. [24] predstavili modifikovany hranovy detektor na extrakciu malych ciev
sietnice. Na rozdiel od povodného detektora, ktory vyuziva globalne prahové hodnoty, na-
vrhnuty algoritmus vyuziva lokalne prahové hodnoty, aby sa vyhol strate slabych hrén.
Experimenty vykonané autormi ukazali zlepsenie segmentacie malych ciev oproti povod-
nému detektoru.

Frangiho algoritmus

Frangiho filter je pristup, ktory umoznuje vidiet rarkovité struktiry, a teda aj cievy v obraze.
Vyuziva sa n-dimenziondlna Hessova matica spojitej funkcie f, ktord obsahuje derivacie
druhého radu. Plati:

1
1
1
A3 = — .
3= 3 (3.3)

kde a je dizka rirkovitej strukttry, b je vyska a ¢ je Sirka. Na zdklade hodndt i, Ao
a A3 je mozné definovat 3 druhy struktary: tanierovity, rarkovity a tvar kvapky. Hodnoty,
ktoré udavaja tvar struktiary, urcuju taktiez ¢i sa jednd o svetld alebo tmavia Struktaru.
V pripade, Ze st vysoké hodnoty zaporné, ide o svetla struktiru. Naopak struktira je tmava
so svetlym pozadim v pripade, ze vysledné vysoké hodnoty st kladné.

V 2D obrazoch, a teda aj pri segmentacii krvnych ciev sietnice, sa A3 a parameter c
nepouziva [27].

Definicia funkcie je:

0
= { (1 can(558)) (con(550)) (1 — ean(52)) .

kde S je urcuje sirku ciev, ktoré bude mozné najst. «, 8 a ¢ s konstanty, ktoré upravuji
senzitivitu filtra. Pre R4 a Rp plati:
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| A2
Ry=— 3.5
A= (3:5)

Al
vV )\2 * )\3

Odportca sa tieto vypocty opakovat pre rézne sirky ciev, teda menit hodnotu o, od
najmensej az po najvacsiu hodnotu ocakavanej sirky.

Tento pristup bol pouzity napriklad v préci A. Budai et al. [23], kde po predspracovani
implementovali Frangiho algoritmus. V ich praci vsak neopakovali vypocty pre rozne hod-
noty sirky ciev ale hodnotu o stanovili na mali konstantu a vypocty opakovali pre rozne
rozlisenia.

Frangiho filter spolu s Gaborovou funkciou bol opisany v ¢lanku [40] na vylepSenie ciev.
Hodnotu o zvolili inkrementovat o 0,1 od 1 po 4. Nasledne na samotni segmentéaciu pouzili
Fuzzy C-Means algoritmus.

Rp = (3.6)

3.2 Matematickad morfolégia

Matematicka morfologia je technika pouzivana pri extrahovani komponent obrazu, ktoré
st potrebné na opis tvaru objektu, jeho hranic, vypliian{ dier v objekte a ndjdenie kostry
objektu. Morfologia sa pouziva najmé pri predspracovani a zavere¢nom spracovani obrazu.
Aplikuje sa na bindrne obrazy alebo obraz v odtienoch sivej.

Dolezitou sucastou morfologickych operacii je strukturalny prvok. Na spracovanie me-
dicinskych snimkov sa najcastejsie pouziva maska v tvare disku, ktorej priklad je mozné
vidiet na obrazku 3.5. Maska v tvare disku je nezavisld od otocenia, ¢o predstavuje velku
vyhodu oproti ingm maskam [31].

0 0001 O0O0O0TO0
001111100
01 1111110
011111110
111111111
01 1111110
011111110
001111100
0 00O0O1O0O0OTO0TO

Obr. 3.5: Maska v tvare disku

Zakladné morfologické operacie st erdzia a diletacia. Erdzia sa pouziva na zjednodusenie
struktury objektov, pricom objekty hribky 1 sa tplne stratia. Naopak diletdcia zvicsuje
objekty a pouziva sa k zaplneniu malych dier. Kombinaciou tychto dvoch operacii vzni-
kaji dalsie dve vyznamné operacie pre spracovanie obrazu - otvorenie a uzavretie. Sluzia
k odstraneniu detailov v obraze ako je napriklad sum, pricom velkost a tvar obrazu zo-
stavaju nezmenené. Morfologické otvorenie spociva vo vykonani erdzie a nésledne diletacie
a odstranuje sum pozadia obrazu. Zatvorenie je diletdcia s nédslednou eréziou. Tato kombi-
nécia operacii uzatvara diery v objektoch alebo odstranuje mierny Sum vyskytujici sa na
objekte [7].
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Medzi zlozitejsie operacie patria napriklad top hat transformécie. Top-hat transformacia
extrahuje z obrazu malé elementy a detaily. Pozname 2 druhy: biela top-hat a éierna top-hat
transformacia. Biela top-hat je definovana ako obraz, minus jeho morfologické otvorenie.
Tito operdcia vracia svetlé body, ktoré st mensie ako $trukturalny prvok. Cierna top-hat
je definovand ako morfologické uzavretie minus povodny obraz. Tato operacia vracia tmavé
elementy, ktoré st mensie ako strukturalny prvok. Vo vyslednom obraze po vykonani ¢iernej
top-hat transformdcie su vsak tieto prvky zobrazené ako svetlé [7].

Segmemtaciu pomocou morfolégie navrhol Prof. Manjusha S. Borse [21]. Sklada sa
z troch krokov: 1) Predspracovanie 2) Morfologickd segmentécia a vyplnenie ciev 3) Ex-
trakcia stredovej osi ciev.

Pocas segmentéacie v tomto algoritme bola pouzita diletacia na zviacésenie objektov a vy-
plnenie dier. Erdzia slizi na zmensenie objektov. Na samotnil segmenticiu bola pouzita
top-hat transformécia s réoznymi strukturdlnymi elementami, napriklad v tvare gule, disku,
stvorca alebo Ciary. Elementy boli pouzité s réznymi velkostami a v réznych smeroch oto-
Cenia. Algoritmus bol otestovany na Drive ddtovej sade, s vysledkom presnosti 96,79 %.

Spracovanie obrazu pomocou morfologickych operécii bolo pouzité v studii [19] na ob-
razy s diabetickou retinopatiou. Najprv je vstupny obraz spracovany pomocou adaptativ-
neho vyrovnania histogramu s obmedzenym kontrastom (CLAHE) a nésledne vylepseny
pomocou morfologickych operacii, vratane top-hat transformécie. Poslednym krokom tohto
algoritmu je hysterézne prahovanie.

Na otestovanie tejto metédy boli pouzité dve datova sady: HRF a DR HAGIS. Priemerna
presnost na HAGIS datovej sade bola 95,12 % a na HRF datovej sade to bolo o nie¢o menej,
a to 94,38 %.

3.3 Strojové ucenie s ucitelom

Ucenie s ucitelom je podkategoria strojového ucenia a umelej inteligencie. Algoritmy ucenia

s uCitelom st navrhnuté tak, aby sa vedeli ucit na priklade. Pouzivaju trénovaciu mno-

zinu vstupov a korektnych vystupov na ucenie modelu dosiahnut spravny vysledok. Pocas

tréningu algoritmy hladaja vzory v datach, ktoré koreluju s pozadovanymi vystupmi.
Ucenie s ucitelom moéze byt rozdelené do dvoch kategorii:

o Klasifikacia - vstupné data st priradené triede alebo kategorii na zdklade poskytnu-
tych trénovacich dat.

o Regresia - je prediktivny Statisticky proces. Snazi sa najst vztahy medzi zavislymi
a nezavislymi premennymi.

Konvoluéné neurdénové siete

Konvoluéné neurénova siet je algoritmus hlbokého ucenia. Vyhodou je, ze vyzaduje menej
predspracovania v porovnani s ingmi pristupmi. Ulohou tychto sieti je zmensit obrazok na
takt formu, aby sa lahko spracoval bez straty vlastnosti.

10 vrstvova konvoluéna neurénova siet bola navrhnutd Melinscak, Prentasic a Lonca-
ric [39] s pouzitim max-poolingu. Max-pooling vrstvy st pevne stanovené a netrénované.
Na vykonanie segmentdcie sa pouzivaju bloky s neparnym poctom pixelov, aby sa urcila
trieda centralneho pixelu. Na trénovanie sa pouzivaji manuélne segmentované obrazy. Tato
10-vrstvova siet sa sklada striedavo zo 4 konvoluc¢nych vrstiev a 4 max-pooling vrstiev.
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Na konci st 2 plne prepojené vrstvy. Pri testovani mala tdto metdéda priemerni presnost
94,66 %.

Plne konvolu¢ni neurénovu siet navrhli autori ¢lanku [42]. Na zaciatok implemento-
vali statickﬁ Vlnkovﬁ transforméciu aby sa vyuiila Viacﬁrovﬁové povaha Vaskulatﬁry oka.
obrazkov, ktoré extrahovali pocas trenlngu siete. Architektira algoritmu sa sklada z ké-
dera a dekddera, ktord bolo inspirovana stidiom predchadzajicimi pracami. V samotnej
neurénovej sieti pouzili Xavierovu inicializaciu, ako aktivacna funkciu pouzili tzv. Rectified
Linear Unit, dalej max-pooling a na vzorkovanie interpoléciu najblizsieho suseda.

V klasickej konvolucnej sieti sa pouziva aspon jedna plne spojena vrstva, kvoli ktorej
je vstupny obraz obmedzeny na jednu fixn velkost. Autori tohto algoritmu navrhli zmenit
plne spojent vrstvu za konvoluénu vrstvu s jadrom o velkosti 1x1. V tom pripade nie je
vstupny obraz fixovany rozmermi.

DalSou pricou zameranou na segmentéciu pomocou konvoluénych sieti bola praca K.
Balasubramanian, N.P. Ananthamoorthy [33], v ktorej opisuji pouzitie konvoluénych ne-
urénovych sieti spolu s metédou podpornych vektorov. Na predspracovanie bol pouzity
medianovy filter a na segmentaciu metéda zoskupovania super-pixelov. V tomto algoritme
sa najprv zozbieraju super-pixely zo vstupného obrazu, nasledne sa zostroji dvojstranny
graf, na ktory je aplikovana T-cut metdda na vytvorenie k skupin. Pixely v jednej sku-
pine sa povazuju za segment. Na segmentaciu konkrétnej oblasti zo sietnicového obrazu sa
pouziva metoda strednej orientacie. Po segmentacii nasleduje extrakcia vlastnosti pomo-
cou konvoluénych neurénovych sieti, ktora poméaha s klasifikdciou krvnych ciev. Délezité
aspekty, ktoré st tu zahrnuté st lokalna konektivita, zdielanie parametrov a max-pooling
vrstva. Po extrakcii si vlastnosti klasifikované pomocou metédy podpornych vektorov, ¢o
je metéda ucenia s ucitelom.

Testovanie na Drive détovej sade ukazalo velmi slubné vysledky. 40 % snimok z ddtovej
sady bolo pouzitych na tréning a zvysnych 60 % bolo testovacich. Senzitivita navrhovane;
metddy vysla na 97,12 %, Specifickost na 98,09 % a presnost 97,43 %.

Algoritmus K-najblizsich susedov

K-najblizsich susedov, alebo aj KNN, je jednoduchy algoritmus, ktory sa pouziva na riesenie
klasifika¢nych, aj regresnych problémov. Zvycajne je zalozena na Euklidovskej vzdialenosti,
ktorej predpis je vzorec 3.7, medzi skisobnou vzorkou a konkrétnymi klasifikovanymi vzor-
kami.

d(z,y) = | D (@ — yk)? (3.7)
k=1

S.A. Salem, N.M. Salem, a A.K. Nandi [45] navrhli algoritmus na segmentéciu ciev sietnice
zalozeny na algoritme k-najblizsich susedov. Najvacsim rozdielom je, ze navrhnuty algorit-
mus nevyzaduje trénovaciu sadu. Navrhnuty algoritmus je mozné rozdelit na dve etapy.
V prvej etape sa ndhodne zvoli N pixelov, z ktorych sa vytvoria neprekryvajice sa zhluky
o maximalnej velkosti K;y;; pixelov. Nasledne sa aktualizuja zhluky a ich ¢lenstva tak, aby
vznikol predom definovany pocet zhlukov. Druhd etapa je priradit zvysné pixeli. Pre kazdy
nepriradeny pixel je ndjdenych K najblizsich pixelov. Pixel je priradeny do zhluku, ktorému
patri najvacsi pocet najdenych K pixelov.
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Autori na vyhodnotenie svojho algoritmu pouzili 20 snimok a vysledky porovnali s vy-
sledkami bezného KNN algoritmu, u ktorého bolo 10 obrazov pouzitych na tréning a 10 na
test. Navrhnutd metéda vykazovala asi o 5 % horsie vysledky oproti KNN algoritmu.

Vazeny KNN algoritmus navrhli BJ. Zou, Y. Chen, CZ. Zhu [20] na klasifikiciu ciev na
tepny a zili. Autori upravili vypocet Euklidovskej vzdialenosti o hodnotu wy, ako ukazuje
vzorec 3.8. Ak wi; — 400, vlastnost 1 sa stava rozhodujicou. Stcastou ich algoritmu bola,
okrem iného, aj extrakcia osi ciev. Pixely patriace tejto osi sa vyuzili pri klasifikacii a roz-
delovali sa na zaklade mékkého rozhodovania. Navrhnutym algoritmom bolo vsak mozné
klasifikovat len cievy vécsie ako 2 pixely. Presnost algoritmu bola stanovend na 88,51 %.

n

d(x,y) = | D (wp x (@ — yr)?) (3.8)

k=1

3.4 Strojové ucenie bez ucitela

Strojové ucenie bez ucitela je Specifické tym, ze ma k dispozicii len vstupné hodnoty. Na-
rozdiel od ucenia s ucitelom nemé fazu trénovania a ani mu nie je poskytnuta datova sada,
z ktorého by mal zistit aké vystupné hodnoty treba pouzivat. Ulohy tohto typu analyzuji
sadu objektov, ktoré nemaji priradent triedy.

Je mozné ho rozdelit do dvoch kategérii:

e Zhlukovanie - spracovava data a vytvara prirodzené skupiny.

e Asociacie - hlada zaujimavé vztahy medzi premennymi vo velkych databazach.

Zhlukovanie metédou najblizsich stredov

Vs

Zhlukovanie metédou najblizsich stredov, dalej len k-means, je zhlukovaci algoritmus, ktory
predpoklada, Ze nezname data, ktoré popisuji n-rozmerné vektory, tvoria v priestore k zhlu-
kov a kazdy zhluk je reprezentovany prototypom - taziskom. Pri spracovani obrazu, data,
a teda aj vektory, tvori histogram intenzit a taziskd si ndhodne vybrané intenzity z vypo-
¢itaného histogramu.

Jednym z moznych vyuziti k-means algoritmu je na samotnii segmentéciu, ako opisuju
autori Gehad Hassan et al. v ¢ldnku [30]. Autori v rdmci predspracovania pouzili morfolo-
gické operécie na vyhladenie obrazu a redukciu Sumu. Najprv bol na vstupny obraz pouzity
operator otvorenia a rekonstrukény operator na vyhladenie obrazu. Nasledne presiel obraz
top-hat transforméaciou a bol nan aplikovany Gaussov filter so sirkou 7 pixelov. Na takto
vylepSeny obraz je mozné aplikovat k-means zhlukovanie. V tomto pripade boli ndhodne
zvolené 2 taziska. Pocitaji sa vzdialenosti medzi jednotlivymi pixelmi a faziskami a pixel
je priradeny do triedy, ktord mu je blizsia. Priemernd hodnota histogramu je zvolend ako
nové tazisko. Tieto kroky sa opakuji pokial sa prototypy menia.

Testovanie tejto metddy prebehlo na DRIVE détovej sade. Senzitivita metédy vysla na
87,99 %, Specifickost na 97,99 % a presnost na 96,25 %. V porovnani s inymi pristupmi
spomenutymi v ¢lanku [30], vysli velmi dobré vysledky presnosti, ¢o dokazuje zlepSenie
v oblasti nespravnej klasifikdcie.

Podobny pristup pouzili aj T. Mapayi, S. Viriri a J. R. Tapamo v ich praci [38]. Na
predspracovanie vstupného obrazu pouzili hned niekolko filtrov samostatne: Gaussov, Mean
a Medianovy filter. Z obrazov bol extrahovany zeleny kanal. Dalsfm krokom bola segmenté-
cia pomocou k-means zhlukovania. Segmentovali sa obrazy na ktorych bol pouzity Gaussov,
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Medianovy a Mean filter samostatne, ale aj ich kombinacie. Konkrétne sa jednalo o kombi-
naciu Medianového a Mean filtra, kombindciu Medidnového a Gaussovho filtra a kombinaciu
Mean a Gaussovho filtra. Zhlukovanie na zaklade intenzit prebehlo podobne ako je popisané
v predchadzajicom algoritme [30]. Na zaver bol na kazdy obraz pouzity Medianovy filter
a morfologické otvorenie na odstranenie falosne detekovanych pixelov a medianovy filter
o velkosti 2x2 na odstranenie Sumu.

Tabulka 3.1: Porovnanie vysledkov testovania k-means segmentacie s réznymi metdédami
predspracovania na DRIVE datovej sade

Metéda predspracovania ‘ Senzitivita | Specifickost | Presnost
Morfologické operécie [30] 87,99 97,99 96,25
Medidnovy filter [38] 73,99 97,66 95,56
Mean filter [38] 64,59 98,55 95,55
Gaussov filter [38§] 63,15 98,69 95,55
Medianovy + Mean filter [38] 75,81 97,03 95,16
Medidnovy + Gaussov filter [38] 75,18 97,26 95,31
Mean + Gaussov filter [38§] 70,79 97,59 95,23

Metéda vykazuje velmi dobré vysledky najma v oblasti Specifickosti. K-means v kom-
binacii s medidanovym filtrom preukazalo lepsie vysledky oproti filtru Gaussovmu a Mean
filtru. Avsak ako je mozné vidiet v tabulke 3.1, vSeobecne najlepsie vysledky k-means seg-
mentacie mad metéda navrhnutd Gehad Hassan et al.[30], kde bolo predspracovanie navr-
hnuté pomocou morfologickych operacii.

V ¢lanku [41] autori predstavili metédu, kde v rdmci predspracovania pouzili k-means
zhlukovanie na odstranenie svetlych 1ézii, aby sa ulah¢ilo rozpoznavanie ciev a zaroven, aby
zakladna struktira vstupného obrazu ostala nezmenené. Pixely v obraze mé6zu byt rozdelené
do troch kategérii: pozadie, popredie a cievy. Pixely pozadia st také, ktoré nepatria cievam,
léziam, ani optickému disku. St tmavsie ako 1ézie a opticky disk, ale svetlejsie ako cievy.
Opticky disk a lézie sa radia do kategoérie popredia. Autori na zdklade strednej a Standardne;j
odchylky matice intenzit urcili poc¢iato¢né prototypy zhlukov. Pixely sa priradia do zhlukov
a vypocitaji sa nové prototypy. Algoritmus sa opakuje kym sa zhluky a prototypy neustéalia.
Po procese zhlukovania sa pouzije fazisko popredia na odstranenie svetlych 1ézii.

dfp =cy = 1Ip (3.9)

I, je intenzita pixelu p, ¢y je hodnota taziska popredia, a teda df, je rozdiel intenzity pixelu
od intenzity prototypu popredia. Cize ak p je pixel cievy, df, bude vysokd hodnota. Naopak,
ked p patri pozadiu alebo 1ézii, tato hodnota bude nizka. V tejto metéde bol dalej pouzity
multiscale line operator na detekovanie ciev. Autori sa rozhodli pre 3 operatory s ¢iarami
o dizkach 5, 11 a 15 pixelov v dvanastich réznych smeroch. Vyslednd hodnota pixelu bude
maximélna hodnota spomedzi hodn6t vyhodnotenymi tymito operatormi. Poslednym kro-
kom spracovania je prahovanie hodnotou vybranou experimentélne, s ciefom konvertovat
obraz na bindrny.

Na testovanie boli pouzité datové sady DRIVE a STARE. Na Drive datovej sade vysla
presnost predstavenej metédy na 93,87 %. Vysledky zo Stare ddtovej sade st u patologickych
obrazov 94,38 % presnost a 94,83 % presnost u celkovej détovej sady. Hodnoty senzitivity
a Specifickosti autori v ¢lanku neuvadzaji. Metdda teda vykazuje podobné vysledky ako iné
algoritmy, s ktorymi bola porovnavana. Vdaka podobnym vysledkom na oboch datovych

20



sadach je mozné konstatovat, ze metdda pracuje konzistentne v réznych pripadoch. Na
druht stranu, algoritmus falosne detekoval niektoré tmavé lézie a Sum pozadia. Taktiez bol
zaznamenany problém s detekciou najtensich ciev.

Optimalizacia rojom castic

Opltimalizacia rojom castic je efektivna optimalizatnd metdda, patriaca medzi algoritmy
ingpirované prirodou. Castice st kandidatne rieSenia. Castice vyhodnocuju optimélne rie-
Senie na zaklade svojej vlastnej skiisenosti, svojho najlepsieho riesenia, ktoré sa oznacuje
ako pbest. Taktiez vyhodnocuju na zdklade najlepsieho riesenia skupiny - roja, ktoré je
oznacované ako gbest. Vyhoda tohto algoritmu v porovnani s inymi je v tom, Ze obsahuje
len zopar parametrov, ktoré treba nastavovat, a tak je jednoduchy na implementaciu.

G. Hassan et al.[29] vo svojom algoritme pouzili prahovi segmentédciu optimalizovani
pomocou roja ¢astic. Cielom bolo pouzit na segmentaciu viaciroviiové prahovanie, ktorého
problémom je spravne automaticky zvolif n-iroviiovy prah. Tento problém je mozné zmenit
na optimaliza¢ny problém, kde je cielom néjst optimalny prah, ktory bude maximalizovat
objektovi funkciu.

Algoritmus bol implementovany nasledovne: Castice si generované ndhodnym spdsobom
s rozsahom minimalnej a maximéalnej hodnoty prahu. Vyhodnoti sa objektova funkcia castice
na zaklade ktorej sa inicializuji sa hodnoty pbest a gbest. Vypocitaju sa nové rychlosti
castic a ich nové pozicie. Znova sa vypocita hodnotiaca funkcia pre kazdu casticu s jej
novou poziciou a aktualizuji hodnoty pbest a gbest. Ak boli dosiahnuté optimélne prahové
hodnoty, pozicia Castic je reprezentovana hodnotou gbest.

V inej studii [48] bola pouzitd tato optimalizacia na najdenie vhodnych parametrov L,
o a T matched filtru. L predstavuje dizku cievy v jednom smere, o je mierka filtra a T
je poloha, kde by sa Gaussova krivka mala orezat. Pouzili filter s dvoma vahami. Vécsie
hodnoty na detekovanie velkych ciev a malé hodnoty na detekovanie malych tenkych ciev.

Rozsah hodnét jednotlivych parametrov pouziili nasledovny: Ly = {1,2,...,10}, 01 =
{1,2,..., 10}, Ty = {1,2,...,10}, Ly = {1,2,...,10}, 02 = {1,2,...,10}, To = {1,2,..., 10}
Castica je kandidatne riesenie pozostavajice zo sady {L1,01,T1} a {La, 09, T5}. Po inicia-
lizécii roja a nastaveni pozicii Castic a ich rychlosti, v tomto pripade na 0, st vygenerované
2 jadra filtru s roznymi uhlami otocenia. Vstupny obraz sa konvertuje za pomoci vygene-
rovanych filtrov, zndsobi sa odozva filtra, aby sa potlac¢il Sum a vypocita sa plocha pod
operacnou krivkou ROC, ktord je pouzitéd ako fitness funkcia. Aktualizuje sa rychlost a po-
zicia Castic. Tento cyklus sa opakuje, kym nie je dosiahnuty maximalny pocet opakovani
alebo sa riesenie nemeni.

Pri samotnej segmentacii je pouzita zelend komponenta vstupného obrazu a v ramci
predspracovania je aplikovany medianovy filter, s va¢sim oknom 30 x 30. Vysledny obraz
tejto filtracie je vynaty z originalneho obrazu. Nasleduje filtrovanie pomocou matched filtra
s parametrami ziskanymi optimalizaciou a filtrovanie globalnym prahom. Za vysledné cievy
sa povazuju tie, ktoré sa nachadzaju v obraze vynatom po medidanovej filtracii a stcasne
aj v obraze po filtracil matched filtrom. Malé cievy sa odstrania, aby sa predislo falosnej
detekcii.

Obidva predchadzajice popisané algoritmy boli testované a merané na DRIVE détovej
sade. Ako aj metéda navrhnutd K.S. Sreejini, V.K. Govindan [48], tak aj metéda pouzitd
G. Hassan et al.[29] poskytuju lepsie vysledky ako iné metddy, ktoré boli v ¢ldnku autormi
porovnavané. Jednalo sa najmé o rozdiely v oblasti Specifickosti a presnosti.
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Tabulka 3.2: Porovnanie vysledkov metdd segmentécie za pouzitia optimalizacie rojom Cas-
tic

Metéda \ Senzitivita \ Specifickost | Presnost
Matched filter [48] 71,32 98,66 96,33
Prahovanie [29] 88,79 98,62 97,75

Algoritmus navrhnuty K.S. Sreejini, V.K. Govindan vykazuje lepsie vysledky pri pouziti
viacstupnového filtra, nez pri pouziti jednostupnového.

Systém kolénie mravcov

Systém kolénie mravcov patri medzi algoritmy inspirované prirodou. Mravce prehladavaju
okolie a snazia sa najst najkratsiu cestu k potrave. Pocas prehladavania vypustaja feromon,
na zaklade ktorého nasledne vyhodnocuju najlepsiu cestu.

Ahmed Hamza Asad et al [17] [18] pouzili ako heuristickd funkciu Euklidovski vzdia-
lenost medzi pixelom (i,7) a stredom ciev a triedami pozadia v priestore funkcii. V rdmci
zlepsenia algoritmu navrhli heuristickd funkciu zalozend na teorii pravdepodobnosti. Na-
vrhnuté boli dva spdsoby zlepsenia aktualizovacieho mechanizmu: na zaklade iteracie a na
zéklade histérie. Pri aktualizovani na zdklade iteracie sa aktualizuje level feromoénu kazdého
pixelu podla toho, kolkokrat bol pixel navstiveny v danej iteracii. Aktualizacia zaloZend na
histérii aktualizuje hodnotu feroménu na pixely na zaklade poc¢tu navstev daného pixelu
od zaciatku behu algoritmu.

V clanku [25], autori M. G. Cinsdikici a D. Aydin opisuju pouzitie systému kol6nie
mravcov a matched filter paralelne na jednom vstupnom obrazku a ich nésledné spojenie
pomocou OR operatora. Navrhnuty algoritmus ma nasledujiice kroky:

e Predspracovanie: zahfna extrakciu zeleného kanalu, vylepsenie obrazu a rozdelenie
obrazu na mensie bloky. Rozdelenie na mensie bloky bolo inspirované faktom, Ze na
obraze z oftalmoskopu o rozmeroch 512 x 512 sirka cievy nepresahuje 15 pixelov. Tieto
bloky st oznacené, ak obsahuja cast cievy a st pouzité dalej v algoritme.

e Algoritmus kolonie mravcov: Kazdy blok je povazovany za graf a pixely si vrcholmi
grafu. Mravce st ndhodne rozlozené na pixely a nasledovné kroky st vybrané precho-
dovym pravidlom systému kolonie mravcov. Mravec moéze zomriet v dvoch pripadoch,
a to ak nemd zZiadny vhodny pixel, na ktory by sa posunul alebo ak vycerpa svoju pa-
mét. Potom ¢o mravci vykonaju svoje pohyby, aktualizuje sa level feromoénov. Tento
cyklus sa opakuje predom urcéeny pocet krat. Na zaver sa zltcia bloky a prebehne
binarizdcia. Bindrny obraz je vygenerovany pomocou prahovej hodnoty nad hladinou
feromoénu.

e Matched filter algoritmus: je aplikovany na obraz s extrakciou zeleného kandlu, na
ktory je pouzitd normalizac¢nd funkcia. Po normalizacii nasleduje zmena mierky po-
mocou LogSig funkcie na elimindciu odlahlych hodnét. Dalej je aplikovany Gaussov
filter.

e Zjednotenie: Bindrny obraz vytvoreny algoritmom kolénie mravcov a obraz vytvoreny
matched filterom st spojené pomocou OR operdtora. Néasledne st odstranené nezia-
dice nepripojené malé Casti ciev, pomocou analyzy pripojenych komponentov. Kazda
izolovana ¢ast je oznadend ako objekt a ulozend do tabulky s informdaciou o dizke. Na
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zaklade urcené prahu su z tabulky a rovnako aj z obrazku odstranené neziadice casti
ciev.

Experimenty navrhnutého algoritmu ukézali, Ze systém kolénie mravcov zlepSuje presnost
matched filteru. Na druhi stranu obsahuje nedostatky, ktoré by bolo treba vylepsit. Medzi
nedostatky tejto metody patri fakt, ze cievy vo findlnom obraze st hrubsie, ako je standard.
Taktiez fakt, ze mravce chybne definuju patologické miesta ako cievy, a tak sa mozu objavit
vo findlnom obraze.

3.5 Sledovanie ciev

Pri sledovani ciev sa automaticky alebo manudlne vyberaji body patriace hrane alebo
stredovej osi cievy. Na zdklade danych bodov a smeru cievy sa vykond maly krok v smere
cievy a v blizkosti sa hladaji body patriace hrane alebo osi. Ked sa nidjdu nové hrany,
vyrata sa priblizny smer a vykond sa novy krok v danom smere [51].

Yi Yin et al[51] navrhli iterativny algoritmus sledovania, v ktorom su inicializa¢né
body vybrané manudlne. Body hrany si nasledne detekované na zdklade statistik lokalnych
odtienov sedej. Kazdé4 nova najdend vetva je brana ako nova cieva, na ktort je pouzity ten
isty algoritmus. Proces kon¢i, ked je najdeny koniec cievy.

V kazdom kroku je vytvorena polkruznica, ktora predstavuje prehladavani oblast. Tato
polkruznica by mala byt dynamicka a adaptabilna, z dévodu komplexnych geometrickych
vlastnosti ciev. V prehladdvanom okne je néjdenych niekolko kandidatov na body hrany
a na to, aby boli vybrané nové body patriace hrane je potrebny konfigura¢ny model. Autori
tejto prace [51] vytvorili 3 typy konfiguracii na zéklade Struktir ciev: normélna (samos-
tatnd cieva), rozdvojenie cievy a krizenie ciev. Ak st zvolené 2 body, jedné sa o normélnu,
samostatni cievu. V pripade 4 bodov, ide o rozdvojenie cievy a v pripade 6 zvolenych bo-
dov sa jedna o krizenie ciev. Z tychto 6 bodov, 2 body patria aktualnej cieve a zvysné 4
novej. Body hrany cievy su detekované pomocou Bayesovej metody s kritériom maximalnej
pravdepodobnosti (MAP).

Dalsfm pristupom k sledovaniu ciev je pouzitie viactiroviiovej segmentacie. Urobili tak
Marios Viachos a Evangelos Dermatas vo svojej praci [50], kde algoritmus za¢ina na malej
skupine pixelov, ktoré boli vybrané na zaklade jasu. Odhad nového pixelu sa vykondva
z vyberu mnoziny kandiddtnych pixelov. Ku kandiddtnemu pixelu st vybrané 2 pixely
pozadia v protilahlom smere a vo vzdialenosti polovi¢nej sirky profilu prierezu cievy. Ak
kandidatny pixel patri cieve, hodnota prierezového parametru bude vysoka. V opa¢nom
pripade sa bude hodnota priblizovat nule, pretoze hodnoty kandidatneho pixelu a hodnoty
pixelov pozadia sii podobné.

Viactroviové sledovanie sa vykonava predom urceny pocet opakovani. Pocet trovni,
a teda aj opakovani, sa urcuje na zaklade velkosti priemeru rarkovitych struktar, ktoré su
detekované v obraze. V pripade velkej odchylky priemerov ciev je potreba viac irovni. V al-
goritme sa taktiez pouziva pociatoény odhad siete ciev za pomoci jednoduchého vyberového
procesu s nazvom kvantifikdcia mapy. Je vytvorena z pixelov s hodnotou matice spolahli-
vosti vys§Sou, ako je prahové hodnota. Dalej sa medidnovym filtrom vyplnia medzery v sieti
ciev. Na odstranenie chybnej klasifikdcie medidanovym filtrom je obraz transformovany po-
mocou morfologického otvorenia vo viacerych smeroch. Na zaver je aplikovany proces zvany
morfologicka rekonstrukcia. Cielom je odstranit chybne detekované pixely.
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3.6 Segmentacia tenkych a hrubych ciev

Analyza snimok o¢ného pozadia ukazuje, ze pixely hrubych ciev a pixely tenkych ciev maju
odlisny kontrast oproti pozadiu. Na zaklade toho je mozné uskutoc¢nif segmentaciu tenkych
a hrubych ciev samostatne [26].

Jednym z pristupov je pouzitie k-means zhlukovacieho algoritmu. Autori ¢lanku [26]
navrhli algoritmus, v ktorom bol obraz najprv prespracovany pomocou CLAHE metody
a optimalizovanou top-hat transformaciou. Na takto predspracovany obraz bolo aplikované
k-means zhlukovanie. Autori vo svojej praci predpokladaji, ze pixely hrubych ciev budu
priradené do jednej triedy a pixely tenkych ciev budd patrit nizsej triede. Obidve triedy
boli samostatne extrahované z obrazu. Trieda hrubych ciev vytvorila kostru. Trieda tenkych
ciev bola nésledne spracovana filtrovanim a dalsim k-mean zhlukovanim, po ktorom sa
predpoklada, ze pixely ciev boli priradené najvyssej triede. Na zaver sa obraz s hrubymi
cievami a obraz s tenkymi cievami spojili a vytvoril sa vysledny obraz.

Algoritmus bol otestovany na DRIVE datovej sade. Autori v praci neuvadzaju vysledné
namerané hodnoty pre celi datova sadu. Hodnoty pre jednotlivé snimky uvedené v praci
st priemerne 95,78 % pre presnost, 76,68 % pre senzitivitu a 97,45 % pre Specifickost [26].

V préci [34] bol pouzity rovnaky postup predspracovania ako v prechddzajicom alg-
ritme. Z obrazu, ktory bol upraveny CLAHE met6dou a optimalizovanou top-hat trans-
forméaciou, bola vypocitand druha derivacia pre tenké a hrubé cievy osobitne. To bolo
dosiahnuté pomocou Hessovej matice a transforméciou vlastnych ¢isiel. Na obraz hrubych
ciev bolo aplikované globalne Otsu prahovanie, ktory bol néasledne spojeny s upravenym
obrazom tenkych ciev. Na spojeny obraz bolo aplikované lokalne prahovanie.

Na vyhodnotenie algoritmu boli pouzité DRIVE a STARE datové sady s priemernou
hodnotou presnosti 96,08 % pre DRIVE datovu sadu a 94,59 % pre STARE datovu sadu.

24



Kapitola 4

Navrh algoritmu

4.1 Implementacia

Aplikécia bola implementovand v jazyku Python, verzia 3.9 [11]. Vyuziva kniznicu OpenCV [9]
a Scikit-image [13] na spracovanie obrazu a kniznicu NumPy [8] na pracu s viacrozmernym
polom obrazu. Taktiez st vyuzité funkcie kniznice Scikit-learn [14], ktord podporuje strojové
ucenie a ponika napriklad aj nastroje na vyhodnotenie klasifikacie.

4.2 Ziskanie masky

Ziskanie masky pozadia bolo potrebné na odstranenie prebytoc¢nych informécii v pozadi.
Maska pozadia sa vytvori jednoducho pomocou prahovacej techniky Otsu prahovanie.

Otsu prahovanie patri medzi globédlne prahovacie algoritmy. Zakladnd myslienka za touto
prahovacou metédou je rozdelit histogram obrazu do dvoch zhlukov. Najlepsie teda pracuje
na bimodalnych obrazoch. Otsu algoritmus sa snazi najst prah, ktory minimalizuje vazeny
rozptyl v triede [16].

Snimky, ktoré obsahuji na okraji sietnice tmavt skvrnu alebo tien, st spracované touto
prahovacou technikou tak, ze Casti sietnice su klasifikované ako pozadie. Takuto snimku
ukazuje obrazok 4.1 a jej masku obrazok 4.2. Pre lepsi kontrast sietnice od pozadia som na
vytvorenie masky pouzila modry kanal obrazu, ktory je zobrazeny na obrizku 4.3. V tomto
pripade sa znizil vyskyt nespravne detekovanych tmavych casti sietnice. Na vyplnenie dier
v maske sietnice je aplikované morfologické otvorenie, ktoré vyhladi masku v pripade, ze
poévodné snimka obsahovala vyrazne tmavé skvrny a tiene.

4.3 Predspracovanie

Prvym krokom predspracovania je extrakcia zeleného kanalu. Tento kanal sa vybera z do-
vodu najlepsieho kontrastu medzi cievami a pozadim. Ako je mozné pozorovat na obraz-
koch 4.3 - 4.5, v obraze s modrym a s Cervenym kandlom sa tenké cievy uplne stracaju
a v obraze zeleného kandlu sa tenké cievy lepsie viditelné.

Druhym krokom je rozmazanie Gaussovym filtrom. Velkost matice som zvolila réznu
pre rozne Sirky snimky, vid tabulka 4.1. Vdaka vlastnostiam Gaussovho filtra, ktoré siu
popisane v sekcii 3.1, je zmierneny Sum pozadia, ale hrany ciev zostavaji viditelné.

Nésledne je potrebné zvysit kontrast ciev od pozadia. Na vylepSenie kontrastu som
pouzila adaptivne rozdelenie histogramu s obmedzenym kontrastom, skratene CLAHE me-
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Obr. 4.1: Snimka sietnice s vyraznym tie- Obr. 4.2: Maska oblasti zaujmu pre
nom snimku s tiefilom

Tabulka 4.1: Velkost Gaussovho filtra pri predspracovani pre roézne sirky snimky
’ Maximalna sirka snimky | Velkost filtra

900 9x9
1400 13 x 13
2000 19 x 19

téda. Tato metdéda pracuje na mensich regiéonoch obrazu. V kazdom regiéne je vykonand
ekvalizacia histogramu.

Cierna top-hat transformécia na zéver predspracovania extrahuje cievy od pozadia. T4to
operacia vrati tmavé body v obraze ako svetlé, ktoré si mensie ako strukturdlny element.
Pouzity bol strukturalny element v tvare disku s polomerom 8 pixelov.

Obr. 4.3: Modry kanal Obr. 4.4: Zeleny kanal Obr. 4.5: Cerveny kanal
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4.4 Segmentacia ciev

Pri segmentéacii krvnych ciev som pouzila zhlukovaci algoritmus k-means a Frangiho filter.

Pre k-means zhlukovanie bolo vybranych k = 10 zhlukov. Pociatocné stredy boli ini-
cializované na nahodné hodnoty pomocou priznaku KMEANS_RANDOM_CENTERS, dostupného
z kniznice OpenCV. Kritériom zastavenia vypoctu zhlukovania je dosiahnutie maximalne
poctu iterdcii alebo dosiahnutie urcitej presnosti.

Frangiho algoritmus umoznuje detekciu rarkovitych struktiar v obraze. Hodnotu o, ktora
urcuje ocakavanu sirku ciev, som zvolila v rozmedzi od 0,2 do 2,7 s velkostou kroku 0,5. Tieto
hodnoty pre parameter o zabezpecia, ze sa najdu ako tenké cievy, tak aj hrubé. Hodnota «,
ktord ovplyvniuje senzitivitu algoritmus na tanierovité struktury, je nastavena na konstantu
0,5 a hodnota S, ktora ovplyvnuje citlivost filtru na kvapkovité struktiry, je zvolend na
konstantu 15. Funkcia je zavoren nastavend tak, aby vyhladavala svetlé struktary.

Obraz vytvoreny frangiho funkciou je normalizovany na intervale 0 az 255. Je to z do6-
vodu, Ze funkcia frangi vracia obraz s hodnotami s datovym typom float. Aby bolo mozné
s obrazom dalej pracovat, hodnoty bolo potrebné normalizovat a pretypovat.

Na obraz s najdenymi cievami je aplikovana prahovacia funkcia. Prah je zvoleny na
strednt hodnotu intenzit pixelov v snimke.

Extrakcia hrubych ciev

Pre extrakciu hrubych ciev z obrazu som navrhla k-means zhlukovaci algoritmus. Zhluko-
vanie sa vykonda na predspracovanom snimku, s po¢tom stredov stanovenych na k = 3,
s ndhodnymi inicializa¢nymi hodnotami. Predpoklada sa, ze cievy, ktoré sa oznacujua ako
hrubé, maji najvyssi kontrast oproti pozadiu a tak ich pixely budu klasifikované do naj-
vyssej triedy Ss3. Vysledok zhlukovania je mozné vidiet na obrazku 4.6.

Vysledny obraz I; (4.7) obsahujici hrubé cievy vznikne nasledovne:

o 255, pre (i,7) € S3 . .
I1(w)={0 Pre (V€S 1o M= (12N @)

kde N,, a Ny, predstavuju sirku a vysku obrazu.
Nakolko sa do tejto triedy priradia aj iné pixely, ktorych hodnota je vyssSia aj ked
nepatria hrubej cieve, pouzije sa morfologicka operacia otvorenia.

Obr. 4.6: Vysledok zhluko- Obr. 4.7: Obraz hrubych Obr. 4.8: Manualne seg-

vania, kde k = 3 ciev mentovany obraz
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Extrakcia tenkych ciev

7 hladiska rozdelenia ciev na tenké a hrubé vznikaju 2 kategoérie. V pripade, Ze je mozné
segmentovat cievy na snimke a taktiez je mozné urcit hrubé cievy, ostatné detekované cievy,
ktoré nie s oznacené ako hrubé, je mozné oznacit za tenké.

Na vytvorenie obrazu tenkych ciev som pouzila predom segmentovany obraz ciev a obraz
s cievami uréenymi ako hrubé. Tieto dva obrazy som spracovala pomocou binarnej operacie
XOR. Tym boli zo snimky s celkovou segmenticiou odstranené hrubé cievy. Vzniknuty
obraz teda obsahuje len cievy, ktoré sa zaraduji do kategérie tenkych ciev.

4.5 Zaverecné spracovanie

Celkovy obraz ciev, obraz hrubych ciev a aj obraz tenkych ciev je na zaver spracovany mor-
fologickou operaciou otvorenia. Tato operacia odstrani mierny Sum vytvoreny nespravnou
detekciou pixelov pozadia.

U celkovej segmentécie takyto sum taktiez sposobuju tenké cievy, ktoré maju slaby
kontrast a nepodarilo sa ich segmentovat. U obrazu hrubych ciev to si pixely zaradené do
najvyssej triedy zhlukovanie, ktoré nie st v blizkosti hrubej cievy. V obraze tenkych ciev
je odstranovany najmé sum sposobeny odpocitanim obraz hrubych ciev od obrazu celkovej
segmentécie.

4.6 Testovaci skript

Testovaci skript slizi na vyhodnotenie tispesnosti algoritmu. Skript nacita celii spracovani
datovi sadu, vratane samostatnych hrubych ciev. Dalej skript vyzaduje prislu$né manualne
segmentované snimky.

7Z manudlne segmentovanych snimok a snimok celkovej segmentacie, je vytvorend matica
zameny. Z matice zdmeny su dalej vypocitané hodnoty pre presnost, senzitivitu a Specific-
kost. Tieto hodnoty st vypocitané pre kazda snimku samostatne a zaroven je vytvoreny
priemer pre dant datova sadu.

Skript taktiez vypocita pocet nenulovych pixelov v snimke celkovej segmentécie a tiez
v snimke s hrubymi cievami. Z tychto informécii sa vyhodnoti, kolko percent detekovanych
pixelov ciev, bolo priradenych do triedy hrubych a tenkych ciev.
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4.7 Aplikacia

Uzivatelské rozhranie vyslednej desktopovej aplikdcie bolo vytvorené v Python frameworku

PyQt5 [12].

Aplikacia umoznuje uzivatelovi nahrat fotografiu vo formate .jpg, .gif, .png, .tif, .pgm
alebo .ppm. Snimka je spracovand pomocou navrhnutého segmentacného algoritmu. Vysle-
dok celkovej segmentacie, ale aj snimky hrubych a tenkych ciev, si uzivatelovi zobrazené
v aplikécii. Ukazka snimky obrazovky z aplikacie je zobrazend na obrazku 4.10. Vysledok
celkovej segmentécie je mozné ulozit do lokdlneho tloziska. Uzivatel si taktiez mdze zobrazit
napovedu aplikicie, ktord je zobrazend na obrézku 4.9.

Instaldcia softvéru bola vytvorend pomocou Inno Setup Compiler[5]. Vdaka tomu, si
uzivatel moze aplikciu jednoducho nainstalovat na operacny systém Windows. Spustitelny
subor bol vytvoreny pomocou kniznice Pylnstaller[10].

Aplikicia je dostupnd pod GNU GPLI[4] licenciou pre slobodny softvér.

Y
Retinal Vessel Segmentation

Choose image

1.Click upload button and choose an image
of retina.

Supported formats: jpg .gif .png tif .ppm.
2.Wait until image is processed.

3.0riginal image, segmented image and
division to thin and thick vessels are
displayed.

4.Click on save button and save the
segmented image to your local storage.

Help

Obr. 4.9: Snimka obrazovky uzivatelskej
aplikacie - vypis napovedy
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Choose image

Original All vessels

Thick vessels

Help Save segmented image

Obr. 4.10: Snimka obrazovky uzivatelskej
aplikacie - segmentované snimky



Kapitola 5

Testovanie

5.1 Datové sady

Pri testovani boli pouzité nasledovné volne dostupné datové sady:

DRIVE

Fotografie tejto datovej sady boli ziskané pocas screeningového programu diabetickej reti-
nopatie v Holandsku. Screeningova populédcia pozostavala zo 400 subjektov vo veku 25-90
rokov. Z vytvorenych fotografii bolo nasledne 40 ndhodne vybranych pre tito datovii sadu.
33 fotografii neprejavuje ziadne znamky diabetickej retinopatie, a teda st to obrazky zdravej
sietnice. Na 7 fotografiich je mozné pozorovat mierne znaky tohto ochorenia.

Datova sada bola rozdelena do dvoch kategoérii: testovacia a trénovacia sada. Trénovacia
sada obsahuje pre kazdy obraz jeden manudalne segmentovany obraz. Obidve sady obsahuju
manualne segmentované masku, ktora predstavuje regién zaujmu.

Fotografie boli ziskané pomocou kamery Canon CR5 non-mydriatic 3CCD so 45 stup-
fiovym uhlom pohladu. Velkost vyslednej fotografie je 768 x 584 pixelov s farebnou hibkou
8 bitov.[2]

HRF

Tato databdza bola vytvorend vyskumnou skupinou na Friedrich-Alexander Univerzite
v Nemecku s cielom podporif vyvoj segmentac¢nych algoritmov. Datova sada aktudlne po-
zostéva z 3 kategorii fotografii. Kazda kategoria obsahuje 15 fotografii sietnice a pre kazdu
fotografiu prislusni masku pozadia a manuilne segmentovi sietnicu. Prva kategéria obsa-
huje fotografie sietnice zdravych pacientov, fotografie druhej kategérie preukazuju znaky
diabetickej retinopatie a posledna kategoria bola vytvorend z fotografii pacientov s glauko-
mom.

Fotografie boli zachytené fundus kamerou Canon CR-1 s uhlom pohladu 45 stupnov.
Vysledny obraz mé rozmery 3264 x 4928 pixelov.[22][23]
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5.2 Meranie tspesnosti metéd

Pri vyhodnocovani vysledkov segmentécie sa urcuje senzitivita, Specifickost a presnost. Tieto
vlastnosti sa urc¢uju na zaklade nasledovnych rovnic 5.1, 5.2, 5.3:

Senzitivita = TP/(TP + FN) (5.1)
Specifickost = TN/(TN + FP) (5.2)
Presnost = (TP +TN)/(TP+TN + FP+ FN) (5.3)

kde TP = True Positive, Cize spravne detekované pixely cievy, TN = True Negative, teda
spravne detekované pixely pozadia. FP = False Positive predstavuje pixely pozadia, ktoré st
klasifikované ako pixely cievy a FN = False Negative st pixely ciev nespravne klasifikované
ako pozadie.

Senzitivita meria schopnost segmentovacieho algoritmu spravne detegovat pixely pat-
riace cieve. Specifickost predstavuje schopnost algoritmu detegovat pixely pozadia. Presnost
ukazuje mieru zhody segmentovaného obrazu s manualne segmentovanym obrazom, ktory
predstavuje zakladnu pravdu.

5.3 Vyhodnotenie navrhnutej metody

DRIVE datova sada

Na vyhodnotenie uspesnosti na DRIVE datovej sade som pouzila trénovaciu mnozinu sni-
mok, nakolko k tejto sade prindlezia aj manualne segmentované snimky.

Pri predspracovani Gaussovym filtrom o velkosti 9 x 9, top-hat transformécii so struk-
turdlnym prvkom v tvare disku s polomerom 8 a néslednym zhlukovanim s po¢tom stredov
k = 10, priemerné vysledky vysli nasledovne: 56,00 % pre senzitivitu, 88,43 % pre $pecific-
kost a 81,65 % pre presnost.

Ako je mozné vidiet na obrazku 5.1 v porovnani so Standardom na obrdzku 5.3, navr-
hnuty algoritmus nedokaze dostatoc¢ne detegovat tenké cievy. Obrazok 5.2 zobrazuje pixely
a cievy, ktoré neboli najdené. Taktiez je mozné pozorovat, ze najdené cievy pdsobia hrubsie
ako cievy na manudlne segmentovanej snimke.

Obr. 5.1: Segmentacia na- Obr. 5.2: Nedetekované pi- Obr. 5.3: Manuélne seg-
vrhnutym postupom xely mentovana snimka
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HRF datova sada

Ako uz bolo spomenuté v sekcii 5.1, snimky datovej sady maju velkost 3264 x 4928. Kvoli
urychleniu spracovania som sa rozhodla snimky s podobnymi rozmermi zmensit na polo-
viéni velkost, a to kontrétne snimky so sirkou nad 2000 pixelov. Na zmensenie bola pouzita
interpolacnd metdéda INTER_AREA. Tato metdda je casto pouzivand pri zmensovani obrazu.

Ako prvu testovaciu sadu z tejto datovej sady som zvolila kategdériu snimok zdravych
sietnic. Pri predspracovani som pri snimku s va¢$imi rozmermi zvolila Gaussov filter o vel-
kosti 19 x 19. Strukturalny element top-hat transformécie v tvare disku bol zvoleny na
velkost 8 a zhlukovanie na & = 10 zhlukov. Dosiahnuté vysledky na tejto datovej sade st
73,36 % pre senzitivitu, 94,11 % pre Specifickost a 91,93 % pre presnost.

Na obrazku 5.4 je mozné vidiet, ze algoritmus dokaze lepsie detegovat tenké cievy, oproti
Drive datovej sade 5.1. Avsak v porovnani s manudlne segmentovanou snimkou 5.5, mnohé
tenké cievy ostali nenajdené.

Obr. 5.4: Segmentacia navrhnutym po- Obr. 5.5: Manudlne segmentovana
stupom snimka

Algoritmus vSak nezohladnuje ani nedeteguje ochorenia sietnice. Pri rovnakom nastaveni
parametrov ako u snimkach zdravej sietnice, vyhodnotenie segmentacie dopadlo nasledovne:
Segmentdcia snimok s glaukémom maé presnost 91,69 %, Specifickost 93,15 % a senzitivitu
74,90 %. Snimky s prejavom diabetickej retinopatie ukazuji vysledky s presnostou 89,26 %,
Specifickost 90,51 % a senzitivita metédy je 75,29 %.

Tabulka 5.1: Vyhodnotenie segmentécie v %
’ Datova sada ‘ Senzitivita ‘ Specifickost ‘ Presnost ‘

DRIVE 56,00 88,43 81,65
HRF zdravé 73,36 94,11 91,93
HRF glaukém 74,90 93,15 91,69
HRF DR 75,29 90,51 89,26
Priemer 69,89 91,55 88,63
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5.4 Vyhodnotenie rozdelenia ciev

V nasledujtcej sekcii bude popisané vyhodnotenie rozdelenia ciev na tenké a hrubé. Nakolko
nie st zname ziadne prace, ktoré sa venuji takémuto rozdeleniu ciev, algoritmus nie je mozné
porovnat a vyhodnotit jeho tspesnost. Z tohto dévodu som sa rozhodla rozdelenie ciev
vyhodnotif Statisticky, a to percentualnym rozdelenim ciev. Zaroven tato sekcia obsahuje
aj analyzu pozorovanim, ktora opisuje spravnost detegovania hrubych ciev.

DRIVE datova sada
Analyza

Ako bolo spomenuté v kapitole 4, algoritmus predpokladd, ze pixely, ktoré st pri zhlukovani
pridelené do najvyssej triedy, patria hrubym cievam.

7 obrazku 5.6 je mozné vyhodnotit, ze najvyraznejsie cievy boli detegované ako hrubé.
Tieto najvyraznejsie cievy st vSak v popredi sietnice. Ako je mozné vidiet na manuélne seg-
mentovanej snimke 5.8, v porovnani s detegovanymi cievami 5.7, algoritmus nie je schopny
detegovat vsetky hrubé cievy, ktoré st na pozadi.

Tento isty jav sa objavuje aj u dalsich snimok. Séria obrazkov 5.9, 5.10, 5.11 ukazuje, ze
niektoré cievy, ktoré sa zdaju byt v popredi, neboli detegované az do konca. Vécsina hlav-
nych ciev, ktoré vSak maju dostato¢ny kontrast s pozadim sietnice, je ndjdend a priradena
triede hrubych ciev.

Obr. 5.6: Povodna snimka Obr. 5.7: Detekované hrubé Obr. 5.8: Manualne seg-
sietnice: 22_ training cievy mentovana snimka

Statistiky

Algoritmus pri pouziti Drive datovej sady méa senzitivitu, a teda schopnost spravne dete-
govat pixely cievy, priemerne 56,00 %. Z tychto detegovanych pixelov, je v priemere, zo
vSetkych snimok trénovacej sady, 24,11 % pixelov priradenych hrubym cievam. Zvysnych
75,89 % detegovanych pixelov patri cievam tenkym. Z toho vyplyva, Ze az tri Stvrtiny ciev
v obraze patrie tenkym cievam.

Tabulka 5.2 ukazuje, Ze mnozstvo pixelov priradenych tenkym cievam sa pohybuje v roz-
medzi 71 % az takmer 85 %. V tabulke st vypisané hodnoty pre vybrané snimky datove;
sady. Obrazok 5.10, ktory predstavuje hrubé cievy snimky 5.9 s ndzvom 40_ training, pred-
stavuje az 28.39 % zo vsetkych segmentovanych ciev. Ako je mozné vidiet v tabulke 5.2,
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Obr. 5.9: Povodna snimka Obr. 5.10:  Detegované Obr. 5.11: Manuélne seg-
sietnice: 40_ training hrubé cievy mentovana snimka

podobny pocet hrubych ciev bol detegovany aj pre snimku 5.6 s ndzvom 22_ training, a to
27,76 %

Tabulka 5.2: Vyhodnotenie spracovania vybranych snimok Drive datovej sady

’ Nézov snimky ‘ Senzitivita segmentacie | Hrubé cievy v % ‘ Tenké cievy v % ‘
22 training 55,26 27,76 72,24
24 training 55,67 17,16 82,84
27 _training 56,57 15,68 84,32
29_ training 56,29 27,45 72,55
38__training 56,52 25,12 74,88
39_ training 55,70 39,71 60,29
40_ training 57,51 28,39 71,61
Priemer datovej sady 56,00 24,11 75,89

HRF datova sada
Analyza

Pri pouziti HRF datovej sady je mozné pozorovat lepsie detegovanie ciev oproti DRIVE
datovej sade. Ako uz ukazujui vysledky segmentacie v predchiadzajicej sekcii, priemerna
senzitivita je 74,51 %.

Na obrazku 5.14 je mozné vidiet, Ze su zobrazené takmer vSetky vyrazné cievy, ktoré
st oznacené ako hrubé na manudalne segmentovanej snimke 5.13. Medzi tenké cievy sa vSsak
zaradili zakonc¢enia hrubych ciev. To je sp6sobené tym, Ze ich pixely maju nizsiu intenzitu
a tak sa pri zhlukovani nezaradia do najvyssej triedy.

Statistiky

Pixely ciev, ktoré je mozné vidiet na obrazku 5.14 tvoria az 22,12 % z celkovej siete ciev.
Zvysnych 77,88 % tvoria tenké cievy zobrazené na obrazku 5.15.

Priemerné vysledky zo vsetkych kategérii HRF datovej sady ukazuju vicsie percento
tenkych ciev oproti DRIVE détovej sade. Pri vyhodnoteni rozdelenia ciev u snimok zdravej
sietnice vySlo, ze az 79,07 % pixelov patri tenkym cievam. Pri snimkach sietnice s glauko-
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Tabulka 5.3: Vyhodnotenie vybranych snimok s diabetickou retinopatiou z HRF datovej

sady
’ Nézov snimky ‘ Senzitivita segmentécie | Hrubé cievy v % ‘ Tenké cievy v % ‘
01_dr 79,51 15,09 84,91
05_dr 78,27 18,86 81,14
10_dr 71,03 21,75 78.25
13_dr 78,90 13,55 86,45
Priemer datovej sady 75,29 17,41 82,59

mom priemerne az 79,40 % pixelov patri cievam a pri snimkach s diabetickou retinopatiou
je to az 82,59 %.

Na zéklade tychto zisteni, ale aj na zadklade vyhodnotenia celkovej segmentacia v sek-
cii 5.3 je mozné zhodnotit, ze algoritmus dokaze lepsie detegovat tenké cievy pri celkovej
segmentacii u HRF déatovej sade v porovnani s DRIVE datovou sadou.

b)\‘ yan

Obr. 5.13: Manudlna segmentacia

Obr. 5.12: Povodnd snimka sietnice:
08 h

Obr. 5.14: Detegované hrubé cievy Obr. 5.15: Detegované tenké cievy
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Tabulka 5.4: Vyhodnotenie vybranych snimok so zdravou sietnicou z HRF détovej sady

] Nazov snimky ‘ Senzitivita segmentacie | Hrubé cievy v % \ Tenké cievy v % ‘
08_h 73,70 22,12 77,88
09 _h 71,54 15,33 84,67
11_h 78,41 21.68 78,32
15_h 81,60 18,24 81,76
Priemer datovej sady 73,36 20,93 79,07

Tabulka 5.5: Vyhodnotenie vybranych snimok s glaukémom z HRF datovej sady

Nazov snimky \ Senzitivita segmentacie | Hrubé cievy v % \ Tenké cievy v % ‘
01_g 77,40 16,30 83,70
02_g 75,20 22,84 77,16
04 g 76,14 17,24 82,76
14_¢g 74,72 27,65 72,35
Priemer datovej sady 74,90 20,60 79,40

5.5 Experimenty

Prvé dva experimenty sa venuji k-means zhlukovaniu s réznym poctom stredov a ich vplyv
na vysledni segmentéaciu ciev. Treti experiment sa venuje pouzitiu medianového filtra na-
miesto filtra Gaussovho v predspracovani.

Experiment ¢. 1

Cielom tohto experimentu bolo zistif, ¢i zhlukovanie s va¢sim poctom stredov vo vyslednej
segmentacii dava lepsie vysledky ako zhlukovanie s mensim poc¢tom stredov. Zo spracovania
som vynechala k-means zhlukovanie do k¥ = 10 zhlukov. Vykona sa zhlukovanie do k = 3
zhlukov, ktoré je pouzité na extrakciu hrubych ciev. Ak sa predpoklada, ze hrubé cievy
su priradené do najvyssej triedy Ss, taktiez je mozné predpokladat, ze pixely pozadia sa
priradia do najnizsej triedy Si. Z toho vyplyva, Ze tenké cievy patria triede Ss.

Pri testovani na DRIVE datovej sade som zistila, Zze celkovad priemerna presnost seg-
mentécie sa nelisi od navrhnutého algoritmu. V tomto pripade vysledky testovania dopadli
nasledovane: presnost 81,21 %, Specifickost 87,73 % a senzitivita 56,55 %. Testovanie na
HRF déatovych sadach taktief ukadzalo maly rozdiel oproti navrhnutej metéde, a to pri-
blizne o 2 %. Priemerné hodnoty pre vsetky tri sady HRF datovej sady vysli na presnost
91,28 %, Specifickost 93,13 % a senzitivita 71,91 %.

Experiment ¢. 2

Nakolko predchadzajici experiment ukézal mierne nizsie vysledky oproti navrhnutej me-
téde, tento experiment zistuje, ¢i zhlukovanie do vécsieho poctu zhlukov, ako som navrhla,
zlepsi presnost algoritmu.

Pocet stredov som v tomto pripade zvolila na k = 15. Vysledky testovania dopadli
velmi podobne ako vysledky navrhnutej metédy. Drive datova sada mé v tomto pripade
vysledky 81,75 % pre presnost, 88,65 % pre Specifickost a 55,64 % pre senzitivitu. Namerané
hodnoty u ddtovej sady HRF st 91,15 % pre presnost, 92,88 % pre Specificitu a 73,72 %

36



pre senzitivitu. Tieto hodnoty neukazuji rozdiel ani pol percenta proti zhlukovaniu s 10
stredmi. Z toho mézme usudit, ze zhlukovanie s poétom stredov 10, pontka v navrhnutej
metdde najlepsie mozné vysledky.

Experiment ¢. 3

Tento experiment zistuje, aky vplyv na vysledné hodnoty mé nahradenie Gaussovho filtra
Medianovym filtrom. V tomto pripade som pre obidve datové sady zvolila jadro o velkosti
9. Presnost a Specificita sa nejak vyznamne nezmenili. Priemerna senzitivita u obidvoch
datovych sadach vSak klesla o 5 %. Tato hodnota ukazuje, ze bolo detekovanych menej
ciev, ako pri pouziti Gaussovho filtra.
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Kapitola 6

Zaver

Cielom tejto prace bolo navrhnit algoritmus segmentovania krvnych ciev sietnice oka a seg-
mentované cievy nasledne rozdelit do dvoch skupin - tenké a hrubé.

Navrhla som algoritmus, ktory zacina predspracovanie vyhladenim snimky pomocou
Gaussovho filtra, nasledne sa zvysi kontrast CLAHE metédou. Cierna top-hat transforma-
cia zabezpedi inverziu snimky, a tak vznikne obraz s tmavym pozadim sietnice a vyraznymi
svetlymi cievami. V ramci predspracovania je taktiez ziskand maska pozadia pomocou pra-
hovacej techniky Otsu, ktord vymedzi regién zaujmu pre dalsie spracovanie. Celkova seg-
mentacia ciev je vykonané zhlukovanim metédou najblizsich stredov, teda k-means, a Fran-
giho algoritmom, ktory slizi na detekciu rirkovitych struktir v obraze. Detekcia hrubych
ciev predpoklada, ze pri zhlukovani s poc¢tom stredov 3, sa pixely vsetkych hrubych ciev
priradia do najvyssej triedy. Na zdklade toho je vytvoreny novy obraz s pixelmi patriacimi
najvyssej triede, a teda hrubymi cievami. Nakolko sa v obraze nachadzaja len 2 kategorie
ciev, obraz tenkych ciev je vytvoreny binarnou operaciou xor snimky hrubych ciev a snimky
so vSetkymi segmentovanymi cievami. Zaverecné spracovanie vyuziva morfologickt operaciu
otvorenia na odstranenie mierneho Sumu zo snimky.

Vyhodnotenie algoritmu bolo vykonané na dvoch verejne dostupnych datovych sadach -
Drive a HRF. Vysledné priemerné hodnoty pre obe datové sady predstavuju 69,89 % pre
senzitivitu, 91,55 % pre Specificitu a 88,63 % pre presnost. Rozdelenie ciev do dvoch ka-
tegorii, tenké a hrubé, ukazalo, Ze v priemere 21,50 % pixelov v obraze tvori hrubé cievy
a zvysnym 78,50 % patri cievam tenkym.

Na zaklade vyhodnotenia je vidiet, ze algoritmus nedokéze dostato¢ne detegovat tenké
cievy, ktorych kontrast je nizky oproti pozadiu a Sumu pozadia. Pre zlepsenie tejto prace
by bolo vhodné sa zamerat na odstranenie Sumu z pozadia pri predspracovani s dérazom na
zachovanie najtensich ciev. Co sa tyka rozdelenia ciev, testovanie ukézalo, ze pri zhlukovan{
do 3 kategorii sa do najvyssej kategérie nepriradia hrubé cievy, ktorych intenzita je nizsia
oproti ostatnym hrubym cievam, ktoré st viac na popredi sietnice. V rdmci zlepsSenia algo-
ritmu by bolo treba modifikovat k-means zhlukovanie, tak aby bolo mozné zoskupit vsetky
hrubé cievy.

38



Literatura

[1] Canny Edge Detection [online]. OpenCV [cit. 2020-12-30]. Dostupné z:
https://docs.opencv.org/master/da/d22/tutorial _py_canny.html.

[2] DRIVE: Digital Retinal Images for Vessel Extraction [online]. Dostupné z:
https://drive.grand-challenge.org/.

[3] Fundus Photography Owverview [online]. Ophthalmic photographers’ society [cit.
10.01.2021]. Dostupné z: https://www.opsweb.org/page/fundusphotography.

[4] The GNU General Public License [online]. [cit. 02.05.2021]. Dostupné z:
https://www.gnu.org/licenses/licenses.en.html#GPL.

[5] Jrsoftware.org // Jordan Russell’s Software [online]. [cit. 02.05.2021]. Dostupné z:
https://jrsoftware.org/isinfo.php.

[6] The Lenna story [online]. [cit. 15.04.2021]. Dostupné z: http://www.lenna.org/.

[7] Morphological Transformations [online]. OpenCV [cit. 20.04.2021]. Dostupné z:
https://docs.opencv.org/master/d9/d61/tutorial_py_morphological_ops.html.

[8] NumPy [online]. [cit. 24.04.2021]. Dostupné z: https://numpy.org/.
9] OpenC'V |online|. [cit. 24.04.2021]. Dostupné z: https://opencv.org/.
p p p P g
[10] Pylnstaller [online]. [cit. 02.05.2021]. Dostupné z: https://www.pyinstaller.org/.
[11] Python [online]. [cit. 24.04.2021]. Dostupné z: https://www.python.org/.
[12] Qt for Python [online|. [cit. 22.04.2021]. Dostupné z: https://doc.qt.io/qtforpython/.

[13] Scikit-image, image processing in python [online|. [cit. 24.04.2021]. Dostupné z:
https://scikit-image.org/.

[14] Scikit-learn, Machine Learning in Python [online]. [cit. 24.04.2021]. Dostupné z:
https://scikit-learn.org.

[15] STAVBA A FUNKCIA LUDSKEHO OKA [online]. Eurooptik, stkromna oéné,
klinika [cit. 10.01.2021]. Dostupné z:
http://www.eurooptik.sk/stavba-funkcia-oka.php.

[16] ANASTASIA MURZOVA, A. S. Otsu’s Thresholding with OpenCV. 2020. Dostupné z:
https://learnopencv.com/otsu-thresholding-with-opencv/.

39


https://docs.opencv.org/master/da/d22/tutorial_py_canny.html
https://drive.grand-challenge.org/
https://www.opsweb.org/page/fundusphotography
https://www.gnu.org/licenses/licenses.en.html#GPL
https://jrsoftware.org/isinfo.php
http://www.lenna.org/
https://docs.opencv.org/master/d9/d61/tutorial_py_morphological_ops.html
https://numpy.org/
https://opencv.org/
https://www.pyinstaller.org/
https://www.python.org/
https://doc.qt.io/qtforpython/
https://scikit-image.org/
https://scikit-learn.org
http://www.eurooptik.sk/stavba-funkcia-oka.php
https://learnopencv.com/otsu-thresholding-with-opencv/

[17]

[18]

[19]

[27]

AsaD, A. H., Azar, A. T., FouaDp, M. M. M. a HASSANIEN, A. E. An improved ant
colony system for retinal blood vessel segmentation. In: 2013 Federated Conference
on Computer Science and Information Systems. 2013, s. 199-205.

AsaD, A. H., EID EL. AMRY, HASSANIEN, A. E. a ToLBA, M. F. New global update
mechanism of ant colony system for retinal vessel segmentation. In: 15th
International Conference on Hybrid Intelligent Systems (HIS 2013). 2013, s. 221-227.

ASWINI, S., SURESH, A., PRIvA, S. a SANTHOSH KRISHNA, B. V. Retinal Vessel
Segmentation Using Morphological Top Hat Approach On Diabetic Retinopathy
Images. In: 2018 Fourth International Conference on Advances in Electrical,
FElectronics, Information, Communication and Bio-Informatics (AEEICB). 2018,
s. 1-5. DOI: 10.1109/AEEICB.2018.8480970.

BJ. Zou, C. Z. Supervised Vessels Classification Based on Feature Selection.
JOURNAL OF COMPUTER SCIENCE AND TECHNOLOGY. November 2017,
zv. 32, s. 1222-1230. DOI: 10.1007/s11390-017-1796-x.

BORSE, M. S. Morphological Segmentation of Blood Vessels in Retinal Image.
International Journal of Innovative Science, Engineering € Technology. 2015, zv. 2,
¢. 7. ISSN 2348-7968. Dostupné z:
http://ijiset.com/vol2/v2s7/IJISET_V2_I6_43.pdf.

Bubal, A., Bock, R., MAIER, A., HORNEGGER, J. a MICHELSON, G.
High-Resolution Fundus (HRF) Image Database [online|. 2013. Dostupné z:
https://wwwb.cs.fau.de/research/data/fundus-images/.

Bubpal, A., Bock, R., MAIER, A., HORNEGGER, J. a MICHELSON, G. Robust Vessel

Segmentation in Fundus Images. International Journal of Biomedical Imaging. 2013,
zv. 2013.

CHANG, S. H., LEIGUANG GONG, MAOQING LI, XIAOYING HU a JINGWEN YAN.
Small retinal vessel extraction using modified Canny edge detection. In: 2008
International Conference on Audio, Language and Image Processing. 2008,

s. 1255-1259. DOI: 10.1109/ICALIP.2008.4590140.

CinspIKICI, M. G. a AYDIN, D. Detection of blood vessels in ophthalmoscope images
using MF /ant (matched filter/ant colony) algorithm. Computer Methods and
Programs in Biomedicine. 2009, zv. 96, ¢. 2, s. 85 — 95. ISSN 0169-2607. Dostupné z:
http://www.sciencedirect.com/science/article/pii/S0169260709001230.

DaARIA, C., VLADIMIR, M. a ANDREY, C. Multiscale Approach of Retinal Blood
Vessels Segmentation Based on Vessels Segmentation with Different Scales. In: 2018
3rd Russian-Pacific Conference on Computer Technology and Applications (RPC).
2018, s. 1-6. DOI: 10.1109/RPC.2018.8482227.

FrANGI, A. F. et al. Multiscale vessel enhancement filtering. 1998. Dostupné z:
https://www.researchgate.net/profile/WJ_Niessen/publication/
2388170_Multiscale_Vessel_Enhancement_Filtering/links/
0deecb524580827118d000000/Multiscale-Vessel-Enhancement-Filtering.pdf.

40


http://ijiset.com/vol2/v2s7/IJISET_V2_I6_43.pdf
https://www5.cs.fau.de/research/data/fundus-images/
http://www.sciencedirect.com/science/article/pii/S0169260709001230
https://www.researchgate.net/profile/WJ_Niessen/publication/2388170_Multiscale_Vessel_Enhancement_Filtering/links/0deec524580827118d000000/Multiscale-Vessel-Enhancement-Filtering.pdf
https://www.researchgate.net/profile/WJ_Niessen/publication/2388170_Multiscale_Vessel_Enhancement_Filtering/links/0deec524580827118d000000/Multiscale-Vessel-Enhancement-Filtering.pdf
https://www.researchgate.net/profile/WJ_Niessen/publication/2388170_Multiscale_Vessel_Enhancement_Filtering/links/0deec524580827118d000000/Multiscale-Vessel-Enhancement-Filtering.pdf

28]

[30]

[31]

[32]

33]

[37]

GHADIRI, F., AKBARZADEH-T, M. a HADDADAN, S. Vessel segmentation based on
Sobel operator and fuzzy reasoning. In: 2011 1st International eConference on
Computer and Knowledge Engineering (ICCKE). 2011, s. 189-194. DOL:
10.1109/ICCKE.2011.6413349.

HassAN, G., HASSANIEN, A. E., EL-BENDARY, N. a FAHMY, A. Blood vessel
segmentation approach for extracting the vasculature on retinal fundus images using

Particle Swarm Optimization. In: 2015 11th International Computer Engineering
Conference (ICENCO). 2015, s. 290-296. DOI: 10.1109/ICENCO0.2015.7416364.

Hassan, G., EL. BENDARY, N., HASSANIEN, A. E., FAuMY, A., ABULLAH M., S.
et al. Retinal Blood Vessel Segmentation Approach Based on Mathematical
Morphology. Procedia Computer Science. 2015, zv. 65, s. 612 — 622. DOI:
https://doi.org/10.1016/j.procs.2015.09.005. ISSN 1877-0509. International
Conference on Communications, management, and Information technology
(ICCMIT’2015). Dostupné z:
http://www.sciencedirect.com/science/article/pii/S1877050915028355.

HASSANPOUR, H., SAMADIANI, N. a MAHDI SALEHI, S. Using morphological
transforms to enhance the contrast of medical images. The Egyptian Journal of
Radiology and Nuclear Medicine. 2015, zv. 46, ¢. 2, s. 481-489. DOI:
https://doi.org/10.1016/j.ejrnm.2015.01.004. ISSN 0378-603X. Dostupné z:
https://www.sciencedirect.com/science/article/pii/S0378603X15000054.

JELINEK, H., DEPARDIEU, C., Lucas, C., CORNFORTH, D., HUANG, W. et al.
Towards Vessel Characterisation in the Vicinity of the Optic Disc in Digital Retinal
Images. Image Vis Comput Conf. Januar 2005.

K. BALASUBRAMANIAN, N. Robust retinal blood vessel segmentation using
convolutional neural network and support vector machine. J Ambient Intell Human
Comput. 2019. DOI: 10.1007/s12652-019-01559-w. Dostupné z:
https://link.springer.com/article/10.1007/s12652-019-01559-w.

KuaTTAK, D., KHALIQ, A. a SHAHID, M. A Morphological Hessian Based Approach
for Retinal Blood Vessels Segmentation and Denoising Using Region Based Otsu
Thresholding. PloS one. Jal 2016, zv. 11. DOI: 10.1371/journal.pone.0158996.

LABIB, B. A. et al. Read the Retinal Vasculature Like a Pro. Review of optometry.
2017. Dostupné z: https://www.reviewofoptometry.com/article/read-the-retinal-
vasculature-like-a-pro#:~:text=The’20retina’20is’20supplied’20with,and’,20the’
20posteriory20ciliary%20arteries.&text=The}20first%20branch’2C%20the,
20central,nasal’%20to%20the’,20postoculary20center.

MAckAy, D. D. a BRUCE, B. B. Non-mydriatic fundus photography: a practical
review for the neurologist. Practical Neurology. BMJ Publishing Group Ltd. 2016,

zv. 16, ¢. 5, s. 343-351, [cit. 10.01.2021]. DOI: 10.1136/practneurol-2016-001443.
ISSN 1474-7758. Dostupné z: https://pn.bmj.com/content/16/5/343.

MAISON, M., LESTARI, T. a LuTHFI, A. Retinal Blood Vessel Segmentation using

Gaussian Filter. Journal of Physics: Conference Series. November 2019, zv. 1376,
s. 012023. DOI: 10.1088/1742-6596/1376/1/012023.

41


http://www.sciencedirect.com/science/article/pii/S1877050915028355
https://www.sciencedirect.com/science/article/pii/S0378603X15000054
https://link.springer.com/article/10.1007/s12652-019-01559-w
https://www.reviewofoptometry.com/article/read-the-retinal-vasculature-like-a-pro#:~:text=The%20retina%20is%20supplied%20with,and%20the%20posterior%20ciliary%20arteries.&text=The%20first%20branch%2C%20the%20central,nasal%20to%20the%20postocular%20center
https://www.reviewofoptometry.com/article/read-the-retinal-vasculature-like-a-pro#:~:text=The%20retina%20is%20supplied%20with,and%20the%20posterior%20ciliary%20arteries.&text=The%20first%20branch%2C%20the%20central,nasal%20to%20the%20postocular%20center
https://www.reviewofoptometry.com/article/read-the-retinal-vasculature-like-a-pro#:~:text=The%20retina%20is%20supplied%20with,and%20the%20posterior%20ciliary%20arteries.&text=The%20first%20branch%2C%20the%20central,nasal%20to%20the%20postocular%20center
https://www.reviewofoptometry.com/article/read-the-retinal-vasculature-like-a-pro#:~:text=The%20retina%20is%20supplied%20with,and%20the%20posterior%20ciliary%20arteries.&text=The%20first%20branch%2C%20the%20central,nasal%20to%20the%20postocular%20center
https://pn.bmj.com/content/16/5/343

[38]

[41]

[42]

Mapavi, T., VIRIRI, S. a TAPAMO, J.-R. Retinal Vessel Segmentation Based on
Difference Image and K-Means Clustering. In:. 2014. Dostupné z:
http://www.prasa.org/proceedings/2014/prasa2014-10.pdf.

MELINSCAK, M., PRENTASIC, P. a LONCARIC, S. Retinal Vessel Segmentation using
Deep Neural Networks. VISAPP 2015 - 10th International Conference on Computer
Vision Theory and Applications; VISIGRAPP, Proceedings. Januar 2015, zv. 1,

s. 577-582. DOI: 10.5220,/0005313005770582.

MEMARI, N., RaMLI, A. R., IQBAL BIN SARIPAN, M., MASHOHOR, S. a MOGHBEL,
M. Retinal Blood Vessel Segmentation by Using Matched Filtering and Fuzzy
C-means Clustering with Integrated Level Set Method for Diabetic Retinopathy
Assessment. Journal of Medical and Biological Engineering. 2019, zv. 39.

MOHAMMADI SAFARZADEH, V., OSAREH, A. a SHADGAR, B. Vessel Segmentation in
Retinal Images Using Multi-scale Line Operator and K-Means Clustering. Journal of
medical signals and sensors. April 2014, zv. 4, s. 122-9. DOI:
10.4103/2228-7477.130481.

OLIVEIRA, A., PEREIRA, S. a S1LvA, C. A. Retinal vessel segmentation based on Fully
Convolutional Neural Networks. Ezpert Systems with Applications. 2018, zv. 112,

s. 229 — 242. DOLI: https://doi.org/10.1016/j.eswa.2018.06.034. ISSN 0957-4174.
Dostupné z: http://www.sciencedirect.com/science/article/pii/S0957417418303816.

SAHIR, S. Canny Edge Detection Step by Step in Python — Computer Vision.
Towards Data Science. 2019. Dostupné z: https://towardsdatascience.com/canny-
edge-detection-step-by-step-in-python-computer-vision-b49c3a2d8123.

SAINE, P. J. a TYLER, M. E. Ophthalmic Photography: Retinal Photography,
Angiography, and FElectronic Imaging. 2. vyd. Butterworth-Heinemann Medical, 2001.
ISBN 0-750-67372-9.

SALEM, S. A., SALEM, N. M. a NaNDI, A. K. Segmentation of Retinal Blood Vessels
Using Scale-Space Features and K-Nearest Neighbour Classifier. In:. Jan 2006, sv. 2,

s. IT - II. DOI: 10.1109/ICASSP.2006.1660514.

SAYALL.S.KHOT, P. D. S. S. C. . A Review on Vessel Extraction of Fundus Image to
Detect Diabetic Retinopathy. Global Journal of Computer Science and Technology.
2016, zv. 16.

SowkA, J. W. a KABAT, A. G. Collateral Damage. Review of optometry. 2014.
Dostupné z: https://www.reviewofoptometry.com/article/collateral-damage.

SREEJINI, K. a GOVINDAN, V. K. Improved multiscale matched filter for retina vessel
segmentation using PSO algorithm. Egyptian Informatics Journal. August 2015,
zv. 16. DOI: 10.1016/j.€ij.2015.06.004.

TUNCER, 1., KARAHAN, E. a ZENGIN, M. O. Comparement of stereo fundus
photography with fundus fluorescein angiography for the incidence of cilioretinal
arteries. Spektrum der Augenheilkunde. April 2014, zv. 27, s. 245-8. DOL:
10.1007/s00717-013-0186-1.

42


http://www.prasa.org/proceedings/2014/prasa2014-10.pdf
http://www.sciencedirect.com/science/article/pii/S0957417418303816
https://towardsdatascience.com/canny-edge-detection-step-by-step-in-python-computer-vision-b49c3a2d8123
https://towardsdatascience.com/canny-edge-detection-step-by-step-in-python-computer-vision-b49c3a2d8123
https://www.reviewofoptometry.com/article/collateral-damage

[50]

VLACHOS, M. a DERMATAS, E. Multi-scale retinal vessel segmentation using line
tracking. Computerized Medical Imaging and Graphics. 2010, zv. 34, ¢. 3, s. 213-227.
DOLI: https://doi.org/10.1016/j.compmedimag.2009.09.006. ISSN 0895-6111.
Dostupné z:
https://www.sciencedirect.com/science/article/pii/S0895611109001177.

YIN, Y., ADEL, M. a BOURENNANE, S. Retinal vessel segmentation using a
probabilistic tracking method. Pattern Recognition. 2012, zv. 45, ¢. 4, s. 1235 — 1244.
DOI: https://doi.org/10.1016/j.patcog.2011.09.019. ISSN 0031-3203. Dostupné z:
http://www.sciencedirect.com/science/article/pii/S0031320311003980.

REHAK, S. et al. Oénd lékarstvi. 1. vyd. Avicenum / Zdravotnické nakladatelstvi,
1980.

43


https://www.sciencedirect.com/science/article/pii/S0895611109001177
http://www.sciencedirect.com/science/article/pii/S0031320311003980

Priloha A

Obsah prilozeného paméitového
média

e src: zdrojové kbdy

o datasets: datové sady pouzité pri testovani

e src__latex: zdrojové subory dokumentéacie

« desktop app: spustitelny subor desktopovej aplikacie .exe

« xnemcel06-segmentacia-ciev.pdf: dokumentacia k bakalarskej praci
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