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Abstrakt

Cilem této prace je prepsat implementaci sifeni tepla v mozkové tkani naspanou v jazyce
Matlab (dostupnou v baliku k-Wave) do jazyka C/C++, akcelerovat ji na GPU za po-
moci knihovny OpenACC a CUDA, a nésledné tyto knihovny porovnat ve vykonnosti a
naro¢nosti implementace. V feseni je popsano jak programovat grafickou kartu, a jak tyto
znalosti aplikovat. Vytvoreny program je schopen simulovat siteni tepla na CPU i GPU.

Abstract

The aim of this work is to rewrite the implementation of heat transfer in brain written in
programming language Matlab (available in the k-Wave package) into C / C ++, accele-
rate it on GPU using library OpenACC and CUDA, and then compare these libraries in
performance and complexity of implementation. The solution describes how to program a
graphics card and how to apply this knowledge. The created program is able to simulate
heat dissipation on CPU and GPU.
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Kapitola 1

Uvod

Cilem této bakalarské prace je prepsat jiz existujici aplikaci pro simulaci Sifeni tepla v
mozkové tkani. Aplikace je napsana v jazyce Matlab, je soucasti baliku k-Wave a slouzi pro
medicinské ucely, kdy se pomoci ultrazvuku vypaluji tkané v mozku napriklad pro zataveni
porusené cévy, nebo vypaleni nddoru a tato aplikace simuluje sifeni tepla a niceni tkani.
Duvod pro¢ viibec prepisovat existujici program je ten ze Matlab je velmi naro¢ny na vypo-
¢etni prostredky, jako pamét a procesorovy ¢as. Prepsanim do jazyka C++ ziskdme nejen
pamétovou tusporu, ale i rychlejsi vypocet. Jazyk C++ je na rozdil od Matlabu kompilovany,
diky ¢emuz miuzeme vyuzit pokrocilé optimalizace pro konkrétni procesor, jako napriklad
knihoven pro programovani na GPU, jako naptiklad OpenACC, CUDA, nebo OpenCL.

Proc¢ tedy je dobré pouzit OpenACC, kdyz tu mame léty provérenou knihovnu CUDA
nebo OpenCL? Se stalym zvysovanim vykonu pocitact se snizuje cena procesorového c¢asu a
naopak se zvySuje cena ¢asu programatora, proto vznikaji technologie jako OpenACC, které
maji za cil urychlit vyvoj programi i za cenu ztraty néjakého procenta vykonu. Konkrétné
OpenACC m4 byt ndhradou za OpenCL nebo CUDA a slouzi k paralelnimu programovéani,
kdy programaéator oznaci kod ktery méa byt paralelni a o zbytek se postara kompilator - na
GPU (ale i na CPU) podobné jako OpenMP.

V nasleduji ¢asti kapitoly se budu vénovat obecnym rozdiliim mezi programovanim pro

CPU a GPU.

1.1 Paralelizace

Paralelizace je velmi dobry zpusob jak zrychlit béh programu, protoze vétSina dnesnich
procesori je vicejadrova. Ovsem ne vSechen kod je paralelizovatelny, nelze moc dobte para-
lelizovat k6d ktery pracuje nad stejnymi daty a ktery je jakkoliv synchronizovany (plati kdyz
se chceme vyhnout synchronizaci pomoci mutext, nebo semaforu, které vétSinou v progra-
movéani na GPU ani nelze pouzit!). Idedlni tilohou pro paralelizaci je néjaky maticovy nebo
vektorovy vypocet (matice je nékolik vektorti v paméti za sebou), tvoreny cyklem, ktery
postupné nad prvky vektoru provadi néjaké operace. Cim vicekrat se tento cyklus opakuje
a jeho sekvencni Cast je kratsi, tim je vyhodnéjsi pouzit pro vypocet GPU. V nejlepsim
pripadeé se C¢as vypoctu na jednom jadre déli poctem pouzitych jader, ale vétsinou to bude
horsi, protoze ¢isty vykon jadra se sice da skalovat, ale napriklad propustnost paméti jiz
tak dobre ne.

LCUDA sice néjaké moznosti synchronizace ma, ale OpenACC jiz ne



Naptiklad jeden ze stroji, na kterém bude probihat testovani obsahuje 2x Intel(R)
Xeon(R) E5-2620 v3, kde kazdy m4 6 jader a 1 vlakno na jadro?, takZe teoretické urychlen{
vypoctu je az 12x. Tento stroj (ddle nas stroj) obsahuje také NVIDIA GTX 1080 8GB,
tato karta ma 2560 CUDA jader, hrubé porovnani je zobrazeno na obrazku 1.1, ktera jsou
sice mnohem primitivnéjsi a pracuji na nizsi frekvenci nez CPU jadra, ale je jich 213-krat
vice nez v nasem procesoru a navic jeden stroj muze obsahovat nékolik téchto karet (nas
ma konkrétné 4). Intel(R) Xeon(R) E5-2620 v3 mé teoreticky vykon FP32 230 GFLOPs,
NVIDIA GTX 1080 mé teoreticky vykon FP32 8.2 TFLOPs, takZe pri spravné tloze grafickd
karta jasné vitézi.

Dalsi nevyhodou pro CPU je vyrazné pomalejsi paméfovy systém nez u GPU. E5-2620
v3 mé teoretickou pamétovou propustnost pti pouziti 2 CPU (a vSech 2x4 kanéla s 2133MHz
DDR3 3) 136,5 GB/s. NVIDIA GTX 1080 (8GB GDDR5) méa pamétovou propustnost
320.26 GB/s a napiiklad AMD Radeon VII (16GB HBM2) mé pamétovou propustnost
1024 GB/s, takze rozdil miize byt vysoky.* U CPU kvili tomuto omezeni mize dojit k
rapidnimu apadku vykonu. CPU m4 ale moznost disponovat vetsim mnozstvim paméti nez
graficka karta. Pokud se ovSem data nevejdou na kartu, a musely by se zpracovavat na vice
casti, tak dojde jesté k vétsimu zpomaleni, protoze teoretickd rychlost PCI-E 3.0 x16 ¢ini
16GB/s a u PCI-E 4.0 x16 32GB/s. °

GPU

(Hundreds of cores)

CPU ANEEEEEEEEEEEEEn
AEEEEEEE EEEEEEEE
(Multiple cores ) AEEEEEEEEEEEEEEE
EEEEEEEE EEEEEEEE
AEEEEEEEE EEEEEEEE
AEEEEEEE EEEEEEEE
AEEEEEEEE EEEEEEEE
EEEEEEEEEEEEEEEE
AEEEEEEEEEEEEEEN
EEEEEEEE NEEEEEEE
AEEEEEEE EEEEEEEE
EEEEEEEE EEEEEEEE
AEEEEEEE EEEEEEEE
EEEEEEEEEEEEEEEN
EEEEEEEEEEEEEEEE
EEEEEEEE NEEEEEEE

Obrazek 1.1: Nazorné porovnani CPU a GPU[12]

1.2 Programovani GPU

Graficky procesor na rozdil od klasického CPU, které bézné ma jednotky az desitky jader,
jich obsahuje stovky az tisice. Aby byly zachovany rozméry (tim padem i vyrobitelnost)
grafického ¢ipu, tak jsou tyto jadra (znaci se CUDA jadra v piipadé karet NVIDIA, nebo
Stream Processor v ptipadé AMD) velmi jednoduché (obsahuji hlavné moduly pro praci a

2nejspis vypnuty HyperThreading
Shttp://www.cpu-world.com/CPUs/Xeon/Intel-Xeon%20E5-2620%20v3.html
“https://videocardz.com
Shttps://cs.wikipedia.org/wiki/PCI-Express#PCI-Express_ 3.0



celymi ¢isly a Cisly s plovouci ¢arkou) a jsou sprazena do skupin (nazyvanych Warp) a tyto
sprazend jadra maji spolecny Program Counter a L1 instruk¢ni cache a nachazi se v SM
procesorech (Streaming Multiprocesor) (jak muzete vidét na obrazku 1.2). Tudiz mohou
vykonavat jen jednu stejnou instrukci. CUDA jadra jsou pouze jednovliknova. Jednodussi
prirovnani tedy je ze jadro klasického procesoru dokaze provadét jednu instrukci nad jednim
¢islem a SM procesor dokaze provadét jednu instrukci nad polem 32 éisel (SM procesory
mohou obsahovat i vice nez 32 jader). Datova pole by tedy méla mit pocet prvku délitelny
32.

Dalsi dulezity rozdil v programovani CPU a GPU je ten, ze GPU m4 vlastni pamét a
je nutné data prekopirovavat mezi paméti GPU a paméti hostujicitho pocitace podle toho
kde se aktudlné pracuje s daty. V idedlnim piipadé cely vypocet probihd na GPU a data se
kopiruji jen na zacatku vypoctu a pak na jeho konci.

Dtlezitou soucasti programovani na GPU je urceni si datového typu ve kterém bu-
dou probihat vypocty. Pokud zasadné nepotfebujeme presnost tak vzdy volime datovy typ
float32 nebo int32, protoze pokud pouzijeme float64 (double), tak bud bude vypocet pro-
bihat ve vice cyklech nebo ve specidlnich modulech, kterych bude pravdépodobné mnohem
méné nez modult pro 32-bit ¢isla a vysledkem by byl i mnohonasobné pomalejsi vypocet.

Také dulezitou informaci je, Ze je dilezité se co nejvice vyhybat déleni, protoze na rozdil
od sc¢itani a nasobeni, stoji déleni stovky cykli.

Dtlezité je také védét ze CUDA jadra mezi sebou mohou komunikovat, ale jen v rdmci
SM procesoru. Kazdy SM procesor obsahuje sdilenou pamét, do které maji ptistup vsechny
CUDA jadra co patii do prislusného SM procesoru. Synchronizace CUDA jader napii¢ SM
procesory je nemoznd, protoze SM procesory maji sice spolec¢ny pristup do globalni paméti,
ale neni zajisténa koherence vyrovnavacich paméti.

1.3 Historie Grafickych karet
1.4 Historie vypocta na grafickych kartach
1.5 SIMD vs. SIMT

SIMD (Single Instruction Multiple Data) je pocitacova architektura, kde se pomoci jedné
instrukce zpracuje vice dat najednou. Jsou to tedy vektorové operace pracujici s celymi poli
dat.

SIMT (Single Instruction Multiple Threads) mé stejny cil jako SIMD (tzn. zpracovat
co nejvice dat béhem jedné instrukce) ale jde na to jinou metodou. Misto ho aby jedna
instrukce zpracovala pole dat, mame pole jednoduchych jader zpracovavaji jednu stejnou
instrukci nad daty, ale s rozdilnym offsetem.

Rozdil mezi témito dvéma metodami se pokusim znézornit na prikladu nasledujici ka-
pitoly patiici k obrazku 2.1.
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Obrazek 1.2: SM procesor [13]



Kapitola 2

CUDA

CUDA je nejstarsi zverejnénou technologii pro paralelni vypoc¢ty na GPU. Vyuziva vlastni
upravené syntaxe jazyka C/C++ a ma definované vlastni datové typy, klicova slova, struk-
tury, pridava nové definice a knihovni funkce.

Pouziti CUDA je proto odlisné od OpenACC. Programovani v CUDA je mnohem blize
hardwarovému slozeni procesoru grafické karty, a proto styl programovani je velmi odlisny.

Budeme uvazovat priklad, kdy méme projit pole a pricist ke kazdému prvku konstantu.
Na procesoru bychom udélali cyklus, ktery by prvek po prvku prohazel pole a pri¢ital k nému
konstantu. Pokud méame 4 jadra, tak pole mizeme rozdélit na 4 ¢asti a kazdé jadro projde
pole ve svém vlastnim cyklu nebo v lepsim pripadé postupné zpracovavat ¢asti pole pomoci
SIMD instrukci. Na GPU ale mame takovych jader tfeba 2560. Pokusim se to priblizit
na nasledujicim modelovém ptikladu. Uvazujme pole o 12-ti prvcich, 1-jddrovy procesor,
1-jadrovy procesor podporujici t¥i-prvkové instrukce SIMD a Procesor architektury SIMT
obsahujici jeden SM procesor s 4 jadry. Na obrazku2.1 lze vidét v prvnim pripadé 1 jadro
jak prochazi pole. Kazda barva znadi jinou iteraci. V pripadé druhém vidime jak prochazi
pole SIMD jadro. Kazda barva také znaci iteraci cyklu. V pripadé poslednim vidime SIMT
procesor. Kazda barva znaci jedno jadro. Fialové ¢ary oddéluji iterace cyklu, nebo jednotlivé
SM procesory (threadbloky).

Prochéazeni pole funguje tedy tak, Ze se pole rozdéli na bloky a kazdy blok se spusti prave
na jednom SM procesoru. Blok se déli na vldkna. Maximalni pocet vldken s bloku se miize
lisit u kazdé grafické karty, ale bézné dosahuje velikosti 1024*1024*64 vldken. Kazdé vldkno
vykonava kernel a mé k dispozici strukturu s vlastni pozici v rdmci bloku, index bloku a
velikost bloku, z téchto 3 informaci si kazdé vlakno vypocitda index do zpracoviavaného

jil
SIMT
L= - |

Obrazek 2.1: SIMD vs SIMT

SIMD




pole. Kazdych 32 vladken (warp) synchronizované vykonévaji instrukce kernelu. Nézorna
implementace jednoduchého kernelu ve k vidéni v kapitole 7.

Nejdilezitéjsi klicové slovo co pridava CUDA je _ global  kterym se oznacuje funkce,
kterd bude vykonavana na GPU.



Kapitola 3

OpenACC

Tato kapitola se vénuje tomu co to je OpenACC, jak se pouziva, jaké jsou vyhody a na
zaveér jakych lze dosdhnout vykont ve velmi jednoduchém programu.

,OpenACC je uzivatelsky Tizeny paralelni programovaci model zalozeny na direktivach.
Je urcen pro védce a inzenyry, ktefi maji zidjem prenést své kody na Sirokou skalu he-
terogennich hardwarovych platforem a architektur HPC s vyrazné mensim tusilim, nez je
vyzadovano u modelu na nizké irovni. OpenACC podporuje programovaci jazyky C, C++
a Fortran“[2] Jinymi slovy OpenACC je knihovna a soubor direktiv pomoci kterych pro-
gramator prevede CPU kéd na kéd pro GPU jen s minimalnim zdsahem do puvodniho
procesorového kodu.

OpenACC je jednodusi na pouziti oproti OpenCL nebo CUDA a diky nému je mozno
mit jeden kéd pro pouziti na CPU, jako jednovldknovou nebo vicevldknovou'! aplikaci, nebo
GPU aplikaci. OpenACC umi vyuzit vice GPU zaroven a navic lze kombinovat s OpenMP
a diky tomu jednoduse spravovat vice GPU. Déale OpenACC obsahuje knihovni funkce pro
praci s GPU.

Direktiva je Tetézec, nebo Tetézce oddélené mezerou, radek zacinajici znakem ,#* a
konéici koncem tadku (lze sloudit fddky pomoci ,\“ na konci fddku), které slouzi jako
ridici konstrukce pro preprocesor. Priklady direktiv: #define, #elif, #else, #endif, #error,
#ident, #if, #ifdef, #ifndef, #include, #line, #pragma, #undef, #warning.

OpenACC vyuziva direktivu ,,#pragma acc” kterou nasleduje libovolny pocet acc klau-
zuli oddélenych mezerou. Takovato direktiva plati pouze pro nasledujici radek, nebo blok
kédu. Direktivy pro Fortran zac¢inaji ,,!$acc” a jsou vétsinou stejné jako v C/C++.

3.1 Programovani s OpenACC

Programétor pouze oznadci direktivou ¢asti kédu, které maji byt paralelizovany a kompila-
tor vSe zaridi. Ve slozitéjsich pripadech muze programétor vice specifikovat, jak chce kod
paralelizovat (muZzeme tomu fikat optimalizace), protoze se muze stat ze kompildtor muze
kéd paralelizovat Spatné, nebo vubec, proto je dobré mit vzdy zapnuté vypisy kompilatoru
o provedené akceleraci.

'OpenACC umi target ,multicore® pii kterém paralelizuje na CPU podobné jako OpenMP



3.2 Optimalizace

Jsou tfi trovné optimalizace a to gang, worker a vector, které pokud nejsou vynucené
programatorem, tak jsou automaticky nastaveny kompildtorem.

Prvni drovni optimalizace je gang. Ten zptsobi to iterace cyklu jsou rozdéleny mezi
gangy (préace je rozdélena mezi SM procesory) (ekvivalentem jsou threadbloky v CUDA) a
zpracovany paralelné. Pocet gangti mtze programator specifikovat.

Dalsimi irovnémi jsou worker a vector. Vector znamena kolik se pouzije vlaken v jednom
warpu. Worker znadi, kolik se téchto warpi pouzije v rdmci gangu. P¥i porovnani s CUDA
zjistime ze CUDA neméd ekvivalent pro nastaveni poc¢tu workeru.

Vynechanim klauzule worker ziskdme s pouzitim gang a vector piimy ekvivalent CUDA
a to bloky a vlakna v bloku.

V CUDA lze nastavit mnozstvi vldken a blokt ve 3 dimenzich. V OpenACC stejného
uc¢inku dosdhneme, pokud pro kazdy vnofeny cyklus nastavime pocet gangi a vectoru.
Méame napiiklad 3-dimenzionalni matici a pro kazdou dimenzi do sebe vnorené 3 cykly.
Pokud v nejvnorenéjsim cyklu nastavime gangy a vectory, tak ekvivalentem v CUDA je
nastaveni pro dimenzi X. Nadrazeny cyklus - dimenze Y. A zbyvajicim cyklem dimenzi Z.

Dalsi uzite¢né moznosti optimalizace jsou klauzule seq, reduction a collapse. Seq vynuti
sekvencni zpracovani smycky. Collapse zpusobi, ze kompildtor se pokusi slouc¢it nésledujicich
N vnotenych cykll, a reduction zase Ze, proménnd bude existovat v kazdém vlakné samo-
statné a na konci se nadevSemi instancemi provede urcitd operace, jako naptiklad suma,
maximum atd. napriklad skaldrni soucin vektort je idealni priklad, kdy je potieba na konci
vypoctu secist vsechny souciny prvka vektoru.

3.3 sprava paméti

OpenACC z pohledu programétora nerozliSuje mezi ukazatelem do paméti PC a mezi uka-
zatelem do paméti GPU a vzdy si kompilator ukazatele vnitiné prevadi. Diky tomu neni
potieba udrzovat 2 ukazatele na stejnd data nachazejici se na rtiznych mistech.

OpenACC nabizi 3 rizné moznosti jak spravovat pameét

1. Automaticky - kompilator sam zaridi kdy, na jak dlouho, kolik a jaka data se zkopiruji
na GPU. Pro tuto moznost je tfeba nastavit managed méd pfi kompilaci napi -
ta=nvidia:managed*. Toto je velice pohodlné, ale nemusi to byt nejefektivnéjsi resent,
navic managed méd funguje pouze u grafickych karet od nvidie.

2. Poloautomaticky pomoci klauzuli, pro blok kédu, které jako parametr obsahuji se-
znam ukazatelt, nebo identifikatort oddélenych carkou, dale jen data. Pokud cilem je
ukazatel na pole prvku lze za ukazatel napsat [startovni index : pocet prvku]. Napf.
#pragma acc copy(ukazatel[i:n], ...) - tim se od indexu ,,i* zkopiruje na GPU pocet
prvki ,n“ daného typu.

3. Rucné pomoci klauzuli musi programator alokovat a uvolnovat paméf na GPU a navic
ji kopirovat z/na GPU. Takto lze doséhnou nejlepsi optimalizace, protoze data mohou
zistat na karté i kdyz je zrovna nepotrebujeme. Navic je mozné mapovat pomoci
knihovni funkce pamét PC do pamétového prostoru GPU, napf. pii nedostatku paméti
karty.

Priklady direktiv naleznete v Priloze A.
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3.4 Testovani

Testovani probihalo za tcelem ovéreni zdkladni funkénosti a jaky ma vyznam pouzit Ope-
nACC misto obyc¢ejného programovani na CPU. Jako testy byly zvoleny kopirovani paméti,
soucet 2 matic, soucin 2 matic, jacobiho itera¢ni metoda, transpozice matice, a signalovani
mezi kernely. Vysledky jsou v mocnindch 10 (pro ucely této kapitoly kilo = 1000). Vysledky
jsou znazornéné dvéma linearnimi grafy, pricemz v pravém grafu je priblizena zajimava cast
levého.

»~FLOPS je zkratka pro pocet operaci v pohyblivé fadové ¢arce za sekundu (FLoating-
point Operations Per Second), coz je obvyklé méiitko vypocetni vykonnosti pocitaci 2

Testovani probihalo na stroji:

o CPU: 2x Intel(R) Xeon(R) CPU E5-2620 v3 @ 2.40GHz, 6 jader, HT zfejmé vypnuty,
16 MB L3, 6x 256K L2, 6x 32K+32K L1

« RAM: 2x 32GB DDR3 2133MHz 4 kanaly
e GPU: 4x GeForce GTX 1080 8GB

Pro tento ucel jsem naprogramoval malou testovaci aplikaci microbenchmark (tester).

3.4.1 Microbenchmark

Tato aplikace slouzi ke spousténi testl, které testuji vypocetni vykon pti pouzivani urci-
tych operaci, nebo vypoct nad 2D maticemi, které slouzi pro pribliznou predstavu vykonu.
Jednotlivé testy mohou obsahovat vice implementaci dané operace, pro porovnani jednotli-
vych implementaci mezi sebou. Podle vstupnich parametru nastavi cilovou velikost matic a
pocet iteraci, opakované spousti jednotlivé implementace testi pro do maxima se zvysujici
velikosti matic a na zavér spusti testy a automatickou volbou vybere nejlepsi metody pro
kazdou velikost matice.

Tester pfi méfeni vykonu ignoruje ¢as potiebny pro zkopirovani dat na GPU, protoze
cilem pti vypoctech na GPU je co nejmensi pfenos dat mezi GPU a CPU. Iterace slouzi ke
zprumérovani vysledki méreni a také pro zpresnéni méieni velmi rychlych operaci. Nejprve
se spusti méreni casu a teprve poté se vykond x iteraci stejného vypoctu, pricemz po skonceni
se méreni zastavi a ¢as se vydéli poCtem iteraci.

V microbenchmarku jsou naprogramovany nésledujici testy:

3.4.1.1 Kopirovani pameéti

Ma za tkol zjistit, zda OpenACC dokédze vyuzit plnou propustnost pii kopirovani dat.
Velikost kopirovanych dat byla cca 0 az 67MB a 1GB.

Kopirovani 5MB az 570MB (sitka 2D matice cca 1000 az 12000 ) dat dosdhlo rychlosti
prumérné 11,8 GB/s, pokud bézel program na druhém socketu tak pouze 4,5 GB/s

Kopirovani dat o velikosti 0 az 570MB je vyjadfeno nasledujicim grafem 3.1

7 vysledkt je patrné zZe se sice neblizi teoretické propustnosti PCI-E 3.0 16x, ktera ¢ini
16GB/s, ale to muze byt ddno rezii protokolu.

https://cs.wikipedia.org/wiki/FLOPS
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Obrazek 3.1: Kopirovani dat na GPU

3.4.1.2 soucdet matic

Sc¢itani matic je ve vysledku s¢itani vektoru (typu float) mat_a, mat_b a vysledek ukldda
do vektoru mat_ r. Kazda matice méa sitku strany 16 az 16000.

Na grafu 3.2 1ze vidét, Zze maximalni rychlost vypoctu na GPU je oproti jednovldknovému
vypoctu na CPU az 20-krat vyssi. Pfi vypoc¢tu na procesoru na 1 vlakneé lze vidét snizovani
vykonu, jak se postupné zaplnuji cache jednotlivych trovni.

matAdd (linear) matAdd (linear)
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Obréazek 3.2: soucet vektoru

3.4.1.3 soudin matic

Sou¢in dvou matic (typu float) mat_a, mat_b a nésledné ulozeni do matice mat_ c. Kazdd
matice ma sitku strany 16 az 16000. Na grafu 3.2 lze vidét, ze maximalni rychlost vypoctu
na GPU je oproti jednovldknovému vypoc¢tu na CPU az 90-krat vyssi. Nejvykonnéjsi im-
plementace na GPU je tehdy, pokud je nejvnorenéjsi cyklus provadén sekvencné, tzn. neni
paralelizovan. Maximum vykonu je asi 450GFlops, coz je skoro polovina vykonu (1086.89
GFlop/s), kterého dosahuje program matrixMul z baliku cuda-samples 3

https://github.com/NVIDIA /cuda-samples.git
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Obréazek 3.3: soucin matic
. .
3.4.1.4 transpozice matice

Transpozice matice mat_a do matice mat_b. Tento test podobny souctu matic, ale je
méné limitovany rychlosti paméti, protoze pouziva pouze 2 matice a diky tomu je dosazeno
vyssiho vykonu.
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Obréazek 3.4: transpozice matice

3.4.1.5 Jacobiho iterace

Implementace je prevzata z [5, 7]
Na grafu 3.5 lze vidét, ze maximalni rychlost vypoctu na GPU oproti jednovldknovému

je az 64-krat vyssi.
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Obrazek 3.5: jacobiho iterace

Stejné testy z dalsich PC jako napiiklad superpocitace Barbora lze vidét v Priloze B.
V ni zjistime Ze ne vzdy se jednoduse vyplati pocitat na GPU.

3.4.2 signalovani mezi kernely

Testovani probihalo na mém stroji s GPU Geforce 940MX. Na nasledujicim obrazku je
zobrazena c¢ast pgi profileru.

Néplni testu bylo pouze naplnéni vektoru, s tim, ze loha byla rozdélena do dvou asyn-
chronnich kerneli (streamu). Zlaté pruhy znac¢i kopirovini dat a tyrkysové pruhy znaci
vypocetni Cast. Lze zde vidét, ze zatim co vypocetni ¢ast streamu 16 ¢ekd na dokonceni
vypoctu streamu 15, tak data pro stream 16 se jiz mezitim zkopirovaly na GPU. Déle lze
pozorovat, ze ihned po ukonceni vypoctu streamu 15, zacal pocitat stream 16 a zaroven se
data ze streamu 15 kopiruji zpét do hostitelského systému, pricemz se nésledné kopiruji pro
stream 15 nova data.

0’5|5 5 0,5|55 s 0,5|6 5 0,5|65 5
[=I [0] GeForce 940MX
[=I Context 1 (CUDA)
CTMemGpy (oD) [ [ [Meme.. e
- 7 MemCpy (DtoH) [ [
- Compute
.
L 100,0% pipeline... o = pipeline 236, gpulvoid -
[=] Streams
- stream 15 [ " pipeline 286 gpulvoid) | Memc. |
- stream 16 [Vemc. ]
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Kapitola 4

r

Simulace Sireni tepla

V této kapitole se vénuji implementaci vypoctu simulace sifeni tepla kWaveDiffusion, na-
programovaného v jazyce Matlab, a je soucdsti baliku k-wave. Nejprve trochu priblizim,
co kWaveDiffusion pocita. Tato prace ovSsem nemé za cil nijak upravovat rovnici nebo me-
tody pouzité v kWaveDiffusion, takze si vysta¢ime s tim Ze vypocet je realizovan k-space
pseudospektralni metodou a sifeni tepla je Tfeseno diferencialni rovnici:

AxdT/dt = div(Kt* grad(T)) — B* (T —Ta) + Q
kde:
o A = hustota [kg/m™3] * mérnd tepelna kapacita [J/(kg.K)| cilového télesa
o Kt = je tepelnd vodivost [W/(m.K)] télesa
o B = hustota krve [kg/m™3] * mérna tepelna kapacita krve [J/(kg.K)] * prutok krve
[1/s]
o Ta = teplota krve [°C]
e Q = dodavané teplo [W/m™3|
V homogennim télese jsou tepelné koeficienty prepocitany na diftizni koeficienty
o diffusion coefficient [m™2/s] = Kt / A
koeficient prokrveni je dan vztahem

o perfusion coefficient [1/s] = B / A

4.1 Dulezité vlastnosti Matlabu

Rad bych zminil, ze programovani v Matlabu je lehce odlisné od programovani v ostatnich
jazycich, jako napriklad C/C++, python, java atd.

1. indexuje pole od 1

2. operatory zacinajici teckou jako napriklad .+ nebo .* nebo .” jsou dulezité pri praci
s maticemi, protoze na rozdil od obycejnych operatoru, které pracuji s maticemi jako
celky (napr soucin matic), tyto operatory pracuji pouze s prvky matic, takze vysled-
kem A .* B neni soucin matic, ale matice jejiz prvky jsou vysledkem souéinu prvku
matic A a B o stejném indexu. Piiklad mizZete vidét na obrazku 4.1
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Obrazek 4.1

. Fourierova transformace vraci komplexni pole o neredukované velikosti.

. pii pouziti prvkového operatoru .+, .* atd. se nerozlisuje, jestli je operand konstanta

nebo pole disel.

4.2

Implementace v Matlabu

o 0bj.FT(x) je metoda vracejici vystup z dopfedné Fourierovy transformace nad polem

X

o 0bj.IT(x) je metoda vracejici vystup ze zpétné Fourierovy transformace nad polem x

Hlavni cyklus vypoctu vypada takto

1
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for

end

t_index = 1:Nt
if use_perfusion
p_term = - obj.perfusion_coeff .* obj.IT( kappa .* obj.FT(obj.T - obj.
blood_ambient_temperature) );
end
if obj.flag_homogeneous
d_term = obj.diffusion_pl .* obj.diffusion_p2 .* obj.IT( -obj.k.”2 .x kappa .*
obj.FT(obj.T) );
else
T_FT = obj.FT(obj.T);
switch obj.dim
case 2
d_term = obj.diffusion_pl .* ( obj.IT( deriv_x .* obj.FT( obj.
diffusion_p2 .* obj.IT( deriv_x .* T_FT ) ) ) + obj.IT( deriv_y .* obj.FT( obj.
diffusion_p2 .* obj.IT( deriv_y .* T_FT ) ) ) );
case 3
d_term = obj.diffusion_pl .* ( obj.IT( deriv_x .* obj.FT( obj.
diffusion_p2 .* obj.IT( deriv_x .* T_FT ) ) ) + obj.IT( deriv_y .* obj.FT( obj.
diffusion_p2 .* obj.IT( deriv_y .* T_FT ) ) ) + obj.IT( deriv_z .* obj.FT( obj.
diffusion_p2 .* obj.IT( deriv_z .* T_FT ) ) ) );
end
end
obj.T = obj.T + dt .* ( d_term + p_term + q_term );
obj.cem43 = obj.cem43 + dt ./ 60 .x ( 0.5 .* (obj.T >= 43) + 0.25 .*x (obj.T >= 37 &
obj.T < 43 ) )."(43 - obj.T);

Vypis 4.1: vypocet siteni tepla
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V celém vypoctu jsou pouzity pouze operace: dopiednd a zpétna rychld Fourierova
transformace, sc¢itani matic a nasobeni prvkd matic o stejnych indexech. Hlavni cyklus
vypoctu se da rozdélit do 4 c¢asti:

1. vypocet p_term = teplo odvedené proudici krvi
2. vypocet d__term = zména tepla v disledku siteni tepla télesem

(a) pro homogenni téleso

(b) pro heterogenni téleso
3. vypocet T = nova teplota télesa
4. vypocet cem43 = informace o poskozeni tkdné v dlisledku plisobeni tepla

Dale vypocet z pohledu programatora zeslozituji tyto problémy, které jinak za ného resi
jazyk Matlab:

e Do vypoctu vzdy vstupuji obj. T, obj.diffusion_ p2, obj.diffusion_ p1 a dt. Podle kom-
binace flagti ,,use_ perfusion“ a ,obj.flag_homogeneous* vstupuji do vypoctu k, kappa,
deriv_ x, deriv_y, deriv_ z, obj.blood__ambient_ temperature a obj.perfusion_ coeff.

e Vystupem je vzdy nova teplota obj.T a poskozeni tkani obj.cem43.

e Podle vstupnich dat programu se tyto proménné mohou objevit jako konstanta nebo
pole dat: obj.diffusion_ pl, q_term, obj.blood__ambient_ temperature a obj.perfusion__coeff.

Vypocetni cyklus tedy neni moc slozity, ale obsahuje pomérné mnoho vétveni v zavislosti
na vstupnich datech, které Matlab fesi automaticky diky svému névrhu.
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Kapitola 5

Implementace v C++

V této kapitole vysvétlim aktudlni ndvrh a pozdéji podrobnéji implementaci programu
heatsim, ale nejdrive proberu ptvodni navrh.

simuluje proudéni kapalin a je napsiana v C++ s vyuzitim knihovny OpenMP. Vyuzit se
méla velkd ¢ast kodu pro spravu matic, nac¢itani soubori, zpracovani parametrti a vzorko-
vani vypoctu. Po ¢astecné implementaci simulace tpravou fluidniho kédu se ukazalo, ze je
to velice pracné a nestabilni feseni, protoze napriklad smazani neaktivniho kédu zpusobilo
zprovoznéni a spravnou funkci FFT! ale mé vypocetni kernely? stdle nefungovaly jak mély
a proto jsem s vyuzitim kédu pro spravu paméti z microbenchmarku paralelné programo-
val vlastni verzi simulace. Nakonec jsem zavrhl implementaci s pouzitim fluidniho kédu a
pokracoval ve své vlastni, pricemz jsem pouzil nékteré ndpady z fluidniho kédu, jako napri-
klad kontejner pro sdruzeni matic ¢i pouziti HDF5 souborti pro komunikaci s programem
kWaveDiffusion.

5.1 Struktura heatsim

V rémci feSeni jsem navrhl nasledujici strukturu programu heatsim (déle jen program),
kterou miizete nazorné vidét na prilozenych diagramech 5.1 a 5.2. Tyto diagramy jsou
pro lepsi predstavu trochu vice abstraktni nez je redlna struktura programu. Diagram 5.1
znazornuje faze, v jakych se muze program nachazet. Plné Sipky znamenaji piimé ,volani® a
¢arkované Sipky znamenaji znovu spusténi nad jinymi daty. Diagram 5.2 znazornuje praci a
pohyb s velkymi a malymi daty. Velka data, neboli datové matice, jsou znédzornény tlustymi
sipkami a mald data (¥idici proménné atd.) tenkymi Sipkami. Tlusté jednosmérné Sipky
znamenaji pfesun dat a obousmeérné reprezentuji praci s daty.

Program obsahuje jedinou tfidu GpuMem (1) a hlavnimi ¢astmi jsou vypocetni smycka
(5), vypocetni kernely, kontejner matic (10), FFT funkce a pomocné funkce.

Soucasti navrhu je upraveny kWaveDiffusion (0) a program heatsim nahrazuje pouze
jeho vypocetni ¢ast a to z divodu ze priprava dat v kWaveDiffusion trva minimalni dobu
oproti samotnému vypoc¢tu. kWaveDiffusion vygeneruje vstupni soubory (9 a 9.1) pro pro-
gram heatsim a spusti ho. Program vytvori objekt tfidy GpuMem, ktery v ramci inicializace
nacte hdf5 soubor s fidicim polem dat (2), ndsledné se nastavi nékteré parametry simulace a

Yknihovni funkce pro rychlou Fourierovu transformaci
2kernelem se oznacuje funkce spoustéjici se na GPU, ale pro jasné oznaéen{ funkci uréenych pro vypodet,
budu tento nazev pouzivat i kdyz funkce pobézi na CPU
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Obrazek 5.1: faze programu

vytvori se objekty tfidy GpuMem pro vsechny matice (2.1), co se mohou ve vypoctu objevit,
ale alokuji se jen podle nastaveni simulace, diky ¢emuz se snizi pamétova narocnost.

Nasleduje predzpracovani (4), kde se matice kappa, k , deriv_ xyz (které maji dimenze
o plné velikosti a figuruji ve vypoctu spolecné maticemi o redukované velikosti) zmensuji z
plné na redukovanou velikost. Diky tomu se snizi pamétovd narocnost, a hlavné lze takto
jednoduse provadét vypocet v . CUDA verzi programu. Také se zde nékteré vstupy, které
se objevuji v homogenni i heterogenni formeé, rozbali ve formé konstanty do pole téchto
konstant, a tim se snizi pocet slozitost nékterych ¢asti vypoctu a nemusi se vytvaret dalsi
pretizeni vypocetnich kerneli. Nevyhodou je v urcitych situacich zvysend narocnost na
pamét.

Jako posledni, pokud probiha vypocet na GPU se nakopiruji data na GPU, a spusti se
iteracni smycka (5). V této smycce se spousti kernely a FFT funkce. Vysledkem v kazdém
cyklu je nova teplota T a poskozeni tkani cem43.

Po ukonceni vypoctu se pripadné zkopiruji data zpét do hostujicitho pocitace a ukonci
se program. Objekty t¥idy GpuMem nastavené jako vystupni v ramci destruktoru ulozi
datovou matici (6) na disk ve formatu hdf5.

KWaveDiffusion naé¢te vystupni soubory z heatsim (7) a pokracuje ve vlastnim postpro-
cesingu a pripadném zobrazeni grafu.

Vyhodou tohoto reseni, kdy KWaveDiffusion akceleruje vypocet pomoci heatsim, je,
ze pro uzivatele KWaveDiffusion se témeér nic nezméni. Nevyhodou je zvysSena pamétova
naroc¢nost, protoze bézi heatsim i KWaveDiffusion zaroven.

5.1.1 Vstupy Heatsim (9)
Jediné vstupy co program pfijimé jsou 1D/2D/3D pole ve formatu HDF5 a jsou to:

e controll_mat.h5 - fidici matice o velikosti 3 pole, obsahujici info zda se jednd o ho-
mogenni nebo heterogenni simulaci, pocet dimenzi a info zda se bude pocitat chlazeni
krvi (use_ perfusion).

e export_ dim.h5 - fidici matice o velikosti pocet dimenzi 4 1, obsahuje velikosti dimenzi
X, Y, Z a pocet kroki simulace

e T.h5 - datova matice se vstupni teplotou

e k.hb, kappa.hb, deriv_xyz.h, diffusion_ pl.h5, diffusion_ p2.h5, perfusion_ coeff.h5,
blood_ambient_ temperature.h5 - datové matice obsahujici jednu nebo pole konstant
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\ 4

simulace (3)

nastaveni

Piedzpracovani

maticovy

kontejner

Iteraéni smyéka

(10)

nacteni
# HFDS(QS)G Rey — kontrolnich matic ) OpenACC

(2) modifikace (1.1)
Obijekty tiidy
GpuMem (1) ( )
P CUDA
nacteni g
) HDF5 soubory datovyech matic modifikace (1.2)
&) 2.1)

UloZeni
Vystupnich mati
(6)

CPU vypodet (5)

modifikace (5.1)

OpenACC ‘

CUDA vypoéet
(5.2)

IC

i A

| HDF5 soubory
| (7)

k-Wave-Diffusion (0)

Obréazek 5.2: pohyb dat

20




e dt.h5 - konstanta s velikosti kroku simulace

e q term.h5 - datova matice obsahujici zdroj tepla

5.1.2 Vystupy Heatsim (7)
vystupy jsou 2D /3D pole stejné jako vstupy ve formatu HDF5

e T.h5 - findlni teplota tkané

e cem43.hb - poskozeni tkdné v disledku ptisobeni tepla

5.1.3 typy datovych matic

Vsechny datové matice jsou ve formatu
e podle velikosti

— 1-prvkového pole (konstanta)
— 2D/3D pole o plné velikosti X, Y, Z
— 2D /3D pole o redukované velikosti X/2 + 1,Y, Z

e podle datového typu

— float
— FloatComplex = std::complex<float>

5.1.4 Trida GpuMem (1)

Trida template<class TYPE> class GpuMem je templatovana trida pro spravu matic v
pameéti. Slouzi pro spravu paméti na GPU, kde se stard o alokovani paméti na GPU, kopi-
rovani dat na GPU a z GPU zpét do paméti pocitace a dealokaci. Déle slouzi pro nacitani a
ukladani svého obsahu na disk do formatu hdf5. Objekt tiidy mize existovat bez alokované
paméti pro data, diky c¢emuz muze existovat po celou dobu béhu programu, i kdyz neni
potfeba a neni nutné je néjak slozité dynamicky vytvaret a vyhledavat.

e Diilezité metody

— GpuMem(uint64_t size, std::string name, bool use_ gpu, bool load, bool store,

bool alloc);

* konstruktor, ktery podle svych argumentti alokuje pamét pro data a pri-
padné zaridi nahrani dat z hdf5 souboru do paméti.

* ulozi zdznam o sobé do maticového kontejneru
* argumenty:

size - pozadovany pocet prvku k alokaci

name - jméno matice, slouzi ke specifikovani jména vstupniho souboru

a také pro ladéni programu

use_ gpu - urcuje zda se pri volani metod pro praci s GPU opravdu dané

metody provedou.

load - konstruktor nacte data ze souboru hdf5 a ignoruje argument size.
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store - destruktor pred uvolnénim paméti ulozi data do souboru.
alloc - zapind/vypind alokaci paméti pro data, pii vypnutém stavu za-
roven ignoruje priznak load.
— virtual ~GpuMem()
* destruktor, ktery pred uvolnénim paméti, pokud je nastavena hodnota __ store,
ulozi data do hdfb souboru.

* vymaze zadznam o sobé z kontejneru
— TYPE * data()
* vrati ukazatel na data
— TYPE * g_ data();
x vrati ukazatel na data v paméti GPU
— void createOnDev ()
* alokuje data na GPU
— void deleteOnDev()
* uvolni data na GPU
— void cpyTD()
* zkopiruje data na GPU a pripadné i alokuje data na GPU
— void cpyTH()
* zkopiruje data z GPU zpét do paméti PC

5.1.5 FFT

Funkce fftR2C() a fitC2R() slouzi k vypoc¢tu dopiedné a zpétné Fourierovy transformace po-
moci knihovni funkce
fftwf _execute_dft_r2c()a fftwf _execute__dft_c2r()zknihovny fftw3.h, nebo cufftExecR2C()
a cufftExecC2R () z knihovny cufft.h v zavislosti na tom jestli vypocet probihd na CPU nebo
GPU. To ktera dvojice se pouzije je ur¢eno pri kompilaci pomoci direktivy GPU__ ACC nebo
GPU__CUDA.

Vstupni pole doptedného FFT je plné velikosti a vystupni pole je velikosti redukované.
Kvuli tomuto faktu se musi nékteré datové matice redukovat z plné velikosti, aby bylo
efektivnéjsi s nimi provadét operace.

Vystup z ffitC2R() je potfeba normalizovat, v nasem piipadé vynasobit konstantou idi-
vider = 1 / (soucin velikosti dimenzi)

5.1.6 maticovy kontejner (10)

Kdyby to byla trida, tak by se dala oznacit jako jedinacek. Kontejner matic (objektu t¥idy
GpuMem) slouzi primarné k provddéni hromadnych operaci nad objekty GpuMem jako
je alokace a kopirovani dat na GPU a zpét. Déle slouzi pro vypocitani pouzité paméti.
Sekundarni ucel je pro ladéni programu, kdy provadi vypisy jaké objekty jsou alokované,
jak jsou velké, jejich ukazatele na data a dalsi.

22



5.1.7 vypocetni smycka (5)

Vypocetni smycka provadi predem stanoveny pocet krokt simula¢ni metody a pracuje v
homogennim nebo heterogennim médu podle nastaveni simulace. Vnitfek smycky je vlo-
zen do soubort homo.hpp pro homogenni méd a nohomo.hpp pro heterogenni moéd a na-
¢ten pomoci #include do prislusného mista ve smycce pro zvyseni prehlednosti a zacho-
vani moznosti pouzivat lokdlni proménné z funkce main. V obou mddech se muze poci-
tat p_term rozdil je pouze ve vstupnich parametrech kdy v homogennim maédu jsou per-
fusion__coeff a blood__ambient temperature konstanty. V kazdém kroku je vypoctena nova
hodnota d_ term, T a cem43.

V nésledujici ¢asti predstavim implementaci jednotlivych ¢asti simulace do krokt. Jed-
notlivé kroky pro prehlednost bud obsahuji volani FFT funkce, nebo vnitiek cyklu prislus-
ného kernelu. Pokud néjakd proménna obsahuje index r, tak to znamend ze v kernelu je
cyklus ktery prochazi plné dimenze. Pokud se v kroku vyskytuje index ¢, tak kernel obsa-
huje cyklus prochézejici redukované dimenze. Diky tomu Ze se v kernelech vyskytuji pouze
operace .+ a .* je mozné prochazet 2D i 3D matice jako 1D vektor.

Vypocet potfebuje vétsi mnozstvi datovych objektu (matic) a déli se na vstupné/vy-
stupni datové objekty T, cem/3, dt, q_term, k ,kappa, perfusion__ coeff, blood _ambient_temperature,
deriv_x, deriv_y, deriv_z, diffusion_pl1, diffusion_p2 a pomocné datové objekty d_term,
p__term, tmpFft, tmpTff, fft_1, fft 2, fft 3 a tff 1, tff 2, tff 3.

5.1.7.1 Perfuze

Neboli ,prutok krve urcitou tkani, nebo organem*“[8] je zde pouzit pro vypocet p_term,
coz je teplo odebrané proudici krvi. V k-Wave-Diffusion je implementovany jako 5.1

1||p_term = - obj.perfusion_coeff .* obj.IT( kappa .* obj.FT(obj.T - obj.
blood_ambient_temperature) ) ;

Vypis 5.1: odvod tepla

Tento vypocet jsem rozlozil do 5 krokt a to
1. p_term[r] = T[r] - temp][r];3
2. fitR2C(p_ term, tmpFft);
3. tmpFft[c] *= kappalc];
4. fitC2R (tmpFft, p_term);

5. p_term[r] *= -coef[r] * idivider; *

5.1.7.2 homogenni d_ term

Vypocet zmény tepla v homogennim télese vypada v matlabu takto 5.2

1 Hd_term = obj.diffusion_pl .* obj.diffusion_p2 .* obj.IT( -obj.k."2 .*x kappa .* obj.FT(
obj.T) );

Vypis 5.2: homogenni d_ term

3temp = obj.blood__ambient_ temperature
4coef = obj.perfusion_ coeff
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a je rozlozen do 4 kroki:

1
2
3
4

. fitR2C(T, tmpFft);
. tmpFft[c] = -k[c] * kappa[c] * tmpFft|c];
. fitC2R(tmpFft, tmpTff);

. d_term[r] = diffusion_ pl * diffusion_ p2 * tmpTf[i] * idivider;

5.1.7.3 heterogenni d_ term

Vypocet zmény tepla v heterogennim télese

1

2
3
4

t

T_FT = obj.FT(obj.T);

switch obj.dim
case 2
d_term = obj.diffusion_pl .* ( obj.IT( deriv_x .* obj.FT( obj.diffusion_p2
.*x obj.IT( deriv_x .* T_FT ) ) ) + obj.IT( deriv_y .* obj.FT( obj.diffusion_p2 .*
obj.IT( deriv_y .* T_FT ) ) ) );
case 3
d_term = obj.diffusion_pl .* ( obj.IT( deriv_x .* obj.FT( obj.diffusion_p2
.*% obj.IT( deriv_x .* T_FT ) ) ) + obj.IT( deriv_y .* obj.FT( obj.diffusion_p2 .x*
obj.IT( deriv_y .* T_FT ) ) ) + obj.IT( deriv_z .* obj.FT( obj.diffusion_p2 .* obj.
IT( deriv_z .* T_FT ) ) ) );

Vypis 5.3: heterogenni d__term

pro zptehlednéni zde nebudu vypisovat stejné kroky pro vSechny dimenze, ale pomyslné
slou¢im proménné deriv_z, deriv_y, deriv_z do deriv a obdobné pro fft_ 1, fft 2, fft 3 a
tff 1, tff 2, tff 3 budu zde oznacovat jako fft a tff.

. fitR2C(T, tmpFft);

fft[c] = tmpFft[c] * deriv|c];
fFtC2R(fTt, t);

tff[r] *= idivider * diffusion_ p2;
fFtR2C (¢, fit);

fft[c] *= deriv]c];

ftC2R (Mt 1, ¢ 1);

tff[r] *= idivider;

. d_term[r] = diffusion_pl[r] * ( (¢ _1[r]) + (¢ _2[r]) + (tf_3[r]));

5.1.74 T

1“obj.T = obj.T + dt .*x ( d_term + p_term + g_term );

Vypis 5.4: vysledna teplota

Kernel pro vypocet teploty je velmi primitivni: T[r] += dt * (d_term[r] + p_term[r] +
q_term]r]); Na rozdil od matlabu se musi pouzit vice verzi tohoto kernelu, v zavislosti na
kombinaci existence q_ term a p_ term.
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5.1.7.5 cem43

1|/ obj.cem43 = obj.cem43 + dt ./ 60 .*x ( 0.5 .* (obj.T >= 43) + 0.25 .* (obj.T >= 37 & obj

.T <43 ) ).7(43 - obj.T);

Vypis 5.5: cem43

Vypocet cem43 jsem pro piehlednost rozdeélil do 3 kroku
1. float tmp = 0.5 * (T[i] >= 43) + 0.25 * ((T[i] >= 37) & (T[i] < 43));
2. float power = pow(tmp, 43.0 - TYi]);

3. cem43[r] = cemd43[r] + dt * (1.0/60) * power;
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Kapitola 6

Akcelerace pomoci OpenACC

Tato kapitola se vénuje prevodu procesorového kdédu do kédu pro grafické karty za pouziti
technologie OpenACC a jejimi problémy.

Nejprve je potfeba si uvédomit ze GPU ma vlastni pamétovy prostor, takze vhodné si
kopirovani na GPU néjak zjednodusit nebo zautomatizovat, aby programator nemusel ke
kazdému poli psat #pragma acc copyin(tmp[0:1]) atd. V nasem pripadé se o to postaraji
metody createOnDev(), deleteOnDev(), cpyTD() a cpyTH() (1.1), které se pomoci direk-
tivy GPU_ACC kompiluji jen v pripadé kompilace na GPU, jinak jsou prazdné. Takto
zapouzdiené pragmy obcas kompiladtor nevidi, v tom pripadé je potfeba mu trochu po-
moct uzitim #pragma acc data present(), kterd za béhu programu zjisti jestli data jsou
opravdu na GPU a pripadné nasilné ukond¢i program s chybou. Nez se pustime do premény
samotné vypocetni ¢asti (5.1) je potieba vytesit problém s FFT. Funkei kterd poc¢ita FFT
na CPU nemizeme jednoduse presunout na GPU pomoci pragmy, zde se nabizi moznost
nechat FFT na CPU, ale je to velice neefektivni feSeni, protoze pred kazdym voldnim a
po jejim dokonceni by se musela kopirovat pamét a tomu chceme zamezit. Proto pouzi-
jeme FFT pouzivajici GPU z knihovny cufft.h, kterd je naprogramovani v CUDA a tudiz
vyzaduje ukazatele do paméti GPU. Ty zajisti kompilator uzitim #pragma acc host_ data
use__device().

Nyni je mozny prevod vypocetnich kerneli. Ten je v nasem pripadé velmi jednoduchy,
protoze vsechny kernely prochazi 1D vektory a vSechny operace nad prvky téchto vektoru
jsou na sobé nezavislé. Proto si vystacime pouze s #pragma acc parallel loop.

VSechny kernely vypadaji zhruba takto

1 || void kernel(float *a, float *b, float *c, int N){
2 for(int i = 0; i < N; ++i)

3 ali] += bl[i] * c[i];

41>

Vypis 6.1: Jak vypada primerny kernel v projektu.

a po pouziti OpenACC takto (5.1)

1 || void kernel(float *a, float *b, float *c, int N){
2 #pragma acc parallel loop

3 for(int i = 0; i < N; ++i)

4 ali] += b[i] * c[i];

5|}
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6.1 Problémy

Vv

Pokud totiz udélate chybu v zapisu, tak je velikd sance, ze vas kompildtor nijak neupo-
zorni. Napriklad kdyz napiSete #pragma host_ data use_device(a,b) misto #pragma acc
host__data use_device(a,b), tak rozdil velmi snadno piehlédnete. Na prvni pohled se vse
tvaii v poradku, protoze kompilator ignoruje pragmy které nezna a vy pak stravite mnoho
¢asu hledanim pric¢iny pro¢ dand metoda nefunguje a nakonec to poznate az z grafického
profileru, kde zjistite, ze se dana metoda spousti napriklad jiz pred dokon¢enim kopirovani
dat na GPU, nebo se spusti na tplné jiné karteé.

Dalsi problém na ktery jsem narazil byl u templatované tiidy GpuMem, konkrétné u
metod spravujicich data na GPU (createOnDevice(), cpyTH(), atd.). U objekti s daty typu
FloatComplex! totiz dochazelo ke kopirovani jen poloviny prvki z matice, coz odpovida
tomu, ze i kdyz byly data objektu typu FloatComplex, tak je povazoval za float, ktery
méa poloviéni velikost nez FloatComplex. Tento problém jsem obesel pomoci pomocného
ukazatele na data vytvareného uvniti metod, ktery se pouzil pouze, pokud byla velikost
datového typu objektu vétsi, nez float. Velikost datového typu se ukldda pfi inicializaci
objektu.

Lstd::complex<float>
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Kapitola 7

Akcelerace pomoci CUDA

Tato kapitola pojednava o prevodu implementaci pomoci CUDA.

7.1 Implementace

Préce s daty je velmi podobnd OpenACC, pamét se musi alokovat na GPU a presunout
na ni data, k tomu slouzi funkce cudaMalloc(), cudaFree(), cudaMemcpy(). Rozdil je v
tom Ze programator musi sdm udrzovat 2 druhy ukazateld a to jeden do paméti PC a
druhy do paméti GPU. Pomoci direktivy GPU_CUDA jsou pri kompilaci modifikované
metody createOnDev(), deleteOnDev(), cpyTD() a cpyTH() pro pouziti s CUDA kédem
(1.2). Pomoci direktivy GPU_CUDA je také vyménén obsah soubori s implementaci. Trida
GpuMem obsahuje novou metodu TYPE * g_data(), kterd vraci ukazatel do paméti GPU.
Pro FFT je pouzita také knihovna cufft.h, s tim rozdilem ze se funkce volaji s ukazateli do
paméti GPU.

Implementace kernelt je trividlni ze stejného duvodu jako u OpenACC. Kernely 6.1 jsou
transformovany vzdy do 2 funkei

1 || __global__ void __kernel(float #*a, float *b, float *c, int N){
2 int i = threadldx.x + blockDim.x * blockIdx.x;
3 if (i < N)

4 ali] += b[i] * c[i];

5}

6 || void kernel(float *a, float *b, float *c, int N){
7 dim3 DimGrid ((N-1)/CUDA_WIDTH + 1, 1, 1);

8 dim3 DimBlock (CUDA_WIDTH,1,1);

9

10 __kernel<<<DimGrid, DimBlock>>>(a, b, c, N);
11 (|}

kde kernel() je funkce kterd se vold z CPU a spousti funkci ___kernel() na GPU. DimBlock
nastavuje kolik se bude spoustét vlaken uvniti bloku. DimGrid nastavi na kolik blok bude
rozdéleno datové pole. V nasem pripadé CUDA_WIDTH = 1024, coz je pocet vldken v
dané dimenzi na 1 blok. Po spusténi kernelu na GPU, kazdé vldkno zpracovava funkci
__kernel(), pfiemz dostane svoji pozici v rdmci datového pole pomoci 3 proménnych
threadIdx.x, blockDim.x, a blockldx.x. ,if (i < N)“ je tu zde proto, kdyz datové pole neni
zarovnané na pocet vldken * pocet bloku, aby nedochézelo k pristupu mimo datové pole.
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7.2 Problémy

Program bézi bez chyby, ale dodava Spatné vysledky. To se muze stat pokud kompildtoru
nezadéate prepinac --generate-code se spravnou verzi architektury vaseho GPU, nebo ho
nezadate vibec. Program se pak spusti bez chyby, ale kernely se nevykonaji. O této skutec-
nosti dostanete varovani od kompilatoru, které se mize velmi jednoduse ztratit ve zbylém
vypisu o kompilaci, a to jen pro karty nachazejici se v pocitaci, kde probiha kompilace.
Dalsi problém na ktery jsem narazil bylo Ze na jedné z 5 testovanych modeli grafickych
karet se jen na jedné z nich nespousti jeden z kernelt heterogenni simulace. O tyden pozdéji
se stejnym kdédem vypocet funguje spravné.
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Kapitola 8

OpenACC vs. CUDA

V této kapitole se vénuji porovnani obou technologii, jak z hlediska programovani, tak z
hlediska vykonového.

8.1 Programovani

V obou technologiich si programétor musi zvyknout na to ze se musi starat o stejnd data na
dvou mistech. Dle mého nazoru je velmi uzitecné mit procesorovou verzi programu, protoze
ve chvili kdy se objevi néjaké chyby v navrhu, tak je mnohem jednodussi a prijemnéjsi
ladit program na CPU. Vyhodou OpenACC je skutecnost ze procesorova verze programu
je spole¢na i pro akcelerovanou verzi. V ptipadé CUDA je nutné mit procesorovou verzi
zvlast a tim spravovat dvé implementace. Pii pouziti CUDA technologie musi programator
lépe porozumét vnitini stavbé grafického ¢ipu nez je tomu v piipadé pouziti OpenACC. Je
mnozstvi véci, na které programéator pii pouziti OpenACC vibec nemusi myslet. Napriklad
kolik je idealni mmnozstvi vlaken na jeden blok, nebo ktery ukazatel ma pouzit. Pokud
by zvolil managed moéd, tak se nemusi trapit ani se spravou paméti za cenu vykonového
propadu.
P1i porovnani narocnosti obou implementaci musime vzit v potaz dva fakty:

1. Ve vypocetnich kernelech byly pouzity pouze operace s¢itani a nasobeni v 1D poli,
nebyly tedy pouzity néjaké pokrocilejsi konstrukce kernelii, kde by se vice projevily
rozdily v naroc¢nosti.

2. Ve fazi akcelerace byl k dispozici funkéni kdd simulace v procesorové verzi, proto nelze
presné odhadnout naroc¢nost implementace v CUDA bez procesorové verze.

S prihlédnutim k témto fakttim, lze Fici ze implementace v technologii CUDA byla naro¢néjsi
pouze z hlediska c¢asu, potiebného k vytvoreni kopii existujicich kerneli a vytvoreni spous-
técich funkei. Tato skutecnost by se dala potlacit néjakym vhodnym dopliikem editor/IDE,
ktery by ze zvolenych funkci vytvarel klidné i prazdné kernely.

Kdyz odectu cas pottebny pro implementaci spravy paméti, ktera je témét totozna pro
obé technologie a ¢as potfebny pro implementaci FFT, kterd je sdilena, tak mym hrubym
odhadem je, ze pro akceleraci pomoci OpenACC byl potieba ¢as v fadu desitek minut a
pro akceleraci pomoci CUDA byl potreba ¢as v fadu hodin.

30



’ Procesor

|
] Intel Xeon Gold 6126 CPU @ 2.60GHz! \
] Intel Xeon CPU E5-2620 v4 @ 2.10GHz \ 503Gi \ NVIDIA Tesla P40 \
] Intel Xeon CPU E5-2620 v3 @ 2.40GHz \ 62Gi \ NVIDIA GeForce GTX TITAN X \
] Intel Xeon CPU E5-2620 v3 @ 2.40GHz \ 62Gi \ NVIDIA GeForce GTX 1080 \
] Intel Core i7-3770 CPU @ 3.40GHz \ \ NVIDIA GeForce RTX 2080 Ti \
\ Intel Core i7-6820HQ CPU @ 2.70GHz \ \ NVIDIA GeForce 940MX \

RAM ‘ Graficka karta ‘
187G \ NVIDIA Tesla V100 SXM?2 16GB \

31Gi
15Gi

Tabulka 8.1: Pouzité stroje pro srovnani vykonu.

’ Graficka karta Teoreticky vykon FP32 | RAM | propustnost
’ NVIDIA Tesla V100 SXM2 16GB 15.67 TFLOPS 16 GB | 897.0 GB/s
’ NVIDIA Tesla P40 11.76 TFLOPS 24 GB | 694.3 GB/s

| [T oo
| oo |G
’ NVIDIA GeForce GTX TITAN X } 6.691 TFLOPS } 12 GB } 336.6 GB/s }
| G [ woscne
| 1105 o0 G|
| 2o | wman)

‘ NVIDIA GeForce GTX 1080 8.873 TFLOPS 8 GB | 320.3 GB/s
’ NVIDIA GeForce RTX 2080 Ti 13.45 TFLOPS 11 GB | 616.0 GB/s
’ NVIDIA GeForce 940MX 953.9 GFLOPS 2 GB | 16.02 GB/s

Tabulka 8.2: Parametry grafickych karet

8.2 Vykon

Pro testovani vykonnostnich rozdili mezi implementacemi OpenACC a CUDA byly pouzity
stroje s témito parametry uvedené v tabulce 8.1.

Jako metodu testovani jsem jsem zvolil porovnani ¢asu na dokonceni jedné iterace vy-
po¢tu v heterogenni simulaci se zapnutou perfuzi a zdrojem tepla. Cas byl zméfen v 50
iteraci ze 300 za pomoci funkce gettimeofday() z knihovny sys/time.h. Testovani probihalo
nad daty v podobé 2D matice o Sitce 128, 256 ,512 ,1024, 2048, 4096, 8000 a 8192. Vysledky
testovani jsou v tabulce 8.3.

Ve 2 az 9 sloupci jsou namérené hodnoty v milisekundach. Hodnota / znamend ze méteni
nebylo tspésné provedeno z duvodu nedostateéné velikosti paméti na GPU.

Z tabulky je patrné, ze ve vétsiné pripadu je rozdil cast potfebny pro jeden krok simulace
velmi maly, velmi pravdépodobné to bude zptusobeno tim Ze béhem testovani jsem nemél
vyluény pristup k testovanym systémum.

P1i porovnani teoretickych vykont karet a propustnosti jejich paméti z tabulky 8.2 s
rychlosti vypocétu z tabulky 8.3, vyplyva zajimavé zjisténi Ze pomér casu potfebného k
vypoctu viibec odpovidd poméru teoretického vykonu grafickych karet a neodpovida ani
propustnosti jejich paméti. Pomér nesedi ani v ptipadé kdybychom vykon karet métili v
teoreticky vykon * propustnost paméti. Z toho vyplyvéd ze program nedosahuje limiti ani
procesoru grafické karty, ani propustnosti jeji paméti.

Zajimavé zjisténi je pri porovnani ¢asu z vypoctu 8000 a 8196, kdy vSechny karty do-
sahuji kratsich ¢asu v simulaci s vétsimi maticemi.

1 o
superpocita¢ Barbora
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] GPU \ 128 \ 256 \ 512 \ 1024 \ 2048 \ 4096 \ 8000 \ 8192 \ Implementace \
]Tesla V100 \ 0.22 \ 0.25 \ 0.31 \ 0.66 \ 2.23 \ 8.41 \ 47.6 \ 33.3 \ OpenACC \
] \011\013\019\0.54\213\8.39\4?7\335\ CUDA \
] Tesla P40 \ 0.34 \ 0.43 \ 0.73 \ 2.48 \ 9.0 \ 35.1 \ 148 \ 137 \ OpenACC \
] \034\045\072\2.45\9 6\34.7\ 148\ 137\ CUDA \
] TITAN X \ 0.38 \ 0.46 \ 0.94 \ 2.96 \ 11.4 \ 44.6 \ 198 \ 180 \ OpenACC \
] \034\043\079\2.99\1 \44.9\ 198\ 178\ CUDA \
] GTX 1080 \ 0.30 \ 0.40 \ 0.71 \ 2.82 \ 10.9 \ 42.8 \ 173 \ 160 \ OpenACC \
] ‘018‘015‘ \2.43\101\42.6\183\170\ CUDA \
] RTX 2080 \ 12.6 \ 9.83 \ 0.41 \ 12.2 \ 35.1 \ 59.7 \ 217 \ 174 \ OpenACC \
] \012\012\030\1.17\120\43.0\ 200\ 164\ CUDA \
] 940MX \ 0.59 \ 1.45 \ 8.19 \ 33.7 \ 153 \ 614 \ \ \ OpenACC \
] \ 0.41 \ 1.30 \ \ 33.4 \ 153 \ 617 \ \ \ CUDA \

Tabulka 8.3: Vysledky testovani

Kdyz shrneme vysledky z tabulky 8.3, tak lze konstatovat, ze v projektu s jednoduchou
simulaci je vyhodnéjsi vyuzit OpenACC, protoze usetiime Cas pti programovani.
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Kapitola 9

Vhodnost pouziti OpenACC

V této kapitole se vénuji moznosti vyuziti OpenACC v dalsich modulech baliku k-Wave.
V rdmci pripravy na implementaci puvodniho navrhu (ktery je popsan v kapitole 5), jsem
transformoval modul kspaceFirstOrder z baliku k-Wave za pouziti OpenACC. Tento mo-
dul jiz byl prepsan do jazyka C+4 dokonce hned ve dvou variantdch. Prvni varianta
kspaceFirstOrder-OMP je implementovan pomoci knihovny OpenMP a druha varianta
kspaceFirstOrder-CUDA je implementovana pomoci CUDA. V malém testovani téchto tii
implementaci a to CUDA, OpenMP a OpenACC jsem doséhl zprumérovanych vysledki
znazornénych v tabulce 9.1. Méfeni bylo pofizeno na stroji s Intel Xeon CPU E5-2620 v3
@ 2.40GHz a NVIDIA GeForce GTX 1080. Cas vypoctu byl ve vSech pifpadech odeéten
z jiz existujictho vnitiniho méreni kspaceFirstOrder. Z vysledka vyplyva Ze implementace
pomoci OpenACC dosahuje 80% vykonu implementace v technologii CUDA. V potaz mu-
sime ovSem brat fakt, ze implementace v OpenACC nebyla nijak optimalizovana z duvodu,
Ze existovala pouze pro ovéreni moznosti transformovat kspaceFirstOrder.

Z mého pohledu je tedy prijatelné i za cenu 20% propadu vykonu, ktery pravdépodobné
pijde jesté snizit, pouzivat technologii OpenACC. Ziskdme tim rychlejsi implementaci nez
v CUDA a predevsim odstranime potfebu udrzovat vice verzi stejného projektu. Proto si
myslim ze je vhodné pouzit technologii OpenACC i v jinych modulech baliku k-Wave.

’ Implementace | Celkovy ¢as vypoctu ‘

|
] OpenMP \ 39.18s \
] CUDA \ 1.30s \
] OpenACC \ 1.63s \

Tabulka 9.1: Implementace kspaceFirstOrder
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Kapitola 10
Zaver

Hlavnim cilem této bakalarské prace, bylo transformovat z modul kWaveDiffusion z ba-
liku k-Wave, ktery je implementovan v jazyce Matlab do jazyka C++4 pomoci knihovny
OpenACC. Nésledné tuto novou implementaci upravit pro knihovnu CUDA a tyto dveé
implementace porovnat z hlediska narocnosti implementace a z hlediska vykonu a tim ové-
Fit moznost vymeény pouzivani knihovny CUDA za OpenACC. Tyto cile byly splnény a
vytvoren program pro simulaci siteni tepla v mozku pomoci OpenACC.

Velmi dobrou zprévou je ze OpenACC programétorium prindsi nezanedbatelnou vyhodu
v podobé jednodussi paralelizace a moznosti jednotného kédu pro béh na jednojadrovém a
i vicejadrovém CPU a GPU.

Diky této praci jsem se naucil mnoho o struktufe procesoru grafické karty a o tom jak
tyto procesory vyuzit nejen k zobrazovani hezkych grafi.

Do budoucna v této praci vidim velky potencial pro pouziti v realném provozu. Nejprve
bude ovSem nutné zvysit bezpecnost aplikace, protoze chyby jsou v oblasti zdravi neod-
pustitelné a neni pro né zde misto. Simulace by naptiklad potfebovala napiiklad vyménu
pouzivani ukazatell za reference vsude kde je to mozné, nebo posunuti ziskani ukazatelu
na datova pole az tésné pred samotny vypocetni kernel.
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Priloha A

Paralelizace

#pragma
e parallel

— znadi ze nadsledujici blok kédu se mé spustit paralelné

— pr. #pragma acc parallel
e kernel

— funguje podobné jako parallel ale dava kompilatoru vétsi svobodu v tom co se
bude paralelizovat a jak

— pr. #pragma acc kernel
e loop

— znad¢i smycku kterou se ma pokusit kompildtor zparalelizovat
— pouziti je:
* samostatné napt. uvniti kernelu jako napt #pragma acc loop

* dohromady s jinou direktivou napr #pragma acc parallel loop
 collapse(K)
— kompilator se pokusi slouc¢it K néasledujicich smyé¢ek (pro K=1 nemé vyznam)
o reduction(A:P, ...)

— zajisti ze se proménna P vytvori pro kazdy kernel samostatné a po skonceni
kernelu se nadevsemi instancemi proménné P provede akce A, napf ,max® pro
maximum, nebo ,,+“ pro sumu

o async(N)

— rezdéli lohu na N na sobé nezavislych tloh

— jednotlivé tlohy na sebe necekaji a proto mohou data kopirovat v dobé kdy jiné
tlohy pocitaji.

o tile(x, y)

— zajisti Ze napr 2D pole se budou zpracovdvat po blocich x*y
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e vector

— znadi kolik se pouzije vldken (pokud je pouzita zaroven s worker, tak kolik vlaken
bude v jednom workeru)

o worker

— znadi kolik se pouzije workeru
* gang

— kolik skupin workera bude zpracovavat data
e seq

— znadi ze nasledujici blok ma byt proveden sekvenéné
o vector_length(X)

— nastavi délku vektoru
o num_ workers(Y)

— nastavi pocet workerii
o num_ gangs(Z)

— nastavi pocet gangi

#include <stdio.h>
#define SIZE 1024

void matrix_add(void)

{
float mat_a[SIZE] = {0};
float mat_b[SIZE] = {0};
float mat_r[SIZE] = {0};
//secteni dvou vektoru, nejjednodussi pouziti
#pragma acc parallel loop
for(int i = 0; i < SIZE; ++i)
{
mat_r[i] = mat_al[i] + mat_bl[il;
}
}
void matrix_2D_add(void)
{
float mat_a[SIZE] [SIZE] = {0};
float mat_b[SIZE] [SIZE] = {0};
float mat_r[SIZE] [SIZE] = {0};

//secteni dvou 2D poli

//pokusi se sloucit forcykly dohromady

//nastavi delku vektoru na SIZE a vynuti pouziti vektoru
#pragma acc parallel loop collapse(2) vector_length(SIZE) vector
for(int m = 0; m < SIZE; ++m)

{
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}

for(int n = 0; n < SIZE; ++n)
{

mat_r[m] [n] = mat_al[m] [n] + mat_b[m] [n];
}

void matrix_dot (void)

{

float mat_al[SIZE]
float mat_b[SIZE]
float dot_product

{0%};
{03};
0;

//skalarni soucin dvou vektoru
float tmp = O;
#pragma acc parallel loop reduction(+:tmp)
for(uint64_t i = 0; i < size; ++i)
{
tmp += mat_al[i] * mat_b[i];
}
dot_product = tmp;

int main()

matrix_add();
matrix_2D_add();
matrix_dot();
return O;

Vypis 1: priklad pouziti direktiv (managed mod)

Sprava pameéti

o copy(ulim], ...)

— pro néasledujici region alokuje prostor pro data zkopiruje data do GPU a na konci
regionu zpét do hostujiciho systému a uvolni na GPU

copyin(uli:n], ...)

— pro néasledujici region alokuje prostor pro data zkopiruje data do GPU a na konci
regionu data zahod{ a uvolni na GPU

copyout(ufimn], ...)

— pro nésledujici region alokuje prostor pro data na GPU a na konci je zkopiruje
do hostujiciho systému a uvolni na GPU

create(ufin], ...)
— pro nasledujici region alokuje prostor pro data na GPU a uvolni na GPU

enter data create(ulin], ...)
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— alokuje prostor pro data na GPU

o exit data delete(u[i:n], ...)

— uvolni data na GPU

 update device(u[i:n], ...)

— zkopiruje data na GPU

» update self(ufi:n], ...)

— zkopiruje data do hostujiciho systému

#include <stdio.h>
#define SIZE 1024

void matrix_add(void)

{

}

float mat_a[SIZE] = {0};
float mat_b[SIZE] = {0};
float mat_r[SIZE] = {0};

//nejjednodussi pouziti rucni spravy pameti
#pragma acc parallel loop copy(mat_a[0:SIZE], mat_b[0:SIZE], mat_r[0:SIZE])
for(int i = 0; i < SIZE; ++i)
{
mat_r[i] = mat_al[i] + mat_bl[il;

}

void matrix_2D_add(void)

{

}

float mat_al[SIZE] [SIZE] = {0};
float mat_b[SIZE] [SIZE] = {0};
float mat_r[SIZE] [SIZE] = {0};

//pokrocilejsi sprava pameti, ktera rozlisuje ktere data staci pouze nakopirovat /
vykopirovat z GPU

#pragma acc parallel loop collapse(2) vector_length(SIZE) vector copyin(mat_al[0:
SIZE] [0:SIZE], mat_b[0:SIZE] [0:SIZE]) copyout (mat_r[0:SIZE] [0:SIZE])

for(int m = 0; m < SIZE; ++m)

{
for(int n = 0; n < SIZE; ++n)
{
mat_r[m] [n] = mat_a[m] [n] + mat_b[m][n];
}
}

void matrix_dot(void)

{

float mat_a[SIZE] {0};
float mat_b[SIZE] = {0};
float dot_product = 0;
float tmp = 0;

//alokuje pamet pro data na GPU
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#pragma acc enter data create(mat_a[0:SIZE], mat_b[0:SIZE], tmp)

//zkopiruje data na GPU
#pragma acc update device(mat_a[0:SIZE], mat_b[0:SIZE])

#pragma acc parallel loop reduction(+:tmp)
for(uint64_t i = 0; i < size; ++i)
{
tmp += mat_a[i] * mat_b[il;
}
//zkopiruje data z GPU
#pragma acc update self (tmp)
dot_product = tmp;

//uvolni pamet na GPU

#pragma acc exit data delete(mat_a[0:SIZE], mat_b[0:SIZE], tmp)

main()

matrix_add();
matrix_2D_add();
matrix_dot();
return 0;

Vypis 2: priklad pouziti direktiv pro spravu pameéti
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Priloha B

.1 Testovani OpenACC

.1.1 Superpocitac Barbora

e 2x Intel Xeon Gold 6126 CPU @ 2.60GHz
e NVIDIA Tesla V100 SXM2 16GB
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Obrazek 2: soucet vektoru
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GFlops

matMul (linear) matMul (linear)
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.1.2 Thinkpad T460p
e Intel Core i7-6820HQ CPU @ 2.70GHz

NVIDIA GeForce 940MX

.
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Obrézek 10: jacobiho iterace
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