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Abstrakt

Tato prace se teoreticky zabyva soucasnymi pristupy k detekci a lokalizaci obliceje
v obraze. Popisuje mozné pristupy k feseni tohoto problému, detailnéji se zabyva lokalizaci
pomoci neuronovych siti a operacemi pred vlastni detekci a nasledné spravné reprezentaci
vysledkd. Obsahuje téz navrh systému k detekci obliceje, ktery bude implementovan v rdmci
diplomové prace.
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Abstract

This thesis issues with possible methods for face detection and localization according
to the state of the art. It describes various approaches and it is aimed at localization by
neural networks and at necessary operations that have to be done before detection and after
it for correct results representation. It contains also a detection system design, which will be
implemented later as a part of my diploma thesis.
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Uvod

Plvodné byly pocitace vytvoreny jako stroje pro automatizované zpracovani dat.
Béhem své existence prosly velmi rychlym vyvojem a jiz po mnoho let nejsou jen uziteCnymi
kancelarskymi pomocniky, ale pfidavanim novych, déimysinych funkci se z nich vyvinuly velmi
vazni konkurenti lidské pracovni sily. V nékterych oblastech dokonce Clovéka porazeji. Neni
to zplsobeno pouze narlistem vykonu, ale také diimysIn&jSim procesem zpracovani dat, od
jejich pofizeni do vykonani prislusné akce. Zdrojem dat jiz neni jen klavesnice, data mohou
byt pofizena z nejrliznéjsich senzord, jako jsou napriklad pohybova cidla, sonary atd.
V poslednich nékolika letech zaznamenaly znacny vyvoj kamery. Jiz v 70. letech 20. stoleti,
kdy byly pocitace schopné zpracovavat 2D obrazy, se zacal vyvijet novy obor — Pocitacové
vidéni (angl. Computer Vision), avSak dnes se v souvislosti s primyslovymi roboty
vybavenymi rliznymi senzory pouziva pojem Machine Vision. Computer vision se zaméfuje
spiSe na rekonstrukci 3D informace z kamer (avsak tyto obory se znacné prekryvaji). Je tedy
prirozena snaha vyuzit moznosti pocitacovych systémi o tyto optické senzory. Nanestésti
jsou takto ziskana data dvourozmérna a velmi Casto zatizena Sumem. To klade velky dliraz
na nasledné zpracovani ziskaného obrazu, kde uz si s klasickymi pristupy ¢asto nevystacime.

Tato prace se zabyva jednou z fazi zpracovani obrazu, konkrétné detekci obliceje ve
snimku. Prvni a druha Cast rozebira zakladni pojmy z oblasti umélé inteligence a
pocitacového vidéni. Treti ¢ast shrnuje soucasny stav pouZitelnych metod. Z nich jsou
vyzvednuty ty, které se zabyvaji neuronovymi sitémi. Zavérecna kapitola popisuje navrh
systému pro detekci, ktery bude implementovan v rdmci diplomové prace. Zabyva se rliznymi
praktickymi aspekty detekcniho systému a formuluje poZzadavky na implementaci.

Prace je ukoncena sumarizaci poznatkd a nastinem mozného rozsifeni

implementovaného systému.



Neuronové sité

Umélé neuronové sité patfi do oblasti umélé inteligence zvané soft-computing. Ten,
na rozdil od konvencnich algoritm{, toleruje data, ktera mohou obsahovat nepresnosti,
CasteCnou pravdivost Ci aproximace, za Ucelem dosazeni reSitelnosti danych problémd.
Neuronové sité jsou jednim z vypocetnich modeld soft-computingu, stejné jako fuzzy logika,
evolucni algoritmy a teorie chaosu. Model mdZe byt implementovan jak softwarove, tak i
hardwaroveé. Vyhodou téchto pfistupl je, Ze pfi vhodné aplikaci na nékteré problémy
poskytnou reseni rychleji, byt’ nékdy jen Castecné, a to pravé v pripadech, kdy klasické

algoritmy selhavaiji zcela. Divodem selhani je vétsinou nedostatek paméti nebo Casu.

Umély neuron

Inspiraci pro vznik umélych neuronovych siti byly znalosti z biologie. Matematicky byl
poprvé umély neuron popsan v roce 1943, ovSem princip ¢innosti byl znam jiz z konce
19. stoleti. Cinnost umélého neuronu je podobné jako v pripadé biologického, pouze je
abstrahovano od pro funkci umélého neuronu nepodstatnych vlastnosti, napf. synapse je
modelovana cislem predstavujicim vahu, nikoliv mnozstvim proteind, iontl a nervovych
prenasect, jak je tomu u biologického neuronu. Nejjednodussim modelem neuronu je
perceptron, poprvé predstavenym Frankem Rosenblattem v roce 1958. Perceptron ma

nasleduijici strukturu:

YJ \\y y=glu)=g(f(z))
A

Obrazek 1: Schéma perceptronu

Vstupy neuronu jsou oznaceny x;, vaha vstupu x; je wi. Funkce f(x) se nazyva bazova
funkce. Linearni bazova funkce je definovana rovnici 1, radidlni bazova funkce ma tvar dle
rovnice 2. Samozrejmé Ize pouzit i jiné typy bazovych funkci, ale s linearni a radialni se

mUZeme setkat nejcastéji.

u:zwi'xi (1)
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Vystup neuronu je definovan aktivacni funkci g(u) = g(f(x)). Tabulka 1 znazorfiuje
nékteré z pouzivanych aktivacnich funkci. Aktivacni funkce midze byt bipolarni, v tom pfipadé
nabyva hodnot {-1,1}, nebo binarni, jejimz vystupem jsou {0,1}, a v pfipadé spojitych funkci
jsou pak vystupem hodnoty z intervalu <0,1>, respektive <-1,1>.

Skokova aktivacni funkce 4
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Tabulka 1: Definice a priibéhy casto pouzivanych aktivacnich funkci

Uceni perceptronu

Zakladni pravidlo uceni perceptronu ma tvar dle rovnice 3. Vystup neuronu je
oznacen vy, d je pozadovana hodnota vystupu pro vektor x. Koeficient uceni p ma nejcastéji

hodnotu 0,5, nebo mlize byt adaptivné snizovan béhem cyklu uceni. Proménna k znadi k-ty
vstupni vektor.



:v(l) = random
w(k +1) = w(k) + p(d (k) — y(k))x(k) 3)

prok=12.N, (x(k),d(k))eT

Perceptron dokaze klasifikovat vstupni obrazy do dvou tfid. Tyto tfidy museji byt linearné
oddélitelné, tj. v prostoru obraz{ musi existovat nadrovina, ktera obrazy dokaze rozdélit.
Nadrovina je utvar v n-rozmérném prostoru o dimenzi n-1. D4 se matematicky dokazat, ze
bud’ tato nadrovina neexistuje, nebo existuje nekonecné mnoho délicich nadrovin. V pripadé
radidlnich bazovych funkci je pak délicim Utvarem hypersféra. Pfi vhodné zvoleném

koeficientu uceni p vstupni vahy neuronu konverguji k jednomu z feseni.

Zapojovani neuront do siti

Neuron ve smyslu samostatné vypocetni jednotky nepfinasi zadna prakticka zlepseni
vypoctu. Toho vSak dosahujeme spojovanim vétsiho poctu neuronl do struktur zvanych
neuronové sité. Sit’ dovoluje modelovat mnohem slozitéjSi separacni oblasti. Délicim Gtvarem
neni nadrovina (hypersféra), ale nékolik nadrovin (hypersfér). Kazda sit’ se sklada z nékolika
vrstev. Jde o vrstvu vstupni (ovsem i v odborné literature neexistuje shoda, zda se ma diky
své jednoduchosti také nazyvat vrstvou), nékolik vrstev skrytych, které nejsou viditelné
uzivatelem, a vrstva vystupni, ktera slouzi k prezentaci vysledk(. Neuronové sité Ize
klasifikovat podle nékolika rdznych hledisek, napf. podle stupné propojeni, sméru propojeni
mezi jednotlivymi vrstvami apod. Pro kazdy typ sité Ize najit specifickou oblast pouziti a
hlavné odpovidajici algoritmus uceni. Typickym pfikladem udiciho se algoritmu je zpétné
Sifeni chyby (angl. Back Propatation, BP), navrzeny pro stejné pojmenovanou doprednou
pIné propojenou neuronovou sit’. Jde o uceni s ucitelem, které je odvozeno z myslenky

minimalizace energetické funkce definované rovnici 4, podoba vzorce pro uceni ma pak tvar

dle rovnice 5.
1 & 4)
E Z_Z(yi _di)
243
Aw,=u' 8x, (5)
s ) . v o oE
kde w; je vaha i-tého neuronu, p je koeficient uceni a 5j =——
0 u

J



Moznost nasazeni neuronovych siti je pomérné Siroka v oblastech spadajicich do soft-
computingu. Lze je pouzit jako asociacni paméti, v rliznych oblastech rozpoznavani obrazd, Ci
napriklad shlukovani. Moznosti nasazeni neuronovych siti v jedné z oblasti rozpoznavani —
detekci lidského obliceje ve fotografiich, jsou popsany v nasleduijici kapitole. Neuronové sité
jsou pouzity jako klasifikatory, které klasifikuji vstupni data do tfid oblicej/neoblice;j.
Neuronové sité jsou vSak pouze jednou z moznosti, jak vytvorit klasifikator, nikoli vSak
jedinou. Alternativou k neuronovym sitim je napfiklad Support Vector Machines, které jsou

kratce zminény dale.

Obrazek 2: DopfFedna neuronova sit’ se dvémi skrytymi vrstvami
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Vybrané metody zpracovani obrazu pro potieby
detekce obliceje

Jak jsem jiz uved! v Uvodu této prace, pojem ,pocitacové vidéni" je velmi Siroky.

V této praci se budu zabyvat pocitacovym vidénim z pohledu zpracovani obrazu jako
dvourozmérného signalu a naslednym rozpoznavanim.

Zpracovani obrazu vyzaduje specifické modely zpracovani. Nelze pouzit postupy
znamé z klasického zpracovani informaci, kde data jsou ziskana jako jednoznacné hodnoty ze
senzorll nebo vstupem z klavesnice od uzivatele. Pfed vlastnim zpracovanim je nutno provést
nékteré kroky pro transformaci vstupniho obrazu, jako je napriklad filtrace. V pfipadé
rozpoznavani nebo jakéhokoli zpracovani obrazu obliceje je velmi dlleZitou ¢asti sytému
detekce mista v obraze, kde se obli¢ej nachazi. Detekce je velmi narocny ukol, protoze
vstupni obrazy vykazuji znacnou variabilitu napr. ve vyrazu obliceje, velikosti, orientaci apod.
Detekce pracuije s libovolnym obrazem. Cilem detekce je urcit, zda se v obraze nachazeji
nebo nenachazeji néjaké obliceje. V pripadé pozitivniho nalezu je vystupem systému
umisténi obli¢eje ve vstupnim obraze a jeho rozmér [2].

Variabilita vstupnich dat zpdsobuje jisté problémy, které Ize rozdélit do nékolika
kategorii, prevzatych z [2]. Nasledujici aspekty maji znacny vliv na vykonnost detektoru a pfi
navrhu detektoru je potfeba na né brat ohled.

e Pozice vzhledem ke kamefe: Teoreticky mlze byt obliej natocen ve vsech
tfech osach relativné k pozici kamery. Hlava na snimku mdze byt predklonéna
nebo zaklonéna, uklonéna na obé strany nebo otocena podle stiedy obliceje.
To mdZze zplsobovat absenci nékterych obli¢ejovych rysd jako napf. odi, coz
mdze cinit nékteré metody detekce nepouZitelnymi.

e Variabilita obli¢ejovych rysd: Mize se jednat napfiklad o presenci ¢i absenci
bryli nebo voust. V pripadé voust, kniru a vlasl je potfeba vzit v Gvahu
Castou zménu tvaru, délky a v pfipadé vlasi téz barvu.

e Vyraz obliceje: Zména nalady mlze vyvolat zménu tvaru nékterych
obli¢ejovych ¢asti, predevsim Ust a oblasti kolem odi.

o Castetné zakryti: Nékteré asti obliceje mohou byt zakryty jinymi objekty,

v pripadé skupinové fotografie téz jinymi obliceji.
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e Podminky pfi snimani obrazu: Obraz obliceje ve snimku je ovlivnén rdznymi
svételnymi podminkami (intenzita, smér svétla atd.) nebo nastavenim
objektivu kamery (ohniskova vzdalenost, polarizacni filtr atd.)

Vycet faktorl, které mohou dany obraz ovlivnit, je pomérné Siroky a je potfeba pred
navrhem systému vysetfit, které z nich mohou nastat, a zvolit vhodnou metodu pro detekci.
PouZivané metody detekce jsou popsany dale. Presto je vhodné pred viastni detekci provést
predzpracovani obrazu, kterym zajistime maximalni uniformitu zpracovavaného obrazu. Do

predzpracovani Ize zahrnout nasledujici metody:

Ekvalizace histogramu: Ekvalizaci myslime Upravu kontrastu ve snimku nebo
jeho casti tak, aby nebyla zménéna globalni intenzita celého snimku.
e Normalizace: Hodnoty barev jsou prevedeny do intervalu <0,1>.
e Zména méfitka: Snimek je zmensen ¢i zmensSovan tak, aby jeho velikost
presné vyhovovala pozadavkiim pouzité klasifikacni metody.
e Filtrace obrazu: K rozpoznavani je pouzita pouze Cast frekvencniho spektra
snimku.
Dalsi fazi zpracovani obrazu je vlastni detekce obliceje. Souhrn metod pouzitelnych
pro detekci je popsan dale. Vysledek téchto metod vSak nemusi vzdy odpovidat pozadavkdm,
proto je Casto nutné vysledky detekce vhodné prezentovat. Moznosti, jak spravné

prezentovat dosazené vysledky, mdze byt napfiklad eliminace duplikatnich nalezd.

Ekvalizace histogramu

Jedna se o Upravu kontrastu barev ve vstupnim snimku. Pouziva se predevsim pro
obrazy reprezentované stupni Sedi, ale je mozno tuto techniku pouzit i na barevné obrazy.
Pomoci rozlozeni barev v histogramu dokaze Iépe distribuovat frekventované hodnoty
intenzit, ¢imz Ize dosahnou zvyseni kontrastu v malo kontrastnich oblastech, aniz by doslo ke
zméné globalniho kontrastu vstupniho snimku. Je tedy velmi vhodné ji pouzit v pfipadech,
kdy barva pozadi i barva objektu v popredi je v obou pfipadech velmi svétla, nebo velmi
tmava. Dokaze tedy zlepsit kvalitu preexponovanych nebo podexponovanych snimkd
v disledku zmény svételnych podminek nebo nespravného nastaveni kamery. Pro snimek ve

stupnich Sedi je pravdépodobnost vyskytu bodu s hodnou Sedi definovana jako

p(x) :% L i=0.. -1 (6)
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kde L je pocet stupnll Sedi v obraze a n je celkovy pocet bodll obrazu. Kumulativni

pravdépodobnostni funkce je pak definovana jako
c)=) p(x,) )
j=0

kde c je normalizovany histogram obrazu. Ekvalizace histogramu je pak definovana
nasledujicim zplsobem
y;'=y,(max—min) + min (8)
V pripadé potreby ekvalizovat barevné snimky, zle ekvalizaci provést zvlast’ pro

vSechny barevné slozky.

Humber of eccurances
(frequency)

1
. 255
Grayscale value

Number of occurances
({frequency)

\

Obrazek 3: Ukazka ekvalizovaného a nekvalizovaného snimku, vcetné histogramu.

by ——

5
Greyscale value

Prevzato z http://en.wikipedia.org/wiki/Histogram_equalization

Normalizace

Jedna se 0 zménu kodovani, zejména pro potreby neuronovych siti. Barvy vstupniho

obrazu jsou reprezentovany realnymi cisly v intervalu <0,1>. Zména kddovani se provede
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délenim hodnoty barvy bodu maximalnim cislem, které je mozno zobrazit na daném bitovém

rozsahu.

Zména meéritka

Vzhledem k tomu, Ze vétSina metod je navrzena pro detekci obli¢eje urcitych
rozmérl, je nutno postupné zmensovat vstupni snimek. Oblicej je pak hledan na snimku
v nékolika méfitkach, aniz by rlizna absolutni velikost oblieje vyzadovala rlizna nastaveni
systému. Tak je to prezentovano napriklad v [3].

Nanestésti postupné vynechavani radkd ¢i sloupcli obrazu vede ke znacné degradaci
kvality obrazu. Proto je nutno pouZzit jiné techniky, které ve vysledném zmenseném obraze
interpoluji barvy plvodnich, vynechanych bod@. Barvy bod{, které maiji v obraze zlstat, se
zméni na zakladé vazeného priméru z okolnich vynechanych bod@. Vahou mize byt
vzdalenost stfedu bod{ od presné vypocitaného mista, kde se ma vzorkovat. Barvu bodu P
pokud zndme barvu bodd Q; vypocitéme napf. dle postupu uvedeného na v rovnici 9.

Nejjednodussi interpolaci je bilinedrni, slozitéjsi pak bikvadraticka a bikubicka.

yZ,GWE,HZ.Gzz o Y—x
. fR)==2—f(Q, )+ = f(Q,,) kde R=(x,y,)
1 S N SIM—. - XX X X
X, —X X— X,
FRY =272 10 )+ 7N 1(0,,) kde R=(x.y,) (9)
X=X 2 X
= : xz Vo= 0 Vo= N

Obrazek 4: Vypocet barvy pomoci bilinearni interpolace, prevzato z
http://en.wikipedia.org/wiki/Bilinear_interpolation

Filtrace obrazu

Ne vzdy je vhodné zpracovavat obraz ve formatu, v jakém byl pofizen z kamery,
protoze zpravidla obsahuje velké mnozstvi informaci, které jsou pro dany Ucel nepodstatné a
mohou stéZovat vybér informaci podstatnych. Proto se ¢asto obraz pred vlastnim
zpracovanim casto filtruje. Vysledny obraz je konvoluci vstupniho obrazu a vlastniho filtru.
Kazdy pixel vysledného obrazu je vypocitan jako soucet soucind bodu obrazu se stfedem
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filtru a jeho sousedl s prislusnymi sousedy v matici filtru. Pravé kvili zajiSténi existence
stredu filtru ma jeho matice liché rozméry, nejcastéji 3x3 nebo 5x5 bodd.

Filtrace je vhodna napriklad pro zaostreni obrazu ¢i detekci hran v oblasti prostoru
barev zejména v pripadech, kdy je velikost filtraCni matice mala. V pripadech, kdy je
zapotiebi pouzit filtr vétSich rozmért, operace konvoluce znacné zvysuje vypocetni
narocnost, proto se ¢asto pouziva filtrace ve frekvencni oblasti. Casto pouZivanou operaci je
Fourierova transformace, pro zpracovani obrazd pak zejména rychla Fourierova tranformace
(FFT), ktera vypocita frekvencni spektrum. Ve frekvencnim spektru je pak mozno aplikovat
pozadované filtry, napriklad horni propust (HPF, High Pass Filter) pro detekci hran nebo dolni
propust (LPF, Low Pass Filter) pro efekt rozmazani obrazu. Po rekonstrukci obrazu pomoci
inverzni Fourierovy transformace pak dostaneme zadany filtrovany obraz.

Casto pouzivanym filtrem ve frekvenéni oblasti v oblasti pocitacového vidéni je
Gabordv filtr. Pouziva se zejména k segmentaci obrazu. Jedna se o linearni tzv. pass band
filtr, ktery zesiluje frekvence v daném frekvencnim zespoda i shora ohrani¢eném pasmu

definovany jako:

xv2+72y|2

g(x,y:,0y,0,7) =exp(—— 22 )cos2a T+ )
20 A

kde (10)
x'=x*cos®+ ysin®
y'=—x*sin®+ ycos®
kde A reprezentuje vinovou délku kosinového faktoru, ® orientaci normaly na paralelni pruhy
Gaborovy funkce ve stupnich, y fazové posunuti ve stupnich, y prostorovy koeficient.
Aplikaci Gaborovych funkci ziskdme Gaborovy vinky, které jsou zpravidla navrzeny a
predpocitany pro rizné Ghly otoceni a Sirku filtru.
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Obrazek 5: Ukazka detekce hran z piivodniho snimku, pFevzato z
http://www.owlnet.rice.edu/~elec539/Projects97/morphjrks/moredge.html
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Analyza hlavnich komponent

Analyza hlavnich komponent (angl. Principal Component Analysis — PCA) je Casto
pouZzivanou metodou z oblasti statistiky pro redukci dimenze vstupnich dat. Presnéji feceno,
jedna se o linedrni transformaci, ktera transformuje data z jednoho souradného systému do
jiného tak, ze v druhé dimenzi lezi na prvni souradnici dimenze s nejvétsi varianci hodnot
v prostoru prvnim, na druhé souradnici dimenze s druhou nejvétsi varianci v prostoru prvnim
atd. V praxi se tak PCA pouzije k vybéru podmnoziny slozek vstupnich dat tak, aby ztrata
informace byla co nejmensi.

Cilem vypoctu PCA je ziskani vlastnich vektor( a jim prislusnych vlastnich cisel ze

vstupni matice. Vlastni Cisla a vlastni vektory ziskame posloupnosti nasledujicich operaci.

— 1
N (11)
o= Lﬁ:(x - X)? (12)
N -1 i=1 i
Vstupni data jsou ulozena v matici X, ktera ma nasledujici strukturu:
obrdzek 1
obrdzek 2
X=| ) (13)
obrdzek N

Rovnice 11 ukazuje zpdsob vypoctu stfedni hodnoty, rovnice 12 pak smérodatné

odchylky. Dale predpokladame normalizovana data se stfedni hodnotou O.
C"™" =(c, ;,c; ;=Cov(Dim,,Dim;)

kde

N o - (14)
Z(Xi -X)(Y;-Y)
Cov(X,Y)="=

N -1
Rovnice 14 ukazuje vypocet kovariancni matice C. DalSi operaci je vypocet vlastnich
Cisel a vlastnich vektorl matice X. Pro vlastni vektory plati rovnice 15, kde A je operator fadu
n a x je vlastni vektor a A je jemu prislusné vlastni Cislo. V nasem pripadé je operatorem

kovarian¢ni matice C.

Ax=Ax (15)
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Pro nalezeni vlastnich Cisel kovarian¢ni matice A prevedeme matici na soustavu rovnic
dle 16.

a, —A ap, a,
a a,, —A a
21 2 2
. . =0 (16)
aln aZn ann _ﬂ“

Po vyreSeni této soustavy rovnic tedy zname vlastni vektory a vlastni cisla matice C a
mdZeme Fici, Ze hlavni komponentou je vektor s nejvétsim vlastnim Cislem. Vlastni vektory
kovarian¢ni matice se nazyvaji vlastni tvare (angl. Eigenfaces). Sefadime-li vlastni vektory
podle velikosti jejich vlastnich Cisel, dostaneme slozky sefazené podle rozptylu. Pro redukci
poctu dimenzi pak staci vzit tolik prvnich slozek, kolik uzname za vhodné.

7vr

Obrazek 6: Ukazka vlastnich tvari. Pro potfeby zobrazeni nedoslo k redukci dimenze.

Prevzato z http://en.wikipedia.org/wiki/Eigenface.
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Soucasné pristupy k detekci obliceje

Zakladni pozadavky na systém

Detekci obli¢eje rozumime urceni pozice a otoCeni vSech obliejd nachazejicich se na
vstupni fotografii, nebo Zadnou odezvu v pfipadé, ze se na vstupnim snimku zadny oblicej
nevyskytuje. Idealni systém je nezavisly na invarianci ve vstupnich datech, a to ve vSech
vySe jmenovanych bodech. Detekce je vétSinou pouze prvni ¢asti systému pro rozpoznavani,
je proto nutno navrh obou ¢asti systému synchronizovat. Naptiklad velmi precizni systém pro
rozpoznavani nepotiebuje presny detektor, ale poradi si i s vétSim mnoZstvi neoblicejovych
dat chybné detekovanych jako obli¢ejové. K ohodnoceni vykonnosti dané metody budeme
pouzivat ndro¢nost na vypocetni prostredky. Uspésnost je mozno hodnotit pomoci miry
chybné klasifikovanych oblicejti jako neoblicejova data (angl. false negatives) a chybné
klasifikovanych neoblicejovych data jako obli¢eje (false positives). Pro detekci se v soucasné
dobé pouzivaji rizné modifikace metod, které Ize shrnout do ¢tyr zakladnich pristup(, které
jsou popsany na nékolika nasledujicich stranach. Bylo predstaveno pfiblizné 150 rliznych
pristupl k detekci, které Casto vyuZivaji znalosti a postupy z vice nez jedné z niZze popsanych
kategorii. VSechny se primarné zabyvaji detekci oblicejl ze statickych snimkd (tedy nikoliv
z videa), predpokladaji snimky ve skale Sedych odstinl a predpokladaiji téz, ze obliceje jsou
natoceny pfimo na kameru a normala roviny oblieje je opacna oproti normale snimku (angl.
frontal upright face detection). U nékterych metod je diskutovano mozné rozsiteni i na
detekci otocenych obli¢ejli. Nasledujicich nékolik stran poskytuje zakladni prehled metod,
pricemzZ jsem Cerpal prevazné z [2]. Je nutno podotknout, Ze hranice mezi nimi nejsou pevné
a nékteré se vzajemné prekryvaiji.

e Metody zalozené na znalostech (knowledge-based methods): Metoda
predpoklada zakddovani lidskych znalosti o prvcich, ze kterych se oblicej
typicky sklada, a popisu jejich vzajemnych relaci.

e Pfiznakové invariantni metody (feature invariant approaches): Metoda se
soustredi na nalezeni strukturalnich pfiznakd. Tyto pfiznaky se vyskytuji
v obliceji nezavisle na jeho otoceni ¢i svételnych podminkach.

 Sablonové porovnavani (template-matching methods): Metoda predpoklada
existenci Sablon, které popisuji obli¢ej jako celek nebo jeho jednotlivé ¢asti.
Detekce se pak provadi vypoctem korelace mezi vstupnim obrazem a

Sablonami. Tuto metodu Ize pouzit i nasledné ve vlastnim rozpoznavani.
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e Metody zalozené na vzhledu (appearance-based methods): Metoda je velmi
podobna jako predchozi, avsak modely (Sablony) nejsou predem dodany.
Znalosti 0 modelech jsou ziskany (nauceny) z tréninkové mnoZziny vstupnich
obrazd, u nichZ je dodana spravna klasifikace. Uspé&snost metody je pak silné
ovlivnéna slozenim testovaci mnoziny.

K jednotlivym metodam bylo vypracovano mnozstvi studii, jejichz strucny prehled Ize

nalézt v [2].

Metody zalozené na znalostech

Jak jiz nazev metody naznacuje, metoda predpoklada mnozstvi apriori znalosti o
lidském obliceji. Nepracuje se Sablonou, ale se sadou pravidel, které oblicej obecné popisuiji.
Vstupni snimek se pak prohledava pomoci okna dané velikosti a v kazdém okné se hledaji
oblasti, které vyhovuiji zadanym pravidl@im. Pravidla mohou mit tvar napriklad:

e stred obliceje ma podobné hodnoty intenzity

e oblicej se sklada z dvou odi, které jsou symetrické, nosu a Ust, které se
nachazeji v prostoru pod ocima, mlze byt téZ definovana prdmérna relativni
vzdalenost mezi témito oblicejovymi prvky [2].

Je pomérné jednoduché zavést takovato pravidla, ovsem vzhledem k vysoké
variabilité oblicejl neni jiz tak jednoduché takto zavedend pravidla spravné aplikovat.
Nejprve je tedy nutno zvolit vhodny kompromis mezi vykonnosti systému a precisnosti
pravidel. Obecné plati, ze precisné zavedena pravidla poskytuji nizsi miru neobli¢ejovych
Casti detekovanych jako obliCeje, ale nékteré obliceje nemusi systém viibec detekovat.

Zvyseni vykonnosti metod zaloZzenych na pravidlech prinasi vicestupnova aplikace
pravidel. Jednou mozZnosti je podvzorkovavani a aplikaci rliznych pravidel na rlizném stupni
podvzorkovani. Tento hierarchicky model pfindsi kromé snizeni poctu chyb téz snizeni narokd
na vykon pocitace. Jinou alternativou je zjisténi pfitomnosti oblicejovych rysti napriklad
pomoci statistickych metod. K tomu m{Ze slouzit histogram rozloZeni intenzity v pravé
zpracovavaném okné a pouziti pravidel pouze k validaci, zda takto rozlozena intenzita je
nahodna a odpovida pozadi nebo zda signalizuje pritomnost obliceje. Pravidla urena pro
validaci pouzivaji jiz velmi specifické oblicejové prvky, jako je napriklad poloha obodi. Metoda
selhava pti prilis komplexnim pozadi nebo u fotografii vyssiho poctu osob. Nevyhodou je téz

nemoznost rozsifeni na detekci pootocenych oblicejt.
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Priznakové invariantni metody

Na rozdil od metod zaloZzenych na znalostech, metody zaloZzené na pfiznacich, se
nesnazi hledat pomoci pfedem znamych informaci strukturalni pfiznaky, které potvrdi
existenci obliceje. Naopak se snazi jednoduchymi cestami nalézt mnozinu priznakl a vysetfit,
zdali se mlze jednat o oblicej. Nalezeni priznakd tedy neni feSenim, ale vychozim bodem.
Vychazi z metod umélé inteligence pro priznakové rozpoznavani obrazd a predpokladu, ze
pokud cloveék dokaze rdizné objekty v rliznych pozicich jednoznacné identifikovat, musi
existovat néjaka invariantni charakteristika téchto objektl. Nalezeni téchto pfiznakd jako
napriklad obodi neni sloZitou zalezitosti a Ize ji provést naptiklad detekci hran pomoci filtrace
v barevném (intenzitnim) nebo frekvencnim spektru snimku.

Opét bylo predstaveno nékolik konkrétnich metod pracuijicich na zakladé priznaka.
VSechny Ize rozdélit do dvou fazi. Prvni fazi je nalezeni pfiznakd, které mohou byt ¢asti
obliceje. Jednou z metod je filtrovani pomoci pasmovych filtrd. Pasmové filtry odstranuji
frekvence vyssi i nizSi nez je dané pasmo, pro které je filtr navrzen.

Dalsi z moznosti je vytvareni tzv. mapy hran. Systém nejprve nalezne hrany a pak
postupné odebira ty, které nemohou byt soucasti obliceje na zakladé seskupovani. Pravidla
pro jednotlivé skupiny jsou predem znama.

Vzhledem k moznosti zaSuméni vstupnich dat jako jsou napriklad nepfiznivé svételné
podminky, je nutno pred vlastni aplikaci metod tyto nepfiznivé jevy potlacit, napriklad
pomoci ekvalizace histogramu, ktery je definovan vyse. Obecné nejsou tyto metody pfilis
Casto nasazovany, a i kdyz je Uspésnost téchto metod pomérné vysoka pro néjakou
konkrétni databazi oblicejd, ukazuje se, Ze Ize nalézt a upravit jiné metody, které pro dany
Ucel vykazuji Uspésnost vyssi.

Velmi zajimava je téZ moznost vyjit ze specifické barvy lidského obliceje a tuto
informaci pouzit pfi detekci. Metoda predpoklada snimky ziskané pfi kontrolovanych
podminkach, které nemaji vliv na pripadné barevné zkresleni snimku. Pouziva se specifické
schéma prohledavani snimku oknem a po aplikaci filtrG hledani oblasti obsahujicich barvu
obliceje a vlasd. Pro rozhodnuti, zda se v oblasti nachazi oblicej, Ize pouzit neuronovou sit’
nebo shlukovaci algoritmus, ktery Zadané shluky vytvori z trénovaci mnoZziny, u niz je znama
spravna klasifikace. Velkou vyhodou téchto metod je skutecnost, Ze dokazi lokalizovat i
obli¢eje otocené a dokazi si do jisté miry poradit i s tvaremi obsahujicimi napfriklad bryle Ci
vousy. Nevyhodou vsak je jiz zminéna citlivost na svételné podminky pfi snimani obrazu a

rlizna barva vlast, ktera téZ mdze zplsobovat komplikace.
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Dalsi rozsifeni nabizi pfistup kombinujici hledani nékolika réiznych rysl v obraze. Jako
prvotni nastroj pro vybér kandidatnich oblasti Ize pouZit napf. metody vyuzivajici barvy
spolecné s metodami pracujicimi s jednoduchymi pfiznaky. Pro vylouceni ¢i potvrzeni
kandidatl Ize pak pouzit metody slozit&jsi, napriklad hledani detailnéjsich obli¢ejovych prvka.

{a) n=8 {b) n=8 (c] n=4

Obrazek 7: Detekce obliceje pomoci barvy [2]

Metody zaloZzené na Sablonovém porovnavani

Metody jsou zalozené na jednoduchém principu, Ze oblicej se da obecné popsat
pomoci jednoduchych geometrickych GtvarQ. Vlastni Sablona je pak takto popsana sada
obli¢ejovych prvkd véetnd jejich rozmisténi. Sablona je vétsinou vytvorena ¢lovékem na
zakladé znalosti o obliceji. Vlastni detekce pak probiha vypoctem korelace mezi vstupnim
snimkem (pfipadné pravé zpracovavanym oknem) a Sablonou. Pokud je korelace dostatecné
velkd, je vstupni obraz klasifikovan jako oblicej.

Jako i ostatni metody vSak tento zakladni pristup neni dostatecné presny pro
praktické pouZiti. Vzhledem k vysoké variabilité obliCejd je ¢asto nutno pouZit ne jednu
globalni Sablonu, ale hierarchii Sablon. Na nejvyssi Grovni jsou ze vstupniho snimku vybirani
kandidati splfujici minimalni pozadavky na Sabloné nejvyssi Urovné. Postupné jsou
aplikovany dalsi zpresnujici Sablony jak pro cely oblicej, tak pro jeho jednotlivé oblasti.

Problémem vsSak z{stava, jak jednoznacné namapovat Sablonu na vstupni obraz.
Jednim z feSeni je detekce hran ve snimku a nasledny pokus vyhledat v seznamu hran
takové, kterym je mozno opsat oval predstavujici obli¢ej. DalSi moznosti je napriklad pro
nalezeni kandidatni oblasti pouziti néjaké jednoduché priznakové metody, hledajici pro
oblicej specifické rozdily kontrastu ve vstupnim snimku.

DalSim problém, ktery stéZuje moznost nasazeni metod zaloZenych na Sablonach, je

skutecnost, Ze tyto metody se jen velmi Spatné vyporadavaiji s transformovanymi obrazy.
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Rézné velikosti zkoumanych oblicejd, stejné jako jejich rlizné otoceni, znemoziuje nasazeni
Sablonovych metod v systémech, kde nelze zarucit nizkou variabilitu vstupnich dat. Presto
existuji i metody, které dokazi pracovat i s takto ¢astecné transformovanymi obrazy. Jednou
z nich mlze byt napriklad Sablona popsana parametrickymi funkcemi. Az po nalezeni prvnich
pfiznakl a na zakladé znalosti relativnich vzdalenosti mezi jednotlivymi obli¢ejovymi rysy se
vytvori Sablona s pfislusnou velikosti, pfipadné i natocenim. U systémd s nizkou variabilitou
vstupnich dat je velkym plusem metod zaloZzenych na Sablonovém porovnani jejich vysoka

Uspésnost.

ENFERNED
L
FT

Obrazek 8: Ukazka sablony pro oblasti obliceje véetné jejich vzajemnych vztahii [2]

Metody zaloZzené na vzhledu

Na rozdil od metod zaloZzenych na Sablonach, metody zaloZzené na vzhledu nepocitaji
s existenci uzivatelem zadanych pravidel, ale ,Sablony" jsou ziskany ucenim z trénovaci
mnoziny. Praveé toto spolehnuti se na vybér znakl typickych pro obliej ucicim algoritmem za
podpory statistickych metod umoznuje metodam zaloZzenym na vzhledu dosahnout pomérné
vysoké efektivnosti.

Tyto metody pracuiji se vstupnimi daty jako s nahodnou proménnou. Vstupem
klasifikatoru je pak cely obraz (okno) nebo Cast jeho prostoru. Mlze pak byt klasifikovan
napriklad pomoci Bayesovského klasifikatoru. Jinym pristupem je hledani néjaké funkce,
ktera dokaze oddélit tfidu oblicejd od neobli¢ejovych dat. Takova funkce mlze mit tvar
napriklad rozdélujici nadroviny a implementovana mdZze byt neuronovou siti, pomoci Support
Vector Machines, ale existuiji i jiné zplsoby implementace. Vzhledem k tomu, Ze dimenze
vstupnich dat je pomérné velka, jsou Casto pred vlastni klasifikaci aplikovany na tato data
metody, které jejich dimenzi snizuji. Mezi takovéto metody patii typicky vySe zminéna PCA.
Pravé PCA Ize pouzit k vypoctu tzv. Eigenfaces, coz je podmonoZzina vlastnich vektor(

kovarian¢ni matice. Klasifikace se pak déje na zakladé vypoctu vektoru vlastnich vektror{
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(Eigenface) pro klasifikovany obraz a naslednym porovnanim vzdalenosti mezi shlukem
vektord oblicejl a neoblicejovych dat.

Shlukovani je jednou z dalSich pouzitelnych metod. Obecné nemusi dochazet
k redukci obrazového prostoru, pokud jsou obrazy dostatecné malé (Casto pouzivanou
velikosti jsou vyrezy snimku oknem o velikosti kolem 20x20 bod{). V Case trénovani se
rozdéli trénovaci mnozina do nékolika shlukl pro oblieje a pro pozadi. Klasifikace probiha na
zakladé porovnani vzdalenosti od jednotlivych shlukd, pripadné na zakladé slozit&jsich
metrik. Samoziejmé i zde je mozné pouzit PCA a prostor tak zredukovat.

Dalsi ¢astou architekturou pro vystavbu klasifikatoru jsou neuronové sité. Vstupem
neuronovych siti mohou byt vyfezy snimkd, Eigenfaces ¢i obrazy r{izné filtrovanych snimkd.
Neuronové sité pro klasifikaci se skladaji obvykle z nékolika skrytych vrstev. Mezi
nejvyznamnéjsi aplikace neuronovych siti patfi bezesporu systém predstaveny autory
Rowley, Baluja, Kanade v [3]. Pro klasifikaci je pouzita nékolikavrstva neuronova sit’ se
specifickym zapojenim jednotlivych vrstev. Nasledné byla sit’ rozSifena o detekci otoceni
obliceje, ktera tak umoznila detekovat i otocené obliceje.

Vyhodou neuronové sité je pomérné vysoka schopnost korektné reagovat na vysokou
variabilitu vstupnich dat, nevyhodou mdZe byt nutnost manualné nastavovat jeji parametry.
Ty totiz velmi vyznamné ovliviuji celkovou detekéni schopnost.

Dalsim moznym pristupem ke klasifikatoru je pomoci Support Vector Machines (SVM).
Jedna se o klasifikacni nastroj, ktery béhem uceni hleda délici nadrovinu mezi testovanymi
obliCeji a pozadim tak, aby od shluk{ obou tfid méla co nejvétsi vzdalenost. Vypocet této
nadroviny vsak miZe byt velmi naroCny v pripadech, kdy trénovaci data jsou rozsahla a maji
velky pocet dimenzi.

Input image pyramid  Exmracted window Comrectad lighting  Histogram equalized Receptive fields ;
(20 by 20 pixels) Hidden umts
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Obrazek 9: Systém pro detekci obliceje predstaveny v [3]
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Navrh systému pro detekci obliceje

Motivace

V minulé kapitole jsem predstavil zakladni kategorie metod, které mohou byt pouzity
k detekci. Celkovy vycet metod je pomérné Siroky a vzhledem k mnozstvi kombinaci nejsou
zdaleka popsany vsechny metody. Dale jsem jiz zminil dilezitost detekce obli¢eje pro dalsi
faze zpracovani a hlavné rozpoznavani. Téma této prace vzniklo na zakladé obou téchto
skutecnosti a Ukolem je navrhnout a implementovat systém, ktery nevychazi z nékterého
jiného Uspésného systému jako napriklad [3], ale umozni otestovat a zdokumentovat jeden
z méné znamych postupd. Tato posledni kapitola popisuje navrh systému krok po kroku,
vcetné zdlvodnéni, pro¢ jsem jednotlivé komponenty do navrhu zaradil.

Pro implementaci je zvolen v zadani jazyk C++, coz je rozumna volba vzhledem
k prenositelnosti systému, dostupnosti knihoven pro implementaci neuronové sité, jakoz i

moznosti ladit systém na serverech fakulty.

Predzpracovani vstupnich dat

Vstupni snimek bude postupné projizdén oknem o velikosti 19x19 bodd. Velikost neni
volena nahodné, jedna se o rozméry snimkd z trénovaci databaze oblicejl. PouZiti pravé této
databaze umozni srovnat vysledky dosazené timto systémem se systémy jinymi, jejichz
vysledky jsou velmi ¢asto prezentovany na testovacich mnozinach této databaze. Po projeti
celého snimku oknem dojde vzdy ke zmenseni snimku, pficemz vychozi koeficient zmenseni
je odhadnut na 1,2. Pfi vytvareni nového zmenseného snimku budou barvy jeho bod(
interpolovany z plvodnich pomoci bilinearni interpolace.

V dalsi fazi bude ze vstupnich oken vypocitan histogram a okna budou ekvalizovana.
Ekvalizace oken namisto ekvalizace celého plivodniho snimku by méla pfinést zlepseni
kontrastu pro jednotliva okna. Pro potfeby neuronové sité budou barvy bodd prevedeny do
normalizované formy.

Za Ucelem snizeni dimenze obrazu a nasledné snizeni vypocetni narocnosti neuronové
sité jsem se rozhodl pouzit vySe zminénou analyzu hlavnich komponent (PCA), ktera ma za
kol snizit plvodni dimenzi 361. V pfipadé PCA se nejedna o vybér priznakd, ale skutecné
pouze o snizeni dimenze a ignorovani dat s nesoucich malé mnozstvi informace. Pfi trénovani

systému budou pocitany vlastni tvare z celé trénovaci mnoziny. Pouzitim PCA bych chtél
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dosahnout snizeni dimenze alespon o jednu tretinu. Vysledny pocet dimenzi bude nastaven
na zakladé testovani béhem implementace.

PFi trénovani systému je nutno si zapamatovat vysledky PCA. Pfi testovani systému
budou z testovaného snimku ponechany pouze ty dimenze, které byly urceny jako nejvice

relevantni ve fazi trénovani. Ostatni dimenze budou ignorovany.

Navrh klasifikatoru

Neuronova sit’

Jako klasifikator jsem vybral neuronovou sit'. Neuronové sité maji obecné velmi
slusnou vykonnost a pro Ucely detekce jsou vhodné. Z mnozstvi v oblasti softcomputingu
pouzivanych siti jsem zvolil sit’ Back Propagation, jejimz algoritmem uceni je zpétné Siteni
chyby. Jedna se o pIné propojenou doprednou sit'. PIné propojena architektura je vhodna pro
tyto ucely, nejsou tedy potreba zadné apriori manualni optimalizace propojeni. Sit’ je
schopna veskeré nastaveni provést sama na zakladé dat z trénovaci mnoziny.

Po skonceni tréninkové faze mdze byt aplikovano tzv. profezavani (angl. Prunning)
neuronové sité. Jedna se o odstranéni spojeni i celych neurond, pokud toto odstranéni
nema prilis velky vliv na Uspésnost systému (rozdil chyb je pod tolerancni hranici). Typicky se
jedna o odstranéni spojeni s vahou blizici se nule a neuron(, které jsou malo aktivni jak pfi
prilozeni oblicejovych tak i neobli¢ejovych dat na vstup systému.

K implementaci bude pravdépodobné pouzita néktera dostupna knihovna pro
neuronoveé sité s vhodnou licenci. Tato volba bude upresnéna az pri implementaci systému

na zakladé konzultace s vedoucim diplomové prace.

Trénovaci mnozina

Existuje vétSi mnozstvi dat pristupnych pro trénovani. Po dohodé s vedoucim jsme
zvolili databazi CBCL dostupnou na webovych strankach MIT [5]. Databaze obsahuje 2.429
obli¢ejli a 4.548 neobli¢ejovych dat pro trénovani a 472 oblicejd a 23.573 neobli¢ejovych dat
pro testovani systému. Jsou ve formatu PGM, coz je jednoduchy format pro uloZeni obrazkd
ve stupnich Sedi. Velikost obrazk( pro trénovani je zminénych 19x19 bodl. Neni tedy nutna

zadna manualni pfiprava snimkd.
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Obrazek 10: Ukazka oblicej& z databaze CBCL (obrazky zvétseny)

Zpracovani vysledku

Eliminace duplikatu

Obrazek 11 ukazuje situaci, kdy pouzitd metoda lokalizuje jeden obli¢ej na nékolika
mistech ve snimku. Nejedna se zpravidla o chybu metody, ktera takto nizko nastavenym
prahem pro rozhodnuti, zda se ve zkoumané oblasti nachazi oblicej, zvySuje pocet spravné
nalezenych obli¢ejl. Naopak, ve skutecnosti Ize na snimku s pravé jednim oblicejem nalézt
vétsi mnozstvi vyrezl tohoto snimku, na kterych je oblicej stale dobfe rozeznatelny. Dale pak
navrzena metoda pracuje s fixni velikosti zpracovavané oblasti obrazu, tzv. okna. Pro detekci
oblicejd i na snimcich, kde se mohou nachazet rlizné velikosti oblicejd, je tedy nutné
zpracovavat snimek nékolika prlichody. Slouceni nalez( pak je provedeno na zakladé prahu,
pokud se plocha nalezll prekryva o vice nez je stanoveny prah, pricemz jako vysledek mize
byt prlinik nebo sjednoceni oblasti nalez{. Pokud se oblasti prekryvaji méné nebo se jedna o
nalezy na v obraze s velmi rozdilnym méfitkem, jsou nalezy prezentovany jako dva rlizné

detekované obliceje.

Obrazek 11: Nékolikanasobna detekce, prevzato z [3]
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Obrazek 12: Blokové schéma navrzeného systému

Ocekavany vystup systému

Ocekavanym vystupem neuronové sité je rozhodnuti, zda se v daném okné nachazi
oblicej ¢i nikoli. Vystupem celého systému je vSak zaneseni pozice nalezeného obliceje ve
vstupnim snimku. Z nalezu bude vytvoren seznam a atributy nalezi budou pozice a aktualni
zmenseni vstupniho snimku. Protoze koeficient zmenseni je pomérné maly a okno bude
posouvano po jednom bodé, ocekdvam mnozstvi detekci, které se budou prekryvat. Bude
tedy pouZit postup popsany vyse ke slouceni takovychto nalezd. Ke zhodnoceni systému pak
bude pouzita Uspésnost jak pfi sluovani vicenasobnych nalezl pomoci sjednoceni tak pfi
slucovani pomoci priniku.

Vystup systému mdze vypadat podobné jako v [3]. Jeden z prikladd je znazornén na
obrazku 13.

Obrazek 13: Priklad vystupu systému pro detekci obliceje, pfevzato z [3]
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Zaveér

V minulé kapitole jsem predstavil systém pro detekci a lokalizaci obli¢eje v podobé,
v jaké bude nasledné implementovan. Pouziti neuronovych siti v oblasti detekce vykazuje
obecné dobré vysledky a pouziti PCA by mélo procentualni Uspésnost jesté zvysit. AvSak
vzhledem k pomérné malé velikosti vstupniho obrazu a sloZitosti problému nemusi byt
optimalnim reSenim a je zapotfebi tuto metodu porovnat s metodami jinymi, jako je
napriklad filtrace Gaborovym filtrem ve fazi predzpracovani. Velmi uziteCnym rozsifenim by
mohlo byt roztfidéni trénovaci mnoziny do nékolika, obsahujicich podobné obliceje. Vlastni
tvare by pak mohly byt pocitany zvlast' pro obliceje s brylemi, s vousy atd. DalSi mozZnosti
zlepSeni je nalezeni optimalni konfigurace neuronové sité. Systém by mél tedy byt
implementovan tak, aby mohlo dojit k vyméné komponenty pro predzpracovani dat a
nastaveni parametrll neuronové sité. VySe popsané moznosti zvyseni vykonnosti budou
soucasti diplomové prace jen zCasti a to dle konzultaci s vedoucim. Neimplementovana

rozSifeni pak mohou byt namétem pro pokracovani v této praci v ramci jinych projektd
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