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Zadáńı

Strojové učeńı v přirozeném jazyce

1. Seznamte se s pokročilými metodami strojového učeńı použ́ıvanými v oblasti zpra-
cováńı přirozeného jazyka.

2. Na základě źıskaných znalost́ı realizujte systém pro ”učeńı” z textu.

3. Vytvořte testovaćı sadu pro vyhodnoceńı systému.

4. Vyhodnot’te vytvořený systém pomoćı standardńıch metrik.

Kategorie: Umělá inteligence
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Abstrakt
Tato práce se zabývá zjednoznačňováńım slovńıch významů pomoćı metod strojového učeńı.
Čtenář je krátce seznámen s danou problematikou a jej́ım historickým vývojem. Jsou zde
popsány nejpouž́ıvaněǰśı metody a př́ıstupy, speciálně pak naivńı Bayes̊uv klasifikátor, který
je implementován v systému. Je zde uveden i názorný př́ıklad pro tento klasifikátor. V prak-
tické části je popsán návrh systému využ́ıvaj́ıćı tohoto klasifikátoru včetně popisu r̊uzných
algoritmů použitých v systému. Na závěr je uvedeno vyhodnoceńı výsledk̊u systému a je-
jich analýza. Implementovaný systém se zúčastnil soutěže v rámci mezinárodńı konfernce
sémantického vyhodnocováńı SemEval-2007.
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strojové učeńı, učeńı s učitelem, zpracováńı přirozeného jazyka, zjednoznačňováńı slovńıch
významů, naivńı Bayes̊uv klasifikátor, Senseval, Semeval

Abstract
This beachelor’s thesis deals with word sense disambiguation problem using the machine
learning techniques. There are shortly presented problems of word sense disambiguation and
its timeline. There are described methods and approaches, especially the naive Bayes clas-
sifier that is implemented in the system. There’s illustrated a simple example of using this
classifier. In a practical section is described project of system based on naive Bayes classifier
including description of various algorithms used in the system. Finally there are described
evaluation and analysis of the system. This created system took part in an international
competition on semantic evaluation workshop SemEval-2007.
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4.2 Využit́ı WordNetu v systému . . . . . . . . . . . . . . . . . . . . . . . . . . 16
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Kapitola 1

Úvod

Přirozený jazyk je jazyk použ́ıvaný lidmi k běžné komunikaci a sdělováńı informaćı. Narozd́ıl
od poč́ıtačových programovaćıch jazyk̊u se lǐśı svou vágnost́ı. Ve své bakalářské práci se
zabývám zjednoznačňováńım slovńıch významů, což je jedńım z mnoha problémů, kterými
se zabývá obor zpracováńı přirozeného jazyka. Tento obor zasahuje jednak do oblasti umělé
inteligence, ale také do lingvistiky. Jeho úkolem je určitá konverze mezi vágńım přirozeným
jazykem a nějakou formálńı reprezentaćı, které dokáže porozumět poč́ıtač.

Zpracováńım přirozeného jazyka se odborńıci zabývaj́ı již několik deśıtek let. Mezi hlavńı
problémy, které se snaž́ı vyřešit, patř́ı např. źıskáváńı a extrakce informaćı z text̊u, strojový
překlad mezi r̊uznými jazyky, rozpoznáváńı mluvené řeči, korekce gramatických chyb nebo
automatické odpov́ıdáńı na otázky.

Pro úplné řešeńı všech těchto problémů je nezbytné, aby poč́ıtač porozuměl, nebo se ale-
spoň pokusil analyzovat př́ıslušný přirozený jazyk. Prostředkem pro porozuměńı přiroze-
nému jazyku může být nějaká báze znalost́ı (např. ve formě sémantické śıtě), která ob-
sahuje vazby mezi slovy konkrétńıho přirozeného jazyka. Tyto báze znalost́ı bývaj́ı zpravidla
vytvořeny ručně. Při analýze přirozeného jazyka se pak setkáváme s r̊uznými d́ılč́ımi pod-
problémy, jako je v́ıcevýznamovost slov nebo kontextové závislosti. Tyto podproblémy nám
pomáhaj́ı řešit např. metody prováděj́ıćı rozpoznáváńı slovńıch druh̊u (part-of-speech tag-
ging) nebo zjednoznačňováńı slovńıch významů (word sense disambiguation).

Při řešeńı problémů z kategorie zpracováńı přirozeného jazyka se často využ́ıvá algoritmů
strojového učeńı. Podle konkrétńıch př́ıpad̊u pak může j́ıt o algoritmy učeńı s učitelem, učeńı
bez učitele nebo r̊uzné kombinace. Já jsem pro svou práci zvolil naivńı Bayes̊uv klasifikátor,
což je algoritmus učeńı s učitelem. Tento klasifikátor je relativně jednoduchý a má velkou
úspěšnost v mnohých odvětv́ıch zpracováńı přirozeného jazyka.

Druhá kapitola (2) zahrnuje úvod do problematiky zjednoznačňováńı slovńıch významů,
stručný popis vývoje a použ́ıvané metody a př́ıstupy. Ve třet́ı kapitole (3) jsou stručně
popsány typy metod strojového učeńı, které jsou použ́ıvány pro řešeńı tohoto problému.
Zbytek kapitoly je pak věnován popisu naivńıho Bayesova klasifikátoru. Čtvrtá kapitola
(4) se věnuje praktické části bakalářské práce. Je zde vysvětlena implementace a problémy
vyskytuj́ıćı se při návrhu programu. Předposledńı kapitola (5) obsahuje prezentaci a zhod-
noceńı výsledk̊u programu. Jsou zde také uvedeny zp̊usoby vyhodnocováńı. V závěru (6)
jsou pak stručně shrnuty dosažené výsledky a je zde uveden nástin daľśıho vývoje v oblasti
zjednoznačňováńı slovńıch významů.
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Kapitola 2

Zjednoznačňováńı slovńıch
významů

Zjednoznačňováńı slovńıch významů se snaž́ı určit správný význam v́ıcevýznamových slov
v určitém kontextu. Tento problém řeš́ı rodilý mluvč́ı často intuitivně a obyčejně mu
nečińı žádné problémy. Jiná situace však nastává u poč́ıtače. Poč́ıtač přirozenému jazyku
nerozumı́, a proto je pro něj obt́ıžné určit správný význam slova. Je nutné naj́ıt vhodné
metody a vlastnosti, podle kterých by byl poč́ıtač s určitou úspěšnost́ı schopen správný
význam identifikovat.

2.1 Vymezeńı základńıch pojmů

Pro uvedeńı do problému je nutné seznámit se nejdř́ıve s některými základńımi pojmy.
Jedná se zejména o definováńı pojmů týkaj́ıćıch se významu slova. Následuj́ıćı informace
pocházej́ı z [4].

Pojem “význam slova nebo souslov́ı” (dále jen slovo) můžeme definovat jako informačńı
obsah slova. Každé slovo může mı́t dva významy:

• slovńı (lexikálńı) – označuje určitý jev skutečnosti; je to význam, který má slovo samo
o sobě

• mluvnický (gramatický) – tento význam slovo nabývá až ve spojeńı s jinými slovy ve
větě; vyjadřuje r̊uzné mluvnické kategorie (např. rod, č́ıslo, pád ap.)

Ve své bakalářské práci se zabývám pouze určováńım lexikálńıho významu slova. Mlu-
vnickým významem se zde zabývat nebudu. Pokud se pokouš́ıme definovat lexikálńı význam
(dále jen význam) nějakého slova, děláme to většinou použit́ım určitého jazyka. Význam
slova může být definován pomoćı

• přirozeného jazyka (včetně jazyka, v němž je slovo, jehož význam definujeme)

• formálńıho jazyka (např. vhodný matematický nebo logický kalkul)

Z toho se vymyká tzv. ostenźıvńı zp̊usob definováńı významů slov přirozeného jazyka
(např. toto je st̊ul, toto je zv́ı̌re,. . . ). Na tomto zp̊usobu je založeno učeńı se jazyku u člověka.
Pokud má některé slovo v́ıce než jeden význam, pak mluv́ıme o v́ıcevýznamovém slovu.
Významy v́ıcevýznamových slov můžeme rozdělit na:
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• základńı (primárńı, p̊uvodńı) např. oko – orgán zraku

• druhotný (sekundárńı, odvozeý) např. oko na punčoše

Pro každý přirozený jazyk je procento v́ıcevýznamových slov odlǐsné. S v́ıcevýznamovost́ı
slov úzce souviśı pojmy polysémie a homonymie. I přesto, že se jedná o dva odlǐsné pojmy,
jsou často zaměňovány. Polysémie neboli mnohoznačnost je existence v́ıce významů pro
jednu formu, kde významy slova maj́ı jistou genetickou podobnost (např. jazyk – orgán
nebo jazyk u boty). Na druhé straně homonymie je existence v́ıce významů pro jednu
formu, ale mezi významy neńı žádná spojitost – hlásková shoda je čistě náhodná (např.
role – divadelńı hra, pole, svitek). Homonymii můžeme dále dělit na:

• lexikálńı (např. vinný – od slova v́ıno nebo vina)

• morfologická (např. bratra – vyjadřuje 2. i 4. p. sg.)

• slovně druhová (např. večer – podst. jm., př́ıslovce)

Morfologickou a slovně druhovou homonymíı se ve své bakalářské práci nebudu zabývat.
Proces výběru správného významu slova v daném kontextu se nazývá zjednoznačňováńı

slovńıch významů.

2.2 Historický přehled metod zjednoznačňováńı slovńıch výz-
namů

Nejen ve zjednoznačňováńı slovńıch významů, ale v celé oblasti zpracováńı přirozeného
jazyka existuj́ı dva směry řešeńı problémů. Oba jsou založeny na jiných principech a využ́ıvaj́ı
odlǐsné techniky.

Prvńı př́ıstup se snaž́ı co nejv́ıce porozumět zpracovávanému textu. K tomu se nejčastěji
využ́ıvá r̊uzných, většinou ručně vytvořených, báźı znalost́ı. Mezi nejrozš́ı̌reněǰśı báze patř́ı
Machine Readable format (Oxford English Dictionary, Collins), thesaury (Roget̊uv the-
saurus) nebo sémantické lexikony (WordNet, EuroWordNet). Z hlediska zjednoznačňováńı
významů tyto báze typicky obsahuj́ı informace jako výčet významů, jejich definice, př́ıklady
použit́ı, synonyma a r̊uzné vazby mezi nimi. Tyto metody se souhrnně označuj́ı jako metody
založené na báźıch znalost́ı.

Druhý př́ıstup se nesnaž́ı porozumět textu, pouze využ́ıvá obrovské množstv́ı dat, na
základě jejichž analýzy hledá r̊uzné podobnosti, ze kterých pak vytvář́ı pravidla pro zjed-
noznačňováńı. Zde se ve velké mı́̌re využ́ıvá r̊uzných algoritmů strojového učeńı. Může se
jednat o algoritmy učeńı s učitelem, bez učitele nebo r̊uzné kombinace. Určováńı významů
prob́ıhá na základě pravidel, která systém automaticky generuje ze vstupńıch dat. Tato
pravidla jsou tvořena během analýzy slov v kontextu. Mezi použ́ıvané metody strojového
učeńı patř́ı např. shlukováńı a klasifikace. Tyto metody můžeme souhrnně nazvat jako
metody založené na korpusech.

V této kapitole jsou popsány pouze některé významné kroky a směry ve zjednoznačňováńı
slovńıch významů. Informace o historickém vývoji pocházej́ı z [1], kde může čtenář v př́ıpadě
zájmu naj́ıt vyčerpávaj́ıćı informace.
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2.2.1 Metody založené na báźıch znalost́ı

Koncem 50. let problém zjednoznačňováńı významů úzce souvisel se strojovým překladem.
Několik vědc̊u uvedlo, že pro úspěšný strojový překlad z jednoho jazyka do jiného, je určeńı
správného významu slova nezbytné. Tento problém se týká slov, která maj́ı po přeložeńı
do ćılového jazyka v́ıce možných alternativ. Např́ıklad anglické slovo “bed” se může do fran-
couzštiny přeložit jako “le lit” (postel) nebo “le parterre” (záhon).

Několik vědc̊u zkoumalo vliv velikosti kontextu v́ıcevýznamového slova na správné určeńı
jeho významu. Pokusem bylo zjǐstěno, že úspěšnost překladu nebyla u kontextu tvořeným
čtyřmi slovy nijak významně odlǐsná od př́ıpadu, kdy byl poskytnut celý kontext. Této
vlastnosti se využ́ıvá dodnes.

V 60. letech byl ve zjednoznačňováńı slovńıch významů poprvé použit Bayes̊uv teorém.
Skupina vědc̊u se snažila odhadnout četnosti výskyt̊u významů slov pro odlǐsná odvětv́ı
text̊u, na základě kterých pak určili pravděpodobnost každého významu pro určitý kontext.
Tento př́ıstup dosahoval tehdy úspěšnosti asi 90 %.

V 60. a 70. letech nastal velký r̊ust výzkumů v oblasti umělé inteligence. Následkem toho
je většina metod zjednoznačňováńı slovńıch významů z tohoto obdob́ı založena na umělé
inteligenci. Tyto metody se snažily detailně porozumět přirozenému jazyku a pokoušely se
r̊uzným zp̊usobem modelovat znalosti z lingvistické teorie. K tomu většinou využ́ıvaly ručně
vytvořené sémantické śıtě.

Ačkoliv byly některé metody založené na umělé inteligenci velmi zaj́ımavé, jejich pou-
žitelnost byla značně omezena. Zejména proto, že použ́ıvaly ručně vytvořené báze znalost́ı,
které pokrývaly pouze specifickou oblast přirozeného jazyka.

Postupem času se začalo objevovat č́ım dál v́ıce použitelných báźı znalost́ı. Takovými
bázemi byly slovńıky, thesaury nebo lexikony. Ačkoliv se zde objevila snaha o automatickou
extrakci informaćı z dat, byly tyto rozsáhlé báze většinou vytvářeny ručně.

Při tvorbě lexikon̊u byl významný úspěch zaznamenán v roce 1990, kdy byl na Prince-
tonské univerzitě vytvořen profesorem Millerem a jeho kolektivem lexikon anglického jazyka
nazvaný WordNet. WordNet patř́ı k tzv. výčtovým lexikon̊um, kde jsou uzly tvořeny zná-
mými významy pro slova. Opakem výčtového lexikonu je generativńı lexikon, v němž jsou
významové kategorie generovány na základě určitých pravidel. Vývoj WordNetu neustále
prob́ıhá, jeho současná verze je 3.0.

2.2.2 Metody založené na korpusech

V posledńıch letech se stávaj́ı stále v́ıce dostupné obrovské, většinou ručně anotované zdroje
dat, které se daj́ı využ́ıt pro empirické metody v mnohých odvětv́ıch zpracováńı přirozeného
jazyka. Tyto zdroje dat nazýváme korpusy.

Korpusem rozumı́me vnitřně strukturovaný a ucelený soubor text̊u daného jazyka v
elektronické podobě. Korpusy jsou organizovány se zřetelem na účel jejich použit́ı, které
může být všeobecného charakteru nebo specificky zaměřené na určitou oblast zpracováńı
přirozeného jazyka. Mohou být složeny pouze z holého textu nebo mohou obsahovat meta-
data, která poskytuj́ı r̊uzné informace vzhledem k použit́ı korpusu. Tato metadata mohou
být do korpusu přidávána ručně nebo automaticky (strojově). Ručńı anotováńı korpus̊u je
vzhledem k jejich velikosti značně nákladné. Na druhou stranu automatické anotováńı může
znamenat jisté zaneseńı chyby během anotováńı.

Prvńım korpusem byl korpus anglického jazyka vytvořený na Brownově univerzitě v roce
1964. Tento korpus pomohl odhalit statistické charakteristiky slov (např. četnosti slov
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a slovńıch druh̊u) v angličtině. V dnešńı době má již mnoho stát̊u vytvořený sv̊uj vlastńı
národńı korpus, který je jistým zp̊usobem reprezentativńım vzorkem jazyka daného státu.

Hlavńım problémem u metod zjednoznačňováńı slovńıch významů založených na kor-
pusech je nerovnoměrnost dat. Tento problém se sice netýká pouze zjednoznačováńı, ale
právě tady vyniká mnohem v́ıce než jinde. Pot́ıž je v tom, že nikdo nemůže zaručit, aby
se v korpusu vyskytovaly všechny významy v́ıcevýznamových slov, a už v̊ubec nemůže být
zaručeno, aby se vyskytovaly ve stejné mı́̌re. Např́ıklad v Brownově korpusu, který obsahuje
milion slov, se slovo ash vyskytuje pouze 8krát a z toho pouze jednou ve smyslu “jasan”.

2.2.3 Hybridńı systémy

Postupem častu se ukázalo, že lepš́ıch výsledk̊u lze dosáhnout metodami využ́ıvaj́ıćımi obou
dvou př́ıstup̊u. Tam, kde metody založené na bázech znalost́ı selhávaj́ı kv̊uli své nedokon-
alosti nebo nedostupnosti pro daný jazyk, můžeme tyto nedostatky vhodně doplnit meto-
dami založenými na korpusech. V posledńı době tak vznikaj́ı hybridńı systémy využ́ıvaj́ıćı
obou dvou př́ıstup̊u.

Patř́ı sem např. algoritmus bootstrapping. Algoritmus k funkci využ́ıvá malého množstv́ı
anotovaných dat pro trénováńı, pocházej́ıćıch z nějaké báze znalost́ı, a mnohem větš́ıho
množstv́ı neanotovaných dat k testováńı. Algoritmus pracuje v cyklech, kdy v každém
cyklu identifikuje vzory v trénovaćı množině, urč́ı významy slov v testovaćıch datech a
vybere několik nejv́ıce reprezentativńıch instanćı, které pak přidá do trénovaćı množiny.
Na takto nově vzniklé trénovaćı sadě se provede nové trénováńı algoritmu a celý proces se
opakuje.

Jistou modifikaćı bootstrappingu je Yarowského algoritmus, který nav́ıc obsahuje některé
heuristické metody, mezi něž patř́ı předpoklad neměnnosti významu slova pro všechny
výskyty v jedné diskuzi, nebo předpoklad neměnnosti významu slova ve spojeńı s jiným
slovem.

2.3 WordNet

WordNet [5] je sémantický lexikon anglického jazyka vyv́ıjený profesorem Georgem A.
Millerem a kol. na Princetonské univerzitě od roku 1990. Je tvořen tzv. synsety, které
reprezentuj́ı podstatná jména, př́ıdavná jména, slovesa a př́ıslovce. Tyto synsety jsou spo-
jovány r̊uznými sémantickými vazbami. WordNet kombinuje výhody slovńık̊u i thesaur̊u
a snaž́ı se tak vytvořit lexikon mnohem použitelněǰśım.

Od roku 2006 databáze WordNetu obsahuje asi 150 000 slov organizovaných do v́ıce než
115 000 synset̊u. To všechno je komprimováno do necelých 12 MB dat.

2.3.1 Struktura WordNetu

Každý synset obsahuje množinu slov nebo slovńıch spojeńı maj́ıćı stejný význam. Odlǐsné
významy téhož slova jsou umı́stěny v odlǐsných synsetech. Význam každého synsetu je
charakterizován krátkou glosou. Synsety jsou navzájem propojeny řadou sémantických
vazeb. Př́ıkladem některých vazeb v závislosti na typu synsetu může být:

• Podstatná jména

– hypernym – Y je hypernym X, když každé X je (druh) Y (např. slovo “zv́ı̌re” je
hypernym slova “pes”)
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– hyponym – Y je hyponym X, když každé Y je (druh) X (např. slovo “st̊ul” je
hyponym slova “nábytek”)

– holonym – Y je holonym X, když X je část Y (např. slovo “strom” je holonym
slova “větev”)

– meronym – Y je meronym X, když Y je část X (např. slovo “klika” je meronym
slova “dveře”)

• Slovesa

– hypernym – sloveso Y je hypernym slovesa X, když aktivita X je (druhem) Y
(např. sloveso “sportovat” je hypernym slovesa “běhat”)

– troponym – sloveso Y je troponym slovesa X, když aktivita Y provád́ı nějakým
zp̊usobem X (např. sloveso “kráčet” je troponym slovesa “j́ıt”)

– d̊usledek – sloveso Y je d̊usledek X, když děláńım X muśı být uděláno Y (např.
sloveso “spát” je d̊usledek slova “chrápat”)

Literály mohou být také spojovány r̊uznými lexikálńımi vztahy jako např. vztah ozna-
čuj́ıćı antonymum.

2.3.2 Značeńı synset̊u ve WordNetu

Je patrné, že z WordNetu lze źıskat mnoho informaćı. Mezi nejzákladněǰśı možné informace
však patř́ı výpis významů určitého slova. Tyto významy jsou ve WordNetu přesně označeny
a nálež́ı jim specifický kód. Tento kód se použ́ıvá pro označováńı významů i v datech, které
použ́ıvám. Kód má následujićı tvar zápisu:

lemma%ss-type:lex-filenum:lex-id:head-word:head-id,

kde lemma znač́ı základńı tvar slova, ss-type znač́ı typ synsetu, lex-filenum reprezen-
tuje lexikografický soubor obsahuj́ıćı synset, lex-id znač́ı konkrétńı význam v daném
souboru. Zbylé části označeńı se použ́ıvaj́ı ve zvláštńıch př́ıpadech. Př́ıkladem takového
značeńı může být bank%1:17:01::.
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Kapitola 3

Strojové učeńı ve zjednoznačňováńı
slovńıch významů

Pro zjednoznačňováńı slovńıch významů můžeme s výhodou použ́ıt metod strojového učeńı.
Metody strojového učeńı můžeme rozdělit do dvou základńıch skupin. Prvńı skupinu tvoř́ı
metody učeńı s učitelem, vyžaduj́ıćı jistá trénovaćı data, na kterých se “nauč́ı” rozpoznávat
významy. Druhou skupinou jsou metody učeńı bez učitele, které žádná taková data nemaj́ı,
a muśı provést přǐrazeńı správného významu pouze na základě analýzy vstupńıch dat.
Informace z této kapitoly pocházej́ı z [5] a [3].

3.1 Metody učeńı s učitelem

Tyto metody tvoř́ı algoritmy využ́ıvaj́ıćı množinu trénovaćıch dat. Algoritmy identifikuj́ı
vzory v př́ıkladech daných pro jednotlivé tř́ıdy významu v́ıcevýznamového slova. Tyto vzory
jsou zobecněny do pravidel. Pravidla se pak následně použij́ı při klasifikaci nových př́ıpad̊u.

Typicky se jedná o r̊uzné klasifikátory a klasifikačńı algoritmy. Těchto algoritmů je
mnoho a většina z nich vykazuje na poli zjednoznačňováńı slovńıch významů dobré výsledky.
Mezi nejpouž́ıvaněǰśı metody učeńı s učitelem patř́ı algoritmy podp̊urných vektor̊u, rozho-
dovaćı stromy a seznamy, naivńı Bayes̊uv klasifikátor nebo neuronové śıtě.

3.2 Metody učeńı bez učitele

Učeńı bez učitele zahrnuje metody, které se snaž́ı ve velké množině dat identifikovat vzory.
Nemaj́ı přitom k dispozici žádná anotovaná data, ani jiné exterńı znalosti. Vzory jsou
použ́ıvány pro rozděleńı množiny dat do shluk̊u. Tyto metody nemaj́ı žádné ponět́ı o sku-
tečném rozděleńı slov do významů. Je proto možné, že mohou naj́ıt odlǐsný počet shluk̊u,
než jaký je ve skutečnosti počet významů.

Zde se s výhodou použ́ıvaj́ı r̊uzné druhy aglomerativńıho shlukováńı, které na začátku
vytvoř́ı tolik shluk̊u, kolik instanćı maj́ı vstupńı data. Následně je stanoven zp̊usob měřeńı
podobnosti instanćı a je nastavena prahová hranice. Pokud jsou dva shluky bĺıže než je
minimálńı vzdálenost určená prahovou hranićı, dojde k jejich sloučeńı. Tento cyklus se
opakuje do té doby, než obdrž́ıme požadovaný počet shluk̊u.

Jinou použ́ıvanou metodou je zjednoznačňováńı slovńıch významů pomoćı paralelńıch
text̊u. Tato metoda nevyžaduje žádná anotovaná data, nicméně data v obou jazyćıch muśı
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být zarovnána. Taková data se daj́ı běžně naj́ıt na internetu nebo ve speciálńıch kor-
pusech (UN Parallel Text, Canadian Hansards). Pomoćı zarovnaných text̊u jsou následně
objevovány odlǐsnosti mezi významy.

3.3 Naivńı Bayes̊uv klasifikátor

Naivńı Bayes̊uv klasifikátor je jednoduchý klasifikátor založený na Bayesově teorému s před-
pokladem nezávislosti mezi př́ıznaky. Tento klasifikátor můžeme s výhodou použ́ıt tam, kde
jiné klasifikátory (rozhodovaćı stromy) selhávaj́ı kv̊uli nemožnosti použ́ıt velké množstv́ı
př́ıznak̊u. Naivńı Bayes̊uv klasifikátor může efektivně pracovat i s několika stovkami až tiśıci
př́ıznaky. Tento klasifikátor je velmi úspěšný a velmi často se využ́ıvá k r̊uzným účel̊um.
Mezi nejčastěǰśı použit́ı patř́ı klasifikace text̊u, zjednoznačňováńı slovńıch významů nebo
filtrováńı spamu.

V praxi se klasifikátor použ́ıvá tak, že se podle vzorce stanov́ı pravděpodobnosti pro
všechny možné významy a z nich se vybere význam s největš́ı pravděpodobnost́ı. Výhodou
naivńıho Bayesova klasifikátoru je, že mu stač́ı pouze malé množstv́ı trénovaćıch dat pro
odhadnut́ı potřebných pravděpodobnost́ı.

3.3.1 Pravděpodobnostńı model

Pravděpodobnostńı model pro klasifikátor je modelem podmı́něným:

p(C | F1, . . . , Fn),

kde C je závislá tř́ıdńı proměnná a F1, . . . , Fn př́ıznakové proměnné. Použit́ım Bayesova
teorému můžeme tento vztah zapsat jako:

p(C | F1, . . . , Fn) =
p(C) · p(F1, . . . , Fn | C)

p(F1, . . . , Fn)

V praxi nás často nezaj́ımá konkrétńı hodnota pravděpodobnosti, ale jej́ı relativńı poměr
k ostatńım pravděpodobnostem. Proto můžeme zlomek upravit odstraněńım konstanty
ve jmenovateli, č́ımž se výpočet zjednoduš́ı. Upravený vzorec pak bude vypadat následovně:

p(C) · p(F1, . . . , Fn | C)

Tento vztah můžeme dále upravit na:

p(C,F1, . . . , Fn)

Opakovaným aplikováńım definice podmı́něné pravděpodobnosti můžeme vzorec upravit
na tvar:

p(C,F1, . . . , Fn) = p(C) · p(F1, . . . , Fn | C)
p(C,F1, . . . , Fn) = p(C) · p(F1 | C) · p(F2, . . . , Fn | C,F1)
p(C,F1, . . . , Fn) = p(C) · p(F1 | C) · p(F2 | C,F1) · p(F3, . . . , Fn | C,F1, F2)

Nyńı uplatńıme předpoklad nezávislosti př́ıznakových proměnných, který ř́ıká, že každý
př́ıznak Fi je podmı́něně nezávislý na kterémkoliv jiném př́ıznaku Fj pro i 6= j. Tuto
podmı́nku můžeme zapsat následovně:
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p(Fi | C,Fj) = p(Fi | C)

Proto můžeme předcházej́ıćı vzorec přepsat na následuj́ıćı tvar:

p(C,F1, . . . , Fn) = p(C)p(F1 | C) · p(F2 | C) · p(F3 | C) . . .

p(C,F1, . . . , Fn) = p(C)
n∏

i=1

·p(Fi | C)

Celkově vzato můžeme pravděpodobnost toho, že při daných př́ıznaćıch F1, F2, . . . , Fn

bude jev patřit do tř́ıdy C, určit následuj́ıćım vzorcem:

p(C,F1, . . . , Fn) =
1
Z
· P (C) ·

n∏
i=1

·p(Fi | C),

kde Z vyjadřuje jistou konstantu, která je závislá pouze na nepodmı́něných pravděpodob-
nostech. Ve skutečnosti můžeme Z vyjádřit jako:

Z = p(F1, . . . , Fn)

Výsledné rozhodováńı klasifikátoru pak můžeme zapsat vztahem:

classify(f1, . . . , fn) = argmaxcP (C = c) ·
n∏

i=1

p(Fi = fi | C = c)

3.3.2 Praktické využit́ı

Jako př́ıznaky se většinou berou výskyty kĺıčových slov v kontextu v́ıcevýznamového slova.
Všechny potřebné hodnoty, jako pravděpodobnosti výskyt̊u slov, podmı́něné pravděpodob-
nosti výskyt̊u slov u významů nebo pravděpodobnosti výskyt̊u významů, mohou být odhad-
nuty z množiny trénovaćıch dat.

3.3.3 Prázdné nebo chyběj́ıćı atributy

Pokud se některé př́ıznaky u jistého významu v̊ubec nevyskytuj́ı, je zřejmé, že pravděpo-
dobnost jejich výskytu bude nulová. To může činit velký problém. Ve výsledném násobeńı
všech pravděpodobnost́ı by vyšel celkový výsledek roven nule. Problém se řeš́ı přidáńım
malé konstanty µ ke všem př́ıznakovým hodnotám. Tento proces se nazývá Laplaceovo
vyhlazováńı.

3.3.4 Př́ıklad určováńı významu naivńım Bayesovým klasifikátorem

Zde je zpracován jednoduchý př́ıklad použit́ı naivńıho Bayesova klasifikátoru pro zjed-
noznačňováńı slovńıch významů. Pravděpodobnosti výskyt̊u slov a významů jsou odhadnuty
z datové sady Senseval-3. Př́ıklad je proveden pro anglický jazyk a demonstruje určováńı
správného významu podstatného jména disc.
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Množina trénovaćıch dat obsahuje 222 instanćı. V př́ıkladě budu poč́ıtat s hodnotami
zaokrouhlenými na šest desetinných mı́st.

Slovo disc má podle sémantického lexikonu WordNet 2.1 následuj́ıćı významy (ve Word-
Netu jsou významy označeny pomoćı speciálńıch kód̊u, pro lepš́ı přehlednost jsem zvolil
vhodná anglická označeńı):

• disc%plate A thin flat circular plate.

• disc%music Sound recording consisting of a disc with continuous grooves.

• disc%computer A memory device consisting of a flat disk covered with a magnetic
coating on which information is stored.

• disc%shape Something with a round shape like a flat circular plate.

Mým programem byly pro tyto významy v trénovaćıch datech zjǐstěny následuj́ıćı četnosti.

Význam Četnost Pravděpodobnost výskytu významu
disc%plate 63 0,283784
disc%music 81 0,364865
disc%computer 45 0,202703
disc%shape 33 0,148649
celkem 222 1,000000

Tabulka 3.1: Četnosti a pravděpodobnosti výskyt̊u významů.

Dále je potřeba vybrat vhodná kĺıčová slova, podle kterých bude klasifikátor rozhodovat.
Princip výběru kĺıčových slov je popsán v kapitole 4.5. Těchto slov bývá mnoho, ale
pro demonstraci našeho př́ıkladu jich bohatě stač́ı jen několik. Spokoj́ıme se tedy pouze
s následuj́ıćımi slovy:

floppy, drive, computer, sand, musical, record, year, wolfcraft.

Pro tato slova byly zjǐstěny následuj́ıćı podmı́něné pravděpodobnosti. Tabulka 3.2 udává
pravděpodobnosti výskyt̊u kĺıčových slov pro všechny tř́ıdy významů.
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Tř́ıda významu
Slovo disc%plate disc%music disc%computer disc%shape
floppy 0,000000 0,012346 0,266667 0,000000
drive 0,031746 0,000000 0,155556 0,000000
computer 0,000000 0,037037 0,422222 0,000000
musical 0,000000 0,074074 0,000000 0,000000
record 0,079365 0,617284 0,111111 0,030303
wolfcraft 0,111111 0,000000 0,000000 0,000000

Tabulka 3.2: Podmı́něné pravděpodobnosti výskyt̊u kĺıčových slov u daných významů.

V tabulce 3.2 je vidět, že některé hodnoty pravděpodobnost́ı jsou nulové. To je zp̊usobeno
t́ım, že v trénovaćıch datech nebyl pro daný význam nalezen žádný výskyt slova.

Nyńı se můžeme pomoćı naivńıho Bayesova klasifikátoru pokusit určit správný význam
slova disc v následuj́ıćı větě:

Operating system decided to eject a floppy disc from the drive.

V této větě se nacházej́ı pouze některá kĺıčová slova a to floppy a drive. Proto budeme
ve vzorci poč́ıtat pouze s těmito dvěma slovy.

Pravděpodobnost toho, že pro př́ıznaky F1, . . . Fn bude instance zařazena do tř́ıdy C,
je podle zjednodušeného vzorce dána:

p(C | F1, . . . Fn) = p(C) ·
∏

i

p(Fi | C)

Uváž́ıme-li pak pouze vybraná dvě slova, bude vzorec vypadat následovně:

p(C | floppy, drive) = p(C) · p(floppy | C) · p(drive | C)

Protože poč́ıtáme s př́ılǐs malými hodnotami a jejich násobeńım dostaneme hodnoty
ještě menš́ı, je vhodné celý vzorec zlogaritmovat na tvar:

ln(p(C | floppy, drive)) = ln(p(C)) + ln(p(floppy | C)) + ln(p(drive | C))

Při dosazováńı do vzorce nesmı́me zapomenout ošetřit nulové hodnoty pravděpodob-
nost́ı přičteńım vhodné konstanty. Tuto konstantu jsem zvolil 0,001.
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ln(p(disc%plate | floppy, drive)) = ln(p(disc%plate)) +
+ ln(p(floppy | disc%plate)) +
+ ln(p(drive | disc%plate)) =
= (−1, 259542) +
+ (−6, 907755) +
+ (−3, 449989) =
= −11, 617286

ln(p(disc%music | floppy, drive)) = ln(p(disc%music)) +
+ ln(p(floppy | disc%music)) +
+ ln(p(drive | disc%music)) =
= (−1, 008228) +
+ (−4, 394423) +
+ (−6, 907755) =
= −12, 310466

ln(p(disc%computer | floppy, drive)) = ln(p(disc%computer)) +
+ ln(p(floppy | disc%computer)) +
+ ln(p(drive | disc%computer)) =
= (−1, 596013) +
+ (−1, 321755) +
+ (−1, 860749) =
= −4, 778517

ln(p(disc%shape | floppy, drive)) = ln(p(disc%shape)) +
+ ln(p(floppy | disc%shape)) +
+ ln(p(drive | disc%shape)) =
= (−1, 906167) +
+ (−6, 907755) +
+ (−6, 907755) =
= −15, 721677

Správný význam slova disc je reprezentován nejvyšš́ı z těchto hodnot, což je −4, 778517,
která př́ısluš́ı významu disc%computer.
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Kapitola 4

Návrh systému pro
zjednoznačňováńı slovńıch
významů

Z kapitoly 3 je zřejmé, jak se naivńı Bayes̊uv klasifikátor použ́ıvá k řešeńı problému zjed-
noznačňováńı slovńıch významů. V této kapitole se pokuśım vysvětlit postup použit́ı to-
hoto klasifikátoru v mém systému wsd s d̊urazem na jisté odlǐsnosti proti standardńım
postup̊um. Je zde popsán celý proces od analýzy dat přes výběr kĺıčových slov, laděńı pro-
gramu až po konečné určeńı významů. Nejprve však čtenáře seznámı́m s vlastńı strukturou
použ́ıvaných dat. Stručně zde také poṕı̌su daľśı metodu učeńı s učitelem, která je rovněž
implementována do systému.

4.1 Použ́ıvané datové sady

Při řešeńı problému je nutné si nejprve obstarat vhodná data, na kterých se bude vlastńı
zjednoznačňováńı provádět. Takových dat se dá sehnat relativně mnoho, a to v r̊uzných
formátech. Jistý problém však nastává ve chv́ıli, kdy si pro práci zvoĺıme konkrétńı přirozený
jazyk. Většina dat je totiž v anglickém jazyce. Pro češtinu je velmi obt́ıžné sehnat vhod-
nou datovou sadu. Proto jsem se rozhodl použ́ıt anglický jazyk. Ze všech možných da-
tových sad jsem vybral ty, které byly vytvořeny v rámci konferenćı Senseval-3 a Semeval-1.
Vzhledem k dlouholeté tradici těchto konferenćı lze předpokládat dobrou úroveň těchto
datových sad. Obě sady jsou tvořeny pro řešeńı problému zjednoznačňováńı pouze vy-
braných v́ıcevýznamových slov a obsahuj́ı tyto slovńı druhy: podstatná jména, př́ıdavná
jména a slovesa. V obou datových sadách jsou rozlǐsena data pro trénováńı a testováńı.
Data jsou ve formátu XML, jejich zpracováńı je tedy velmi snadné.

4.1.1 Senseval-3

Data z konference Senseval-3 pocházej́ı z roku 2004 a byla poř́ızena přes systém Open
Mind Word Expert.1 Pro zvýšeńı spolehlivosti dat byla každá instance kontrolována alespoň
dvěma nezávislými zdroji. Tato datová sada obsahuje přibližně 60 podstatných a př́ıdavných
jmen a sloves. Podstatná a př́ıdavná jména jsou anotována pomoćı významů pocházej́ıćıch

1Open Mind Word Expert je systém využ́ıvaj́ıćı lidské schopnosti zjednoznačňováńı slovńıch významů
a dává tak poč́ıtač̊um výhody lidských znalost́ı. Vı́ce informaćı lze źıskat na [6].
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z WordNetu 1.7.1. Slovesa jsou anotována pomoćı definic významů z thesauru Wordsmyth.
Všechna data pocházej́ı z Britského národńıho korpusu. Z datové sady jsou vyjmuty in-
stance obsahuj́ıćı slovńı spojeńı s rozpoznávanými slovy. S daty je rovněž dodávána mapa
významů, která zmenšuje množinu podobných významů na jeden. Této mapy se využ́ıvá při
vyhodnocováńı úspěšnosti. Dı́ky této mapě můžeme r̊uzně zohledňovat př́ıpady, kdy systém
urč́ı význam, který sice neńı úplně správný, ale patř́ı do podobné významové skupiny jako
správný význam slova.

4.1.2 Semeval-1

Data pocházej́ıćı z konference Semeval-1 jsou velmi podobná dat̊um ze Sensevalu-3. Opět
jsou zde obsaženy tři základńı slovńı druhy a to podstatná a př́ıdavná jména a slovesa.
Data tentokrát pocházej́ı z tisku Wall Street Journal a Brownova korpusu. Zásadńı změna
oproti dat̊um Senseval-3 je ta, že tv̊urci se tentokrát rozhodli neponechat možnost zp̊usobu
určováńı významů založeného na jemné granularitě. Mı́sto klasicky definovaných slovńıch
významů zde nalezneme pouze jakési významové množiny, které vznikly sloučeńım několika
skutečných významů. Každému v́ıcevýznamovému slovu pak př́ısluš́ı několik významových
skupin, které jsou tvořeny významy z WordNetu.

4.2 Využit́ı WordNetu v systému

Ve vstupńı množině dat se vyskytuje značné množstv́ı slov. Tato slova ovšem nemuśı být
ve svém základńım tvaru (lemma). Proto program pracuje např. s anglickými slovy has
a have jako se zcela odlǐsnými slovy. To by mohlo negativně ovlivnit vlastńı proces zjed-
noznačňováńı, protože by mohlo doj́ıt k výběru jiných kĺıčových slov. Pokud bychom např.
vyšetřovali slovo computer jako jednoho z možných kandidát̊u na kĺıčové slovo, mohlo by
doj́ıt k situaci, kdy by pravděpodobnost výběru tohoto slova byla oslabena výskyty slova
computers, což jistě nechceme.

Proto jsem se rozhodl před vlastńı analýzou dat nejprve všechna slova převést na je-
jich základńı tvar. Lemma je pro každé slovo źıskáváno z WordNetu. Pro jeho źıskáńı
je ovšem potřeba znát slovńı druh slova. Některá slova totiž mohou nabývat podle situ-
ace v́ıce slovńıch druh̊u. Každý slovńı druh pak může mı́t jiné lemmma. Např́ıklad slovo
starting má ve WordNetu pro podstatné jméno lemma starting a pro sloveso lemma
start. Ve vstupńıch datech ovšem neńı uveden slovńı druh pro každé slovo. Nemůžeme
tedy jednoznačně určit jeho lemma. Bylo by možné použ́ıt speciálńıch nástroj̊u pro do-
plněńı slovńıho druhu ke každému slovu. Tento zp̊usob je však vzhledem k povaze problému
značně složitý. Rozhodl jsem se zvolit jednodušš́ı zp̊usob. Z WordNetu se zjist́ı všechna
lemmata pro dané slovo a vybere se to, které se vyskytuje nejčastěji. Ve WordNetu jsou
uvedeny četnosti nejčastěji se vyskytuj́ıćıch významů slov. Je pravděpodobné, že chybně
určená lemmata nebudou mı́t na funkčnost systému nijak velký vliv. Lemmata jsou gen-
erována mnou vytvořeným programem lemmatizer. 2

4.3 Jednoduchý algoritmus učeńı s učitelem

Kromě naivńıho Bayesova klasifikátoru, který bude popsán dále, je v systému implemen-
tován jednoduchý algoritmus zjednoznačňováńı slovńıch významů založený na metodě učeńı

2Program lemmatizer se nacháźı na přiloženém CD.
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s učitelem. Tento algoritmus je implementován z d̊uvodu možnosti určitého srovnáńı s nai-
vńım Bayesovým klasifikátorem. Algoritmus je převzat z [3], kde je možné také naj́ıt bližš́ı
informace.

Algoritmus je založen na principu tvorby určitých skupin slov pro každý význam.
Na začátku algoritmus vytvoř́ı tolik skupin, kolik má v́ıcevýznamové slovo významů. Ná-
sledně procháźı všechny instance trénovaćıch dat. Nejprve se pro každou instanci zjist́ı
skutečný význam slova. Následně se vlož́ı do skupiny slov s př́ıslušným významem všechna
slova vyskytuj́ıćı se v kontextu v́ıcevýznamového slova. Tento postup se opakuje pro všechny
instance trénovaćıch dat. Ve skupině slov je přitom každé slovo pouze jednou. Algoritmus
pak dostane testovaćı data, u kterých má určit správný význam. Procháźı postupně všechna
slova v kontextu testovaćı instance. Každé skupině slov pak zvýš́ı skóre o jedničku, pokud
se právě zpracovávané slovo ve skupině nacháźı. Po zpracováńı všech slov v kontextu al-
goritmus vybere správný význam na základě nejvyšš́ıho dosaženého skóre. V pseudo-kódu
můžeme algoritmus zapsat následuj́ıćım zp̊usobem:

For each word Wi in C
For each sense Si in S
If Wi is in SENSE_i_BAG then

Si = Si + 1;

correct_sense = max(Si);

kde C znač́ı kontext, W slovo a S význam slova.

4.4 Princip práce s naivńım Bayesovým klasifikátorem

Celý systém pro zjednoznačňováńı je implementován objektově. Běh algoritmu je ř́ızen
vhodným voláńım metod r̊uzných objekt̊u. Tento proces má určitý řád, který je potřeba
dodržet.

4.4.1 Načteńı datových vstup̊u

Po spuštěńı programu je vytvořen hlavńı objekt Chief, který zahrnuje veškeré daľśı objekty
a datové struktury. Následuje načteńı všech potřebných soubor̊u s daty. Těchto soubor̊u je
několik a mohou být ve formátu Semeval-1 nebo Senseval-3. Prvńım ze soubor̊u je trénovaćı
datová sada. Tento soubor je tvořen stovkami až tiśıci instancemi trénovaćıch dat. Každá
instance obsahuje v́ıcevýznamové slovo s celým jeho kontextem, včetně určeného správného
významu. Podobný formát má testovaćı datová sada. Ta se lǐśı pouze v tom, že neob-
sahuje správně doplněné významy. Daľśım souborem je soubor s lemmaty všech slov, která
se vyskytuj́ı v trénovaćıch nebo testovaćıch datech. Tento soubor je možno vygenerovat
pomoćı programu lemmatizer. Posledńım souborem je soubor se správnými odpověd’mi
pro testovaćı data. Soubor s lemmaty ani soubor se správnými odpověd’mi neńı nezbytný
ke správné funkčnosti programu.

4.4.2 Analýza trénovaćıch dat

Po načteńı všech soubor̊u program zaháj́ı analýzu trénovaćıch dat. Nejprve je v hlavńım ob-
jektu Chief vytvořena kolekce objekt̊u Lexelt, která reprezentuje jednotlivá rozpoznávaná
lemmata. Každý objekt Lexelt obsahuje mnoho daľśıch kolekćı. Mezi nejvýznamněǰśı patř́ı
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kolekce objekt̊u SenseItem reprezentuj́ıćı význam slova, kolekce objekt̊u LexeltItem reprezen-
tuj́ıćı konkrétńı v́ıcevýznamová slova, včetně jejich kontextu. Daľśım objektem je Answer,
který slouž́ı pro práci s výsledky. Po vytvořeńı všech potřebných objekt̊u je pro všechny ob-
jekty Lexelt zavolána metoda createWordsTable(). Tato metoda vypoč́ıtá četnosti všech
slov pro nalezené významy. Následuje voláńı metody createDeviationTable(), která pro
všechna slova každého objektu Lexelt vypoč́ıtá potřebné statistické údaje. Tyto údaje
jsou následně poskytnuty metodě sortSignificantWords(), která podle těchto vlastnost́ı
vybere mezi všemi slovy nejvhodněǰśı kandidáty na kĺıčová slova. Metoda selectSigni-
ficantWords() následně pro každý objekt LexeltItem, patř́ıćı do množiny testovaćıch
dat vybere N kĺıčových slov ze seznamu všech možných kandidát̊u. Pro tato kĺıčová slova
jsou pak metodou computeWordsProbability() vypoč́ıtány potřebné pravděpodobnosti
pro naivńı Bayes̊uv klasifikátor.

4.4.3 Určeńı správného významu slova

Jsou-li provedeny všechny potřebné analýzy trénovaćıch dat, přijde na řadu vlastńı klasi-
fikace. Klasifikaci provád́ı metoda makeBayes(), která vypoč́ıtá ohodnoceńı každého vý-
znamu pro všechny instance testovaćıch dat. Ohodnoceńı je poč́ıtáno podle výše uvedeného
vzorce z vektoru př́ıznak̊u tvořeného slovy vybranými metodou selectSignificantWords().
Po výpočtu ohodnoceńı pro všechny instance je zavolána metoda makeResult(), která pro
každou instanci vybere na základě nejlepš́ıho ohodnoceńı předpokládaný správný význam.
Pokud je programu dodán soubor se správnými výsledky, vyṕı̌se metoda printHitRate()
úspěšnost pro všechna zpracovávaná lemmata. Vypsána je také pr̊uměrná, minimálńı a ma-
ximálńı úspěšnost. Řešeńı je uloženo do souboru metodou saveResult(), která umožňuje
uložit výsledky jako prostý text nebo ve formátu XML.

4.5 Od slov k vektoru př́ıznak̊u

Naivńı Bayes̊uv klasifikátor je pevně daný algoritmus, který dává pro určitý vstupńı vektor
př́ıznak̊u vždy stejné výsledky. Přǐrazeńı správného významu slova je tedy velmi závislé
na vektoru př́ıznak̊u. Špatná volba př́ıznak̊u může mı́t zásadńı dopad na funkčnost celého
systému. Je tedy nutné věnovat tvorbě tohoto vektoru velkou pozornost.

V podobných systémech založených na naivńım Bayesově klasifikátoru je většinou vektor
př́ıznak̊u tvořen několika tiśıci položkami. Každá položka reprezentuje jedno kĺıčové slovo.
Hodnota položky vektoru pak znač́ı, jestli se kĺıčové slovo nacháźı v kontextu v́ıcevýznamo-
vého slova či nikoliv. Je zřejmé, že počet př́ıznak̊u reprezentuj́ıćıch slova, která se v kontextu
vyskytuj́ı, nebude nijak velký. V př́ıpadě tohoto zp̊usobu použit́ı se stanov́ı vektor př́ıznak̊u
pro každé určované lemma pouze jednou. Tento vektor je opakovaně použ́ıván na všechny
instance testovaćıch dat pro dané lemma.

Já jsem zvolil poněkud odlǐsný zp̊usob tvorby vektoru př́ıznak̊u. Můj vektor př́ıznak̊u ob-
sahuje jen velmi málo položek (něco okolo 10-ti). Vektor neńı tvořen globálně pro všechny
instance stejného lemmatu, ale je tvořen lokálně pro každou instanci individuálně. Slova
jsou do vektoru př́ıznak̊u vyb́ırána tak, aby se v kontextu v́ıcevýznamového slova vždy
vyskytovala. Tento zp̊usob zaruč́ı to, že každá instance bude charakterizována přesně speci-
fikovaným vektorem N položek. Nemůže tedy nastat př́ıpad, kdy kontext v́ıcevýznamového
slova nebude zrovna reprezentativńı a dojde k situaci, kdy z několikatiśıcového vektoru bude
v kontextu obsaženo pouze velmi málo slov nebo dokonce žádné. V př́ıpadě, že by v kon-
textu nebylo obsaženo žádné kĺıčové slovo, klasifikátor by rozhodoval pouze na základě
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pravděpodobnost́ı výskyt̊u významů.
Z̊ustává tedy otázka, jak vybrat správně N kĺıčových slov pro každou instanci trénova-

ćıch dat. Tento výběr je řešen ve v́ıce kroćıch a tvoř́ı kĺıčovou část programu. Obecně řečeno,
program provede ohodnoceńı všech slov v trénovaćıch datech a pro každé v́ıcevýznamové
slovo pak vybere nejvhodněǰśı slova z jeho kontextu na základě tohoto ohodnoceńı.

Nejprve jsou vypoč́ıtány podmı́něné pravděpodobosti výskyt̊u slov pro všechny uvažované
významy slova. Následně je z těchto pravděpodobnost́ı určeno několik hodnot, podle kterých
se poč́ıtá výsledné ohodnoceńı slova. Prvńı z hodnot dev, je směrodatná odchylka pravděpo-
dobnost́ı výskyt̊u vydělená jejich pr̊uměrnou hodnotou. Směrodatné odchylky pravděpodob-
nost́ı výskyt̊u mohou nabývat pro r̊uzná slova značně odlǐsných hodnot. Pokud je vyděĺıme
pr̊uměrnou hodnotou, dojde tak k určité normalizaci a hodnoty lze lépe porovnávat. Daľśımi
hodnotami jsou maximálńı pravděpodobnost výskytu slova pro př́ıslušné významy max a j́ı
odpov́ıdaj́ıćı četnost count.

Z těchto hodnot se vypoč́ıtá ohodnoceńı všech slov obsažených v trénovaćıch datech.
Ohodnoceńı se vypoč́ıtává podle následuj́ıćıho vzorce:

ohodnoceńı = X · dev

Dev
+ Y · max

Max
,

kde dev, max jsou hodnoty uvedené výše a Dev, Max jsou jejich maximálńı hodnoty
v rámci všech slov pro dané lemma. Děleńı maximálńı hodnotou je prováděno opět kv̊uli
normalizaci. X a Y jsou vhodně zvolené konstanty. Jejich nastaveńı se věnuje kapitola 4.6.

Teoreticky by ohodnoceńı mělo být poč́ıtano pro úplně všechna slova. Zvolil jsem ale
jistá omezeńı, která vyb́ıraj́ı pouze určitá vhodná slova, pro která bude poč́ıtáno ohod-
noceńı. Toto omezeńı je založeno na hodnotách dev a count, kde jsem zvolil minimálńı
hodnoty, při kterých bude pro dané slovo ohodnoceńı poč́ıtáno. Tyto hodnoty jsou opět
vhodně nastaveny. T́ımto zjednodušeńım jsem se vyhnul výpočt̊um ohodnoceńı u většiny
slov. Vynechaná slova by měla ohodnoceńı velmi malé a jen stěž́ı by byla vybrána jako
kĺıčová.

4.6 Nastavováńı parametr̊u systému

Pro správný běh programu je třeba nejprve program vyladit na použ́ıvanou datovou sadu.
Laděńı programů prob́ıhá ve formě nastavováńı několika jeho parametr̊u. Jedná se zejména
o délku použitého vektoru př́ıznak̊u N, dále parametr µ vyjadřuj́ıćı konstantu potřebnou pro
ošetřeńı nulových hodnot některých pravděpodobnost́ı při rozhodováńı naivńıho Bayesova
klasifikátoru, parametry X a Y potřebné pro výpočet ohodnoceńı slov a parametry určuj́ıćı
zamı́tnut́ı slova, kdy nedojde k poč́ıtáńı ohodnoceńı. Tyto parametry jsem nazval min_dev
a min_count. Nastavováńı vhodných hodnot je prováděno empiricky na základě úspěšnosti
programu pro r̊uzné hodnoty parametr̊u. Hodnoty těchto parametr̊u můžou ovlivnit výkon
i úspěšnost programu. Je proto vhodné jim věnovat patřičnou pozornost.

Při nastavováńı délky vektoru př́ıznak̊u se ukázalo, že nejvhodněǰśı délka je 8 položek.
Při menš́ı délce docházelo již k poklesu úspěšnosti, což je zp̊usobeno t́ım, že počet slov
charakterizuj́ıćı daný význam je nedostatečný. Při zvyšováńı délky vektoru úspěšnost nejdř́ı-
ve chv́ıli stagnovala, a pak začala rovněž klesat. Tento jev je zp̊usoben t́ım, že se do vektoru
př́ıznak̊u zač́ınaj́ı dostávat méně významná slova. Zprvu ještě tato slova nemaj́ı takový vliv
na klasifikaci, ale s jejich vzr̊ustaj́ıćım počtem zač́ınaj́ı negativně ovlivňovat výsledek.
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Vhodné nastaveńı parametru µ je pro běh systému kĺıčové. Pokud by byl nastaven
na př́ılǐs vysokou hodnotu, byly by klasifikátorem zvýhodňovány významy, pro něž maj́ı
některá slova nulové pravděpodobnosti výskyt̊u. Pokud bychom tento parametr nastavili
na př́ılǐs ńızkou hodnotu, docházelo by k opačnému jevu a klasifikátor by znevýhodňoval
významy, pro které maj́ı některá slova nulovou pravděpodobnost výskytu. Tento parametr
byl nastaven na hodnotu 0, 001.

Parametry X a Y již nemaj́ı takový vliv na úspěšnost programu. Během experimentováńı
s jejich nastaveńım bylo zjǐstěno, že hodnota dev má na úspěšnost programu větš́ı vliv než
hodnota max. Parametr X, který vyjadřuje váhovou hodnotu proměnné dev, by měl být
proto nastaven na vyšš́ı hodnotu než parametr Y vyjadřuj́ıćı váhovou hodnotu proměnné
max. Parametr X byl nastaven na hodnotu 20 a parametr Y na hodnotu 12.

Posledńımi parametry, které zbývá nastavit jsou hodnoty min_dev a min_count. Tyto
hodnoty rozhoduj́ı o zamı́tnut́ı kandidátńıch slov. Při nastavováńı bylo zjǐstěno, že úspěšnost
programu je na parametr min_dev nejméně citlivá. Je to zp̊usobeno t́ım, že pokud neńı
nastaven do extrémńıch hodnot, tak jen zp̊usobuje výpočty ohodnoceńı u v́ıce kandidátńıch
slov. Pokud program dokáže vybrat z určitého množstv́ı kandidátńıch slov N kĺıčových
slov, tak v př́ıpadě zvýšeńı množstv́ı kandidátńıch slov vybere program pravděpodobně
stejná kĺıčová slova. Tento parametr může výrazněji ovlivňovat úspěšnost, jen pokud je
nastavena délka vektoru př́ıznak̊u na velkou hodnotu a počet kandidátńıch slov tak nestač́ı
k jeho naplněńı. Parametr min_dev byl nastaven na hodnotu 0, 800. Zbývaj́ıćı parametr
min_count má na celkovou úspěšnost programu mnohem větš́ı vliv než parametr min_dev.
Hodnota dev totiž může za jistých okolnost́ı nabývat vysoké hodnoty, i když je dané slovo
nevýznamné. Tento př́ıpad nastává u slov, která se vyskytuj́ı pouze u jednoho významu
a to v malém počtu. Pokud se např. slovo planet při určováńı významu slova bank bude
vyskytovat pouze jednou, a to jenom u jednoho významu, vyjde hodnota dev vysoká, což
zp̊usob́ı velké ohodnoceńı slova. Je zřejmé, že toto slovo nemá mı́t na klasifikaci žádný vliv.
Parametr min_count byl nastaven na hodnotu 1, 500, což znamená, že jsou odfiltrována
všechna slova, která se vyskytuj́ı v kontextu pouze jednou.

Nyńı uvedu několik tabulek znázorňuj́ıćıch závislost úspěšnosti programu na nastavováńı
r̊uzných parametr̊u.
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Hodnota parametru N Úspěšnost
1 78,4787%
2 79,7361%
3 81,0761%
4 81,5914%
5 81,7151%
6 81,7357%
7 81,8594%
8 82,1892%
9 81,9419%
10 81,9419%
15 81,7976%
30 81,7770%

Tabulka 4.1: Úspěšnost systému pro r̊uzné hodnoty parametru N, při konstantńıch zbylých
parametrech. Měřeno na datové sadě Semeval-1.

µ Úspěšnost
0,1 18,9402%
0,01 62,8296%
0,001 64,5030%
0,0001 64,1734%
0,00001 63,8945%

Tabulka 4.2: Úspěšnost systému pro r̊uzné hodnoty parametru µ, při konstantńıch zbylých
parametrech. Měřeno na datové sadě Senseval-3.
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Poměr parametr̊u X:Y Úspěšnost
1:2 63,4888 %
1:1 64,0467 %
2:1 64,2748 %
3:1 64,3763 %
5:1 64,3256 %
10:1 64,2495 %

Tabulka 4.3: Úspěšnost systému pro r̊uzné hodnoty poměru parametr̊u X:Y, při kon-
stantńıch zbylých parametrech. Měřeno na datové sadě Senseval-3.

Hodnota parametru min_dev Úspěšnost
0,500 64,1481 %
0,800 64,5030 %
0,900 64,1734 %
1,000 64,1227 %
1,200 64,1481 %
1,500 63,2860 %
2,000 59,8631 %

Tabulka 4.4: Úspěšnost systému pro r̊uzné hodnoty parametru min dev, při konstantńıch
zbylých parametrech. Měřeno na datové sadě Senseval-3.

Hodnota parametru min_count Úspěšnost
0,5 59,6349%
1,5 64,5030%
2,5 63,3874%
3,5 62,5761%
4,5 60,7759%

Tabulka 4.5: Úspěšnost systému pro r̊uzné hodnoty parametru min count, při konstantńıch
zbylých parametrech. Měřeno na datové sadě Senseval-3.

Ze všech uvedených tabulek je vidět, že vhodným nastaveńım parametr̊u lze doćılit
zvýšeńı úspěšnosti programu. Nejzásadněǰśı vliv na úspěšnost programu má parametr µ
ovlivňuj́ıćı vlastńı klasifikaci. Ostatńı parametry maj́ı na systém již výrazně menš́ı vliv.
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Kapitola 5

Vyhodnoceńı a výsledky systému

V této kapitole budou uvedeny nejpouž́ıvaněǰśı metody vyhodnocováńı systémů pro zjed-
noznačňováńı slovńıch významů. Bude provedeno vyhodnoceńı mého systému podle stan-
dardńıch metrik na konferenćıch Senseval-3 a Semeval-1. Je zde uveden př́ıklad selháńı
naivńıho Bayesova klasifikátoru na konkrétńı instanci datové sady Senseval-3. V př́ıkladě
se pokuśım zjistit př́ıčiny selháńı tohoto klasifikátoru. Na závěr následuje krátký popis
systému po technické stránce. Informace o metodách vyhodnocováńı jsou převzaty z [2].

5.1 Zp̊usoby vyhodnocováńı zjednoznačňováńı slovńıch vý-
znamů

Pro vyhodnocováńı systémů vykonávaj́ıćıch zjednoznačňováńı slovńıch významů se použ́ıvá
několik metod. Narozd́ıl od jiných problémů z oblasti zpracováńı přirozeného jazyka zde
prozat́ım ještě nebyla stanovana žádná přesná pravidla, podle kterých by se mělo vyhod-
nocováńı ř́ıdit. Mnoźı výzkumńıci nebo skupiny pracuj́ıćı v tomto odvětv́ı maj́ı stanoveny
vlastńı zp̊usoby vyhodnocováńı, které se od zp̊usob̊u jiných skupin lǐśı.

5.1.1 Vyhodnocováńı založené na počtu správně určených významů

Mezi nejjednodušš́ı a zároveň nejpouž́ıvaněǰśı zp̊usoby vyhodnocováńı patř́ı metoda vychá-
zej́ıćı z následuj́ıćıho vzorce:

úspěšnost =
počet správně určených významů

celkový počet určovaných slov

Tato metoda ovšem přináš́ı do vyhodnocováńı jisté nevýhody. Uvažujme např. následuj́ıćı
text:

. . . bought an interest in Lydak Corp. . . .

Představme si nyńı následuj́ıćı přǐrazeńı pravděpodobnost́ı všem významům pomoćı čtyř
hypotetických systémů, které zobrazuje tabulka 5.1.
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Systém
Význam 1 2 3 4
(1) monetary 0,47 0,85 0,28 1,00
(2) stake of share 0,42 0,05 0,24 0,00
(3) benefit/advantage/sake 0,06 0,05 0,24 0,00
(4) intellectual curiosity 0,05 0,05 0,24 0,00

Tabulka 5.1: Úspěšnosti hypotetických systémů.

Je patrné, že ani jeden ze zvažovaných hypotetických systémů neurčil význam slova
v uvedené větě správně. Správný význam ve větě je význam s č́ıslem 2. Vid́ıme, že všechny
systémy zvolily význam č. 1. Podle výše uvedeného kritéria vyhodnocováńı tedy maj́ı v uve-
deném př́ıpadě všechny systémy úspěšnost 0 %. Pod́ıváme-li se bĺıže na pravděpodobnosti
přǐrazené jednotlivým významům systémy, vid́ıme, že systém č. 1 přǐradil správnému vý-
znamu největš́ı pravděpodobnost ze všech systémů. Od určeńı správného významu slova ho
nav́ıc dělil pouze malý krok. Ostatńı systémy vždy silně preferovaly pouze jeden význam,
nebo určily velmi podobné pravděpodobnosti pro všechny možné významy. Je velmi vhodné,
aby systém určitým zp̊usobem vyjadřoval d̊uvěru, kterou jednotlivým významům přikládá.
Tato vlastnost je d̊uležitá, pokud bychom chtěli výstupy těchto systémů použ́ıt jako vstupy
nějakého jiného systému pracuj́ıćıho s pravděpodobnostmi. V takovém př́ıpadě by systém
č. 1 vyhovoval nejv́ıce.

5.1.2 Vyhodnocováńı založené na kř́ıžové entropii

Tento problém řeš́ı zp̊usob vyhodnocováńı založený na kř́ıžové entropii. Úspěšnost systému
je zde poč́ıtána podle následuj́ıćıho vzorce:

− 1
N

N∑
i=1

log2Ps(csi | wi, contexti),

kde N je počet testovaćıch instanćı, Ps je pravděpodobnost přǐrazená správnému významu
csi v́ıcevýznamového slova wi v kontextu contexti systémem s. T́ımto zp̊usobem bude
systému č. 1 přǐrazeno větš́ı ohodnoceńı, protože správnému významu přǐradil velkou prav-
děpodobnost na rozd́ıl od ostatńıch systémů. Následuje tabulka 5.2 s vyhodnoceńım úspěš-
nost́ı pomoćı tohoto kritéria.

Systém
Metoda kř́ıžové entropie 1 2 3 4
ohodnoceńı 1,25 4,32 2,05 ∞

Tabulka 5.2: Ohodnoceńı hypotetických systémů pomoćı kř́ıžové entropie.

Pro interpretaci ohodnoceńı je potřeba si uvědomit, že nejlepš́ı ohodnoceńı zde předsta-
vuje nejmenš́ı z hodnot. Vid́ıme, že se zde ukázal podle očekáváńı nejúspěšněǰśı systém č.
1. Systém č. 4, který dal správnému významu pravděpodobnost rovnu nule, má při tomto
zp̊usobu vyhodnocováńı nejmenš́ı ohodnoceńı.
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Je třeba si uvědomit, že mnoho systémů neńı schopno určit pravděpodobnost pro každý
význam. V takovém př́ıpadě je nutné použ́ıt nějakých alternativńıch zp̊usob̊u, které jsou
uvedeny např́ıklad v [2].

5.1.3 Granularita rozlǐsováńı významů

Daľśım problémem vyskytuj́ıćım se při vyhodnocováńı systémů je existence r̊uzných sé-
mantických nebo komunikativńıch vazeb mezi jednotlivými významy. Je zřejmé, že r̊uzná
v́ıcevýznamová slova maj́ı některé významy podobné. Je proto vhodné významy uspořádat
do jisté hierarchické struktury. Ukázkou takové struktury může být např. tabulka 5.3
významů pro anglické slovo bank.

I Bank -REPOSITORY
I.1 Financial Bank

I.1a - the institution
I.1b - the building

II Bank -GEOGRAPHICAL
II.1 Shoreline
II.2 Ridge/Embankment

III Bank -ARRAY/GROUP/ROW

Tabulka 5.3: Hierarchická struktura významů slova bank.

Je vhodné při vyhodnocováńı brát ohled na tento fakt a zavést určitý zp̊usob penalizace
reflektuj́ıćı toto hierarchické uspořádáńı. Pokud systém urč́ı význam, který patř́ı do stejné
kategorie nebo podkategorie, měla by být penalizace menš́ı, než pokud systém urč́ı ne-
správný význam patř́ıćı do úplně jiné kategorie. Penalizaci pak můžeme provádět např.
na základě penalizačńı matice, kterou urč́ıme pro každé v́ıcevýznamové slovo. Matice pro
slovo bank může vypadat následovně:

I.1a I.1b I.2 II.1 II.2 III
I.1a 0 1 2 4 4 4
I.1b 1 0 2 4 4 4
I.2 2 2 0 4 4 4
II.1 4 4 4 0 1 4
II.2 4 4 4 1 0 4
III 4 4 4 4 4 0

Tabulka 5.4: Penalizačńı matice pro významy slova bank.

Rozlǐsováńı významů na úrovni jemné granularity nijak nezohledňuje hierarchickou
strukturu všech významů. Pro správné určeńı významu je nutné určit i jeho konkrétńı
podskupinu. To vede k výraznému sńıžeńı úspěšnosti systému. Obzvláště pak pokud nej-
sou použity daľśı metody zohledňuj́ıćı pravděpodobnosti, které systém přidělil jednotlivým
významům. Na druhé straně stoj́ı rozlǐsováńı významů na úrovni hrubé granularity snaž́ıćı
se určitým zp̊usobem zvýhodnit podobnosti některých významů. Často se to provád́ı tak,
že se ze skutečných existuj́ıćıch významových skupin vytvoř́ı nové skupiny, které vznikaj́ı
sloučeńım několika skupin p̊uvodńıch a reflektuj́ı tak podobnosti některých významů. Přitom
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neńı nikde uvedeno do kolika významových skupin se maj́ı p̊uvodńı významy sloučit. Tento
zp̊usob neńı tak dokonalý jako např. u penalizačńı matice, ale je to určitý krok kupředu.
S t́ımto zp̊usobem vyhodnocováńı se můžeme setkat i při vyhodnocováńı výsledk̊u soutěž́ı
v rámci konferenćı Senseval-3 a Semeval-1. Různá úroveň granularity při rozlǐsováńı významů
má velký vliv na vyhodnocováńı.

5.1.4 Konference Senseval (Semeval)

Senseval je mezinárodńı konference pořádaná organizaćı ACL-SIGLEX zabývaj́ıćı se problé-
my zjednoznačňováńı slovńıch významů. Jej́ım účelem je zkoumáńı silných a slabých stránek
systémů zabývaj́ıćıch se touto problematikou. Senseval-3 je otevřená konference a může se
j́ı zúčastnit kdokoliv. Poskytuje jednotná data a zp̊usoby jejich vyhodnocováńı. Letos se
v Praze koná již 4. ročńık této konference, která nese název Senseval-4/Semeval-1 a již
neńı zaměřena pouze na zjednoznačňováńı slovńıch významů. Snaž́ı se řešit i jiné problémy
sémantického zpracováńı přirozeného jazyka. Mezi některé zaj́ımavé problémy patř́ı např.
klasifikace sémantických roĺı, v́ıceúrovňová sémantická anotace katalánštiny a španěľstiny,
rozlǐsováńı metonymíı nebo extrakce sémantických struktur. Do soutěže v rámci této konfer-
ence jsem se zapojil i já se svým systémem při řešeńı problému zjednoznačňováńı vybraných
v́ıcevýznamových slov pro angličtinu.

5.2 Diskuze výsledk̊u

V této podkapitole se pokuśım provést zhodnoceńı systému pro použité datové sady. Jsou
zde uvedeny úspěšnosti i pro jiné systémy na datové sadě Semeval-1.

5.2.1 Výsledky systému

Systém byl testován na dvou datový sadách pocházej́ıćıch z konferenćı Senseval-3 a Semeval-
1.

Datová sada pro Senseval-3 poskytuje dodatečné informace umožňuj́ıćı vyhodnocováńı
na r̊uzné úrovni granularity. Protože můj systém tyto informace nevyuž́ıvá, je prováděno
pouze vyhodnocováńı pro jemnou granularitu. U tohoto zp̊usobu bylo dosaženo nejlepš́ı
úspěšnosti 64,5030%. Bohužel mi nejsou známy výsledky jiných systémů pro tuto datovou
sadu, takže neńı možné provést nějaké objektivńı srovnáńı. Uváž́ıme-li, že vyhodnocováńı je
prováděno tou nejjednodušš́ı možnou metodou, kdy se při zpracováńı řešeńı neberou v potaz
žádné pravděpodobnosti ani hierarchie významů, je takový výsledek docela očekávaný.

Datová sada pro Semeval-1 se od Senseval-3 lǐśı t́ım, že umožňuje pouze vyhodnocováńı
založené na hrubé granularitě významů. Systém zde rozhoduje mezi pseudo-skupinami,
které jsou vytvořeny sloučeńım několika podobných významů převzatých ze sémantického
lexikonu WordNet. Vyhodnocováńı zde neńı, stejně jako u Senseval-3, založeno na zohledňo-
váńı přǐrazené pravděpodobnosti správnému významu, ale pouze na přǐrazeném významu.
Pro tuto datovou sadu bylo dosaženo pr̊uměrné úspěšnosti 82,1892%. Podle očekáváńı je
úspěšnost systému výrazně lepš́ı než u předešlé datové sady. Na této datové sadě byla
založena i soutěž v rámci letošńı konference Semeval-1, které se systém zúčastnil. Protože
vyhodnocováńı konference prob́ıhalo v době, kdy systém ještě nebyl zcela hotov, nebyla
tehdy úspěšnost tak velká. Na soutěži obsadil 8. mı́sto z 13 systémů s úspěšnost́ı 80,3%.
Následuje tabulka 5.5 srovnáńı úspěšnost́ı systému v soutěži na konferenci Semeval-1.
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Pořad́ı Úspěšnost
1. 88,7 %
2. 86,9 %
3. 86,4 %
4. 85,7 %
5. 85,1 %
6. 85,1 %
7. 83,8 %
8. 80,3 %
9. 79,9 %
10. 79,6 %
11. 74,3 %
12. 53,8 %
13. 52,1 %

Tabulka 5.5: Úspěšnosti systémů pro zjednoznačňováńı vybraných v́ıcevýznamových slov
pro angličtinu na soutěži v rámci konference Semeval-1.

5.2.2 Srovnáńı obou implementovaných algoritmů

Nejprve se zaměř́ım na srovnáńı úspěšnost́ı dvou implementovaných metod. Je to jednoduchý
algoritmus učeńı s učitelem (simple) a naivńı Bayes̊uv klasifikátor (bayes). Jak je vidět
z tabulky 5.6, naivńı Bayes̊uv klasifikátor vykazuje pro obě datové sady vyšš́ı úspěšnost.

Algoritmus Senseval-3 Semeval-1
simple 63,1085% 81,1791%
bayes 64,5030% 82,1892%

Tabulka 5.6: Úspěšnosti obou implementovaných algoritmů.

Je vidět, že rozd́ıl v úspěšnosti mezi oběma implementovanými algoritmy neńı velký.
Nyńı se zaměř́ım na srovnáńı obou algoritmů vzhledem ke slovńım druh̊um v́ıcevýznamo-
vých slov.

Slovńı druh simple bayes
podst. jména 61,9042 % 63,6067 %
slovesa 63,9454 % 65,1724 %
přı́d. jména 41,5596 % 40,3589 %

Tabulka 5.7: Úspěšnosti obou implementovaných algoritmů v závislosti na slovńıch druźıch
v́ıcevýznamových slov. Měřeno na datové sadě Senseval-3.

Z tabulky 5.7 vyplývá, že nejmenš́ı úspěšnost měly oba dva systémy při určováńı
významů př́ıdavných jmen. Ve všech kategoríıch slovńıch druh̊u (kromě této) vedl naivńı
Bayes̊uv klasifikátor. Tato odchylka je zp̊usobena sṕı̌se náhodnou chybou, než menš́ı vhod-
nost́ı naivńıho Bayesova klasifikátoru pro př́ıdavná jména.
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V tabulce 5.8 je přehledně zobrazeno srovnáńı úspěšnost́ı obou systémů z hlediska počtu
instanćı v trénovaćı množině dat.

Počet instanćı simple bayes
0-50 43,3181% 47,4565 %

50-100 58,1685% 58,7537 %
100-150 65,7971% 65,9821 %
150-200 68,1938% 66,6547 %
200-250 64,2686% 67,0584 %
>250 59,5435% 64,2035 %

Tabulka 5.8: Úspěšnosti obou implementovaných algoritmů v závislosti na velikosti množiny
trénovaćıch dat. Měřeno na datové sadě Senseval-3.

Je vidět, že u obou systémů je úspěšnost závislá na velikosti trénovaćı množiny. S na-
r̊ustaj́ıćı množinou trénovaćıch dat u obou algoritmů úspěšnost nejprve roste a pak zač́ıná
klesat. Maximálńı úspěšnost se nacháźı u každého systému pro rozd́ılný počet instanćı
trénovaćı množiny. U jednoduché metody simple je to 150 až 200 instanćı a u metody
bayes 200 až 250 instanćı. Při v́ıce instanćıch ve vstupńı trénovaćı množině dat již docháźı
k přetrénováńı obou algoritmů a poklesu jejich úspěšnosti. Z tabulky 5.8 je vidět, že naivńı
Bayes̊uv klasifikátor je v́ıce robustněǰśı a s problémem přetrénováńı se vyrovná lépe.

Nyńı se pokuśım provést zhodnoceńı vlivu použit́ı lemmat. V tabulce 5.9 uvád́ım hod-
noty úspěšnost́ı obou implementovaných algoritmů při použit́ı lemmat a bez použit́ı lemmat.

Algoritmus bez lemmat s lemmaty
bayes 64,3763 64,5030
simple 63,0578 63,0325

Tabulka 5.9: Úspěšnost obou implementovaných algoritmů v závislosti na použit́ı lemmat.
Měřeno na datové sadě Senseval-3.

Z hodnot je vidět, že zavedeńı lemmat nemá u obou algoritmů téměř žádný vliv na cel-
kovou úspěšnost systému. Nicméně zavedeńı lemmat zp̊usob́ı zrychleńı systému a sńıžeńı
jeho pamět’ové náročnosti. Bylo zjǐstěno, že zavedeńım lemmat pro datovou sadu Senseval-3
klesl počet zpracovávaných slov z 42980 na 32257.

5.2.3 Př́ıklad špatného určeńı významu systémem

Nyńı se pokuśım ukázat názorný př́ıklad určeńı špatného významu naivńım Bayesovým
klasifikátorem. Stručně zde poṕı̌su postup určováńı významu. Pokuśım se zjistit př́ıčiny
selháńı naivńıho Bayesova klasifikátoru a navrhnout opatřeńı, která by tyto nedostatky
eliminovala.

V př́ıkladu předvedu určeńı významu systémem pro slovo disc. Všechny existuj́ıćı
významy tohoto slova jsou uvedeny v tabulce 3.1. Jako př́ıklad jsem vybral následuj́ıćı
instanci testovaćıch dat Senseval-3.

It has to be something important to you. I thought: Will I get to surf Sunset before
I leave? I tossed the three discs. The combination of different faces produced a score which
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required me to inscribe a divided line or a single unbroken line on a sheet of paper. After
six throws I had a hexagram which looked like this:

Pro slovo disc systém určil význam ve smyslu disc%music, zat́ımco správný význam je
ve smyslu disc%shape. Rodilému mluvč́ımu tento př́ıklad nep̊usob́ı jistě žádné velké pot́ıže.
Při rozhodováńı systémem však dojde k selháńı. Nejprve se pod́ıvejme na ohodnoceńı, které
systém jednotlivým významům přǐradil.

Význam Ohodnoceńı
disc%plate -30,6123
disc%music -27,7916
disc%computer -34,4026
disc%shape -42,8523

Tabulka 5.10: Ohodnoceńı pro jednotlivé významy slova disc. Pozn. Nejlepš́ı ohodnoceńı je
reprezentováno nejvyšš́ı hodnotou.

Z tabulky 5.10 je zřejmé, že v tomto př́ıpadě se klasifikátor správnému významu ani
nepřibĺıžil. Nav́ıc ohodnoceńı pro správný význam bylo nejhorš́ı ze všech ohodnoceńı. Tato
skutečnost je zp̊usobena již samotnou instanćı testovaćıch dat. Pokud se na tuto instanci
pod́ıváme, tak zjist́ıme, že v́ıcevýznamové slovo se váže pouze k velmi malému kontextu.
Kontext, podle kterého nejsṕı̌se urč́ıme správný význam slova je následuj́ıćı:

Will I get to surf Sunset before I leave? I tossed the three discs.

Můj systém pracuje s celým kontextem slova, který je v tomto př́ıpadě do značné mı́ry
irelevantńı, což do rozhodováńı vneslo značnou chybu. Pod́ıvejme se nyńı na slova, která
pro určeńı významu systém označil jako kĺıčová.

Slovo Ohodnoceńı Pořad́ı v žebř́ıčku
single 21,4815 6.
score 20,5714 102.
require 14,6518 538.
different 12,2239 797.
three 11,4493 836.
produce 10,0129 922.
think 9,5599 973.
after 9,3001 983.

Tabulka 5.11: Kĺıčová slova vybraná pro daný př́ıklad systémem. Obsahuje kĺıčová slova,
jejich ohodnoceńı a pořad́ı v celkovém žebř́ıčku.

Z tabulky 5.11 je patrné, že nebylo vybráno téměř žádné kĺıčove slovo z relevantńıho
kontextu. Největš́ı vliv na rozhodováńı zde maj́ı slova single a score, která ale zcela jistě
nepřisṕıvaj́ı svým charakterem k určeńı správného významu. Ostatńı kĺıčová slova se již
takovou mı́rou nepod́ılej́ı na určováńı významu. Vliv těchto slov neńı tak velký kv̊uli jejich
umı́stěńı ke konci žebř́ıčku.
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Velikost kontextu tedy v tomto př́ıpadě hraje významou roli. Zváž́ıme-li např. jinou
testovaćı instanci pro slovo disc se správným významem ve smyslu disc%music, vid́ıme,
že zde má na správný význam vliv téměř celý kontext.

Philips, the Dutch electronics company which invented the CD, long ago dropped its
original advertising slogan: Perfect sounds forever. a spokesman said yesterday that the
company promised a lifetime’s use if the CDs were manufactured correctly. Some manu-
facturers guarantee CDs for only 30 years but Mr Bert Gall, general manager of optical
systems at Philips, said the life of the average disc should be more than 1,000 years, though
it could be reduced to 50 if manufacturing was poor and the discs were mistreated. The
main problem is that the stored sound can be lost when the thin layer of aluminium which
coats a CD’s plastic surface is oxidised losing its ability to reflect laser light. European CD
manufacturers have begun a regular exchange of information on quality to help improve the
discs longevity and hope to agree on an international standard testing procedure involving
exposure of the discs to heat and humidity.

Tato rozsáhlá instance má naprosto odlǐsný charakter. Zde se na určováńı významu
pod́ılej́ı i slova, která jsou hodně vzdálená od v́ıcevýznamového slova. Je zřejmé, že tyto
dvě instance si svým charakterem odporuj́ı. Je proto velmi těžké pracovat s takto odlǐsnými
instancemi při použit́ı konstantńı velikosti zpracovávaného kontextu.

5.2.4 Návrh odstraněńı některých nedostatk̊u

Z předcházej́ıćıho př́ıkladu se naskýtá následuj́ıćı otázka. Jaký může mı́t vliv velikost zpra-
covávaného kontextu na úspěšnost celého systému? Je zřejmé, že v některých př́ıpadech by
to při dostatku trénovaćıch dat mohlo výsledek zlepšit. Je však tato metoda vhodná i pro
datové sady Senseval-3 a Semeval-1? Podle rozmanitosti jednotlivých instanćı obsažených
v těchto datových sadách je odpověd’ nejistá. Rozhodl jsem se proto otestovat vliv velikosti
kontextu na úspěšnost systému a dodatečně jsem implementoval možnost nastaveńı ve-
likosti zpracovávaného kontextu. Tabulka 5.12 ukazuje vliv velikosti kontextu na úspěšnost
systému.

Velikost kontextu Ohodnoceńı
2 61,7901%
5 61,5112%
10 61,8408%
20 62,4746%
50 64,4523%
100 64,5030%
max 64,5030%
auto 63,0325%

Tabulka 5.12: Úspěšnosti systému v závislosti na velikosti uvažovaného kontextu. Měřeno
na datové sadě Senseval-3.

Hodnota velikosti kontextu zde označuje maximálńı velikost kontextu na jednu stranu.
Celkový kontext pro hodnotu 20 tedy může být maximálně 40 slov. Úspěšnost programu
je pro dané datové sady nejlepš́ı, pokud systém poč́ıtá s úplně celým kontextem nebo
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alespoň s kontextem bĺıž́ıćım se maximálńı možné hodnotě. Pokud budeme velikost kon-
textu snižovat, dojde i ke sńıžeńı úspěšnosti systému. Daľśı alternativou je pak použit́ı pro
každou instanci zcela jiného kontextu omezeného např. na větu, ve které se v́ıcevýznamové
slovo vyskytuje. Tento zp̊usob práce s kontextem je uveden v tabulce 5.12 pod názvem
auto. Je vidět, že ani tento na prvńı pohled zaj́ımavý zp̊usob nepřináš́ı žádné zlepšeńı.
U druhé metody simple se také neprojevilo žádné zvýšeńı úspěšnosti při snižováńı ve-
likosti použitého kontextu. Pokles úspěšnosti zde byl ještě markantněǰśı. Žádné zlepšeńı
nepřineslo ani nastaveńı odlǐsné velikosti kontextu pro trénovaćı a testovaćı data. Je vidět,
že tyto datové sady obsahuj́ı př́ılǐs r̊uznorodá data, pro která nepřináš́ı omezeńı kontextu
v́ıcevýznamového slova žádné výhody.

Daľśım možným zlepšeńım by mohlo být zavedeńı odlǐsného výběru kĺıčových slov,
založeném na jiných hodnotách než směrodatné odchylce a maximálńı hodnotě podmı́něných
pravděpodobnost́ı výskyt̊u slov pro jednotlivé významy. Je docela obt́ıžné vybrat vhodná
kĺıčová slova, podle kterých bude klasifikátor rozhodovat. Jak bylo vidět v předcházej́ıćım
př́ıkladě, má na správné určeńı významu velký vliv kvalita trénovaćıch dat. Pokud bude
tato množina r̊uznorodá jako v mnou použ́ıvaných datových sadách, může být výběr slov
sebelepš́ı, ale kv̊uli r̊uzné velikosti kontextu to nebude mı́t na úspěšnost systému velký vliv.

Otázkou tedy z̊ustává, kde vźıt kvalitńı trénovaćı množinu dat, která by pomohla zlepšit
úspěšnost rozpoznáváńı slovńıch významů. Jak je uvedeno výše, všechna data použ́ıvaná
mým systémem pocházej́ı z korpus̊u. V korpusech se objevuj́ı texty z mnoha r̊uzných
zdroj̊u, a je proto těžké zaručit jejich kvalitu. Pokud nemůžeme zaručit stejnou nebo podob-
nou délku relevantńıho kontextu, bylo by určitým zlepšeńım alespoň zvětšit počet instanćı
v trénovaćıch datech.

5.3 Technické parametry systému

Celý systém wsd je napsán v jazyce C++ a využ́ıvá výhod objektového programováńı.
Pro nač́ıtáńı XML soubor̊u je použit volně dostupný XML parser TinyXML. Program
pracuje se dvěma datovými sadami – Senseval-3 a Semeval-1. Pro jejich použit́ı je nutné
nastavit typ použité datové sady jako parametr programu. Přes parametr programu lze také
pracovat s oběma implementovanými algoritmy. Nastavováńı parametr̊u je možné provést
pomoćı konfiguračńıho souboru, který je popsán v souboru README. Program je funkčńı pod
platformami MS Windows a Linux.

Součást́ı systému je také program lemmatizer, který provád́ı generováńı lemmat pro
vstupńı datovou sadu. Tento program vyžaduje instalaci sémantického lexikonu WordNet
a je funkčńı pouze pod platformou MS Windows. Protože je však generováńı lemmat pro
celou vstupńı datovou sadu časově náročné, jsou soubory s lemmaty pro obě použ́ıvané
datové sady přiloženy k programu. K tomuto programu je také přiložen návod ve formě
README souboru.

Jelikož program pracuje s rozsáhlými datovými sadami obsahuj́ıćımi tiśıce instanćı dat,
je značně časově i pamět’ově náročný. Pamět’ovou i časovou náročnost programu lze sńıžit
vhodným nastaveńım parametr̊u programu či použit́ım lemmat. Tato nastaveńı snaž́ıćı se
omezit pamět’ovou nebo časovou náročnost programu mohou mı́t však v určitých meźıch
negativńı vliv na úspěšnost celého systému. Sńıžit pamět’ové nároky lze nejlépe omezeńım
velikosti žebř́ıčku kandidátńıch slov pomoćı parametr̊u min_dev a min_count nebo omezeńım
velikosti zkoumaného kontextu slova.
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Kapitola 6

Závěr

Oblast zpracováńı přirozeného jazyka prošla za posledńı desetilet́ı značným vývojem. Ne-
jinak je tomu i u problému zjednoznačňováńı slovńıch významů. Během této doby byly
prosazovány r̊uzné metody a př́ıstupy. Některé byly úspěšné již ve své době, jiné si na sv̊uj
pr̊ulom musely kv̊uli nedostatku výpočetńıch zdroj̊u několik let počkat a některé metody se
neujaly v̊ubec. V posledńı době se ve zjednoznačňováńı slovńıch významů využ́ıvá obrovských
ručně anotovaných zdroj̊u dat zvaných korpusy. Současným trendem je do jisté mı́ry od-
loučeńı se od ručńı anotace a celý proces automatizovat. Využ́ıvá se přitom stále v́ıce inter-
netu, který slouž́ı jako obrovský korpus. Internet společně s kombinaćı vhodných algoritmů
(např. bootstrapping) představuje v současnosti jedno z nejlepš́ıch možných řešeńı.

Mým úkolem bylo vytvořit systém, který vykonává zjednoznačňováńı slovńıch významů
libovolným algoritmem strojového učeńı. Ve svém systému jsem zvolil naivńı Bayes̊uv klasi-
fikátor a k němu jako vhodný doplněk jednoduchou metodu využ́ıvaj́ıćı strojového učeńı
s učitelem, která je založená na principu tvorby jistých skupin slov pro každý význam. Obě
metody jsou v mé práci vysvětleny a vzájemně srovnány. Pro testováńı úspěšnost́ı obou
těchto algoritmů jsem zvolil ze všech možnost́ı snad tu nejdostupněǰśı. Oba algoritmy jsem
testoval na datových sadách poskytnutých v rámci konferenćı Senseval-3 a Semeval-1, které
se již dlouhá léta zabývaj́ı zjednoznačňováńım slovńıch významů.

Sv̊uj systém jsem rovněž přihlásil do soutěže v rámci konference Semeval-1 pro řešeńı
úkolu zjednoznačňováńı vybraných v́ıcevýznamových slov pro angličtinu. V této soutěži
jsem mohl sv̊uj systém srovnat s jinými existuj́ıćımi systémy podle přesně definovaných
kriteríı vyhodnocováńı. Můj systém při srovnáńı s ostatńımi nijak nevybočoval z meźı
očekávaných úspěšnost́ı a umı́stil se někde kolem středu. Je vidět, že existuj́ı systémy, které
dokáž́ı na daných datových sadách určovat významy slov o pár procent lépe.

Nab́ıźı se otázka k zamyšleńı. Jak zvýšit úspěšnost systémů vykonávaj́ıćıch zjedno-
značňováńı slovńıch významů? Systémy na konferenci Semeval-1 jsou zcela jistě založeny
na metodách strojového učeńı, které jsou vhodně doplněny r̊uznými informacemi, posky-
tovanými některými bázemi znalost́ı. Vyšš́ı úspěšnosti je pravděpodobně také dosaženo
trénováńım algoritmů na jiných než dodaných datových sadách. Pravidla soutěže totiž ni-
jak nezakazuj́ı použit́ı jakýchkoliv exterńıch korpus̊u či báźı znalost́ı. Nab́ıźı se zde proto
i použit́ı vhodných informaćı ze sémantického lexikonu WordNet. Principy všech použitých
systémů mi zat́ım nejsou známy a budou představeny až na konferenci Semeval-1, která se
koná koncem června 2007. At’ už je lepš́ı úspěšnosti jiných systémů dosaženo jakkoliv, je
zřejmé, že za zvýšeńım úspěšnosti o každé procento stoj́ı deśıtky a deśıtky hodin práce.
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Dodatek A

Př́ılohy

Př́ıloha 1: Datový nosič CD se zdrojovými kódy, programovou dokumentaćı, souborem
README, konfiguračńım souborem a elektronickou kopíı této technické zprávy.
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