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FACULTY OF INFORMATION TECHNOLOGY
DEPARTMENT OF COMPUTER SYSTEMS

POROVNÁVÁNÍ MODELŮ PRO DOLOVÁNÍ Z DAT
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Abstrakt
Tato pŕace se zab́yvá źakladńım porovńaváńım vlastnost́ı dataminingov́ych model̊u vzhledem k r̊uzńych
povah́am dat. D̊uraz byl kladen p̌redev̌śım na nalezeńı klı́čových vlastnot́ı, kteŕe ovlivňuj́ı přesnost
klasifikace dat. Pŕace ječleňena do ňekolikačást́ı tak, aby i neodborńy čteńǎr nebo dokonce uplńy
laik porozum̌el tématu a mohl ze źavěrů této pŕace profitovat. V prvńı fázi je čteńǎr sezńamen s
problematikou dataminingu, potřebńych model̊u a algoritm̊u, druh́a část se zab́yvá porovńaváńım
model̊u a zhodnoceńım výsledk̊u.

Kl ı́čová slova
Dolováńı z dat, klasifikace, porovńaváńı model̊u, SAS Enterprise miner, zı́skáváńı znalost́ı z dat,
datamining

Abstract
This thesis focuses on comparing of the datamining models features depending on the different
databazis topology. The objekt was to find key features that at most involve the accuracy of classifi-
cation. Thesis is composed from chapters in a way that even a non-professional or even a complete
laik could understand the object and could find theese thesis results useful. In the beginning the
reader is beeing made familiar with all the background information about datamining and its mod-
els and algorithms, the second part denotes about the model comparison and discusses its results.
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1. Seznamte se podrobně s metodami pro dolováńı dat z datab́aźı a s prosťred́ım programu SAS
Enterprise Miner.

2. Z růzńych zdroj̊u nalezňete data vhodńa pro dolov́ańı.

3. Pro dolov́ańı z těchto dat pomoćı růzńych model̊u (nap̌r. regresńı anaĺyza, rozhodovaćı strom,
neuronov́a śıt’ BP) poǔzijte program SAS Enterprise Miner.

4. Z p̌redchoźıho výsledku uďelejte anaĺyzu, kteŕy model je vhodńy pro jaḱy druh dat a prǒc.

5. Zhodnot’ te dosǎzeńe výsledky.

Licenčńı smlouva

Licenčńı smlouva je ulǒzena v arch́ıvu Fakulty informǎcńıch technologíı Vysokého ǔceńı tech-
nického v Brňe.
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Kapitola 1

Zı́skáváńı znalost́ı z dat

1.1 Úvod

Historick ý vývoj

Zı́skáváńı znalost́ı dat je povǎzováno za jeden z hlavnı́ch sm̌erů vývoje datab́azov́ych technologíı
dněska. Je ale nutno dodat,že snahy o analyticḱy přı́stup k ukĺadańym dat̊um zde byl jǐz od
saḿeho zǎcátku 60.let, v dob̌e vzniku prvńıch datov̌e intenzivńıch aplikaćı. Na data ulǒzeńa v hi-
eraticḱych či śıt’ových datab́aźıch byly aplikov́any jednoduch́e statisticḱe metody logicḱe regrese
a rozhodovaćıch strom̊u. Výsledky obsahovaly chyby vlivem náhodńych korelaćı, se kteŕymi se
tento p̌rı́stup nebyl schopen vypořádat. T́ež vzhledem k v́ykonov́e spolehlivostńı úrovni tehdeǰśı
výpočetńı techniky, z̊ustaly pokusy tohoto typu pouze na bázi akademicḱych projekt̊u.

Prekvizity

Dalš́ım impulzem se uḱazal v 80. letech ǎz p̌rı́chod nov́ych syst́emů řı́zeńı báze dat zalǒzeńych bud’
na relǎcńım nebo pozďeji i objektov́em p̌rı́stupu. Taktǒrı́zeńe datab́aze zaznemenaly v krátké dob̌e
velké rožśıřeńı v globálńım mě̌rı́tku a prosadily se jako plnohodnotný způsob uchov́aváńı informaćı.

P̌rı́stup k datab́azi ǔz nebyl doḿenou prograḿator̊u. Do hry p̌richázej́ı i lid é, kteŕym se pǒćıtač
dostal na kancelá̌rský stůl, a ktěrı́ s datab́aźı, pomoćı růzńych p̌rátelsḱych ǔzivatelsḱych rozhrańı,
každodenňe pracuj́ı. Z pohledu dataminingu cı́lovou skupinou jsou pak lid́e, ktěrı́ využ́ıvaj́ı přı́stupu
k datab́aźım k anaĺyzeči jinému zp̊usobu źıskav́ańı poznatk̊u o datech v nich ulǒzeńych.

Motivace

Vlastńıci datab́aźı ji ž kromě operǎcńı datab́aze, kde uchov́avaj́ı svá aktúalńı data, disponujı́ i mech-
anismy na ukĺad́ańı a archivaci ťechto dat ve velḱych objemech, viz. [3].

Toṕıme se v datech, ale trpı́me nedostatkem informacı́.
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Vlivem rozvoje informǎcńı spolěcnosti a technicḱeho pokroku vznikajı́ nové zdroje dat:

• Multimediálńı zdroje dat, datov́e proudy.

• Web a strukturovańe formy dokument̊u.

Explozivňe rostou objemy informacı́ uchov́avańych v datab́aźıch. Objemy dat zǎćınaj́ı uživatel̊um
přerůstat p̌res hlavu.Úměrňe tomu tedy roste źajem o ńastroje, kteŕe dovedou velḱe objemy dat
efektivňe zpracov́avat a transformovat na znalosti pro podporu rozhodováńı.

1.2 Definice

Jakoźıskáváńı znalost́ı z dat lze definovaťcinnost, kteŕa vede k źıskáńı zaj́ımav́ych netrivíalńıch
zjišťeńı z velkého mnǒzstv́ı dat. P̌redm̌etem źajmu jsou souvislosti mezi daty, nikoliv hodnoty,
kteŕe jsou v datab́azi explicitňe uvedeny. Nejde tedy o koncept typický v operǎcńıch datab́aźıch.
Pouze se nedotazujeme na požadovańe hodnoty. Aby m̌ela tatočinnost smysl, musı́ źıskańe znalosti
přiná̌set ňejaḱy užitek, nap̌rı́klad v podob̌e informaćı, kteŕe poḿahaj́ı při strategicḱych rozhod-
nut́ıch, ňejaḱym zp̊usobem obohacujı́ nǎse pov̌edoḿı o datech, ze kterých dolujeme pŕavě ony
skryt́e souvislosti. Lid́e na vedoućıch pozićıch se rozhodujı́ podle sv́e vlastńı intuice a dobŕa in-
tuice paťrı́ bezesporu ke kvalitám spŕavńeho manǎzera. Typicḱym úkolem źıskáváńı znalost́ı z dat
je poskytnout lep̌śı výchoźı podḿınky p̌ri strategicḱem rozhodnutı́ tı́m ,že pom̊užeme pochopit
někteŕe źakonitosti, kteŕe se nach́aźı v historicḱych datech k dańemu t́ematu.

Pro terḿın “z ı́skáváńı znalost́ı z databáźı” se v literatǔre můžeme setkat šradou alternativńıch
názv̊u a definic, v anglǐctině nap̌rı́klad Information harvesting, Data distilery a dalš́ı. Česḱy překlad
se s ťemito ńazvy ňekdy ǎz kuriozňe popral jako: Ŕypáni se v datech, Datokopectvı́. Tento fakt
je zap̌rı́činěn t́ım, že tato v̌edńı discipĺına prǒsla prudḱym vývojem a definitivńı koncept se ustálil
až v posledńı dob̌e. Z anglicḱehoDatamining, kteŕe bylo p̊uvodňe pouze jednou z fáźı źıskáváńı
znalost́ı, se tato hornicḱa metafora stala přeneseńym významem a je tedy možné ji brát jako syn-
onymum pro ceĺy proces.

1.3 Potenciońalnı́ aplikace

Intuitivně lze oblasti aplikace zı́skáváńı znalost́ı hledat tam, kde v́ıme,že se hromad́ı data s ňejakou
vypov́ıdaj́ıćı schopnostı́ a źarověn je informace v nich skrytá atraktivńı pro danou oblast. Obecně
jsou totrh a marketing, poji št’ovnictvı́ a analýza rizik, medicı́na, bezpěcnost.

• Analýza nákupnı́ho koš́ıku - Úloha se zab́yvá nalezeńım spolěcně prod́avańeho zbǒźı,
frekventovaných vzorů. Pokud nap̌rı́klad zjist́ıme, že na jedńe účtence se v́yznamňe často
spolěcně vyskytuje pivo a ďetsḱe pleny, vypĺyvá z toho nap̌rı́klad zjišťeńı, že pro ťežký baĺık
plen je vysĺan tat́ınek, kteŕy si s oblibou po cestě p̌ribere i pro sebe pivo. Obchodnı́k má pak
k dispozici podklady pro rozhodnutı́, jak má uspǒrádat jednotliv́a odďeleńı, aby tat́ınkovo
rozhodnut́ı podpǒril. Z frekventovańych vzor̊u se pak generujı́ asociǎcńı pravidla.

• Finančńı a riziková analýza - Zab́yvá se dolov́ańım znalost́ı ohledňe profilu źakazńıka, kdy
je ťreba jist́a forma predikce chov́ańı zákazńıka. Nap̌rı́klad jak bude reagovat na růzńe formy
reklamńı kampaňe, nebo naopak zda je riziko,že nebude splácet hypot́eku.
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• Biologická a klinick á data - Dolováńı z biologicḱych dat je velmiširoká oblast, kteŕa
zahrnuje p̌rı́pady od testov́ańı hypot́ez, anaĺyzy klinických p̌rı́pad̊u ǎz po molekuĺarńı bi-
ologii a genetiku. Touto oblastı́ dolováńı dat se zab́yva oborBioinformatiky , kteŕy je zde
s dataminingeḿuzce spojen.

• Dolováńı v datových proudech a webu -Zcela specíalńı oblast́ı pro dolov́ańı z dat jsou da-
tové proudy. Nejv̌eťśı výzva zde spǒćıvá v tom,že věskeŕe dolov́ańı se muśı odehŕavat pouze
v okam̌ziku jednoho pr̊uchodu daty. Jde typicky óulohy jako anaĺyzy telefonńıch hovor̊u
či záznam̊u z dohledov́ych kamer. V p̌rı́paďe dolov́ańı z webu a z textu obecně jde o vyh-
ledáváńı a anaĺyzu kĺıčových slov a ńaslednou klasifikaci dokumentů, nap̌rı́klad podle t́ematu
o kteŕem pojedńavaj́ı.

1.4 Datov́e zdroje

Než se budeme v̌enovat samotńemu procesu dolov́ańı dat, je ťreba se zab́yvat jistými prekvizitami
a ńastroji, kteŕe s efektivńım dolov́ańım úzce souvisejı́. P̌redev̌śım pak syst́emy, kteŕe jsou schopny
poskytovat kvalitńı datovou podporu pro typické dataminingov́e operace. V praxi se velmičasto
doluje z dat z r̊uzńych zdroj̊u (operǎcńı datab́aze,údaje od źakazńıků ...) a ty mohou trp̌et různou
formou šumu a nekonzistentnosti. Lze siceřı́ci, že dolov́ańı lze prov́aďet nad jaḱymikoliv daty,
nicméňe úsp̌ech jeúzce spjat s kvalitou dat. Odpověd́ı na nǎse ńaroky jsou ńastroje pro kolekci,
zpracov́aváńı a ńaslednou strukturovanou prezentaci dat vhodnou pro zpracováńı dolovaćımi algo-
ritmy - datové sklady. P̌ri uklád́ańı do datov́eho skladǐsťe proch́aźı datačišťeńım a transformacemi
a obecňe lzeřı́ci, že maj́ı vyš̌śı kvalitu a v̌eťśı vypov́ıdaćı schopnost.
Data v datov́ych skladech majı́ následuj́ıćı vlastnosti:

• Integrovaný - Extrakce a integrace dat do heterogennı́ho formátu, i kdy̌z data p̊uvodňe
poch́azej́ı z růzńych zdroj̊u.

• Dlouhodobá data- Archivace dat za v̌eťśı časov́e periody,̌rádov̌e roky.

• Perzistence- Po p̌revedeńı dat do skladǐsťe, se ǔz data needitujı́, jsou koněcná.

• Subjektová orientace- Data jsou organizov́ana podle konkŕetńıch koncept̊u jako źakazńıci,
prodeje, v́yrobky.

1.4.1 Multidimenzionálnı́ datový model

Od tabuleǩci objekt̊u v OTLP (operǎcńı datab́aze) se zde dostáváme k jińemu modelu pro uchováváńı
dat -multidimenzionálnı́ kostce. Dimenze reprezentujı́ aspekty, ze kteŕych mohou b́yt nahĺıžena
data, typicḱym p̌rı́kladem ječas, geograficka poloha a typ výrobku jehǒz prodej sledujeme. V
tomto p̌rı́paďe máme pro jednoduchost pouze tři dimenze a v́ysledek si tedy lze p̌redstavit jako
trojrozměrnou kostku, viz obr. 1.1.

1.4.2 Operace nad multidimenziońalnı́ kostkou

V takto organizovańe datov́e struktǔre jsou ťreba operace, které ńam umǒzńı lep̌śı pohled na data.
Respektive se stávaj́ıćım pohledem, uřceńym multidimenziońalńı kostkou, pracovat a přı́způsobovat
ho pro poťreby anaĺyzy.
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Obŕazek 1.1: Uḱazka ulǒzeńı prodej̊u v jednotliv́ych městech v pr̊uběhučasu

• ROLL UP - Proch́azeńı konceptúalńı hierarchie v dimenzi sm̌erem nahoru. Zvy̌sov́ańı agre-
gace hodnot. Pokud se přesuneme źurovňe nap̌rı́klad prodej̊u za t́yden naúrověn prodej̊u za
měśıc.

• DRILL DOWN - Opǎcný postup něz u ROLL UP, zavrt́aváme se do detailů dat v dimenzi
a snǐzujeme agregaci.

• SLIDE & DICE - Operace, kteŕa je synonymum pro v́yběr. Výsledkem je ǒreźańı dat ǎz na
ty, kteŕa ńas zaj́ımaj́ı. Vznikne podkostka, která v dimenźıch obsahuje pouze data vyhovujı́ćı
podḿınkám. Nap̌rı́klad prodeje pouze z určitého regionu v uřcitém m̌eśıci.

• PIVOT - Geometricḱa rotace ve smyslu zm̌eny orientace dat na osách. Nijak do dat neza-
sahuje. Poǔźıvá se pro vizúalńı úpravu nap̌rı́klad 2D graf̊u.
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1.5 Proces źıskáváńı znalost́ı

1.5.1 F́aze

Z hlediska pŕace s daty rozeznáváme z procesu dolováńı následuj́ıćı fáze, mezi kteŕymi se iterativňe
proch́aźı. V závislosti na d́ılč́ıch výsledćıch se f́aze mohou opakovat nebo naopak vypoušťet.

1. Porozuměńı probl ému - Analýza situace, definov́ańı probĺemu, nalezeńı akt́erů, stanoveńı
zisků a p̌rı́padńych rizik, vypracov́ańı projektov́eho pĺanu.

2. Porozuměńı datům- Vytvořeńı konceptu, źaměru ohledňe toho, jaḱe konkŕetńı zjišťeńı by
pro ńǎs projekt byla p̌rı́nosńa. Obstaŕańı vhodńych dat, o kteŕych si mysĺıme, že by mohly
obsahovat odpov̌edi na nǎse ot́azky a porozum̌et jejich struktǔre a povaze.

3. Př ı́prava dat - Transformace dat do vhodné struktury,̌cišťeńı dat od vych́ylených a chyb̌ej́ıćıch
hodnot, selekce cı́lových dat pro samotńy proces.

4. Datamining - Jádro procesu, v́yběr a aplikace nejvhodnějš́ı techniky, sestavenı́ modelu.

5. Vyhodnoceńı - Transformace a vyhodnocenı́ výsledk̊u, ǔciněńı paťričných źavěrů.

6. Nasazeńı - Proḿıtnut́ı závěrů to praxe, monitoring odezvy a následńe shrnut́ı úsp̌ěsnosti
ceĺeho projektu.

Posloupnost jěrazena z demonstračńıch d̊uvod̊u tak, aby na sebe jejı́ prvky logicky navazovaly.
V praxi je v̌sak obvykĺe, že se ňekteŕe fáze slǔcuj́ı.Nap̌rı́klad p̌ri čišťeńı dat je ťreba upraveńa data
někam ukĺadat a je tedy praktičtějš́ı prováďet rovnou i jejich integraci. Operace pro přı́pravu dat se
fyzicky realizuj́ı ji ž p̌ri uklád́ańı dat do datov́ych sklad̊u.

1.5.2 Metodiky

Snahy o podporu efektivity tohoto procesu daly vzniknoutřaďe metodik, kteŕe nav́ıc poskytuj́ı
uživateli pevńy rámec pro usnadněńı řěseńı dolovaćıch úloh. Za ňekteŕymi metodikami stoj́ı předńı
firmy na poli softwarov́ych řěseńı v této oblasti a kǎzdá uplaťnuje trochu jińy pohled na prob-
lematiku.

• Metodika 5A - Vznikla na p̊udě firmy SPSS, a sv̊uj název źıskala podle p̌eti fáźı ze kteŕych
se sklad́a.

– Assess - posouzenı́ poťreb projektu

– Access - shroḿažděńı dat

– Analyze - provedeńı anaĺyz

– Akt - přeměna znalostı́ na pĺan poťrebńych zm̌en

– Automate - zavedenı́ znalost́ı do praxe
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• Metodika SEMMA - Poǔźıvańa softwarov́ymi produkty firmy SAS, ńazev je op̌et zkratkou
jednotlivých krok̊u procesu.

– Sample - v́yběr vhodńych objekt̊u

– Explore - prozkouḿańı struktury dat

– Modify - datov́e transformace

– Model - anaĺyza dat pomoćı umělé inteligence, metod strojového ǔceńı

– Assess - zhodnocenı́ modelu a interpretace závěrů

1.6 Typické dataminingov́e úlohy

1.6.1 Dolov́ańı asociǎcńıch pravidel

Úloha se soustřed́ı na źıskáváńı asociaćı - souvislot́ı mezi daty. Typicky se pak jedná o již zḿıněnou
anaĺyzu ńakupńıho kǒśıku. Prodejce tak źıská informace, podle kterých si m̊uže uďelat lep̌śı představu
o tom, jaḱe výrobky jsou nakupov́any dohromady a tak napřiklad lépe uspǒrádat zbǒźı v prodejňe
nebo vytipovat jednotliv́e skupiny nakupujı́ćıch a ĺepe se p̌rizpůsobit jejich poťreb́am. Pokud ḿame
k dispoziciúčtenky, kteŕe reprezentujı́ seznamy nakupovaných věćı. Můžeme stanovit, podle toho
zda se v́yrobek v kǒśıku vyskytuje nebo ne, napřı́klad ńasleduj́ıćı asociǎcńı pravidlo:

MOUKA∧VEJCE⇒ KVASNICE

Jestlǐze si źakazńık kouṕı mouku a vejce, s velkou pravděpodobnostı́ si kouṕı také kvasnice. Bude se
asi jednat o ńakup surovin na pěceńı.V praxi se nicḿeňe nemuśı jednat jenom o ńakupy a kǒśıky, ale
lze dolovat souvislosti mezi událostmi, hodnotami v r̊uzńych procesech a podobně. Nyńı se zb̌ežně
pod́ıváme na algoritmy a principy, jakými se z dat źıskávaj́ı frekventovańe vzory (̌casto opakujı́ćı
se v́yrobky), ze kteŕych se pak asociačńı pravidla tvǒrı́.

Algoritmus Apriori

Principčinnosti spǒćıvá ve dvou kroćıch.

1. Krok -generov́ańı kandidátů spojeńım, na principu spojeńı podmnǒzim. V prvńım kole jsou
kandid́ati všechny prvky datab́aze.

2. Krok - eliminaćı kandidátů, kteŕe se nevyskytujı́ požadovaňe často

Tyto dva kroky se opakujı́ v každém kole. Algoritmus koňćı, pokud pro kandid́aty aktúalńıho kola
ji ž neḿa podporu, v́ysledkem jsou pak podporovanı́ kandid́ati p̌redchoźıho kola.
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Nevyhnutelńymi úkony jsou pak proch́azeńı ceĺe datab́aze p̌ri poč́ıtáńı výskytu (podpory) kandid́atů
a źaťež syst́emu p̌ri samotńem generov́ańı kandid́atů. Oba fakty jsou o to źavǎznějš́ı, že pǒcty kan-
didátů můžou b́yt obrovsḱe, v̌eťśı něz rozsah p̊uvodńı datab́aze. Proto se tento alg. dočkal úprav do
mnoha jińych verźı, kteŕe jeho nejbolav̌ejš́ı mı́sta odstrǎnuj́ı, podrobňeji zde [1].

FP strom

Výrazňe efektivňejš́ı algoritmus. Uspǒrád́ańı frekventovańych mnǒzin do struktury stromu p̌ri jed-
nom pr̊uchodu datab́aze.

1. Krok - stejńy jako u Apriori alg. - źıskáńı požadovaňe podporovańych prvk̊u

2. Krok - uspǒrád́ańı podle podpory, konstrukce FP stromu

Pro kǎzdou frekventovanou množinu je zalǒzena v̌etev. Ňekteŕe větve mohou ḿıt spolěcné prefixy
(počátky), v p̌rı́paďe, že obsahujı́ spolěcné frekventovańe podmnǒziny. Výsledkem je pak samotný
strom, respektive jeho nejdelš́ı větve, viz obr. 1.2. Pro rychlejš́ı průchod uchov́aváme tabulku od-
kaz̊u na pǒcátěcńı uzly.

Př ı́klad:

{ 1, 3, 4}
{ 2, 4, 5}
{ 2, 4, 6}

Obŕazek 1.2: Uḱazka konstrukce FP stromu pro uvedené źaznamy
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1.6.2 Shlukovaćı analýza

Proces, kteŕy vyhled́avá podobńe vlastnosti v datech a rozděluje je podle nich do třı́d. Ćılem je, aby
si prvky ve stejńe ťrı́dě byly co nejv́ıce podobńe a źarověn, aby se co nejḿeňe podobaly prvk̊um
z jiných ťrı́d. Mě̌rı́tko podobnostǐcasto b́yvávzájemná vzdálenost, odtud taḱe poch́aźı názevúlohy.
Metoda pracuje pouze s množinou vzork̊u, kterou ḿa zpracov́avat, nepoťrebuježádńe dopľnuj́ıćı
informace. Jedńa se o druh metodybez ǔcitele.

Obŕazek 1.3: V́ysledek aplikace shlukovacı́ metody

Shlukovaćı anaĺyzu vyǔźıváme v̌sude, kde jsou v datech potřeba indetifikovat jist́e podobńe skupiny,
nap̌rı́klad v bioinformatice, p̌ri rozpozńaváńı vzorů v multimédíıch (objekty na fotografii) nebo jako
stupěn p̌redzpracov́ańı pro jiné dataminingov́e úlohy - Klasifikace. K dispozici je mnoho variant
algoritmu. Ty se lǐśı principem, na kteŕem pracuj́ı nebo vlastnostmi a tı́m pádem vhodnostı́ pro
růzńe povahy dat, povahy aplikacı́ či výpočetńı nárǒcnost́ı.

Metody založeńe na rozďelováńı

Lze aplikovat naN objekt̊u pro rozďeleńı doM třı́d. Na zǎcátku je nutńe věďet pǒcet ťrı́d, do kteŕych
má algoritmus objekty rozďelovat. Principem̌cinnosti je vyhled́aváńı ohniska, objektu, který nejlépe
vyhovuje vzd́alenostńım funkćım ostatńıch objekt̊u.

1. Krok - Náhodńe stanoveńı ohnisk v̌sech ťrı́d.

2. Krok - Iterativňe vyhled́avat ĺepe vyhovuj́ıćı ohniska a vhodňe p̌reskupovat objekty.
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Algoritmus koňćı, pokud nezbyly̌zádńe objekty, kteŕe by bylo v́yhodňejš́ı přesunout.Pro tutóulohu
jsou vyǔźıvany dv̌e hlavńı heuristiky.

• Metoda centrálnı́ho sťredu- Známá t́ež jako K-MEANS. Jako ohnisko je fiktivńı bod, sťred,
jehǒz poloha se odvozuje pomocı́ sťredńıch hodnot atribut̊u objekt̊u uřcité ťridy.

• Metoda reprezentuj́ıćıho objektu - Metoda vyǔźıvá podobńeho principu, s t́ım rozd́ılem,že
jako ohnisko je vybŕan jeden z bod̊u.

Obě metody tedy pracujı́ na podobńych principech a majı́ podobńe vlastnosti. Jsou vhodné p̌redevśım
pro meňśı a sťredńı dob̌re ohranǐceńe shluky kulat́ych tvar̊u. Metoda reprezentujı́ćıho bodu ḿa věťśı
odolnost protišumu a odlehĺym hodnot́am, ale zato je kv̊uli výpočtům zvoleńı nového ohniska
nárǒcnějš́ı. Nevýhodou obou metod z̊ust́avá stanoveńı počtu ťrı́d p̌red samotnou analýzou a nevhod-
nost pro komplikovaňejš́ı tvary. Shlukovaćı metody zalǒzeńe na jińych principech nalezneme napřı́klad
zde [1].

1.6.3 Predikce

Metoda, kteŕa posuzuje data podle jejich atributů a p̌riřazuje jim hodnoty obecňe spojit́eho charak-
teru. Metoda pracuje na bázi ǔceńı s ǔcitelem. Je ťreba ji poskytnout ohodnocená tŕenovaćı data
a potom ji aplikovat na jińa data s podobnou nebo stejnou strukturou. Pomocı́ predikce m̊užeme
nap̌rı́klad řěsit úlohy typu p̌redpov́ıdáńı úrody na uřcité zem̌eďelsḱe regiony, kdy zńame ḿıstńı his-
torické hodnoty pǒcaśı (jako teploty, sŕažkové úhrny) a v́yslednouúrodu a podle letǒsńıch hodnot
bychom ŕadi p̌redpov̌eďeli objem t́e letǒsńı. Mezi metody, se kterými se zde setḱaváme neǰcasťeji
paťrı́ lineárńı a v́ıceńasobńa linéarńı regrese, ale i jińe viz. [2].

• Lineárnı́ regrese- Vektor dat, atribut̊u x1,x2, . . . ,xn a hodnot atribut̊u y1,y2, . . . ,yn, aprox-
imuje rovnićı přı́mky pomoćı metody nejmeňśıch čtverc̊u.

Y = kX+q

Množinu tŕenovaćıch dat metoda vyǔzije na nastavenı́ koeficient̊u k,q. Predikce se prov́ad́ı
dosazeńım hodnoty atribut̊u do naǔceńeho klasifiḱatoru.

• Vı́ceńasobńa regrese- Využ́ıvá stejńeho principu predikce, pouze zobecněńeho proN atribut̊u.

1.6.4 Klasifikace

Klasifikace je rovňež jedna z velmi d̊uležitýchúloh a je tedy rovňež uvedena ve v́yčtu, ale z hlediska
zam̌ěreńı této pŕace se j́ı bude velmi podrobňe zab́yvat ńasleduj́ıćı kapitola.
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Kapitola 2

Klasifikace

2.1 Úvod

2.1.1 Proces klasifikace

Klasifikace dat je rozďelováńı objekt̊u do skupin, ťrı́d podle jejich atribut̊u. Pod pojmemN-nárńı
klasifikace rozuḿıme rozďelováńı doN třı́d, av̌sak N < ∞ . Klasifikace je metodaučeńı s učitelem,
klasifikátor konkŕetńı klasifikǎcńı metody se naǔćı na mnǒzině dat, kteŕa rozďeleńı do ťrı́d již ob-
sahuje, a pak je schopný ji ž śam klasifikovat data podobné povahy.

1. Učeńı klasifik átoru na mnǒzině dat, u kteŕych zńame ťrı́du.

2. Validace klasifikátoru, ově̌reńı úspěsnosti ǔcebńı fáze. Klasifiḱator zpracuje data, u kterých
mu zataj́ıme, do kteŕe ťrı́dy paťrı́, a pak porovńameúsp̌ěsnost, respektive stanovı́me chybu.
Validačńı data nesḿı být podmnǒzinou tŕenovaćıch dat.

3. Klasifikace ostŕych dat, kteŕe maj́ı stejnou povahu a strukturu jako validačńı a tŕenovaćı, ale
nejsou identicḱa.

P̌redstavme si ĺekǎrskou kliniku, kde jsou pacienti před vy̌seťreńım dotazov́ańı na údaje o je-
jich celkov́em zdravotńım stavu,životńım stylu neboživotospŕavě a zda ňekdy proďelali srděcńı
přı́hodu. Z takto źıskańe datab́aze je klasifiḱator schopńy izolovat skupinu lid́ı, u kteŕych je vy̌šśı
riziko infarktu myokardu. U kǎzdého nov̌e p̌rı́choźıho pacienta m̊uže b́yt, na źaklaďe zjišťeńı poťrebńych
údaj̊u o jeho aktúalńım stavu, stanoveno, jestli patřı́ do rizikové skupiny p̌red t́ım, něz zazname-
nal jaḱekoliv pot́ıže se srdcem a tato informace může b́yt využita lékǎrem nap̌rı́klad k lep̌śımu
adresov́ańı prevence.

2.1.2 Vlastnosti klasifiḱatoru

Kvalita klasifikátor̊u se odvozuje hlavňe od dosahovańych výsledk̊u. Pokud ňekteŕy model nevyhov́ı
nap̌rı́klad ve f́azi validace, m̊uže b́yt chyba bud’ v datech, ve vhodnosti modelu pro danouúlohu,
nebo ve formulaci celé dolovaćı úlohy. Kvalita klasifiḱatoru se d́ale pak hodnotı́ z těchto hledisek.

• Přesnost- Schopnost odhalit podstatné vazby v datech a na záklaďe nich prov́est co nej́usp̌ěsňejš́ı
klasifikaci.

• Srozumitelnost- Jednodǔse interpretovatelńe, na informace p̌reveditelńe výsledky.

• Rychlost - Nı́zká časov́a ńarǒcnost f́aźı, zejḿena pak ǔceńı.
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• Stabilita - Nı́zká chybovost v́ysledk̊u vzhledem ǩsumu v datech nebo rozsáhlosti datab́aze.

2.2 Rozhodovaćı strom

2.2.1 Algoritmus

Způsob prezentace dat formou rozhodovacı́ho stromu je zńam z mnoha oblastı́ lidské činnosti. Prin-
cip indukce rozhodovacı́ch strom̊u byl p̌revzat z metod strojov́eho ǔceńı. Postupujeme stylem rozděl
a panuj. Tŕenovaćı data postupňe, v źavislosti na hodnotách atribut̊u, rozďelujeme na meňśı a meňśı
celky tak, aby v jednotliv́ych uzlech p̌revládaly data stejńych znak̊u. V nejnǐzš́ı úrovni, listech, jsou
data jǐz rozďeleńa do ťrı́d. Pǒćınaje kǒrenov́ym uzlem prov́ad́ıme anaĺyzu od shora dolů, postupnou
specializaci atribut̊u ťrı́d.

Množina klasifikovańych datD, Množina ǔzitých atribut̊u A.

VytvorStrom( D, A)

1. Vytvǒr nový uzelN.

2. Skoňci a vrat’ uzel N jako list dańe ťrı́dy, pokud v̌sechny data z množiny D jsou ve stejńe
třı́dě.

3. Skoňci, pokud je seznam atributů A prázdńy.

4. Vyber a odstrǎn vhodný atributAi z mnǒziny A a pojmenuj podle ňej uzelN.

5. Pro kǎzdou hodnotu atributuAi opakuj:

(a) Vytvǒr větev z uzluN.

(b) Vytvoř podmnǒzinu mnǒziny D, obsahuje pouze zvolenou hodnotu v atributuAi .

(c) Pokud je mnǒzina pŕazdńa, pak spoj list s nejb̌ežnějš́ı třı́dou v mnǒziněD.

(d) Pokud je mnǒzina nepŕazdńa, rekurzivňe volej algoritmus VytvorStrom (viz. obr. 2.1)
pro tuto podmnǒzinu dat a mnǒzinu atribut̊u A, ve kteŕem budou chyb̌et v̌sechnyAi

podle, kteŕych jsme jǐz klasifikovali.
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Obŕazek 2.1: V́ystavba rozhodovacı́ho stromu

2.2.2 Výběr atributu

V předchoźı kapitole je atribut podle kterého se pojmenuje uzel popsán jakovhodný. V této chv́ıli
se pod́ıváme, co to znamená a jak se takov́a vhodnost stanovı́.

Z hlediska vytv́ǎreńı rozhodovaćıho stromu, jsou v hieraticḱe struktǔre nejv́yše uḿısťeńe uzly,
kteŕe maj́ı na poďrı́zeńe uzly nejv̌eťśı vliv, respektive nejv́ıce odlǐsuj́ı přı́klady růzńych ťrı́d. Nab́ıźı
se analogie z praxe, kdy v určovaćım atlase rostlin, kteŕy je taḱe vlastňe jenom druh rozhodovacı́ho
stromu, t́ež postupujeme od nejdůležitejš́ıch fakt̊u k detail̊um.

Rozlišovaćı schopnost atributuA urč́ıme podle hodnot funkce informačńıho ziskuGAIN(A) . Čı́m
vyš̌śı zisk, t́ım věťśı rozlišovaćı schopnost. Jak vidı́me ze vzorce, je slǒzen z rozd́ılu dvou funkćı
a řı́ká, jak se redukuje celková entropie dat v́yběrem jednoho atributu.

GAIN(A) = H(C)−H(A)

Celkov́a entropie dat:

H(C) =−∑T
t=1 pi log2pi =−∑T

t=1
nt
n log2

nt
n

Kde pi je pravďepodobnost,̌ze ńahodńy vzorek z datov́e mnǒziny bude klasifikov́an doi-té ťrı́dy,
též se d́a na velǐcinu pohĺıžet jako na relativńı četnosti-té ťrı́dy. H(C) je entropie pro dańy atribut
vzhledem k ceĺym dat̊um.
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H(A(v) =−∑T
t=1

nt(A(v)
n(A(v) log2

nt(A(v)
n(A(v)

H(A)) =−∑Val(A)
n(A(v)

n H(A(v))

KdeH(A(v)) je hodnota entropie pro každou hodnotuv atributuA nad daty, kde se vyskytujeA(v).
H(A) je pak sťredńı hodnota v́ažeńeho soǔctuH(A(v)).

2.2.3 Optimalizace

V praxi se setḱaváme s t́ım, že klasifikovańa data obsahujı́ šum nebo odch́ylené hodnoty, nebo prostě
svou povahou (hodňe bĺızkých hodnot atribut̊u) sťežuj́ı indukci rozhodovaćıho stromu. At’ už je
přı́činou kvalita nebo povaha dat, může doj́ıt k tomu,že algoritmus produkuje velké mnǒzstv́ı větv́ı
a strom je p̌rı́li š kǒsat́y, nebo dokonce nevhodně postaveńy. Aby se p̌redch́azelo ťemto nězadoućım
efekt̊um, byly do algoritm̊u pro indukci rozhodovacı́ch strom̊u zabudov́any metody pro jejich opti-
malizaci nebo-li takzvańeořezáváńı viz. [2].

• Prepruning - Analýza prob́ıhá již p̌ri vytvá̌reńı stromu. Algoritmus se rozhodne zda nepotřebńy
podstrom nenahradı́ listem,či méňe časteji i naopak.

• Postpruning - Odstrǎnováńı nev́yznamńych větv́ı až po dokoňceńı stromu, na cǒz se muśı
čekat a proces se zpomaluje. Zato má tato metoda p̌rehled o ceĺem (hotov́em) stromu a je
tedy schopńa kvalifikovaňeji podstromy posuzovat.V praxi se proto použ́ıvá bud’ kombinace
obou metod nebo Postpruning

2.3 Neuronov́a śıt’

Dalš́ım z klasifiḱator̊u, o kteŕem je ťreba se zḿınit, je neuronov́a śıt’ . Jeden ze zńamých princip̊u
metod um̌elé inteligence. Vyǔźıvá model fungov́ańı lidského neuronu, který ve spojeńı s mnoha
jinými neurony tvǒrı́ śıt’ . Z hlediska dob́yváńı znalost́ı představuj́ı neuronov́e śıtě jeden z nej-
mocňejš́ıch a nejpoǔźıvaňejš́ıch syst́emů, na kteŕem jsou postaveny nástroje pro klasifikaci a predikci.
Silnou stŕankou je pŕace s numericḱymi atributy a na tomto poli p̌redstavuj́ı alternativu k rozhodovacı́m
strom̊um.

2.3.1 Neuron

Lidský neuron se sklád́a z ťela a v́yběžků, krátkých dosťredivýchaxonů a jednoho dlouh́eho odsťredivého
dentridu . Axony jsou z jińych neuron̊u p̌riváďeny informace. Pokud intenzita přeńǎseńeho vzruchu
dośahne jist́e hranice, informace je po zpracováńı vyslána dentridem k jińemu neuronu. Model
poǔźıvańy pro nǎseúčely pracuje v źasaďe podobňe.

Na vstupy um̌elého neuronu jsou přivedeny hodnoty atributů datx1,x2,x3, . . . ,xn. V tělě neuronu
jsou zpracov́ana tak,̌ze informace, kteŕe nesou jednotliv́exi , jsou ohodnocena váhamiw1,w2, . . . ,wn.
Soǔcin vah a vstup̊u se šćıtá a k v́ysledńe sum̌e je jěsťe p̌ričten BIAS (konstanta) konkrétńıho neu-
ronu viz. obr. 2.2.

∑n
i=1wixi +BIAS
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Aktivačńı funkce vhodńym nelinéarńım zp̊usobem transformuje součet podňetů. Výstup je potom
veden do vstupu neuronu v dalš́ı vrstvě nebo rovnou vyhodnocen. Nejpouž́ıvaňejš́ı aktivǎcńı funkćı
v souvislosti s t́ımto typem neuronu je funkce:

y = 1
1+e−x

Obŕazek 2.2: Sch́ema neuronu

Pǒcátěcńı nastaveńı neuronu je libovolńe. Učeńı prob́ıhá iterativňe stanovov́ańım chyby a ńasledńe
úpravy hodnot vah a biasu.

2.3.2 Neuronov́a śıt’ Backpropagation

Topologie

Spojeńım v́ıce samostatńych neuron̊u tak,že v́ystup z neuronui přivedeme op̌et jako vstup do neu-
ronu i +1 źıskáváme strukturu, která šćıtá rozhodovaćı schopnost samostatného neuronu. V̌sechny
neurony uspǒrád́ame do vrstev a propojı́me je tak,že budou spojeny systémem kǎzdý s kǎzdým v
rámci sousedńıch vrstev, ale neurony v rámci stejńe vrstvy z̊ustanou nespojeny.

Prvńı vrstva, takzvańavstupńı, sama o sob̌e data nezpracovává, jenom zajǐstuje distribuci mezi os-
tatńı neurony sousednı́ vrstvy. Klasifikace se odehravá zejḿena veskryt évrstvě, kteŕych může b́yt
obecňe libovolńy počet, nicḿeňe nejpoǔźıvaneǰśı topologie śıtě backpropagation ḿa pŕavě jednu.
Výsledek je vyhodnocenvýstupńı vrstvou. Výsledky klasifikace pro aktúalńı data źıskáváme z posledńı,
výstupńı vrstvy viz. obr. 3.2.
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Obŕazek 2.3: Sch́ema neuronov́e śıtě

Učeńı śıtě Backpropagation

Jak ǔz bylo zḿıněno v́yše, ǔceńı neuronov́e śıtě spǒćıvá v nalezeńı spŕavńych hodnot vah pro neu-
ronov́e vstupy a hodnot konstatnt (biasů) pro samotńe neurony. V prvńı iteraci jsou v̌sechny hodnoty
nastaveny libovolňe. Pro tento jisťe zmateńy výstup se spǒćıtá chyba neuron̊u ve v́ystupńı vrstvě
a podle ńı zpětňe stanovujeme chyby neuronů v ostatńıch vrstv́ach (error backpropagation). Cı́lem
je zminimalizovat rozd́ıly mezi hodnotami ve v́ystupńım vektoru a mezi pǒzadovańym výsledkem,
dokud se chyba neustáĺı na ňejaḱe minimálńı hodnoťe, nedośahneme pǒzadovańy počet iteraćı nebo
ji ž nedoch́aźı k žádńym úprav́am hodnot vah a biasů.

Opakujeme pro v̌sechny vzorkyX mnǒziny Sdokud śıt’ nedośahla jedńe z v́yše uvedeńych
podminek:

1. Pro kǎzdý neuronj spǒćıtej hodnoty:

I j = ∑wi jOi +BIASj

O j = 1
1+e−I j

Kde Oi je vstup do neuronuj z neuronui nebo vstupńıho vektoru awi j je váha vstupu mezi
neuronemi a j. O j je výstup aktivǎcńı funkce neuronuj.
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2. Všechny neurony znajı́ ted’ své výstupy, kteŕe jsou porovńany s vektorem správńych výsledk̊u
Tj a nast́avá fáze distribuce chyby.

Pro kǎzdý neuronj ve výstupńı vrstvě spǒćıtej:

Err j = O j(1−O j)(Tj −O j)

KdeO j je hodnota z vektoru aktuálńıch výsledk̊u aTj hodnota z vektoru správńych výsledk̊u.

Pro chybu neuron̊u daľśıch vrstev pǒćıtej:

Err j = O j(1−O j)∑k Errkw jk

3. Uprav v́ahy a BIASy v̌sech neuron̊u:

wi j = wi j + l(Err jOi)

BIASj = BIASj + l(Err j)

Kde č́ıslo l je koeficient ǔceńı, réalné č́ıslo z intervalu〈0,1〉. Vyjaďruje do jaḱe ḿıry se
bude neuronov́a śıt’ přizpůsobovat aktúalńım vzork̊um. P̌ri vysokém koeficientu se rychle
uč́ı, zato se m̊uže st́at, že se naǔćı klasifikovat v́yhradňe vzorky z tŕenovaćı mnǒziny. Kvalitńı
implementace klasifiḱator̊u tento koeficient v pr̊uběhu ǔceńı dynamicky m̌eńı.
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Kapitola 3

Porovnáváńı modelů pro klasifikaci

3.1 Výzkumný záměr

Dolováńı z dat se st́avá p̌rirozenou soǔcást́ı procesu rozhodov́ańı a řı́zeńı obecňe. Datamingov́e
nástroje jsou b̌ežnou v́ybavou pracovǐsťe kǎzdého analytika. P̌red poťrebu efektivňe zanalyzovat
svá data jsou stav̌eni i lidé, ktěrı́ nemaj́ı žádńe odborńe znalosti, a p̌resto mohou b́yt d́ıky moderńım
nástroj̊um integrovańych do ceĺych analyticḱych prosťred́ı úsp̌ěsńı.

Rozhodli jsme se podı́vat bĺıže na ňekteŕe vlastnosti modelů, kteŕe jsou proúsp̌ěsńe dolov́ańı z dat
v běžné praxi kĺıčové. Hlavňe jsme se zam̌ěrili na růzńe aspekty metod pro klasifikaci. K dispozici
je vice klasifiḱator̊u růzńych vlastnost́ı (logická regrese, neuronová śıt’ , rozhodovaćı strom). B̌ežný
uživatel dataminingov́yvh nástroj̊u (manǎzer, analylitik) neńı a vlastňe ani nemuśı být do hloubky
sezńamen s principy jednotliv́ych klasifiḱator̊u . Jeho prioritou z̊ust́avá ǔzitá hodnota, kterou vy-
dolováńım uřcité informace źıská. Nǎsim ćılem je tedy porovnat v praxi nejběžněji poǔźıvańe
klasifikátory a z jejich vlastnostı́ stanovit, kteŕy plńı, v závislosti na typúulohy, pǒzadavky b̌ežného
uživatele nejĺepe.
Pǒradavky b̌ežného ǔzivatele:

• Úspě̌snost, p̌resnost klasifikace- spŕavnost v́ysledk̊u, ke kteŕym model dosp̌eje

• Srozumitelnost modelu - použitelnost vydolovańe informace

• Robustnost algoritmu - schopnost se vypořádat šsumem a chyb̌ej́ıćımi hodnotami bez v́yrazńe
ztráty p̌resnosti, stability

3.2 Testovaćı data

Rozhodli jsme se porovnávat v́yše uvedeńe vlastnosti klasifiḱator̊u na datov́ych mnǒzinách r̊uzńych
vlastnost́ı. Zejména ńas zaj́ımala p̌resnost p̌redpov́ıdaćıch schopnostı́ klasifikátor̊u pro r̊uzňe slǒzité
datasety. Pro našeúčely bohaťe dostǎcovaly datasety s velikostı́ okolo 2000 vzork̊u s rovnom̌erńym
zastoupeńım vzork̊u všech ťrı́d. Poǔzivaly jsme datasety ze zdroje:

UCI Machine Learning Repository
http://http://www.ics.uci.edu/~mlearn/MLSummary.html )
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3.3 Prosťredı́ SAS Enterprise miner

Pro vyhodnocov́ańı jsme poǔźıvali Enterprise miner platformu SAS 9.1 od firmy SAS Institute.
Firma SAS je jedńım z hlavńıch producent̊u statisticḱeho software. Enterprise miner je obrovský
baĺık, kteŕy obsahuje mnoho modelů pro vyhodnocov́ańı dat. Implementace je na vysoké úrovńı,
věťsinou jsou v̌sechny poťrebńe datov́e transformace zabudované do konkŕetńıho datov́eho modelu.
Nástroje pro pŕaci s daty jsoǔcleňeny do skupin, kteŕe odpov́ıdaj́ı metodiceSemma, jejiž autorem
je též firma SAS.

Uživatelské rozhrańı

Proces dob́yváńı se pro kǎzdouúlohu definuje pomoćı procesńıho diagramu, kteŕy se skĺad́a z uzl̊u
a propojeńı mezi nimi. K dispozici je toolbar odkud jednoduše uḿıst’ujeme uzly stylem drag and
drop na pracovńı plochu. Uzly spojujeměsipkami, kteŕe uřcuj́ı jak budou data proch́azet zpra-
cováńım a źalěźı tedy na jejich orientaci.

Obŕazek 3.1: Uḱazka ǔzivatelsḱeho rozhrańı SAS Enteprise mineru

Procesńı diagram

Každý uzel plńı v dolovaćı úloze ňejakou funkci. P̌ri rozkliknut́ı může ǔzivatel m̌enit a nastavo-
vat parametry, pokud to ale neudělá, syst́em zpravidla za ňej śam źakladńı modelovaćı nastaveńı
provede.
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Obŕazek 3.2: Źakladńı nástroje

• Input data source - Výběr a nǎcteńı datasetu z knihoven SAS EM, editace počtu poǔzitých
vzorků. Startovńı uzel.

• Insight - Nástroj pro prozkouḿańı výstupu jaḱehokoliv uzlu.

• Transform variables - Editace datov́ych typ̊u, pod kteŕymi chceme s daty pracovat. Práce
s prom̌eńymi.

• Data set attributes- Specifikace rolı́ proměńych, uřceńı vstup̊u a ćıle klasifikace. Zaḿıtnut́ı
proměńych.

• Data partition - Procentúalńı rozďelěńı datasetu na trénovaćı, validǎcńı a testovaćı část.

• Regresion- Uzel pro nastavenı́ parametr̊u klasifikátoru pro linéarńı regresi.

• Neural network - Uzel pro nastavenı́ parametr̊u klasifikátoru pro neuronovou sı́t’ .

• Decision tree-Uzel pro nastavenı́ parametr̊u klasifikátoru pro rozhodovacı́ strom.

• Assessment- Vyhodnocovaćı uzel, zobrazuje v́ysledky v podob̌e klasifikǎcńıch graf̊u nebo
ziskov́ych ǩrivek.

Vkl ádáńı dat

Data se do SAS EM importujı́ bud’ přı́mo z datov́eho skladu, nebo za pomocı́ standarńıho dialogu
Import Data . K dispozici jeřada forḿatů kompatibilńıch se software jako napřı́klad exel,
access, lotus notes. Velkým rožśıřeńım jsou pakuživatelsky definovańe formáty, kteŕe rozpozńavaj́ı
určité źakladńı odďelovǎce a na źaklaďe nich je mǒzné rǔcně transformovat data do podporovaného
formátu.
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Modelováńı a zobrazeńı výsledku

Pro nastaveńe procesńı sch́ema se modelov́ańı spoǔst́ı kompilaćı Assessment uzlu, obecně posledńıho
uzlu ve sch́ematu. SAS EM jǐz zajist́ı kompilaci v̌sech p̌redch́azej́ıćıch uzl̊u. Proúsp̌ěsnost tohoto
procesu je ťreba:

• Mı́t vhodňe (kompatibilňe) vložeńa data.

• Oznǎcenou alespǒn jednu prom̌enou jako ćıl klasifikace.

• Spŕavňe zvoleńe a pospojovańe uzly.

Výsledky v uzlu assess, ke kterým model dosp̌el, jsou zobrazeny v podobě dvou r̊uzńych druh̊u
grafů.

Diagnostický graf klasifikace:

Obŕazek 3.3: Diagnosticḱy graf klasifikace - Diagnostic chart

Graf má podobu krychle se základńımi osami. Na osu X jsou naneseny třı́dy, kteŕymi jsou ohod-
nocena data. Na osu Y jsou pak naná̌seny ťrı́dy, do kteŕych je zǎradil klasifikátor. Na ose Z vid́ıme
mnǒzstv́ı klasifikovańych prvk̊u. Pokud by byla klasifikace 100% uspě̌sńa, shodovalo by se ohod-
noceńı vzorku z osy X s v́ysledkem klasifikace z osy Y a graf by měl podobu sloupc̊u pouze v di-
agońale roviny X - Y. Někdy se st́avá, že pǒrad́ı třı́d na ose Y neńı stejńe jako na ose X a v́ysledńa
ideálńı diagońala je deformovańa.
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Graf ziskové křivky:

Obŕazek 3.4: Graf ziskov́e ǩrivky - Lift chart

Pomoćı grafu ziskov́e ǩrivky je možné zpracovat pouze výsledky bińarńı proměńe. Křivka vyjaďruje
závislost mezi procentúalńı úsp̌ěsnost́ı klasifikace a pǒctem vzork̊u. Nap̌rı́klad klasifiḱator, jehǒz
výsledek je na obrázku (̌cerveńa ǩrivka), by zvĺadl mezi 10% vzork̊u klasifikovat spŕavňe 77%.
Modrá ǩrivka zńazořnuje celkov́e zastoupeńı dańe ťrı́dy v datech. Pro 100% dat se obě ǩrivky
logicky potkaj́ı.

Zhodnoceńı

SAS EM je uḱazkou softwaru, d́ıky kteŕemu jsou ǔzivatele schopńı dob́yvat informace, kteŕe poťrebuj́ı
pro sv́e rozhodov́ańı, anǐz by museli b́yt experty na problematiku strojového ǔceńı nebo datab́aźı.
Prosťred́ı dovoluje snadno zakládat projekty a formulovat cı́le úlohy, kteŕe pak proch́aźı kvalitńımi
implementacemi klasifiḱator̊u. Věskeŕe poťrebńe p̌redzpracov́ańı dat (nap̌rı́klad diskretizace pro
poťreby rozhodovaćıho stromu) je automatické a ǔzivatel o ňem zpravidla ani nev́ı. Na druhou stranu
jsou k dispozici uzly pro źaměrńe p̌redzpracov́ańı dat,čišťeńı dat od chyb̌ej́ıćıch a vych́ylených hod-
not. SAS EM je mǒzné poǔźıvat samostatňe, ale i jako soǔcást ceĺe platformy
SAS business inteligence.
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3.4 Porovńaváńı modelů

K dispozici jsme m̌eli několik klasifikátor̊u s lehce odlǐsńymi vlastnostmi a zajı́malo ńas, kteŕy
z nich si povede ĺepe na ňekolika skupińach testovaćıch dat. Pro srovńaváńı jsme poǔzivali klasi-
fikátory:Neuronová śıt, Logická regrese, Rozhodovaćı strom z prosťred́ı SAS EM ve standartnı́m
nastaveńı.

• Neuronová śıt’ - Je nap̌rı́klad silňejš́ı při práci s daty, kteŕe maj́ı numerickou (spojitou) po-
vahu. Naopak diskrétńı údaje je ťreba binarizovat (p̌riřadit diskŕetńım polǒzkám numericḱe
atributy). U neuronov́ych śıtı́ je nebezpěćı, že se takzvaňe p̌reǔćı (ve fázi ǔceńı se p̌rı́li š naǔćı
na prvky z tŕenovaćı mnǒziny a jiné prvky pak klasifikuj́ı mylně ).

• Rozhodovaćı strom- Neuḿı pracovat s numericḱymi daty, kteŕa je poťreba diskretizovat, cǒz
se ne v̌zdy podǎrı́ ideálně. Rozhodovaćı strom sěspatňe vyrovńavá s chyb̌ej́ıćımi hodnotami
u atribut̊u dat, hodnoty je třeba doplnit nap̌rı́klad neǰcasťeji vyskytuj́ıćım se prvkem v dańe
datov́e mnǒzině, cǒz je źasah, kteŕy také p̌risṕıvá ke sńıžeńı přesnosti v́ysledńe klasifikace.

• Lineárnı́ regrese- Pracuje t́ež s numericḱymi daty. Vhodňejš́ı pro predikci.

3.4.1 Výběr klasifik átoru s nejlep̌śımi výsledky

Předpoklad

Cı́lemč́ıslo jedna kǎzdého dolov́ańı je p̌redev̌śım p̌resnost klasifikace a ve výsledku maximalizov́ańı
užitku ze źıskańe informace. P̌redpokĺadali jsme,̌ze rozdı́ly v povaze klasifiḱator̊u budou ḿıt vliv
na jejichúspě̌snostklasifikace.

Dataset

Pro testov́ańı klasifikátor̊u jsme poǔzivali datasety r̊uzńych parametr̊u - rozsah̊u, komplikovanosti
a sofistikovanosti. Pro test nejvhodnějš́ıho klasifiḱatoru m̊užeme, vzhledem k v́ysledk̊um, vybrat
jeden p̌rı́klad za v̌sechny (kompletńı přehled v̌sech v́ysledk̊u v podob̌e graf̊u lze naj́ıt na p̌riložeńem
datov́em nosǐci). Jde o data, která byla nashroḿažděna mezi pracujı́ćımi lidmi v rove 1996. Atributy
obsahuj́ı údaje jako vzďeláńı, obor ve kteŕem doty̌cný pracuje, pozici na které pracuje, rodinńy stav,
zemi, pohlav́ı, rasuči počet odpracovańych hodin t́ydně a daľśı údaje (viz p̌rı́loha), kteŕe maj́ı vliv na
výši mzdy.Úkolem klasifiḱatoru je rožclenit lidi, do dvou ťrı́d podle v́yše platu - pod a nad 50 tisı́c
dolar̊u začasovou jednotku.

Výsledek

Ná̌s p̌redpoklad o dramaticḱych rozd́ılech ve v́ysledćıch klasifiḱatoru pro tento relativňe kompliko-
vańy dataset (14 atributů) se nepotvrdil viz. obr. 3.5, 3.6 a 3.7. Témě̌r se v̌semi 8-mi porovńavańymi
datasety m̌ely všechny ťri klasifikátory podobnoúusp̌ěsnost, respektive podobnou chybu, průměrňe
kolem 5%. V źasaďe s podobńymi výsledky jsme se setkávali u v̌sech ostatńıch zkoumańych dataset̊u.
Z pohledu relativńıho srovńańı však nejĺepe klasifikovala neuronová śıt’ , s chyboǔrádov̌e o jednotky
procent nǐzš́ı něz rozhodovaćı strom a logicḱa regrese. Tato v́yhoda je v̌sak vykoupena podstatně
deľśı dobou ǔceńı, kteŕa by mohla b́yt při věťśıch objemech dat nevýhodou.
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Obŕazek 3.5: Diagnosticḱy graf klasifikace pro neuronovou sı́t’

Obŕazek 3.6: Diagnosticḱy graf klasifikace pro logickou regresi
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Obŕazek 3.7: Diagnosticḱy graf klasifikace pro rozhodovacı́ strom

3.4.2 Vliv počtu atribut ů na klasifikaci

Předpoklad

Původňe jsme p̌redpokĺadali,že chybovost klasifikace určitým zp̊usobem souviśı se slǒzitost́ı (počtem
atribut̊u) datab́aze. Pokud by se klasifikátor musel rozhodovat na záklaďe širokého spektra atributů,
muśı vytvořit strukturu, at’ už rozhodovaćıho stromǔci neuronov́e śıtě, kteŕa bude muset b́yt složitějš́ı
a tedy i ńarǒcnějš́ı na kvalitu algoritmu.

Dataset

Nechali jsme tedy vyhodnotit dva datasety, které se oba vyznǎcuj́ı věťśım pǒctem atribut̊u, p̌ritom
témě̌r všechny jsou pro klasifikaci důležité.

• Datab́aze hub - Obsahuje asi 22 atributů, kteŕe popisuj́ı typické znaky, podle kterých se uřcuj́ı
druhy hub jako tvar a povrch kloboučku, velikost, tvar a barva nohy nebo barva podhoubı́.
Úkolem klasifiḱatoru je uřcit, zda je houba jedlá nebo nejedlá.

• Datab́aze mǒrskýchškebĺı - Datab́aze jist́eho druhu mǒrských ǔsńı, kteŕa obsahuje asi 8 rozm̌erů
(atribut̊u), kteŕe vznikly mě̌reńım růzńych fyzických část́ı tělaškeble. P̌redm̌etem klasifikace
je uřceńı st́ǎrı́ (respektive pǒctu kroǔzků na ťele, cǒz nep̌rı́mo prozrazuje stá̌rı́ u škeble) podle
fyzických rozm̌erů jako jsou pr̊uměr, v́aha a v́yška schŕanky, pohlav́ı..

Výsledek

Porovńańım výsledk̊u těchto dvou datasetů viz. obr. 3.9 a 3.8 jsme dospěli k závěru, že v́ysledek
nezbytňe neźaviśı přı́mo na pǒctu atribut̊u. Všechny modely podaly velmi podobné výsledky, pro
jednoduchost jsou zde tedy pouze výsledky modelu logicḱe regrese.
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Obŕazek 3.8: Diagnosticḱy graf klasifikace datab́aze hub

Obŕazek 3.9: Diagnosticḱy graf klasifikace datab́aze mǒrských škebĺı
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Jak je viďet z diagnosticḱeho grafu klasifikace pro houbový dataset, klasifikace dopadla velmi dobře,
i když má asi ťrikrát tolik atribut̊u co dataset sěskeblemi. Na v́ysledky klasifikace ťechto dvou
dataset̊u mohou bezesporu ḿıt vliv i v ı́ce r̊uzńych okolnost́ı, nicméňe tento pozoruhodńy rozd́ıl nás
přivedl na my̌slenku,že v́ıce něz pǒcet atribut̊u klasifikaci zťežuje pǒcet ťrı́d, do kteŕych klasifiku-
jeme.

Provedli jsme proto redukci počtu z 18 ťrı́d na 4 ťrı́dy. P̊uvodńı třı́dy čleňeńe podle pǒctu kroǔzků
od 1 ǎz 18, jsme nahradili pouze kategoriemi malý, sťredńı, věťśı, velký.

Obŕazek 3.10: Diagnosticḱy graf klasifikace pro 4 třı́dy

P̌resto,že klasifiḱator již akceptovatelňe nepozńa věťśı škebli viz. obr. 3.10, je redukce počtu ťrı́d
bezesporu prospě̌sńa. Ropozńavaćı schopnost malých škebĺı se zlep̌sila.
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3.4.3 Vydolovatelnost informace

Předpoklad

V někteŕych datab́aźıch, jako tomu bylo nap̌rı́klad z v́yše uvedeńym datasetem̌skebĺı, neńı možné
spolehliv̌e dolovat informace, v našem p̌rı́paďe prov́aďet klasifikaci. Protǒze o datech ḿame infor-
mace, kteŕe ve skutěcnosti na v́yslednou ťrı́du maj́ı malý vliv. Klasifikátor pak vlastňe nechybuje,
jenom v datech, které mu byly poskytnuty, nenı́ požadovańa souvislost v̊ubec patrńa.

Dataset

Pro demostraci této vlastnosti, jsme vygenerovali umělý dataset (generátor viz. web
http://www.datasetgenerator.com), ve kteŕem jsou v̌sechny ťrı́dy p̌resńym důsledkem atribut̊u
dat. Pro srovńańı je zde pak dataset, ve kterém se posuzuje použ́ıvańa antikoncep̌cńı metoda v źavisloti
na demograficḱych a socíalńıch datech, kteŕe o sob̌e poskytly indońezḱeženy p̌ri vl ádńım průzkumu
v rove 1987. Vdańe ženy byly dotazov́any, aby uvedly nap̌rı́klad sv́e vzďeláńı, pracovńı pozici,
spolěcensḱe postaveńı, vyzńańı a źarověn zda poǔźıvaj́ı jednoŕazovou, dlouhodobou nebǒzádnou
metodu antikoncepce. V́yběr antikoncepce, zde uvád́ıme jako p̌rı́klad věci, kteŕa źaviśı na velḱem
mnǒzstv́ı faktorů, kteŕe je ťežké v̌sechny zaznamenat.

Obŕazek 3.11: Diagnosticḱy graf klasifikace metod antikoncepce
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Obŕazek 3.12: Diagnosticḱy graf klasifikace um̌elého datasetu

Výsledek

Jak je viďet z grafu viz. obr. 3.11 a 3.12 , klasifikátor nebyl p̌ri určeńı metody antikoncepce přı́li š
úsp̌ěsńy. Pǒcet špatňe klasifikovańych vzor̊u je o ňeco ḿalo meňśı něz pǒcet spŕavňe klasifiko-
vańych. Pokud se podı́váme bĺıže na okolnosti klafikace, zjistı́me, že nejpodstatňejš́ım atributem
nebyly demograficḱe nebo socíalńı okolnosti, ale celkov́y počet ďet́ı. Klasifikátor, prosťe nem̌el
dost relevantńıch informaćı.

Naproti tomu synteticḱy dataset se skládal pouze ze vzorků, jejicȟz ťrı́da byla p̌resńym odvozeńım
z atribut̊u zalǒzeńych na podobńych pravidlech.

c1→ B=c & C=j & F=b
c8→ A=d & D=g & F=m

a podobňe . . .

3.4.4 Zǎsumělá tř ı́da

Předpoklad

V průběhu porovńaváńı jsme si v̌simli zaj́ımav́eho úkazu. U ňekteŕych dataset̊u se st́avalo, že
někteŕe klasifiḱatory odḿıtaly p̌riřazovat vzorky do ňekteŕych ťrı́d. Po blǐzš́ım prozkouḿańı dat
v těchto ťrı́dách jsme zjistili,že se zde vyskytujı́ vzorky, kteŕe ǎckoliv maj́ı stejńe nebo t́emě̌r
stejńe atributy, ńalěźı do růzńych ťrı́d. Znamenalo by to,̌ze implementace klasifikátor̊u v SAS EM
vynechaj́ı třı́du pokud naraźı na rozporuplńe informace.
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Obŕazek 3.13: Diagnosticḱy graf klasifikace datasetu se zašum̌elou ťrı́dou

Dataset

Graf na obr. 3.13 je v́ysledkem klasifikace dat automobilů s atributy s r̊uzńymi vlastnostmi jako
pǒrizovaćı cena, ńaklady na udřzbu, pǒcet dvěrı́ atd. Vzorky byly rozďeleny do ťrı́d podleúsp̌ěsnosti
v prodej̊u na trhu - nep̌rijatelná, p̌rijatelná, dobŕa, velmi dobŕa. Ve ťrı́dě s dobrou prodejnostı́ se
vyskytovalo tolik r̊uzńych vzork̊u, že neuronov́a śıt’ do t́eto ťrı́dy odḿıtla klasifikovat.
Abychom si tomu dom̌enku potvrdili, vygenerovali jsmeumělý dataset, kteŕy obsahoval zhruba
1000 vzork̊u, kteŕe byly rozďeleny na ťri části. Vzorky sč́ıslem 5 a ohodnocenı́m ťrı́dou “pětky”,
č́ıslem 10 a ohodnocenı́m ťrı́dou “deśıtky”, č́ıslem 15 a ohodnocenı́m ťrı́dou “patńactky”. Zhruba
každý pátý vzorek byl ohodnocen třı́doušum, at’ jeho atribut byl jaḱykoliv z výše uvedeńych.

Výsledek

Splnilo se ǒceḱaváńı, že žádńy z klasifikátor̊u tř ı́du šum to klasifikace v̊ubecnezahrne. Neob-
sahuje totǐz žádny atribut, podle kterého by tak bylo spŕavńe ǔcinit.
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Obŕazek 3.14: Diagnosticḱy graf klasifikace datasetu s uměle zǎsum̌elou ťrı́dou
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Kapitola 4

Závěr

Tato pŕace m̌ela zaúkol zhodnotitvlastnosti klasifikátorů, kteŕe ovlivňuj́ı úspě̌snostklasifikace
v růzńych typech datab́aźı. V prvńı části bylčteńǎr na p̌rehledov́eúrovni sezńamen s dataminingem
obecňe a posĺeze podrobňeji i s principy, na kteŕych pracuj́ı modely, jejicȟz vlastnosti jsme porovńavali.
P̌redstavili jsme si prostřed́ı SAS EM, kteŕe umǒznuje rychĺe a snadńe řěseńı dolováćıch úkolů.
Během porovńaváńı výsledk̊u klasifikaceúčelov̌e zvoleńych dataset̊u jsme dǒsli k někteŕym poz-
natk̊um, kteŕe poňekud p̌reďcily nǎse ǒceḱaváńı. Došli jsme k ňekteŕym závěrům, kteŕe pomohou
i laickému ǔzivateli, manǎzerovi, studentovi ĺepe pochopitpodstatu dob̌re zformulovańe dolovaćı
úlohy a źakladńı hlediska jej́ı úsp̌ěsnosti. Budoućıch mǒzných rožśıřeńı pro tuto oblast se nabı́źı
hned ňekolik, źalěźı jakým sm̌erem se hodláme vydat, moje práce se soustředila pouze na modely
klasifikace, nab́ıźı se ostatńı zmiňovańe modely - shlukovańı, predikce, asociǎcńı pravidla. Pokud
bychom se zam̌ěrili na sṕıše naúrověn detail̊u pŕace, je mǒzné vlastnosti modelů porovńavat v pod-
statňe věťśıch podrobnestech, včetňe stanoveńı určitého p̌renosńeho syst́emu metrik pro porovńaváńı.
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Dodatek A

Př ı́loha

Na p̌riložeńem ḿediu (cd-rom) lze nalézt elektronickou podobu tohoto textu, všechny porovńavańe
datasety (v̌cetňe zde nezmǐnovańych) a jejich v́ysledky v podob̌e diagnosticḱych graf̊u.
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