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Abstrakt
Tato práce se zabývá detekćı význačných bod̊u v obraze. Zaměřuje se předevš́ım na me-
todu SIFT, kterou popisuje podrobněji. Obsahem je také implementace SIFT detektoru za
pomoćı knihovny OpenCV a zhodnoceńı jeho výsledk̊u.
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Abstract
This thesis deals with interest point detection in image. Focus especially on method SIFT,
which desribes in more detail. Includes SIFT detector implementation with help of OpenCV
library and evaluation its results.
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14. května 2008

Poděkováńı
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2.1 Moravec detektor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
2.2 Harris a Stephens detektor . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
2.3 SUSAN detektor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
2.4 SIFT detektor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
2.5 SURF detektor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
2.6 MSER detektor . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
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3.5 Přǐrazeńı orientace . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
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Kapitola 1

Úvod

Detekce význačných bod̊u je součást́ı vědecké discipĺıny, která se nazývá poč́ıtačové viděńı.
Detekce bod̊u bývá jednou z prvotńıch fáźı předzpracováńı obrazu pro daľśı výpočty. Jelikož
by bylo výpočetně náročné a také zbytečné poč́ıtat korespondence mezi všemi obrazovými
body. Snahou je nalézt množinu stabilńıch bod̊u, které jsou odolné v̊uči změnám v obraze.
Postupem času se objevovali r̊uzné zp̊usoby detekce těchto rys̊u. Prozat́ım nemůžeme ř́ıci,
že by existoval nějaký univerzálńı, nejlepš́ı detektor. Každý detektor má nějaké své plusy a
mı́nusy, podle kterých muśıme vyb́ırat, jaký detektor je zrovna pro náš účel ten nejvhodněǰśı.

Detekované významné body můžeme použ́ıt např́ıklad pro hledáńı objekt̊u ve scéně,
sledováńı pohybu ve videosekvenćıch, konstrukci panoramat, sestrojeńı 3D objekt̊u z foto-
grafíı. Jaké jsou charakteristické vlastnosti význačných bod̊u se mužeme doč́ıst dále v sekci
2.7. Snahou je, napodobit viděńı živých bytost́ı. Jelikož poč́ıtač dokáže sńımat a zobrazit
r̊uzné obrázky avšak vńımá je pouze jako změt’ č́ısel a nedokáže rozpoznat souvislosti, tak
jako člověk. Proto jsou zkoumány r̊uzné zp̊usoby výpočt̊u a r̊uzné pokusy o napodobeńı
lidského viděńı.

Ćılem této práce je seznámeńı s metodami detekce význačných bod̊u v obraze. Hlavńı
část práce se bude zaměřovat na jednu z metod detekce nazvanou SIFT. Bude zde popsán jej́ı
princip a implementace. Na závěr podrob́ıme metodu SIFT test̊um na ověřeńı jej́ı stability.

V kapitole 2 nalezneme popis některých detektor̊u význačných bod̊u a jejich ukázky,
jsou zde popsány některé pojmy, se kterými budeme dále pracovat. Kapitola 3 je zaměřena
na podrobný popis metody SIFT. V daľśı části 4 najdeme návrh, jak budeme postupovat
při programováńı detektoru, v kapitole 5 následuje popis samtoné implementace metody.
V kapitole 6 najdete výsledky prováděných test̊u. V závěrečné kapitole 7 jsou zhodnceny
dosažené výsledky, př́ınos a možnosti budoućıho rozš́ı̌reńı.
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Kapitola 2

Detektory význačných bod̊u

Existuje mnoho detektor̊u význačných bod̊u a r̊uzné jejich modifikace. Některé metody
využ́ıvaj́ı nové, inovativńı zp̊usoby nalezeńı význačných bod̊u. Jiné se pouze snaž́ı vylepšit
stávaj́ıćı metody a zlepšit jejich vlastnosti. Na internetu můžeme naj́ıt i jednoduché online
aplikace, které ukazuj́ı práci některých detektor̊u [13], [2].

Dále si uvedeme některé př́ıklady známých detektor̊u a jejich ukázky detekce bod̊u.

2.1 Moravec detektor

Moravec detektor je jedńım z prvńıch detektor̊u. Vynaleznul ho Hanz P. Moravec v roce
1977 [12], kv̊uli výzkumu navigace robota. Detekce bod̊u je založena na porovnáńı lokálńıch
bod̊u. Moravec nad zkoumaný bod umı́stil čtvercovou oblast, se kterou se dále pohybuje
o jeden pixel v každém z osmi směr̊u. Význačné body źıskáme porovnáńım směrových změn
intenzity.

Jedinou výhodou je jeho jednoduchost a z toho plynoućı výpočetńı nenáročnost. Mezi
jeho nevýhody patř́ı, že velice rád reaguje v okoĺı hran, je také náchylný na výskyt šumu
v obraze.

Obrázek 2.1: Ukázka Moravcova detektoru [13]
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2.2 Harris a Stephens detektor

Vyvinuli ho Chris Harris a Mike Stephens v roce 1988 [6]. Jedná se o vylepšený Moravec
detektor. Použ́ıvá mı́sto čtvercové oblasti, oblast kruhovou, dosahuje t́ım lepš́ıch výsledk̊u
a větš́ı odolnosti na detekci hran.

Obrázek 2.2: Ukázka Harris a Stephens detektoru [13]

Stal se velmi populárńım pro svoji jednoduchost a rychlost při velmi dobrých výsledćıch.
Jeho nevýhodou je nestabilita při změně měř́ıka.

2.3 SUSAN detektor

V roce 1995 vynalezli Smith a Brady SUSAN detektor [14]. Využ́ıvá odlǐsného př́ıstupu
k detekci bod̊u. Pracuje na porovnáváńı jasu bodu s hodnotami jas̊u okolńıch bod̊u v kru-
hovém okoĺı. Výhodou je rychlost detektoru, nevýhodou jeho malá stabilita.

Obrázek 2.3: Ukázka SUSAN detektoru [2]

2.4 SIFT detektor

SIFT neboli (Scale Invariant Feature Transform) je prv́ım z řady detektor̊u které se zaměřuj́ı
na měř́ıtkovou nezávislost. Představil ho v roce 1999 David Lowe [9]. Jeho princip bude
podrobněji popsán v kapitole 3.
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Obrázek 2.4: Vykresleńı bod̊u za pomoćı mé implementace SIFT detektoru

2.5 SURF detektor

Jedná se o jednu z nověǰśıch metod, autory jsou Bay, Tuytelaars a Van Gool. Představena
byla v roce 2006 [1]. SURF v celém zněńı Speeded Up Robust Features. Snahou bylo
urychlit výpočet význačných bod̊u na základě poznatk̊u z již existuj́ıćıh metod detekce.
Autoři se inspirovali převážně metodou SIFT, zjednodušili generováńı scale space. A také
zmenšili počet bin̊u u deskriptoru ovšem při zachováńı rozlǐsovaćı kvality deskriptoru SIFT.
Podrobněǰśı popis metody a jej́ı ukázku implementace nalezneme [4].

Obrázek 2.5: Ukázka detekce pomoćı SURF detektoru [4]

Výhodou je rychlost detekce (přibližně 3x rychleǰśı, než SIFT), avšak neńı tak odolný
v̊uči změně osvětleńı a změně pozorovaćı polohy.
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2.6 MSER detektor

Neboli, Maximally stable extremal regions [11]. Je založen na hledáńı maximálně stabilńıch
oblast́ı, které slouž́ı k nalezeńı korespondenćı mezi obrazovými elementy ve dvou obrázćıch
poř́ızených z r̊uzných pohled̊u na scénu. Metoda čerpá z komplexńıch č́ısel koresponduj́ıćıch
obrazových element̊u, které přisṕıvaj́ı k lepš́ımu porovnáńı.

Obrázek 2.6: Ukázka detekce pomoćı MSER [11]

2.7 Význačný bod

Význačný bod [15] je bod v obraze, který může být charakterizován následuj́ıćı vlastnostmi:

• má jasnou a matematicky podloženou definici

• má přesně definovanou pozici v obrazovém prostoru

• lokálńı obrazová struktura okolo význačného bodu je bohatá na informace, které jsou
později použity pro zpracováńı vizuálńım systémem

• je stabilńı v̊uči p̊usobeńı lokáńıch a globálńıch změn v obrazové doméně, jako jsou
např. deformace, rotace, posuny, změny měř́ıtka, změny osvětleńı. Tak, aby mohl být
význačný bod spolehlivě spoč́ıtán s vysokým stupněm opakovatelnosti.

• může zahrnovat vlastnosti o měř́ıtku, k umožněńı výpočtu význačných bod̊u z reálných
obrázk̊u i při změně měř́ıtka.

2.8 Deskriptor

Deskriptor je struktura obsahuj́ıćı vlastnosti konkrétńıho bodu. Použ́ıvá se k hledáńı ko-
respondenćı mezi nalezenými význačnými body. Na jeho kvalitě zálež́ı zda budou určené
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body opětovně nalezeny.
U metody SIFT se použ́ıvá deskritpor tvořený vektorem o 128 prvćıch tzv. binech. Je

tvořen z histogramu orientaćı gradient̊u v okoĺı bodu. Při porovnáváńı význačných bod̊u
jsou porovnány euklidovské vzdálenosti deskriptor̊u. Č́ım nižš́ı nalezneme vzdálenost, t́ım
jsou si body podobněǰśı.

2.9 Scale space

Scale space, neboli měř́ıtkově nezávislé zpracováńı obrazu. Na toto téma prob́ıhalo mnoho
nezávislých výzkumů Lindeberg [7, 8], Witkin [17], Lowe [9]. K vytvořeńı této měř́ıtkově
nezávislé reprezentace se použ́ıvá Gaussovy funkce.

Jedná se o 3D strukturu obrazu, kde x a y nám určuje velikost obrazu a σ určuj́ıćı
měř́ıtko. Scale space je spojitou funkćı, avšak pro uložeńı do poč́ıtače muśıme využ́ıt dis-
kretizace a rozdělit jej na vrstvy s určitým měř́ıtkem.

Použit́ım Gaussova jádra z obrazu odstraňujeme oblasti s vyšš́ı frekvenćı, přicháźıme
t́ım o detaily. Můžeme si poté dovolit podvzorkovat daľśı obraz na polovičńı velikost bez
ztráty d̊uležitých informaćı. Scale space se děĺı do oktáv, v každé oktávě maj́ı vrstvy stejnou
velikost, ale rozd́ılné měř́ıtko. Nejvyšš́ı vrstva oktávy má dvojnásobně větš́ı měř́ıtko, než
vrstva nejmenš́ı. Použit́ım rozděleńı do oktáv zvyšujeme rychlost výpočtu.

Obrázek 2.7: Scale space [4]
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Kapitola 3

SIFT (Scale Invariant Feature
Transform)

Tato kapitola se podrobněji věnuje metodě SIFT, která je hlavńım tématém této práce.
Metoda byla pojmenována Scale Invariant Feature Transform (transformace měř́ıtkově
nezávislých rys̊u) zkráceně SIFT, protože transformuje obrazová data do měř́ıtkově nezávislých
souřadnic relativně k lokálńım rys̊um. Rozebereme si zde jej́ı princip. Metoda SIFT patř́ı
mezi nověǰśı metody detekce význačných bod̊u. V roce 1999 David Lowe prezentoval svoji
metodu na konferenci [9]. Později v roce 2004 se objevuje článek [10] o této metodě a jej́ım
použit́ı pro detekci objekt̊u v obraze. Je zde detailně popsán postup metody a Lowe také
zveřejnil ukázkovou implementaci.

3.1 Princip

Výpočet význačných bod̊u je rozdělen do 4 krok̊u, které jsou seřazeny od nejméně výpočetně
náročných, až po nejsložitěǰśı. Výpočet se skládá z těchto krok̊u:

1. Detekce lokálńıch extrémů ve Scale-space: Prvńı fáźı je sestrojeńı měř́ıtkově
nezávislé reprezentace obrázku tzv. scale-space. Pro efektivńı výpočet scale-space se
použ́ıvá rozd́ılu Gaussových funkćı (DoG). Poté ve scale-space hledáme přes všechny
měř́ıtka a stupně lokálńı extrémy, které jsou invariantńı k měř́ıtku.

2. Lokalizace kĺıčových bod̊u: Źıskané body jsou dále detailněji zkoumány. Pomoćı in-
terpolace upřesńıme polohu bod̊u ve zkoumaném prostoru. Kĺıčové body jsou vybrány
na základě jejich stability.

3. Přǐrazeńı orientace: Pro každý bod je přǐrazena jedna nebo v́ıce orientaćı na základě
orientaćı gradient̊u v okoĺı bodu. Přǐrazeńım orientace doćıĺıme nezávislosti bodu na
rotaci.

4. Vytvořeńı deskriptor̊u pro kĺıčové body: Pomoćı gradient̊u orientaćı v okoĺı
bodu je vypočten deskriptor význačného bodu. Porovnáńım deskriptor̊u můžeme hle-
dat shody ve zkoumaných obrazech.

Nyńı si každou fázi podrobněji rozebereme.
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3.2 Detekce lokálńıch extrémů ve Scale-space

Prv́ım krokem bude nalézt oblasti a měř́ıtka, která mohou být opakovaně přǐrazeny pro
r̊uzná zobrazeńı stejného objetku. K detekci bod̊u, které budou invariantńı na změnu
měř́ıtka obrazu, můžeme úspěšně použ́ıt hledáńı stabilńıch rys̊u skrz všechna možná měř́ıtka.
Použijeme k tomu spojitou funkci měř́ıtka známou jako scale space[17].

Obrázek ve scale-space je definován jako L(x, y, σ), k jeho vytvořeńı použijeme konvoluci
Gaussovy funkce G(x, y, σ) se vstupńım obrázkem, I(x, y):

L(x, y, σ) = G(x, y, σ) ∗ I(x, y) (3.1)

kde ∗ znač́ı konvoluci v x a y, a

G(x, y, σ) =
1

2πσ2
e−

(x2+y2)

2σ2 (3.2)

K efektivńı detekci stabilńıch kĺıčových lokaćı ve scale space, navrhnul Lowe [9] poč́ıtat
extrémy za pomoćı rozd́ılu Gaussových funkćı (DoG) a jejich konvolućı s p̊uvodńım obrázkem.
Rozd́ılu dosáhneme odečteńım dvou nezávislých Gaussových funkćı s rozd́ılným měř́ıtkem.

D(x, y, σ) = (G(x, y, kσ)−G(x, y, σ)) ∗ I(x, y) = L(x, y, kσ)− L(x, y, σ) (3.3)

Roźıl Gaussových funkćı (DoG) je aproximaćı Laplacianu Gaussovy funkce (LoG), která je
dle prováděných výzkumů Lindeberg [7, 8], Lowe [9] nejlepš́ı pro sestrojeńı scale space. LoG
je ovšem velice výpočetně náročné a tud́ıž neńı př́ılǐs vhodné pro detekci bod̊u v reálném
čase. Zat́ımco pomoćı DoG dosáhneme dobrých výsledk̊u v rozumném čase. Jej́ı výpočtová
jednoduchost spoč́ıvá v pouhém odeč́ıtáńı dvou obrázk̊u.

Ukázka sestrojeńı scale space je znázorněna na obrázku 3.1
Pro sestrojeńı scale space muśıme znát kolik budeme potřebovat vrstev pro oktávu. Při

generováńı mnoha vrstev se nám zvýš́ı výpočetńı nároky. Lowe experimentálńım zkoumáńım
došel k závěru, že maximálńı počet stabilńıch struktur dávaj́ı 3 vzorky na oktávu a tento
počet použil ve svém detektoru. Použit́ım v́ıce vrstev nedosáhneme lepš́ıch výsledk̊u, nalez-
neme sice v́ıce struktur, avšak tyto už nejsou, tak stabilńı v̊uči r̊uzným změnám v obraze.

Jakmile máme vygenerováno měř́ıtkově nezávislé znázorněńı obrazu, můžeme hledat
kĺıčové body. Budeme hledat lokálńı extrémy. Projdeme všechny body např́ıč celým scale-
space a budeme každý bod porovnávat s jeho nejbližš́ım okoĺım. Bod tedy porovnáme s jeho
26 sousedy viz. obázek 3.2, kde osm sousedńıch bod̊u lež́ı na stejné vrstvě jako zkoumaný
bod, daľśıch devět bod̊u se nacháźı na nižš́ı vrstvě a také devět bod̊u na vyšš́ı vrstvě. Pro
daľśı zkoumáńı vybereme pouze body, které jsou lokálńım maximem a tud́ıž jsou větš́ı, než
všechny sousedńı body a nebo jsou lokálńım minimem a t́ım pádem menš́ı, než všechny
soused́ıćı body. Porovnáńı prob́ıhá většinou velice rychle, jelikož většina bod̊u je z daľśıch
výpočt̊u vyřazena velice brzy, již po pár porovnáńıch.

3.3 Lokalizace kĺıčových bod̊u

Daľśım krokem je upřesněńı pozice bodu v souřadnićıch a měř́ıtku. V p̊uvodńı implementaci
Lowe použ́ıval p̊uvodńı polohu nalezeného bodu. Ovšem poté s Brownem [3] ojevil metodu
pro upřesněńı polohy bodu v prostoru i v měř́ıtku. Jeho experimenty ukazuj́ı, že poskytuje
značné zlepšeńı k rozpoznáńı a stabilitě. Jeho metoda využ́ıvá Taylor̊uv rozvoj

D(x) = D +
∂DT

∂x
+

1
2
xT ∂2D

∂x2
x (3.4)
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Obrázek 3.1: Ukázka konstrukce Scale-space, nalevo máme scale space sestrojený pomoćı
Gaussových funkćı, jejich rozd́ılem dosáhneme požadovaného DoG

Zderivováńım funkce podle x a položeńım rovno nule dosáhneme upřesněnou polohu bodu.
Pozice extrému je určena offsetem x̂ vzhledem k p̊uvodńımu umı́stěńı bodu.

x̂ = −∂2D−1

∂x2

∂D

∂x
(3.5)

Jestliže je x̂ offset větš́ı, než 0,5 v kterémkoli směru, znamená to, že extrém lež́ı bĺıže
k vedleǰśımu bodu. V tomto př́ıpadě p̊uvodńı bod nahrad́ıme t́ımto bodem a provedeme
výpočet znovu. Pokud dostaneme offset menš́ı, přičteme jej k poloze bodu, abychom ho t́ım
upřesnili.

Funkčńı hodnota extrému D(x̂) je užitečná k odstraněńı nestabilńıch bod̊u s malým
kontrastem. Substitućı dostananeme tento vzorec

D(x̂) = D +
1
2

∂DT

∂x
x̂ (3.6)

Lowe z daľśıch výpočt̊u odstrańı všechny body s kontrastem menš́ım jak 0,03.

3.4 Odstraněńı hranové odezvy

Použit́ım rozd́ılu Gaussových funkćı dostaneme mnoho bod̊u okolo hran. Avšak tyto body
nejsou př́ılǐs stabilńı, proto je potřeba jejich odstraněńı. Využijeme zde druhých derivaćı.
Hlavńı zakřiveńı můžeme spoč́ıtat pomoćı 2x2 matice nazvané Hessian, H.
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Obrázek 3.2: Ukázka okoĺı bodu, se kterým je porovnán pro źıskáńı lokáńıch extrémů

H =
[

Dxx Dxy

Dxy Dyy

]
(3.7)

Body maj́ı velkou hlavńı křivost podél hrany, ale malé zakřiveńı v kolmém směru. Poč́ıtáńı
hlavńı křivosti je ovšem náročné, můžeme se vyhnout dlouhým výpočt̊um, t́ım že se zaměř́ıme
na jejich poměr. Vezmeme-li α jako největš́ı velikost křivosti a β nejmenš́ı. Pak můžeme
spoč́ıtat součet hodnot a výsledek výpočtem determinantu.

Tr(H) = Dxx + Dyy = α + β (3.8)
Det(H) = DxxDyy − (Dxy)2 = αβ (3.9)

V př́ıpadě, že vyjde determinant záporný, znamená to, že zakřiveńı maj́ı r̊uzná znaménka
a bod je odstraněn z daľśıch výpočt̊u. Necht’ r je poměr mezi největš́ı a nejmenš́ı hodnotou,
tak α = rβ. Potom poměr

Tr(H)2

Det(H)
=

(α + β)2

αβ
=

(rβ + β)2

rβ2
=

(r + 1)2

r
(3.10)

bude záležet na pod́ılu vlastńıch hodnot, což je výhodněǰśı, než výpočet s přesnými hodno-
tami. Velikost poměru je nejmenš́ı, jestliže jsou dvě vlastńı hodnoty stejné a roste s velikost́ı
r. Potom nám stač́ı jednoduché porovnáńı

Tr(H)2

Det(H)
<

(r + 1)2

r
(3.11)

Lowe experimentálně stanovil hodnotu r = 10.

3.5 Přǐrazeńı orientace

V tomto kroku budeme přidělovat detekovaným bod̊um jednu nebo v́ıce orientaćı. T́ımto
dosáhneme nezávislosti na rotaci. Podle měř́ıtka kĺıčového bodu vybereme Gauss̊uv vyhla-
zený obraz, který je nejbĺıže měř́ıtku a t́ım dosáhneme měř́ıtkové nezávislosti. Pro každý
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bod L(x, y) předpoč́ıtáme velikost gradientu m(x, y) a orientaci θ(x, y) za pomoćı rozd́ılu
pixel̊u.

m(x, y) =
√

(L(x + 1, y)− L(x− 1, y))2 + (L(x, y + 1)− L(x, y − 1))2 (3.12)

Θ(x, y) = tan−1

(
(L(x, y + 1)− L(x, y − 1))
(L(x + 1, y)− L(x− 1, y))

)
(3.13)

Sestav́ıme histogram orientaćı gradientu zkoumaného bodu na základě vypočtených gradi-
ent̊u v jeho okoĺı. Histogram obsahuje 36 bin̊u, které pokrývaj́ı 360 stupň̊u. Velikost gradi-
entu je váhově upravena pomoćı kruhového okna Gaussova rozložeńı vah s 1,5 násobkem σ
daným pro aktuálńı vrstvu.

V histogramu poté hledáme maximálńı hodnotu orientace. Pokud nalezneme ještě ori-
entaci o velikosti 80% maximálńı, vytvoř́ıme nový bod s totožnými souřadicemi a přǐrad́ıme
mu tuto orientaci. Těchto bod̊u se v obraze př́ılǐs nevyskytuje, avšak poskytnou nám výrazné
zlepšeńı stability při hledáńı korespondećı.

3.6 Vytvořeńı deskriptor̊u pro kĺıčové body

Daľśım krokem bude sestrojit deskriptor pro význačný bod. Deskriptor obsahuje informace
o okoĺı bodu a využ́ıvá se k porovnáváńı bod̊u z v́ıce obrázk̊u. Je tedy nutné, aby byl stabilńı
i na daľśı změny jako např́ıklad změna osvětleńı, či polohy pozorovaćıho bodu.

Metoda SIFT využ́ıvá deskriptory na bázi modelu biologického viděńı. Výzkum v tomto
směru prováděli Edelman, Intrator a Poggio [5]. Základem je orientace gradient̊u v okoĺı
bodu, nezáviśı na přesné lokalizaci, umožňuje i malé posuvy těchto gradient̊u.

Před samotným výpočtem gradient̊u a následných histogramů, natoč́ıme zkoumanou
oblast podle orientace bodu, t́ım dosáhneme nezávislosti na rotaci.

Jsou zde využ́ıvány deskriptory o 128 binech, tedy deskriptor má 128 hodnot podle
kterých je pak následně porovnáván k zjǐstěńı shody bod̊u. Okoĺı bodu je rozděleno na
4x4 oblasti, v každé oblasti se spoč́ıtá histogram orientaćı podle orientaćı gradient̊u v dané
lokalitě. T́ımto dostáváme 16 histogramů a každý histogram obsahuje 8 bin̊u. Celkem tedy
dostáváme deskriptor o 128 binech.

Ke stabilitě deskritpor̊u v̊uči změnám osvětleńı využijeme normalizaci deskriptoru. Po
této úpravě dosáhneme nezávislosti na změně kontrastu v obraze.

Obrázek 3.3: Vlevo vid́ıme orientace gradient̊u pro okolńı body. Napravo pak máme ob-
last rozdělenou na 4x4 podoblast́ı, v každé je sestrojen histogram orientaćı. Všechny tyto
histogramy, pak tvoř́ı deskriptor význačného bodu.
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Kapitola 4

Návrh

Ćılem bude naimplementovat detektor význačných bod̊u za pomoćı metody SIFT, jej́ıž prin-
cip byl popsán v přechoźı kapitole. Programová část bude v jazyce C, snahou bude doćılit
přenositelného kódu jak pro windows, tak linux. K implementaci bude použita knihovna
OpenCV [16]. Jedná se o knihovnu od firmy Intel, tato knihovna obsahuje množstv́ı funkćı
a struktur pro práci s obrazovými daty.

Bude se jednat o jednoduchou konzolovou aplikaci, kterou uživatel bude moci ovládat
zadáńım parametr̊u při spuštěńı aplikace. Jaké parametry budou potřeba zadat se uživatel
dozv́ı pomoćı výpisu nápovědy při spuštěńı s parametrem -h, parametry budou také upřesněny
v daľśı kapitole.

Program nalezne význačné body, které budou uloženy ve struktuře k tomu určené. Po
nadetekováńı budou zaznačeny do obrázku a vykresleny na obrazovku uživateli.

Program bude naimplementován podle postupu v předchoźı kapitole, tedy nejdř́ıve se
budou provádět jednodušš́ı výpočty, kterými se sńıž́ı počet kandidátńıch bod̊u. Později se
provedou náročněǰśı výpočty s již kĺıčovými body.

Nejprve bude načten obrázek, který bude muset být předzpracován a to tak, že bude
zvětšena jeho velikost na dvojnásobek a rozostřen pomoćı Gaussovy funkce s p̊uvodńım
měř́ıtkem sigma.

Následuje sestrojeńı scale-space za pomoćı Gaussových funkćı s rozd́ılným měř́ıtkem.
Pro vytvořeńı následuj́ıćı oktávy se vezme posledńı obraz vrstvy, který je podvzorkován na
polovičńı velikost. Poté se za pomoćı rozd́ılu gausových funkćı sestroj́ı konečná pyramida,
ve které budou hledány význačné body. Projde se celá pyramida a každý bod s dostatečným
kontrastem se zkontroluje, zda neńı maximem nebo minimem ve svém okoĺı. Porovnáńı se
provád́ı na jeho 26 sousedech. Osm sousedńıch bod̊u na stejné vrstvě jako je zkoumaný bod,
dále devět bod̊u lež́ıćıch ve vrstvě nad a pod aktuálńı zkoumanou vrstvou.

Jakmile najdeme všechny extrémy, přistouṕıme k jejich přesněǰśı lokalizaci. Po upřesněńı
lokalizaci jsou opět odstraněny z daľśıch výpočt̊u body s malým kontrastem. Následně jsou
odstraněny body, které maj́ı velikou hranovou odezvu (tzn. lež́ı na hraně nějakého objektu).

T́ımto dostáváme význačné body s přesnou polohou v obraze. Nyńı zbývá každému
bodu přǐradit orientaci a deskriptor. Nejdř́ıve přǐrad́ıme významnou orientaci bodu a to
tak, že si sestroj́ıme histogram orientaćı pro každý bod a vybereme maximálńı hodnotu
orientace a tu přǐrad́ıme. Jak jsme se zmiňovali v předchoźı kapitole, tak pro zlepšeńı na-
lezeńı korespondenćı při porovnáváńı obrázk̊u zjist́ım zda se ještě u bodu nenacháźı daľśı
významná orientace. Pokud ano vytvoř́ıme nový bod a přǐrad́ıme mu tuto orientaci.

Dále pro každý bod spoč́ıtáme deskriptor, který bude využ́ıván k porovnáńı bod̊u z v́ıce
obrázk̊u a nalezeńı jejich korespondenćı. Deskriptor bude mı́t 128 bin̊u a rozdělen do 16
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oblast́ı, kde každá bude obsahovat 8 bin̊u. Abychom zajistili nezávislost deskriptoru na
rotaci obrázku, tak nejprve natoč́ıme zkoumanou oblast podle orientace bodu. Spoč́ıtáme
orientace v okolńıch bodech a vytvoř́ıme deskriptor bodu.

Dále naimplementuji jednoduché porovnáváńı bod̊u z v́ıce obrázk̊u. Za pomoćı po-
rovnáńı deskriptor̊u a jejich Euklidovské vzdálenosti. Jedná se o jednu z metod, která se dá
pro porovnáńı použ́ıt. Pro implementaci použiji MATLAB.

Výsledný program by se měl skládat ze tř́ı zdrojových soubor̊u. Prv́ım bude rozhrańı
pro ovládáńı detektoru, budou zde zpracovány parametry, které uživatel zadá při spuštěńı.
Bude se spouštět samotný detektor. Výpočet význačných bod̊u bude umı́stěn do samo-
staného zdrojového souboru. Provede se zde celý výpočet a vrát́ı se seznam obsahuj́ıćı
nalezené body. Posledńım souborem bude porovnáńı deskriptor̊u z v́ıce obrázk̊u a nalezeńı
jejich korespondenćı. Bude neimplementováno za pomoćı MATLABu. Ke své práci bude
potřebovat seznam deskriptor̊u, které źıskáme z předchoźıch výpočt̊u.
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Kapitola 5

Implementace

Detektor jsem naprogramoval v jazyce C. Za použit́ı knihovny OpenCV od firmy Intel. Pro
nač́ıtáńı, ukládáńı a zpracováńı obrazu jsem využil funkce dostupné v této knihovně.

Implementace je rozdělena do do dvou soubor̊u sift.c a detector.c.
Zdrojové soubory jsou uložena na přiloženém CD.

5.1 sift.c

Hlavńı funkćı v souboru sift.c je

CvSeq* siftDetector(char* fileName, CvMemStorage* storage),

která očekává název obrázku a mı́sto, kam se bude ukládat sekvence bod̊u. Zapouzdřuje
celý výpočet detekce význačných bod̊u a vraćı sekvenci obsahuj́ıćı nalezené body. K výpočtu
využ́ıvá ostatńı funkce.

Nejprve muśıme předzpracovat p̊uvodńı obrázek, k tomu použijeme funkci initImg,
která p̊uvodńı obrázek zvětš́ı na dvojnásobnou velikost, převede jej do odst́ın̊u šedi a použije
Gaussovu funkci k předzpracováńı obrazu. Následuj́ıćım krokem je stestaveńı měř́ıtkově
nezávislé reprezentace obrazu tzv. scale space. K tomuto využ́ıváme funkci gaussPyramid.
Obrázek je za pomoćı Gussovy funkce rozostřen a při zdvojnásobeńı měř́ıtka je podvzor-
kován na polovičńı rozměry. V každé oktávě generujeme 6 vrstev. Poté za pomoćı rozd́ılu
vrstev ve funkci DoGPyramid dostáváme konečnou reprezentaci scale space, kde každá oktáva
obsahuje 5 vrstev(z toho 3 vrstvy ve kterých se budou hledat lokálńı extrémy)

Hledáńı lokálńıch extrémů má na starosti funkce findExtrems. Nejprve prohledává za
pomoćı findMinMax všechny body obrazu s jejich 26 sousedy a testuje zda-li se nejedná
o maximum isMax, či minumum isMin. Následuje upřesněńı polohy význačného bodu
accurateKeypointLoc, ke kterému je využito poč́ıtáńı posun̊u ve třech směrech za po-
moćı výpočtu prvńıch a druhých derivaćı. Dále poč́ıtáme kontrast bod̊u computeContrast
a body s malým kontrastem odstraňujeme z daľśıch výpočt̊u. Potom zjist́ıme zda bod nemá
hranovou odezvu eliminateEdgeResponse tzn. lež́ı na nějké hraně, pokud má tak ho také
vyřad́ıme z následuj́ıćıch výpočt̊u, jelikož dosahuje malé stability.

Daľśım krokem bude výpočet orientaćı kĺıčových bod̊u orientationAssignment. Nejdř́ıve
si sestroj́ıme histogram orientaćı orientHistogram na základě velikosti a orientaćı v okoĺı
bodu computeMagnitudeOrientation. Vyhlad́ıme histogram smoothHistogram k dosažeńı
lepš́ıch výsledk̊u. A naposledy přǐrad́ıme bodu významnou orientaci addOrientations.

Posledńı fáźı sift detektoru je sestrojeńı deskriptor̊u createDescriptors pro význačné
body. To se opět děje ve v́ıce fáźıch nejprve sestavujeme histogram descriptorHistogram,
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pro sestrojeńı deskriptoru. Pro lepš́ı stabilitu deskriptor̊u upřesńıme histogram pomoćı in-
terpolace interpolateDescrHistogram. Poté převedem data źıskaná z okolńıch bod̊u a
uložená v histogramu na samostatný deskriptor histogramToDescriptor, což je vektor
o 128 binech(128 celoč́ıselných hodnotách). Závěrečnou úpravou je normalizace deskriptoru
normalizeDescriptor. Normalizace se provád́ı, kv̊uli dosáhnut́ı odolnosti kĺıčových bod̊u
na změny osvětleńı.

5.2 detector.c

Druhým souborem je detector.c zde jsou zpracovány parametry zadané při spuštěńı
aplikace. Poté je volána funkce siftDetector, která nalezne význačné body v uvedeném
obrázku a vrát́ı je v sekvenci. Podle zadaných parametr̊u můžeme dále postupovat:

• vyznač́ıme nalezené body do obrázku a jeho zobrazeńı uživateli a následné uložeńı do
specifikovaného výstupńıho souboru.

• vyznač́ıme orientace bod̊u do obrázku, zobraźıme uživateli a ulož́ıme do souboru.

• ulož́ıme deskriptory bod̊u do určeného souboru. Tento soubor budeme moci použ́ıt
pro hledáńı korespondenćı mezi porovnávanými obrázky.

5.3 Ovládáńı

Př́ıklady spuštěńı aplikace:
sift -h

sift obrazek -p poitSoubor -o oriSoubor -d descrSoubor

parametr popis

-h Vyṕı̌se obrazovku s nápovědou ke spuštěńı

obrazek Název obrázku, povinný údaj, muśı být hned za názvem programu.
Soubor, ve kterém se budou hledat význačné body.

-p Nepovinný parametr, následovaný souborem k uložeńı
obrázku s vyznačenými body

pointSoubor Soubor pro uložeńı význačných bod̊u

-o Nepovinný parametr, následovaný souborem k uložeńı
obrázku s vyznačenými orientacemi bod̊u

oriSoubor Soubor pro uložeńı orientaćı bod̊u

-d Nepovinný parametr, následovaný souborem k uložeńı
deskriptor̊u bod̊u

descrSoubor Soubor pro uložeńı deskriptor̊u bod̊u
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Kapitola 6

Výsledky

Nejprve si ukážeme výsledky implemetnace na pár obrázćıch a srovnáme je s Loweho verźı
detektoru. Loweho detektor nám vraćı obrázek se zvýrazněnými orientacemi nalezených
bod̊u, a tak i v moj́ı implementacemi použijeme zobrazeńı orientaćı, abychom mohli provést
zhodnoceńı správnosti.

Obrázek 6.1: Loweho detektor

Použijeme stejné obrázky s vyznačenými orientacemi bod̊u, které jsem dostal pomoćı
moj́ı implementace detektoru.

Obrázek 6.2: Moje implementace SIFT detektoru
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Na obrázćıch můžeme vidět, že se orientace u některých bod̊u mı́rně lǐśı. Avšak tento
fakt je zp̊usoben použitými konstantami při výpočtech.

Následně si ověř́ıme odolnost metody na použité transformace v obraze.

6.1 Rotace obrázku

Začneme odolnost́ı na rotaci. Na obrázćıch 6.3 máme zobrazenu scénu a jej́ı tři natočeńı.
Okrajové body u natočených př́ıklad̊u zanedbáme, jelikož jsou zp̊usobeny kontrastem mezi
obrázkem a b́ılým pozad́ım.

(a) 0 stupň̊u, 122 bod̊u (b) 10 stupň̊u, 188 bod̊u

(c) 30 stupň̊u, 219 bod̊u (d) 45 stupň̊u, 232 bod̊u

Obrázek 6.3: Rotace obrázk̊u

Můžeme zde pozorovat, že při r̊uzných natočeńıch nacháźıme podmožiny stejných sta-
bilńıch bod̊u, které jsou vhodné pro porovnáváńı sńımk̊u. Např́ıklad body na hřbetu tužky,
body na usb flash disku. Ovšem vyskytnou se nám i takové body, které jsou detekovány
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jen při určitém natočńı.

6.2 Změna osvětleńı

Dále si ukážeme chováńı detektoru na změnu osvětleńı 6.4. Máme zde čtyři obrázky se
zvětšuj́ıćı se mı́rou dopadaj́ıćıho světla na objetky.

(a) 24 bod̊u (b) 97 bod̊u

(c) 118 bod̊u (d) 113 bod̊u

Obrázek 6.4: Změny v osvětleńı scény, na obrázku (a) máme scénu s nejmenš́ım osvětleńım,
mı́ra osvětleńı se zvětšuje a na obrázku (d) je největš́ı

Lze pozorovat, že při ńızkém osvětleńı je detekováno minimum bod̊u, avšak některé
z bod̊u jsou dosti stabilńı a jsou nalezeny i při vyšš́ıch intenzitách světla. Opět zde najdeme
stabilńı množinu bod̊u, která se vyskytuje ve všech ukázkách.

6.3 Změna velikosti

Daľśı transformaćı bude změna vělikosti. Detekce je prováděna s obrázky r̊uzných velikost́ı
obrázky 6.5.
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(a) p̊uvodńı velikost, 122 bod̊u (b) o 20% větš́ı, 179 bod̊u

(c) o 20% menš́ı, 80 bod̊u (d) o 50% menš́ı, 48 bod̊u

Obrázek 6.5: Změny velikosti rozlǐseńı scény

Vid́ıme, že změna velikosti nemá př́ılǐsný vliv na změnu detekovaných bod̊u. Avšak č́ım
větš́ı rozměry obrázku použijeme, t́ım výpočet nalezeńı význačných bod̊u trvá déle. Za
stabilńı body můžeme např. označit levý dolńı roh bločku, body jeho st́ınu a daľśı.

6.4 Přidáńı šumu

Do p̊uvodńıho obrázku 6.6 přidáme šum, aby chom otestovali stabilitu metody na tuto
vlastnost.

Přidáńım malého šumu, který můžeme vidět na obrázku (b) nám nijak rapidně nezvedne
počet detekovaných bod̊u a ani nenaruš́ı schopnost detekovat stabilńı body. Zat́ım co při
zvětšeńı šumu, obrázek (c) dostáváme skupinu bod̊u, které se vyskytly na základě šumu,
ale i tak stále dokážeme detekovat stabilńı význačné body jako v p̊uvodńım obraze (a).
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(a) 122 bod̊u

(b) 158 bod̊u (c) 298 bod̊u

Obrázek 6.6: Přidáńı šumu do obrazu scény

6.5 Změna pozorovaćı polohy

Posledńım testem bude změna pozorovaćıho bodu na obrázku 6.7
Vid́ıme, že se opět najdou stabilńı body, které nám pomohou v porovnáváńı v́ıce obrázk̊u.

Dosti, ale zálež́ı jak moc se pozorovaćı bod změńı, jelikož při velkých posunech se r̊uzné
obejkty mohou jevit úplně jinak.
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(a) 120 bod̊u (b) 93 bod̊u

(c) 140 bod̊u (d) 148 bod̊u

Obrázek 6.7: Změna pozorovaćı polohy

6.6 Zhodnoceńı

Metoda je odolná v̊uči

• změně velikosti

• rotaci

• výskytu šumu

• změně osvětleńı

• částečně změně úhlu pohledu
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rozlǐseńı čas
1152x864 ∼4s
576x432 1-2s
288x216 ∼1s

Tabulka 6.1: Dosažené výsledky při zkoumáńı obrázku 6.6a na poč́ıtači s procesorem 2GHz.

Nevýhodou metody SIFT je fakt, že jej́ı výpočet je náročný a tud́ıž metoda neńı schopna
podávat výsledky v reálném čase pro větš́ı obrázky. T́ımpádem metoda neńı vhodná pro
real-time aplikace. Při zvětšováńı rozlǐseńı se i délka výpočtu prodlužuje 6.6.

Ověřili jsme si stabilitu metody na uvedené transformace v obraze. Detailněǰśı zobrazeńı
testovaćıch obrázk̊u můžeme nalézt na přiloženém CD.
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Kapitola 7

Závěr

Ćılem bylo seznámeńı se s metodami detekce význačných bod̊u. Po prostudováńı metod
mě zaujala metoda SIFT, kterou jsem se rozhodnul naimplementovat. Implementace byla
úspěšně realizována, ovšem již jsem nestihnul naprogramovat porovnáváńı význačných bod̊u
jak bylo v plánu. Ověřil jsem si, že metoda SIFT je stabilńı, v̊uči uváděným změnám.
Př́ınosem bylo źıskáńı informaćı v oblasti poč́ıtačového viděńı, zpracováńı obrazu a detekce
bod̊u.

Nevýhodou metody SIFT je fakt, že jej́ı výpočet je náročný a tud́ıž metoda neńı schopna
podávat výsledky v reálném čase, viz. tabulka6.6. Z toho vyplývá, že neńı vhodná pro
aplikace, které potřebuj́ı výsledky okamžitě.

Práce by se dala rozš́ı̌rit o plánované porovnáńı bod̊u ve dvou obrázćıch na základě
deskriptor̊u nalezených bod̊u. Pomoćı tohoto porovnáńı by se dala práce dále vylepšit
např́ıklad o spojováńı fotografíı do panoramatických sńımk̊u nebo k hledáńı určitých ob-
jekt̊u v náročněǰśıch scénách.
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http://en.wikipedia.org/wiki/Interest point detection.

[16] WWW stránky. knihovna opencv.
http://www.intel.com/technology/computing/opencv/.

[17] Andy P. Witkin. Scale-space filtering. In International Joint Conference on Artificial
Intelligence, pages 1019–1022, Karlsruhe, Germany, 1983.

26


	Úvod
	Detektory význacných bodu
	Moravec detektor
	Harris a Stephens detektor
	SUSAN detektor
	SIFT detektor
	SURF detektor
	MSER detektor
	Význacný bod
	Deskriptor
	Scale space

	SIFT (Scale Invariant Feature Transform)
	Princip
	Detekce lokálních extrému ve Scale-space
	Lokalizace klícových bodu
	Odstranení hranové odezvy
	Prirazení orientace
	Vytvorení deskriptoru pro klícové body

	Návrh
	Implementace
	sift.c
	detector.c
	Ovládání

	Výsledky
	Rotace obrázku
	Zmena osvetlení
	Zmena velikosti
	Pridání šumu
	Zmena pozorovací polohy
	Zhodnocení

	Záver

