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BACHELOR’S THESIS
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Abstrakt
Tato práce představuje kombinaci AdaBoostu a evolučńıho algoritmu. Evolučńı algoritmus
je použit pro hledáńı lineárńı kombinace Haarových př́ıznak̊u. Z té je vytvořen slabý klasi-
fikátor pro AdaBoost. Jsou zde popsány základy klasifikace, Haarovy př́ıznaky a Adaboost.
Uvedeny jsou také základńı informace o evolučńıch algoritmech. Dále obsahuje teoretický
popis spojeńı AdaBoostu a evolučńıho algoritmu, doplněný o některé implementačńı de-
taily. Implementace je testována na obrazových datech jako součást systému pro detekci
obličeje. Výsledky jsou porovnány se samostatnými Haarovými př́ıznaky.
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Abstract
This thesis introduces combination of the AdaBoost and the evolutionary algorithm. The

evolutionary algorithm is used to find linear combination of Haar features. This linear
combination creates the feature to train weak classifier for AdaBoost. There are described
basics of classification, Haar features and the AdaBoost. Next there are basic information
about evolutionary algorithms. Theoretical description of combination of the AdaBoost
and the evolutionary algorithm is included too. Some implementation details are added
too. Implementation is tested on the images as part of the system for face recognition.
Results are compared with Haar features.
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5.3 Vyrovnávaćı pamět’ . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

6 Testy 17
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Kapitola 1

Úvod

Člověk se odmalička uč́ı rozeznávat věci okolo sebe pomoćı všech svých smysl̊u. S rozvojem
umělé inteligence se také stroje stávaj́ı schopnými učit se a poznávat své okoĺı. T́ımto se
zabývá strojové učeńı a rozpoznáváńı vzor̊u. Při źıskáváńı informaćı a komunikaci s okoĺım
jsou nejd̊uležitěǰśımi smysly zrak a sluch. Bylo vymyšleno mnoho metod jak zař́ıdit, aby
stroj slyšel nebo viděl a byl schopen tuto informaci dále zpracovat. Ty bývaj́ı většinou
specializované na jeden konkrétńı problém. Existuj́ı tak systémy pro rozpoznáváńı obličej̊u,
automobil̊u či daľśıch objekt̊u v obraze.

Základńı informace o rozpoznáváńı vzor̊u a strojovém učeńı jsou uvedeny v kapitole 2.
Dále tato kapitola popisuje algoritmus pro strojové učeńı AdaBoost, źıskáváńı informace
z obrazu pomoćı Haarových př́ıznak̊u a spojeńı v́ıce klasifikátor̊u pomoćı tzv. kaskády.

U strojového učeńı je často potřeba vybrat vhodné řešeńı z velkého počtu možnost́ı.
Pokud neńı k dispozici vhodný matematický postup, lze použ́ıt evolučńı algoritmy. Ty
jsou založeny na simulaci přirozeného výběru, který prob́ıhá v př́ırodě. Schopnost přež́ıt
je vyjádřena schopnost́ı řešit určitý problém. Evolučńım algoritmům se věnuje kapitola
3. Problematika evolučńıch algoritmů je velmi rozsáhlá, proto jsou popsány jen principy
a informace nutné k pochopeńı daľśıch kapitol.

Ćılem této práce je vytvořit funkčńı spojeńı AdaBoostu a evolučńıho algoritmu.
V ideálńım př́ıpadě bychom tak chtěli dosáhnout lepš́ıch výsledk̊u, než poskytuj́ı stávaj́ıćı
metody. Tato fáze byla řešena v rámci semestrálńıho projektu. Prezentované řešeńı bylo
rozš́ı̌reno o použit́ı Haarových př́ıznak̊u, proto je ve stávaj́ıćı podobě použitelná jen pro
zpracováńı obrazu. Teoretické řešeńı je popsáno v kapitole 4.

Toto spojeńı bylo implementováno a přidáno do již existuj́ıćıho projektu, který je vyv́ıjen
na Fakultě informačńıch technologíı Vysokého učeńı technického v Brně. Jedná se o systém
slouž́ıćı k výzkumu klasifikátor̊u pro detekci objekt̊u v obraze. Podrobně je popsán v článku
[3]. Vybrané implementačńı detaily jsou uvedeny v kapitole 5. Zdrojové kódy se nacházej́ı
na přiloženém CD.

Výsledný systém byl trénován a testován na obrazových datech pro detekci obličeje.
Kapitola 6 pojednává o konfiguraci, jenž byla použita, a provedených testech. Obsahuje
informace o trénovaćıch a testovaćıch datech. Výsledky test̊u jsou zhodnoceny a porovnány
s výsledky, které byly źıskány za použit́ı samostatných Haarových př́ıznak̊u.

Při vytvářeńı této práce bylo odhaleno mnoho nedostatk̊u v evolučńım algoritmu i cel-
kovém návrhu metody. V závěrečné kapitole 7 jsou uvedeny jak možnosti řešeńı těchto
nedostatk̊u, tak i jiná vylepšeńı, jenž by byla realizovatelná při daľśım vývoji.
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Kapitola 2

Klasifikace, rozpoznáváńı vzor̊u
a strojové učeńı

V této kapitole se dozv́ıte o rozpoznáváńı vzor̊u (viz [1]) a daľśı informace s t́ım spojené.
Systémy pro rozpoznáváńı vzor̊u se skládaj́ı z v́ıce část́ı. Nejdř́ıve je nutno nač́ıst vstupńı
data a pokud nebudeme pracovat př́ımo s nimi, tak z nich spoč́ıtat př́ıznaky. Potom přijde
na řadu klasifikátor, který urč́ı tř́ıdu dat. Na té záviśı výstup systému.

2.1 Klasifikace

Klasifikace je přǐrazováńı vzork̊u dat do tř́ıd. Vzorkem dat může být cokoli s č́ım pracujeme,
ale většinou se jedná o vektor č́ısel. Tř́ıdou je oblast, do které může vzorek dat patřit.
Klasifikátor je pravidlo, které přǐrad́ı vzorek dat do tř́ıdy. Pokud se např́ıklad snaž́ıme
o rozpoznáńı řeči, tak vzorek dat je zvukový signál. Tř́ıdami jsou jednotlivá slova nebo
znaky. Při detekci obličeje je vzorkem dat oblast obrazu. Jednou tř́ıdou jsou obličeje, druhou
vše ostatńı (tzv. pozad́ı).

Vstupem klasifikátoru mohou být př́ımo data, která ale bývaj́ı mnohorozměrná (např.
obraz má tolik rozměr̊u kolik pixel̊u), a tak se z nich častěji extrahuj́ı tzv. př́ıznaky (fea-
tures). T́ım sńıž́ıme počet rozměr̊u dat, nejlépe na jeden. Bylo vypracováno mnoho metod
jak toho dosáhnout. Pro obecná data lze použ́ıt např́ıklad PCA (Principal components
analysis) nebo LDA (Linear discriminant analysis). Ty jsou založeny na linárńı kombinaci
a statistických metodách. Pro obrazová data se velmi osvědčily Haarovy př́ıznaky (viz 2.4).

Nejjednodušš́ım př́ıkladem klasifikátoru je mezńı hodnota (tzv. treshold), ta tvoř́ı hranici
mezi tř́ıdami. Všechny vzorky menš́ı než mez jsou přǐrazeny do jedné tř́ıdy, větš́ı do druhé.
Pokud je třeba rozlǐsovat v́ıce tř́ıd, použijeme v́ıce mezńıch hodnot a tř́ıdy budou ohraničeny
ze dvou stran.

U klasifikátoru sledujeme několik hodnot. Celková chyba je poměr špatně určených
vzork̊u k celkovému počtu. Dále ve vztahu k jedné tř́ıdě sledujeme počet prvk̊u, které byly
do tř́ıdy chybně přǐrazeny (false positive) a těch, co do tř́ıdy patř́ı, ale byly přǐrazeny jinam
(false negative).

2.2 Učeńı klasifikátor̊u

Pokud má klasifikátor dobře určovat př́ıslušnost k tř́ıdě, muśı se to naučit. K tomu
potřebujeme trénovaćı množinu dat. Jestli chceme zjistit nakolik bylo trénováńı úspěšné, je
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třeba mı́t nav́ıc testovaćı množinu dat. Data v obou množinách se muśı lǐsit, ale muśı být
podobná reálnému nasazeńı klasifikátoru. To znamená, že pokud bude systém použ́ıván
v určitém prostoru (laboratoř, továrńı hala), měly by data pocházet odtud. V podstatě
stač́ı, pokud z daného prostoru budou pocházet vzorky pozad́ı (obraz haly, rachot stroj̊u).
Vzorky detekované tř́ıdy (lidský hlas, obrazy obličeje) mohou být poř́ızeny jinde.

Klasifikátor se snaž́ı dosáhnout co nejlepš́ı úspěšnosti na trénovaćıch datech. Na testo-
vaćı množině zkouš́ıme, jak je klasifikátor použitelný i pro jiná data než ta, na kterých byl
trénován. Se zvyšováńım přesnosti na trénovaćıch datech může zač́ıt r̊ust chyba na tetso-
vaćıch datech. Docháźı k tzv. přetrénováńı. Př́ıčinou je př́ılǐsné přizp̊usobeńı trénovaćım
dat̊um, které nenechává žádný prostor pro odlǐsnosti testovaćıch dat. Proto je nutné
trénováńı včas ukončit.

Existuj́ı dva zp̊usoby učeńı. Učeńı s učitelem (supervised learning) a učeńı bez učitele
(unsupervised learning). Při učeńı s učitelem trénovaćı data obsahuj́ı informaci o tř́ıdě, do
které patř́ı. Dı́ky tomu může klasifikátor sledovat, jak moc se mu dař́ı určit správnou tř́ıdu
a podle toho se přizp̊usobovat. U učeńı bez učitele klasifikátor žádnou informaci o tř́ıdě
nedostává. Snaž́ı se v datech naj́ıt podobnost a podle toho je rozdělit do předem daného
počtu shluk̊u (ten odpov́ıdá počtu tř́ıd). Svou úspěšnost hodnot́ı podle toho, jak se mu to
podařilo. Nevýhodné je, že algoritmus nepozná, zda tř́ıdy rozdělil dobře, ani která tř́ıda je
která. Proto se při učeńı klasifikátor̊u většinou využ́ıvá učeńı s učitelem.

2.3 AdaBoost

AdaBoost je algoritmus, který využ́ıvá lineárńı kombinace slabých klasifikátor̊u k dosažeńı
lepš́ıho výsledku. U slabého klasifikátoru nám stač́ı, když má chybu menš́ı než 50 %. Na
začátku je každému vzorku přǐrazena váha, která se časem měńı. Pokud je tř́ıda vzorku
určena špatně, jeho váha stoupá, pokud dobře, tak klesá. To znamená, že se klade větš́ı
d̊uraz na špatně klasifikované vzorky. To zaručuje, že chyba postupně klesá a ve většině
př́ıpad̊u nedocháźı k přetrénováńı. Na druhou stranu je t́ım zp̊usobna citlivost v̊uči šumu.
Vı́ce o AdaBoostu lze naj́ıt v [2] a [8], z kterých vycháźı algoritmus 2.1.

2.4 Haarovy př́ıznaky

Haarovy př́ıznaky dobře uchovávaj́ı informace o obrazu, a proto se použ́ıvaj́ı pro obrazová
data. Lze je rychle spoč́ıtat a pokud je dobře vybereme (viz ńıže), záviśı jen na té části
obrazu, která je pro klasifikaci podstatná. Dı́ky tomu je lze úspěšně použ́ıt pro tvorbu
klasifikátor̊u.

Na obrázku 2.2 jsou dvojbarevné obdélńıky. To jsou př́ıklady tvar̊u, kterých mohou
Haarovy př́ıznaky nabývat. Jejich velikost se může libovolně měnit, ale poměr b́ılé a černé
části muśı být zachován. Pro obraz 24 × 24 pixel̊u je př́ıznak̊u v́ıce než 180 000. Z tohoto
počtu je nutno vybrat ty, kterými jednotlivé tř́ıdy nejlépe rozlǐśıme. Klasifikátoru většinou
nestač́ı jeden př́ıznak, ale je nutno použ́ıt jejich kombinaci. V [7] je pro slabý klasifikátor
použit pouze jeden př́ıznak, což je kompenzováno použit́ım v́ıce slabých klasifikátor̊u (viz
2.3).

Obraz, který vstupuje do systému, muśı být převeden do stupň̊u šedi. Hodnotou bodu
je intenzita barvy v tomto bodě. Př́ıznak spoč́ıtáme tak, že přilož́ıme obdélńık na obraz,
sečteme hodnoty pixel̊u v b́ılé oblasti a odečteme od součtu pixel̊u v černé oblasti. Pokud
bychom měli při výpočtu procházet všechny pixely dané oblasti, trval by př́ılǐs dlouho.
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1. Na vstupu jsou trénovaćı data (x1, y1) . . . (xm, ym), kde xi ∈ X, yi ∈ Y = {−1,+1}.
X je množina vstupńıch dat. Y je množina tř́ıd.

2. Každému vzorku dat i přǐrad’ počátečńı váhu D1(i) = 1/m.

3. T je počet prvk̊u (slabých klasifikátor̊u) výsledného silného klasifikátoru.
Pro t = 1, . . . T :

• Pomoćı vah Dt, vyber slabý klasifikátor kt : X → {−1,+1} s nejmenš́ı chybou

(součtem vah vzork̊u, které slabý klasifikátor špatně určil) εt =
m∑

i:kt 6=yi

Dt(i).

• αt = 1
2 ln 1−εt

εt

• Přepoč́ıtej váhy vzork̊u:

Dt+1(i) =
Dt(i)
Zt
×

{
e−αt když kt(xi) = yi

eαt když kt(xi) 6= yi

Dt+1(i) =
Dt(i) exp (−αtyikt(xi))

Zt

Zt je normalizačńı faktor, zajǐst’uj́ıćı, že Dt má vlastnosti distribučńı funkce
(integrál je roven jedné) a spoč́ıtáme jej:

Zt =
m∑
i=1

Dt(i) exp (−αtyikt(xi))

4. Výsledný silný klasifikátor je:

K(x) =


+1 když

T∑
t=1

αtkt(x) ≥ 0

−1 když
T∑
t=1

αtkt(x) < 0

Algoritmus 2.1: AdaBoost podle [2] a [8]

Obrázek 2.2: Př́ıklady haarových př́ıznak̊u

Tento problém řeš́ı tzv. integrálńı obraz. U integrálńıho obrazu je hodnota v jednom bodu
součtem intenzit ve všech bodech od tohoto bodu nahoru a doleva. Z toho lze již jednoduše
spoč́ıtat součet intenzit v obdélńıkové oblasti.

Pokud chceme spoč́ıtat hodnotu oblasti v integrálńım obraze, pod́ıváme se nejdř́ıve na

5



obrázek 2.3. Je na něm znázorněn integrálńı obraz, body a oblasti v něm. Naš́ım ćılem je
zjistit hodnotu oblasti D. Body w, x, y, z muśı být voleny jako na obrázku 2.3. A,B,C,D
jsou součty intenzit v jednotlivých oblastech. Z rovnic

w = A

x = A +B

y = A +B + C +D

z = A + C

potřebujeme vyjádřit D pomoćı w, x, y, z. Abychom toho dosáhli, vynásob́ıme některé rov-
nice −1:

w = A

−x = −A−B
y = A +B + C +D

−z = −A− C

Z toho źıskáme D = w − x+ y − z.

Obrázek 2.3: Výpočet obdélńıkové oblasti pomoćı integrálńıho obrazu

2.5 Kaskáda klasifikátor̊u

V [7] je kromě AdaBoostu a Haarových př́ıznak̊u uveden i postup jak výrazně urychlit
klasifikaci. Je zobrazen na obrázku 2.4 a spoč́ıvá ve zřetězeńı klasifikátor̊u. Ty postupně
zpracovávaj́ı vzorky dat a rozhoduj́ı, zda patř́ı do detekované tř́ıdy. Pokud kterýkoli klasi-
fikátor rozhodne, že tam vzorek nepatř́ı, je zahozen a k daľśımu zpracováńı už nedocháźı.
Klasifikátor je nutno trénovat tak, aby zahodil co nejméně prvk̊u, které do tř́ıdy patř́ı (co
nejmenš́ı false negative). Na konci z̊ustanou vzorky, co do tř́ıdy patř́ı. Může to být i za cenu
v́ıce vzork̊u do tř́ıdy chybně zařazených (vyšš́ı false positive).
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Kapitola 3

Evolučńı algoritmy

Př́ıroda a jej́ı zákony se ukázaly jako dobrá inspirace při vývoji výpočetńıch metod. Základy
pro evolučńı algoritmy položil Charles Darwin svou teoríı přirozeného výběru. Druhy
obývaj́ıćı naši planetu se již po miliony let vyv́ıjely z jednobuněčných organismů. Přež́ıvaj́ı
ty, které se dokázaly přizp̊usobit okolńım podmı́nkám lépe než ostatńı.

Evolučńı algoritmy se použ́ıvaj́ı k řešeńı složitých optimalizačńıch problémů, kde neexis-
tuje jiný postup, nebo je časově př́ılǐs náročný. Pracuj́ı na podobném principu jako evoluce
v př́ırodě. Mı́sto jednotlivých organismů máme jedince představuj́ıćı řešeńı problému. Je-
dinec bývá definován svou vnitřńı reprezentaćı (tzv. genomem) a hodnotou fitness, která
představuje č́ıselně vyjádřenou kvalitu řešeńı, které jedinec poskytuje. Genom mı́vá r̊uznou
reprezentaci. Nejčastěǰśı je binárńı nebo reálná, ale lze použ́ıt cokoli, co bude vhodné (znaky,
stromy, atd.). Fitness funkce je kĺıčovým bodem při návrhu evolučńıho algoritmu. Měla by
být výpočetně co nejméně náročná. Počet vyhodnoceńı se pohybuje v řádech tiśıc̊u, až
milión̊u. Dále muśı platit, že č́ım vyšš́ı (nebo nižš́ı, pokud hledáme minimum) je hodnota
fitness, t́ım kvalitněǰśı řešeńı jedinec poskytuje.

Podle [4] rozlǐsujeme evolučńı algoritmy předevš́ım na genetické algoritmy, evolučńı
strategie a genetické programováńı.

• Genetické algoritmy maj́ı binárně kódované jedince. Mutace i kř́ıžeńı se projevuje na
úrovni jednotlivých bit̊u.

• Evolučńı strategie reprezentuje jedince jako vektor reálných č́ısel. Pro kř́ıžeńı a mutaci
lze použ́ıt jak metod použ́ıvaných pro genetické algoritmy, tak r̊uzných vektorových
operaćı.

• Genetické programováńı je vytvářeńı algoritmů pomoćı evolučńıho procesu.

Na obrázku 3.1 jsou jednotlivé fáze evolučńıho algoritmu. Schéma odpov́ıdá implemen-
taci popisované v kapitole 5 i pr̊uběhu popisovanému v kapitole 4.3. Na začátku je náhodně
vygenerována populace jedinc̊u. Je vyhodnocena jejich fitness. Následně se kontroluje, zda
nebyla splněna některá ukončovaćı podmı́nka (např. dosažeńı určité hodnoty fitness, ma-
ximálńıho počtu generaćı atd.). Pak jsou vybráni rodiče následuj́ıćı populace (viz 3.3).
Kř́ıžeńım a mutaćı z nich źıskáme potomky a vyhodnot́ıme jejich fitness. Výběrem z rodič̊u
a potomk̊u nahrad́ıme stávaj́ıćı populaci. Tak algoritmus pokračuje, dokud neńı splněna
ukončovaćı podmı́nka.

Ve zbytku této kapitoly jsou př́ıklady postup̊u pro jednotlivé kroky evolučńıho algoritmu.
Kterýkoli z nich lze nahradit jiným (vhodněǰśım) postupem pro konkrétńı problém.
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Obrázek 3.1: Schéma evolučńıho algoritmu podle [5]

3.1 Kř́ıžeńı

Kř́ıžeńım se kombinuj́ı vlastnosti dvou jedinc̊u (v některých př́ıpadech lze použ́ıt jedinc̊u
i v́ıce, ale většinou k tomu neńı d̊uvod). Ćılem je vznik jedince lepš́ıho než kterýkoli z rodič̊u.
Postupy mohou být velmi rozmanité a lze je r̊uzně kombinovat. Mezi nejpouž́ıvaněǰśı patř́ı
segmentové kř́ıžeńı, které je znázorněno na obrázku 3.2 a popsáno v algoritmu 3.3.

Obrázek 3.2: Segmentové kř́ıžeńı

Existuj́ı i varianty, kde se generuje v́ıce bod̊u kř́ıžeńı. Např́ıklad u dvou bod̊u vzniknou
tři části A,B a C. Potomci vzniknou výměnou část́ı B.

Toto kř́ıžeńı lze použ́ıt i na genom reprezentovaný vektorem reálných č́ısel, jen mı́sto bit̊u
jsou složky vektoru. Daľśı použitelnou metodou je kř́ıžeńı pr̊uměrem. Ze složek rodičovských
vektor̊u r1 a r2 vznikne jediný potomek s odpov́ıdaj́ıćı složkou p = r1+r2

2 .
Odlǐsný př́ıstup je kř́ıžeńı lineárńı kombinaćı rodič̊u. Pro každou složku r1 a r2
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• Vyber dva rodiče A,B.

• Náhodně zvol bod kř́ıžeńı.

• A′ vznikne z té části A, která lež́ı před bodem kř́ıžeńı a z části B lež́ıćı za bodem
kř́ıžeńı.

• B′ vznikne z té části B, která lež́ı před bodem kř́ıžeńı a z části A lež́ıćı za bodem
kř́ıžeńı.

Algoritmus 3.3: Segmentové kř́ıžeńı

rodičovských vektor̊u a č́ıslo x v intervalu 〈0, 1〉 jsou vypoč́ıtány složky potomk̊u:

p1 = xr1 + (1− x)r2
p2 = (x− 1)r1 + xr2

3.2 Mutace

V pr̊uběhu evolučńıho algoritmu je vhodné, když se v populaci objev́ı prvky, kterých nelze
dosáhnout kř́ıžeńım. To zajǐst’uje právě mutace. Algoritmus 3.4 popisuje základńı postup
mutace pro binárńı genom. U reálných genomů se neprovád́ı negace, ale např́ıklad součet
s náhodně generovaným č́ıslem v předem daném rozsahu.

• Je dána pravděpodobnost mutace pm ∈ 〈0, 1〉.

• Pro každý bit b v genomu:

– Náhodně generuj x ∈ 〈0, 1〉.
– Pokud x ≤ pm neguj b.

Algoritmus 3.4: Mutace binárńıho genomu

3.3 Výběr

Existuj́ı r̊uzné postupy jak vybrat jedince, kteř́ı se stanou rodiči následuj́ıćı populace.
Většinou jsou založeny na náhodném výběru, kde jedinci s vyšš́ı fitness maj́ı větš́ı šanci
stát se rodiči. Takovým je i ruleta (roulete wheel, fitness proportionate selection).

Princip je velmi jednoduchý. Na obrázku 3.5 vid́ıte kruh rozdělený na části. Ṕısmeny
jsou označeny jedinci. Velikost poĺıčka je určena hodnotou fitness. Výběr se provád́ı tak, že
se ”roztoč́ı ručička“ a prvek, na který ukáže, je zařazen mezi rodiče. Pravděpodobnost, že
bude jedinec i vybrán je: pi = fiPN

j=1 fj
, kde N je velikost populace a f je hodnota fitness.

Výběr prob́ıhá tolikrát, kolik potřebujeme rodič̊u (jedinec může být vybrán i v́ıckrát).

10



Obrázek 3.5: Ruleta
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Kapitola 4

Spojeńı AdaBoostu a evolučńıch
algoritmů

Adaboost i evolučńı algoritmy jsou samy o sobě použitelné pro učeńı klasifikátor̊u. Každý
př́ıstup má své výhody a mohou se vzájemně doplňovat. To je dobře ukázáno v [6], kde je
evolučńıho algoritmu použito k prohledáváńı prostoru Haarových př́ıznak̊u. Nejlepš́ı př́ıznak
slouž́ı k vytvořeńı slabého klasifikátoru pro AdaBoost.

Jak už bylo uvedeno v kapitole 2.4, Haarovy př́ıznaky jsou vhodné pro zpracováńı ob-
razu. Jejich spojeńı s AdaBoostem má však jeden malý nedostatek. V pozděǰśıch fáźıch
AdaBoostu už je velmi obt́ıžné nalézt Haar̊uv př́ıznak, který by přinášel nějakou novou in-
formaci. To lze řešit v́ıce zp̊usoby. Jednou z možnost́ı, jak se s t́ım vyrovnat, je použ́ıt v́ıce
Haarových př́ıznak̊u pro jeden slabý klasifikátor. Spojeńı může tvořit např́ıklad lineárńı
kombinace (viz 4.1). Evolučńı algoritmus je pak možno využ́ıt k hledáńı vhodné linárńı
kombinace př́ıznak̊u pro slabý klasifikátor, jako se v [6] hledaj́ı jen př́ıznaky.

4.1 Genom a př́ıznaky

Genom je tvořen vektorem reálných č́ısel −→v = a1, b1, a2, b2, . . . , am, bm, kde am, bm ∈
〈−1, 1〉. Reálné č́ıslo bm se při vyhodnoceńı muśı převést na celé č́ıslo, které je identifikačńım
č́ıslem konkrétńıho Haarova př́ıznaku. Při převodu je nejdř́ıve nutno spoč́ıtat im = |bm| ·N ,
kde N je celkový počet Haarových př́ıznak̊u sńıžený o jedna, a zaokrouhlit i. Potom pro
vzorek dat x źıskáme hodnotu př́ıznaku H(x) = a1hi1(x) + a2hi2 + · · ·+ amhim , kde him(x)
je hodnota Haarova př́ıznaku s identifikačńım č́ıslem im.

Výsledná hodnota př́ıznaku, který je použit v slabém klasifikátoru, je:

H(x) = a1h1(x) + a2h2(x) + · · ·+ anhn(x)

Kde an ∈ R, hn(x) je hodnota Haarova př́ıznaku hn pro vzorek dat x.
Aby se daly př́ıznaky dále zpracovávat, je třeba omezit jejich hodnotu. V našem př́ıpadě

se hodnota př́ıznaku H(x) nacháźı v intervalu 〈−4, 4〉. Toho je dosaženo normalizaćı složek
a1, a2, . . . , an vektoru −→v tak, aby délka byla 1. Hodnoty Haarových př́ıznak̊u jsou v intervalu
〈−2, 2〉. Abychom nepřekročili rozsah 〈−4, 4〉, je nutné hodnotu každého Haarova př́ıznaku
vydělit 2. Hodnota př́ıznaku źıskaného pomoćı evolučńıho algoritmu včetně normalizace je:

H(x) =
a1∑m
j=1 aj

· hi1(x)
2

+ · · ·+ am∑m
j=1 aj

· him(x)
2

12



4.2 Fitness funkce

Fitness funkce se snaž́ı vyjádřit kvalitu slabého klasifikátoru, který lze s daným př́ıznakem
vytvořit. To lze jednoduše vyjádřit vzdálenost́ı pr̊uměrných hodnot obou tř́ıd. Ta je poč́ıtána
z trénovaćıch vzork̊u. Při výpočtu je nutno vźıt v úvahu váhy trénovaćıch vzork̊u, které
určuje AdaBoost. Hodnota př́ıznaku H(x) je pak WH(x) = H(x) · w(x), kde w(x) je váha
vzorku x. Celková hodnota fitness při počtech trénovaćıch vzork̊u v jednotlivých tř́ıdách
XA a XB se pak spoč́ıtá:

F =

∣∣∣∣∣
XA∑
xA=1

H(xA)
WH(xA)

−
XB∑
xB=1

H(xB)
WH(xB)

∣∣∣∣∣
Vyšš́ı fitness tak maj́ı př́ıznaky, které vytvářej́ı rozložeńı hodnot podobná obrázku 4.1.
Vážené pr̊uměry obou tř́ıd jsou dost rozd́ılné a fitness takovýchto př́ıznak̊u bude vy-
soká. Dobrý klasifikátor lze však vytvořit i z rozložeńı na obrázku 4.2, ale pr̊uměrné hod-
noty se př́ılǐs nelǐśı. Př́ıznaky vytvářej́ıćı taková rozložeńı maj́ı ńızkou fitness a s největš́ı
pravděpodobnost́ı zaniknou.

Obrázek 4.1: Znázorněńı vhodného rozložeńı hodnot pro fitness

Obrázek 4.2: Znázorněńı nevhodného rozložeńı hodnot pro fitness

4.3 Pr̊uběh evolučńıho algoritmu

Počátečńı generace je generována náhodně. Je vhodné složit počátečńı populaci z v́ıce
část́ı, které jsou vytvářeny r̊uzným zp̊usobem. Např́ıklad tak, že část bude obsahovat
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vektory jen s kladnými složkami a druhá se zápornými. Dı́ky tomuto postupu je větš́ı
pravděpodobnost, že se využij́ı dobré vlastnosti z obou rozsah̊u.

Výběr rodič̊u zajǐst’uje ruleta. Ta je posána v kapitole 3.3. Počet rodič̊u je stejný jako
velikost populace. Dı́ky ruletě se však někteř́ı mohou zařadit mezi rodiče v́ıckrát a jińı
v̊ubec. Zálež́ı na jejich fitness.

Kř́ıžeńı se účastńı rodiče po dvou podle toho, jak byli vybráni ruletou. Na
pravděpodobnosti kř́ıžeńı záv́ıśı, jestli se rodiče budou kř́ıžit. V tom př́ıpadě se náhodně vy-
bere ze zp̊usob̊u uvedených v seznamu ńıže . Pokud ke kř́ıžeńı nedojde, rodiče se beze změny
zařad́ı mezi potomky a mohou mutovat. Použity jsou následuj́ıćı typy kř́ıžeńı z kapitoly 3.1:

• Jednobodová varianta segmentového kř́ıžeńı.

• Kř́ıžeńı lineárńı kombinaćı rodič̊u. Pro každou složku rodičovských vektor̊u r1 a r2
je generováno náhodné č́ıslo x s rovnoměrným rozložeńım v intervalu 〈0, 1〉. Potomci
pak maj́ı odpov́ıdaj́ıćı složky p1 = xr1 + (1− x)r2 a p2 = (x− 1)r1 + xr2.

• Také se jedná o kř́ıžeńı lineárńı kombinaćı. Jediný rozd́ıl je, že x je generováno jen
jednou a použito pro všechny složky rodičovských vektor̊u.

Mutace může prob́ıhat dvěma zp̊usoby. Jeden využ́ıvá č́ısel v rovnoměrném a druhý
v normálńım rozložeńı. Každý pokrývá jiný rozsah. To zajǐst’uje výběr z širokého množstv́ı
př́ıznak̊u a zároveň zabraňuje vynecháńı těch nejbližš́ıch, zvlášt’ pokud má jedinec vysokou
fitness, vydrž́ı v́ıce generaćı a jeho potomci podstouṕı mutaci v́ıckrát. Pravděpodonost
mutace určuje, zda potomek bude mutovat. Pokud k mutaci dojde, tak se náhodně urč́ı,
který zp̊usob se použije.

• Uniformńı mutace uprav́ı každou složku vektoru o hodnotu generovanou s rov-
noměrným rozložeńım v určitém rozsahu. Měla by sloužit k výběru nejbližš́ıch
př́ıznak̊u.

• Normálńı mutace uprav́ı každou složku vektoru o hodnotu generovanou s gaussovým
rozložeńım a určitou standardńı odchylkou. Rozsah mutace by měl být výrazně větš́ı
než u předchoźıho zp̊usobu. Dı́ky větš́ımu rozsahu vznikaj́ı jedinci, ke kterým bychom
se pomoćı prvńıho zp̊usobu nedostali.

Následuj́ıćı generace se skládá z potomk̊u a předchoźı generace. Přežije lepš́ı polovina
z rodič̊u a lepš́ı polovina z potomk̊u. Ostatńı zanikaj́ı.

Ukončovaćı podmı́nky jsou vyhodnocovány před výběrem rodič̊u. Základńı možnost́ı je
ukončeńı po dosažeńı určitého počtu generaćı. Dále je možno kontrolovat počet vyhodnoceńı
fitness funkce. Algoritmus se ukonč́ı pouze v mı́stě, kde se podmı́nka kontroluje. To znamená,
že fitness může být vyhodnocena v́ıcekrát, aby se dokončila celá generace.
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Kapitola 5

Implementace

Evolučńı algoritmus popsaný v kapitole 4 je přidán jako daľśı zp̊usob generováńı př́ıznak̊u
pro AdaBoost do systému pro výzkum klasifikátor̊u popsaného v [3]. Tento K imple-
mentaci je využita knihovna Evolving Objects (ke stažeńı na adrese http://eodev.
sourceforge.net/), která je dostupná pod licenćı GLPL 1. Zdrojové kódy jsou na
přiloženém CD. Jedná se o soubory GAHaarFeatures.cpp a GAHaarFeatures.h v adresáři
program/src/features/.

Tř́ıda TGAHaarFeatures je stěžejńım bodem celé implementace. Jej́ı instance slouž́ı
k trénováńı klasifikátoru. Ten spust́ı evolučńı algoritmus a z výsledné populace si vybere
nejvhodněǰśıho jedince. Jedinec vybraný klasifikátorem je uložen pomoćı instance tř́ıdy
TGAHaarFeature do xml, aby odtud mohl být načten a použit jinou instanćı tř́ıdy při
vlastńı klasifikaci.

5.1 Tř́ıda TGAHaarFeatures

Konstruktor načte konfiguraci z xml souboru a vytvoř́ı Haarovy př́ıznaky.

Metoda initialize je volána jednou pro každou iteraci AdaBoostu. Vytvoř́ı vy-
rovnávaćı pamět’ pro př́ıznaky (viz 5.3). Vygeneruje počátečńı populaci, normalizuje všechny
jedince (viz 4.1), spust́ı evolučńı algoritmus (zavolá metodu run). Potom znovu normali-
zuje všechny jedince. To je nutné z toho d̊uvodu, že v pr̊uběhu evoluce se normalizace sice
provád́ı při výpočtu fitness, ale jedinci si zachovávaj́ı hodnotu. Na konci jsou k dispozici
př́ıznaky pro AdaBoost.

Metoda evaluate vraćı hodnotu určitého př́ıznaku. Je využ́ıvána, když AdaBoost vy-
hledává vhodný př́ıznak.

Metoda getFeature vytvoř́ı instanci tř́ıdy TGAHaarFeature a vrát́ı ukazatel na tuto
instanci.

5.2 Evolučńı algoritmus

Implementace evolučńıho algoritmu se nacháźı v metodě run tř́ıdy TGAHaarFeatures.
Kv̊uli struktuře knihovny Evolving Objects je fitness funkce nezávislá na tř́ıdě

1Text GNU Lesser General Public License je dostupný na http://www.gnu.org/licenses/lgpl.html
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TGAHaarFeatures a využ́ıvá globálńıho ukazatele na vyrovnávaćı pamět’ (viz 5.3). To by
mohlo zp̊usobit problémy při vytvořeńı v́ıce instanćı tř́ıdy TGAHaarFeatures.

Počátečńı generace je generována v rámci metody initialize. Prvńı polovina popu-
lace obsahuje vektory složené z č́ısel v intervalu 〈0, 1〉 a druhá v intervalu 〈−1, 0〉. Hodnoty
jsou generovány náhodně s rovnoměrným rozložeńım. Velikost populace se neměńı. Nasta-
vuje se pomoćı xml atributu populationSize.

Kř́ıžeńı je reprezentováno třemi r̊uznými zp̊usoby, které jsou popsány v 4.3.
Pravděpodobnost kř́ıžeńı se nastavuje xml atributem crossoverProbability. Kř́ıženi
lineárńı kombinaćı představuj́ı tř́ıdy eoSegmentCrossover a eoHypercubeCrossover
z knihovny Evolving Objects. Každý z těchto zp̊usob̊u má pravděpodobnost, že bude
zvolen 40 %. Zbylých 20 % zbývá na segmentové kř́ıžeńı. V Evolving Objects neńı
obsažena reálná varianta tohoto kř́ıžeńı a bylo nutno ji vytvořit. Jedná se o tř́ıdu
eo1PtRealSegmentCrossover.

Mutace je představována tř́ıdami eoUniformMutation a eoNormalMutation.
Pravděpodobnost mutace je nastavována xml atributem mutationProbability. Po-
kud k mutaci dojde, vybere se náhodně z těchto možnost́ı:

• eoUniformMutation změńı každou složku jedince o č́ıslo generované s rovnoměrným
rozložeńım v rozsahu 〈−0.00005, 0.00005〉, což při počtu Haarových př́ıznak̊u asi
180 000 odpov́ıdá výběru z přibližně 20 př́ıznak̊u.

• eoNormalMutation měńı složky jedince o hodnotu generovanou s normálńım
rozložeńım. Střed je daná složka vektoru a standardńı odchylka je 0.01.

Ukončovaćı podmı́nky jsou nastavitelné v konfiguračńım xml souboru pomoćı atribut̊u:

• maximalGenerations určuje maximálńı počet generaćı. Pokud neńı definován, je im-
plicitně nastaven na 1 000.

• maximalEvaluatedFitness zastav́ı evolučńı algoritmus po určitém počtu vyhodno-
ceńı fitness funkce. V okamžiku, kdy je dosaženo stanoveného počtu, se algoritmus
neukonč́ı, ale pokračuje až do kontroly podmı́nek (viz obrázek 3.1).

Pokud se má kontrolovat jen počet vyhodnoceńı fitness funkce, je třeba nastavit počet
generaćı na 0. Jinak se použije implicitńı hodnota a algoritmus skonč́ı po jej́ım dosažeńı.

5.3 Vyrovnávaćı pamět’

Výpočet fitness funkce je zrychlen použit́ım vyrovnávaćı paměti. Ta uchovává hodnoty
naposledy použitých Haarových př́ıznak̊u pro všechny trénovaćı vzorky. Počet uchovávaných
př́ıznak̊u se nastavuje v xml souboru volbou cacheSize. Pamět’ová náročnost je dána:

počet trénovaćıch vzork̊u × cacheSize× sizeof(double) + konstantńı režie

Do vyrovnávaćı paměti se přistupuje pomoćı dvou index̊u. Jeden index určuje př́ıznak
a druhý hodnotu tohoto př́ıznaku pro konkrétńı trénovaćı vzorek. Pokud hodnoty pro
požadovaný př́ıznak ve vyrovnávaćı paměti nejsou, tak se porovná počet uložených př́ıznak̊u
s cacheSize. Pokud by daľśı př́ıznak tuto hodnotu překročil, smaže se ten nejstarš́ı. Potom
jsou spoč́ıtány a uloženy do paměti hodnoty př́ıznaku pro všechny trénovaćı vzorky.
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Kapitola 6

Testy

Po dokončeńı implementace a odladěńı zdrojového kódu byly provedeny testy. Jejich ćılem
bylo zjistit vlastnosti lineárńı kombinace Haarových př́ıznak̊u a porovnat je se samostatnými
Haarovými př́ıznaky. Pro každý z těchto př́ıstup̊u je natrénován klasifikátor. Poté jsou
ověřeny jeho vlastnosti na testovaćıch datech. Jsou použita stejná trénovaćı a testovaćı
data pro oba klasifikátory. Prostředky pro trénováńı a testováńı již byly zahrnuty v projektu
zmiňovaném v kapitolách 1 a 5.

6.1 Parametry evolučńıho algoritmu

Metrikou evolučńıch algoritmů je počet vyhodnoceńı fitness funkce. Růst hodnoty fitness
však neńı tomuto počtu úměrný. Když máme dostatek času a výpočetńıch prostředk̊u,
můžeme nechat fitness funkci vyhodnotit v́ıckrát. Nevad́ı nám pomaleǰśı r̊ust, pokud je na
konci dosaženo lepš́ı hodnoty. Pokud chceme mı́t výsledek rychle, potřebujeme zpočátku
strměǰśı r̊ust, i když by se fitness ustálila na nižš́ı hodnotě než v předchoźım př́ıpadě.
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Obrázek 6.1: Př́ıklad pr̊uběhu fitness

Na obrázku 6.1 vid́ıme př́ıklad takovýchto dvou pr̊uběh̊u. V bodě A má vyšš́ı hodnotu
pr̊uběh F2 a v bodě C pr̊uběh F1. Pokud potřebujeme výpočet ukončit dř́ıve než v bodě B,
použijeme pr̊uběh F2. Když je možno ho ukončit až za bodem B, zvoĺıme F1. Požadovanému
chováńı je pak nutno přizp̊usobit konfiguraci.

Obrázek 6.1 je jen ilustračńı. Reálný pr̊uběh fitness funkce vypadá většinou jako na
obrázku 6.2, který byl źıskán při laděńı programu. Abychom źıskali takovéto pr̊uběhy, je
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Obrázek 6.2: Př́ıklad pr̊uběhu fitness

třeba sledovat chováńı fitness pro r̊uzné hodnoty parametr̊u. V konfiguračńım xml souboru
lze nastavit následuj́ıćı:

• mutationProbability – pravděpodobnost mutace

• crossoverProbability – pravděpodobnost kř́ıžeńı

• populationSize – velikost populace

• haarFeaturesCount – počet Haarových př́ıznak̊u v lineárńı kombinaci

Možných kombinaćı těchto parametr̊u je př́ılǐs mnoho. Během laděńı algoritmu se ukázala
jako nejvhodněǰśı lineárńı kombinace dvou Haarových př́ıznak̊u a pravděpodobnost kř́ıžeńı
můžeme zvolit 0.8. Ukázalo se, že nejv́ıce je r̊ust fitness funkce ovlivněn pravděpodobnost́ı
mutace a velikost́ı populace.

Proto jsme sledovali vývoj fitness funkce pro velikosti populace 1, 5, 25, 125, 625, 3 125,
15 625 a pravděpodobnosti mutace 0.05, 0.1, 0.2, 0.4, 0.8. Hodnotu fitness jsme zjǐst’ovali
při počtu vyhodnoceńı fitness funkce 100, 200, 400, 800, 1 600, 3 200, 6 400, 12 800, 25 600,
51 200, 102 400, 204 800, 404 800 a 600 000. Pro každou kombinaci těchto hodnot proběhla
evoluce dvanáctkrát, vždy pro prvńı iteraci AdaBoostu. Na obrázku 6.3 je rozložeńı fitness
při počtu vyhodnoceńı 404 800. Je tam vidět, že se fitness v́ıceméně zvyšuje s větš́ı populaćı
a vyšš́ı pravděpodobnost́ı mutace.

Nejvyšš́ı dosažená hodnota fitness byla 0.9141. Z hodnot źıskaných ze všech dvanácti
běh̊u byly spoč́ıtány aritmetické pr̊uměry. Nejvyšš́ı pr̊uměrné hodnoty fitness pro všechny
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Obrázek 6.3: Hodnoty fitness funkce po 404 800 vyhodnoceńıch fitness funkce

zaznamenané počty vyhodnoceńı jsou v tabulce 6.1. Interval spolehlivosti (confidence in-
terval) byl spoč́ıtán podle [9]. Byla zvolena úroveň věrohodnosti 95 %.

Počet vyhodnoceńı Velikost Pravděpodobnost Fitness Interval
fitness funkce populace mutace spolehlivosti

100 1 0.2 0.4182 ± 0.0554
200 1 0.1 0.4737 ± 0.0440
400 1 0.2 0.5160 ± 0.0577
800 1 0.2 0.5924 ± 0.0245

1 600 1 0.2 0.5968 ± 0.0226
3 200 125 0.4 0.6283 ± 0.0385
6 400 125 0.4 0.6804 ± 0.0430

12 800 125 0.4 0.7021 ± 0.0379
25 600 625 0.1 0.7076 ± 0.0353
51 200 625 0.4 0.7298 ± 0.0336

102 400 3 125 0.05 0.7601 ± 0.0261
204 800 3 125 0.2 0.8115 ± 0.0273
404 800 3 125 0.2 0.8269 ± 0.0271
600 000 3 125 0.2 0.8275 ± 0.0271

Tabulka 6.1: Nejlepš́ı hodnoty fitness pro daný počet vyhodnoceńı fitness funkce

Při testech budeme cht́ıt dosáhnout 90 % maximálńı dosažené hodnoty fitness funkce:

0.9141 · 0.9 = 0.8227

Z tabulky 6.1 vybereme nejbližš́ı vyšš́ı hodnotu, což odpov́ıdá počtu vyhodnoceńı fitness
funkce 404 800, pravděpodobnosti mutace 0.2 a velikosti populace 3 125. Tyto hodnoty
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nastav́ıme v konfiguračńım xml souboru, který bude použit pro testováńı klasifikátoru

6.2 Trénovaćı a testovaćı data

K trénováńı byly použity obrázky obličej̊u v rozlǐseńı 24 × 24 pixel̊u a stupńıch šedi.
Tyto obrázky byly sesb́ırány z webových stránek a ručně anotovány. V trénovaćı sadě se
jich nacháźı 10 000. Obrázky pozad́ı byly vytvořeny jako náhodné výřezy (také velikosti
24 × 24 pixel̊u) z 4 000 obrázk̊u, které neobsahuj́ı obličeje. Celkový počet těchto výřez̊u je
250 000 000.

K testováńı byla použita sada dat vytvořená na Carnegie Mellon University a Massa-
chusetts Institute of Technology (MIT+CMU dataset). Tato sada obsahuje 114 obrázk̊u,
na kterých je přibližně 500 obličej̊u. Tyto obrázku jsou skenovány po výřezech o velikosti
24× 24 pixel̊u, kterých je celkem 17 000 000.

6.3 ROC křivka

Jak již bylo uvedeno v kapitole 2.1, jednou ze sledovaných vlastnost́ı klasifikátoru je počet
vzork̊u, které byly do tř́ıdy chybně přǐrazeny. ROC (receiver operating characteristic) křivka
znázorňuje poměr vzork̊u správně přǐrazených do tř́ıdy (true positive) v̊uči všem vzork̊um,
které byly do tř́ıdy přǐrazeny (true positive i false positive).

Na obrázku 6.4 jsou ROC křivky pro klasifikátor, který použ́ıvá lineárńı kombinaci
Haarových př́ıznak̊u. Na obrázku 6.5 pro samostané Haarovy př́ıznaky. Křivky jsou vždy
pro silný klasifikátor složený z 50, 100 a 500 slabých klasifikátor̊u.
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Obrázek 6.4: ROC křivka lineárńı kombinace Haarových př́ıznak̊u
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Obrázek 6.5: ROC křivka samostatných Haarových př́ıznak̊u

6.4 Rychlost klasifikátoru

Rychlost́ı klasifikátoru je myšlen počet prvk̊u kaskády klasifikátor̊u (viz kapitola 2.5), který
je využit při klasifikaci. Celou kaskádou jsou zpracovány jen části obrazu, které patř́ı do de-
tekované tř́ıdy. Na obrázćıch 6.6 a 6.7 je znázorněn pr̊uměrný počet využitých klasifikátor̊u
ve vztahu k celkovému počtu klasifikátor̊u v kaskádě. Opět je vidět rozd́ıl mezi lineárńı
kombinaćı a samostatnými Haarovými př́ıznaky.

6.5 Výsledky

Z graf̊u popsaných v 6.3 a 6.4 je zřejmé, že lineárńı kombinace nedosahuje kvalit Haarových
př́ıznak̊u. Př́ılǐs mnoho vzork̊u je chybně zařazeno mezi obličeje. S t́ım je spojená i nižš́ı
pr̊uměrná rychlost, protože celou kaskádou prošlo v́ıce vzork̊u, než mělo.
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Obrázek 6.6: Pr̊uměrná rychlost lineárńı kombinace Haarových př́ıznak̊u
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Obrázek 6.7: Pr̊uměrná rychlost lineárńı kombinace Haarových př́ıznak̊u
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Kapitola 7

Závěr

Z kapitoly 6 vyplývá, že lineárńı kombinace Haarových př́ıznak̊u nesplnila očekáváńı, která
do ńı byla vložena, přesto výsledky vypadaj́ı docela slibně. Nesmı́me zapomı́nat, že se jedná
o rané stádium vývoje. Tento postup má určitý potenciál a pokud se na něm bude dále
pracovat, tak snad dosáhneme lepš́ıch výsledk̊u. Nyńı se postupně pod́ıváme na nedostatky
zjǐstěné při vývoji a testováńı.

7.1 Genom, mutace a kř́ıžeńı

V současné implementaci jsou Haarovy př́ıznaky generovány a č́ıslovány postupně. Začne
se v levém horńım rohu obrazu a po řádćıch se postupuje až do pravého dolńıho. Sousedńı
indexy pak maj́ı Haarovy př́ıznaky, které jsou vedle sebe na řádku. Dále soused́ı ty, co jsou
na konci jednoho řádku s těmi, které jsou na začátku řádku následuj́ıćıho. Pokud je použito
v́ıce typ̊u Haarových př́ıznak̊u (viz obrázek 2.2), docháźı k daľśımu problému, protože potom
soused́ı největš́ı př́ıznak předchoźıho typu s nejmenš́ım př́ıznakem typu následuj́ıćıho.

Aby kř́ıžeńı a mutace lépe plnily sv̊uj účel, měly by mı́t sousedńı indexy Haarovy
př́ıznaky, jenž obsahuj́ı podobnou informaci. T́ım jsou myšleny ty, které soused́ı v řádku
nebo sloupci a ty, které jsou o něco větš́ı či menš́ı. Nav́ıc by měly sousedit př́ıznaky stejného
typu.

Tyto problémy by bylo možno řešit změnou mechanismů kř́ıžeńı a mutace. Složky ge-
nomu, které představuj́ı Haarovy př́ıznaky, by byly upravovány odlǐsným zp̊usobem než
zbytek. Také by mohly být reprezentovány celými č́ısly.

Daľśı nedostatek je zp̊usoben koeficienty a1 . . . am (viz kapitola 4.1). Pokud maj́ı ne-
vhodné hodnoty, mohou zp̊usobit, že i kvalitńı kombinace Haarových př́ıznak̊u zahyne.
Tomu by se dalo zabránit úplným vyřazeńım těchto koeficient̊u z genomu. Jejich hodnoty
pro konkrétńı kombinaci Haarových př́ıznak̊u by pak mohly být vypoč́ıtány nějakou statis-
tickou metodou (PCA, LDA).

Existuje mnoho metod pro generováńı př́ıznak̊u. Všechny maj́ı své výhody i nevýhody.
Nemuselo by se vyb́ırat jen z Haarových př́ıznak̊u, ale použ́ıt i jiné (LDA, NLDA atd.).
Každá z těchto metod by však musela mı́t vlastńı postupy pro mutaci. Takovýto systém by
pak byl použitelný i pro jiné účely než zpracováńı obrazu.
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7.2 Fitness

Z výsledk̊u test̊u vyplývá, že př́ılǐs mnoho vzork̊u, které do detekované tř́ıdy nepatř́ı, je do
této tř́ıdy zařazeno. To je pravděpodobně zp̊usobeno t́ım, že hodnota fitness funkce odpov́ıdá
kvalitě slabého klasifikátoru, který je z jedince natrénován jen do určité mı́ry. Řešeńım by
byla fitness funkce, jenž by této kvalitě odpov́ıdala lépe. Nejlépe nahradit stávaj́ıćı fitness
funkci úspěšnost́ı slabého klasifikátoru (viz kapitola 2.3).

7.3 Shrnut́ı

Předchoźı postřehy se daj́ı shrnout do určitého plánu pro daľśı vývoj. Za vyzkoušeńı by
stály následuj́ıćı úpravy:

• Genom bude tvořen pouze indexy př́ıznak̊u r̊uzných typ̊u.

• Každý typ př́ıznak̊u bude mı́t vlastńı postup mutace a bude moci mutovat jen v rámci
svého typu.

• Počátečńı populace bude složena z jedinc̊u, kteř́ı budou obsahovat jen jeden typ
př́ıznak̊u.

• Bude použito jen segmentové kř́ıžeńı. To spolu se složeńım počátečńı populace zaj́ıst́ı
kombinaci toho nejlepš́ıho ze všech typ̊u př́ıznak̊u.

• Koeficienty pro lineárńı kombinaci budou źıskávány pomoćı PCA nebo LDA.

• Jako fitness funkce bude použita úspěšnost slabého klasifikátoru.

Předpokládám, že po zahrnut́ı těchto úprav bychom mohli dosáhnout lepš́ıch výsledk̊u
než pomoćı současného postupu. Možná i lepš́ıch než za použit́ı Haarových př́ıznak̊u. Pokud
by tato očekáváńı byla splněna, źıskali bychom univerzálńı a rozšǐritelný systém, jenž by
byl použitelný pro r̊uzné typy dat.
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