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Dolovani asociacnich pravidel

Zadani bakalarské prace

1. Seznamte se s problematikou ziskavani asocia¢nich pravidel z dat.

2. Po dohodé¢ s vedoucim prace zvolte algoritmus a navrhnéte aplikaci, kterd by vhodnym
zpusobem prezentovala funk¢nost zvoleného algoritmu.

3. NavrZenou aplikaci implementujte a ovéite jeji funk¢énost na zvoleném vzorku dat.

4. Zhodnot'te dosazené vysledky a dal§i mozna pokracovani tohoto projektu.
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Abstrakt

Tato bakalafska prace se zabyva dolovanim asociacnich pravidel. Prvni ¢ast se vénuje vysvétleni
technologie dolovani dat a teorie, kterou je dobré znat pro seznameni se s asociacni analyzou. Dalsi
¢ast se vénuje samotné asociacni analyze a podrobné vysvétluje principy algoritmu Apriori. Posledni

Cast prace popisuje implementaci a testovani algoritmu Apriori v programovacim jazyce Java.
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Abstract

This bachelor’s thesis is concerned with the association rule mining. The first part is devoted to the
explanation of data mining technology and theory, which are necessary pre-steps for getting
acquainted with association analysis. The next part focuses on the association analysis itself and
explains the principals of algorithm Apriori in detail. The last part of the thesis describes the

implementation and testing of algorithm Apriori in the Java programming language.
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Uvod

SouCasnd doba je charakterizovana intenzivnim nasazovanim informacnich technologii do
nejriznéjsich odvétvi lidské Cinnosti a diky tomu také narlistd mnoZzstvi riiznorodych informaci, které
se ukladaji do databazi. Vzhledem k neustdlému rozvoji technologii a vzristajicim kapacitdm
uloznych médii mame mozZnost zaznamenavat informace o nakupech zékaznikli v obchodech,
o situacich na burze, ¢i bankovnich operacich klienta. Miize se zdat, Ze tato data nemohou mit zadné
smysluplné vyuziti, opak je ale pravdou. Diky tradi¢nim pfistupiim (dotazovaci jazyky jako naptiklad
SQL) muzeme vytvafet piehledové sestavy a vykazy, dale mizeme vyuzit agregacnich funkci
k ziskani souhrni. Takto muze naptiklad obchodnik zjistit kolik zbozi bylo prodano za minulé
obdobi nebo kolik ¢ini jeho obrat nebo celkovy zisk. Ulozena data mohou ovSem pomoci odhalit
mnohem vice informaci, které jsou na prvni pohled skryté. Pomoci analytickych nastroji mizeme
vyhledavat napiiklad vztahy mezi proddvanymi vyrobky nebo muzeme na zéklad¢ zdravotnich
zaznamu analyzovat, zda ma koufeni neblahy dopad na kufakovo zdravi.

Slozité analytické metody nelze aplikovat na transakénich databazich, které jsou urceny
k ukladani opera¢nich udaji. Vysoka vypocetni naro¢nost téchto metod by vedla k nepfipustnému
zatizeni databaze. Casto jsou také k analyze tfeba historickd data, kterd by zbyte¢né zpomalovala
praci s operacni databazi. Proto moderni databazové servery podporuji vytvareni datovych skladl
a analytické technologie OLAP a data mining (dolovani dat). Datové sklady umoziuji integrovat
velké mnozstvi dat z vice zdroji a vytvaret tak vhodné prostiedi pro analyzu. Technologie OLAP
definuje ulozeni velkych objemil dat v databazi tak, aby uspotfaddani bylo srozumitelné pro uzivatele,
ktery se zabyva jejich analyzou. Proces dolovani dat slouzi k vyhledavani uzite¢nych informaci
ukrytych v datech.

Technologii dolovani dat se dnes zabyva velké mnozstvi komer¢nich firem a mnoho podniki
pomoci této technologie ziskdva cenné informace pro své marketingové planovani. Marketing ovSem
neni jedinym odvétvim, ve kterém se dolovani dat v souc¢asné dobé nasazuje. Technologie byla také
pouzita v molekularni biologii, konkrétn& v genetice'. Dal§imi védnimi obory, ve kterych dolovani dat
naslo své uplatnéni, jsou medicina ¢i hutnictvi.

Presto je nejCastéjSim pouzitim technologie dolovani dat oblast marketingu, kde tato
technologie mtize pomoci vytypovat nové trhy a pomdha pii nachazeni atraktivnéjSich prodejnich
mist. Naptiklad maloobchodni spole¢nost REI, prodavajici vybaveni pro outdoor aktivity, pouziva
software pro dolovani dat k rozboru objemnych udaji o zdkaznicich, které sbira prostfednictvim své
webové stranky, poStovniho kontaktu a 78 obchodnich domti. Pokud spole¢nost REI za¢ne uvazovat
o novych mistech pro své prodejny, prozkouma data o internetovych objednavkach, aby nasla mista

s vysokou koncentraci zakaznikd, ktefi jiz u spole¢nosti nakupuji on-line. Tato firma vyuZziva nastroje

1 BIlizsi informace: Zeman, D.: Aplikace procesu dolovani dat v biologii — genetice. Brno, VUT FIT, 2005.



dolovani dat také k pfizptisobeni sortimentu svych obchodil preferencim mistniho trhu a k odkryvani
vzorct, které popisuji budouci nakupy zékaznik{.

Technologiemi dolovani dat se zabyvd mnoho velkych firem. Za zminku stoji napiiklad SAS,
SPSS, IBM, Computer Associates a Fair Isaac spolecné s desitkami menSich specializovanych
spolecnosti, které se o tuto novou oblast také uchazeji.’

Dolovéni dat je dnes jednim z nastroji Business Intelligence, coZ je sada postupti a technologii,
které maji firmam pomahat a ucelné je podporovat v rozhodovacich procesech. Predstavuje komplex
aplikaci, které podporuji analytické a planovaci ¢innosti podnikli a organizaci a jsou postaveny na
specifickych, tzv. OLAP technologiich a jejich modifikacich.

Existuje velké mnozstvi metod pro dolovani dat. Tato prace se zabyva jednou z nich, a to
konkrétné asociacni analyzou. Typickym ptikladem této metody je analyza nakupniho kosiku, ktera
se zabyva hledanim kombinaci zbozi vyskytujiciho se v nakupech zakaznikli vyznamné casto
spolecné. Vysledky této metody pak mohou pomoci managementu pii rozmist'ovani zbozi v obchodé
tak, aby byl prodej efektivné;jsi.

Prvni kapitoly prace se vénuji vyjasnéni pouzivané terminologie a uvadi definice pojmu, které
jsou pouzivany v této praci. Nasleduje teoreticky uvod, ve kterém je Ctenaf obezndmen s principy,
kterym je dobré porozumét, aby se mohl bliZze seznamit s analyzou asociaci a dolovanim asocia¢nich
pravidel. V této Casti prace je také nabidnut ptehled vyuzivanych metod pro dolovani znalosti. Dalsi
kapitola se jiz podrobné vénuje asociaCni analyze a v nasledujici kapitole jsou uvedeny nékteré
algoritmy slouzici k dolovani asociacnich pravidel. Pfedev§im je zde popsan algoritmus Apriori
ajeho modifikace. V posledni kapitole je popis implementace a testovani programu, ktery

demonstruje principy algoritmu Apriori.

2 Cowley, S.: Dolovéni dat. 2005. Clanek dostupny na URL http://archiv.computerworld.cz/-
cwarchiv.nsf/clanky/5C3E3B4604AE67AFC125711700539FEA?OpenDocument (2008)
3 Ze stejného zdroje jako 17.



1 Definice pojmu

Vzhledem k tomu, Ze se tato prace zabyva specializovanou problematikou tykajici se databazi, je
dalezité uvést zde definice obecnych pojmi a termint, které se v praci vyskytuji a které by bez

zasazeni do spravného kontextu mohly byt vykladany chybné.

1.1  Data, informace, znalosti

Data jsou jakékoli vyjadfeni (reprezentace) skuteCnosti, schopné pienosu, uchovani,
interpretace Ci zpracovani. Z hlediska pocitacového jsou to pouze hodnoty riznych
datovych typt.

Informace jsou data, kterd maji sémantiku (vyznam).

Znalosti jsou informace po jejich zafazeni do souvislosti.*

informace

S ae N\

Obrazek 1: Informacni urovné

Pro dolovani dat je tedy zapottebi sbirat a ukladat velké mnozstvi dat (obcas je termin sbér dat
zaménovan za sbér informaci). Prezentaci ulozenych dat vznikaji informace, coz je vlastné
subjektivni interpretace dat uzivatelem. Proto je naSim cilem ziskdvani znalosti, tedy informaci
zasazenych do kontextu, které jsou uzivatelem interpretovany vzdy stejné. TakZze znalosti mizeme
chapat jako shluky informaci s danym vyznamem, které jsou pro Clovéka néjakym zplsobem

uzite¢né.

1.2 Ziskavani znalosti z databazi

Nejprve je vhodné vysvétlit souvislost mezi ziskavanim znalosti a dolovanim dat. Ziskdvani znalosti
je rozsahla disciplina, kterd zahrnuje mnoho soucasti. Jednou z nich je pravé dolovani dat. Mnohdy
ovSem byva dolovani dat (anglicky data mining) nespravné pouzivano pro oznaceni celé discipliny
ziskavani znalosti. Je to predevsim diky krat§imu a snadnéji zapamatovatelnému nazvu. Podrobnéji

vztah mezi ziskavanim znalosti a dolovanim dat vysvétluje kapitola 2.1.

4 Hruska, T.: Informaéni systémy, pokro¢ilé informaéni systémy. Brno 2006, studijni opora, FIT VUT v Brné.



Zajimavou definici ziskavani znalosti z databazi formuloval v roce 1996 pan Fayyad se svymi
kolegy: ,, Ziskavani znalosti z dat je netrivialni proces zjistovani platnych, neznamych, potencialné
uzitecnych a snadno pochopitelnych zavislosti v datech.

Fakt, Ze se jedna o netrivialni proces, nam tika, Ze ziskani dané znalosti nelze provést pomoci
béznych néstrojl, a je proto potfeba vyuzit sofistikovanych, vypocetné naroc¢nych, analytickych
metod. Déle nam definice fika, Ze se musi jednat o platnou a neznamou zavislost v datech, ¢imz je
minéno, ze nehleddme informace na prvni pohled viditelné, zfejmé ¢i ziskatelné pomoci konvencnich
metod. Dals$i podminkou je, Ze ziskana informace musi byt platnd, tedy musi byt ovétitelna. Nakonec
nam definice fika, Ze ziskana znalost musi byt potencialné uzite¢na. To znamena, Ze tato znalost musi

byt néjakym zpiisobem vyuzitelna (naptiklad pti procesu rozhodovani).

1.3 Dolovani dat

Sam pojem dolovani dat mize na ¢loveka plisobit ponékud neformalné az hanlivé, ale ve skutecnosti
se jiz vzil do obecného povédomi. Casto byva dolovani dat definovano jako proces vyhledavani
skrytych zavislosti a odliSnosti. Zjednodusen¢ se jednd o definici pravdivou, ale ne zcela presnou.
Formalnich definic dolovani dat existuje veliké mnozstvi. Zde jsou uvedeny dv¢, které se v nékterych
ohledech vhodné doplituji.

Data mining (dolovani z dat ¢i vytézovani dat) je analyticka metodologie ziskavani

netrividlnich skrytych a potencidlné uzitecnych informaci z dat.®
Data mining je proces, ktery pouziva rizné analytické ndstroje pro vyhledavani skrytych vzorii
a vztahii v datech, které mohou byt pouZity jako podklad pro rozhodovani.’

Z uvedenych definic vyplyva, ze dolovani dat je inteligentnim procesem vyhledavani vzora
a vztahd v datech. Je to jeden z krokt procesu ziskavani znalosti. Tento proces bychom mohli rozdélit
na dv¢ ¢asti a to na piipravu dat a na ziskavani a naslednou prezentaci znalosti.

Za matematicky zaklad dolovani dat byva Casto povazovana statistika, ale to neni zcela presné.
Bylo tomu tak pfedevSim proto, protoze statistika predstavovala osvédCeny prostiedek pro
modelovani a analyzovani zavislosti v datech. Dolovani znalosti je ale mnohem komplexnéjsi
disciplinou, ktera zahrnuje mnoho principti a metod a statistika je pravé jednou z nich. Dolovani dat
se lisi od statistickych metod a metod umélé inteligence predevsim tim, ze je zde kladen diraz na
pripravu dat pro analyzu a na prezentaci vyslednych znalosti.

S pomoci dolovani dat mtizeme provadét fadu slozitych analyz. NejCastéji se v praxi setkavame
s pozadavky na tfi typy analyz a to na klasifikaci, pfedpovéd’ a na odhaleni zavislosti a rozdili.

Klasifikace slouzi k vyhodnoceni stavu né¢jakého pfedmétu naseho zajmu na zakladé informaci a dat,

5 Kocan, M.: Dolujeme a dolujeme. Cerven 2006. Clanek dostupny na URL
http://www.dbsvet.cz/view.php?cisloclanku=2006060101 (bfezen 2008)

6 Definice pojmu data mining podle http://cs.wikipedia.org/

7 Two Crows Corporation, Potomac USA: Introduction to Data Mining and Knowledge Discovery. 2005



které o ném mame. Piedpovéd je odhadovanim dalSiho vyvoje na zéklad¢ stavajicich informaci
v kombinaci s moznosti nastavit okolni vlivy podle ptedpokladu. Odhaleni zavislosti a rozdili fesi
vyhledavani vzajemnych vazeb a odlisnosti neodpovidajicich ostatnim zpracovavanym datiim.

Cilem dolovani dat je vzdy konkrétni feSeni obchodniho problému nebo hledanim cesty
k vylepSeni stavajiciho procesu. Cil je vzdy tfeba piesné predem definovat, protoze je nutné predem
pripravit data pro zadanou ulohu.

Aby mélo dolovani dat opravdu smysl, musime zajistit, aby byly nalezené informace vhodné
prezentovany a to tak, aby mohly byt co nejjednoduseji pochopeny uzivatelem. PouZzivaji se proto
textové vystupy (tabulky, sestavy, pfehledy, atd.) nebo vizualizace (sloupcové grafy, plosné grafy,
atd.).

1.4  Datovy sklad

Nejpouzivanéjsi definice pochazi od Billa Inmona, ktery tika: ,, Datovy sklad je podnikove
strukturovany depozitar predmétové orientovanych, integrovanych, casové neménnych, historickych
dat pouzitych na ziskavani informaci a podporu v rozhodovani. V datovém skladu jsou uloZena
atomickd a sumarni data. “.*

V béznych databézich je snaha o co nejmensi redundanci dat. Datové sklady jsou orientované
na piredmét (napiiklad na zdkaznika nebo na urcité¢ zbozi), tedy se snazi o separaci jednotlivych
funkénich celkt tak, aby struktura skladu byla co nejlépe Citelnd pro uzivatele. ZvysSuji se tak ale
naroky na ulozny prostor. Déle jsou datové sklady integrované, coz znamena, ze seskupuji vice
datovych zdrojl (Casto vice opera¢nich databazi podniku). Data jsou do skladu nahravana v urcitych
casovych intervalech a po velkych kvantech. Ulozena data se jiz neméni. V datovych skladech jsou
tedy nahrané udaje za dlouhé ¢asové obdobi, obvykle nékolika rokii.

Definice datového skladu je zde uvedena z diivodu, protoze se jedna o Casty piipad ulozist¢ dat
v procesu ziskavani znalosti z databazi a v této praci je takto nékolikrat zminovan (nejedna se ovsem

o jedinou variantu).

8 Lacko, L.: Databaze: datové sklady, analyza OLAP a dolovani dat s ptiklady v Microsoft SQL Serveru
a Oracle. Brno, Computer Press 2003, s. 48 - 49



2 Teoreticky uvod

Tato kapitola ¢tendfe seznami se skuteCnostmi, které predchazeji samotnému dolovéani dat. Prvni
podkapitola nabizi pohled na ziskavani znalosti z databazi jako na proces, ktery je sestaven z n¢kolika
krokt, které se v jistych posloupnostech opakuji. Dalsi podkapitola naznacuje jaka data jsou vhodna
pro dolovani. Nasledné jsou v kratkosti naznaceny principy procesu predzpracovani dat a v posledni

podkapitole je k dispozici piehled ¢astéji pouzivanych metod dolovani dat.

2.1 Proces ziskavani znalosti

Drive jiz bylo zminéno, Ze ziskavani znalosti z databazi je velice rozsahla disciplina a dolovani dat je
jeho soucasti. Na nasledujicim obrazku (obrdzek 2) je znazornén cely proces ziskavani znalosti a je

zde ukézano, jaké kroky se pfi ném provadéji a v jakém potadi.
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Obrdazek 2: Proces ziskavani znalosti
1. Cidténi dat — odstrafiuji se piebyte¢na a nekonzistentni data.
2. Integrace dat — je moZné kombinovat vice datovych zdrojo. Casto se kroky &isténi

a integrace dat provadéji spolecné a vysledek je ukladan do datového skladu.



2.2

Selekce dat — vybirdme data, ktera jsou pro danou analytickou ulohu relevantni.
Transformace dat — data se transformuji do sjednocené podoby vhodné pro dolovani pomoci
sumarizacnich a agregacnich operaci. Pokud jsou pouzity datové sklady, mlze predchazet
tento proces selekci dat, protoze byva soucasti tvorby datového skladu.
Dolovani dat — inteligentni metoda pouzivana pro vyhledavani datovych vzorg.
Vyhodnoceni vzorti — podle nastavené miry uzitecnosti se vyhledavaji skutecné zajimavé
vzory. Posoudit ovSem, zda je vzor zajimavym, neni vilbec jednoduché. Existuji 4 vlastnosti,
kterymi je zajimavost vzoru charakterizovana:

»  srozumitelnost pro ¢loveka

» platnost pro nova a testovaci data s uritym stupném jistoty

+  potencialni uZitenost

e novost
Vzory, které muzeme oznacit za zajimavé, jsou znalostmi. Konkrétni zpisob tohoto
posuzovani si ukazeme v kapitole popisujici metodu asociacni analyzy, kde se zajimavost
pravidla uréuje pomoci podpory a spolehlivosti.

Prezentace znalosti — vizualizace a prezentace nalezenych znalosti uzivateli.’

Zdroje dat pro dolovani

V soucasné dob¢ se nejcastéji k dolovani dat pouzivaji relacni databaze. Data jsou v nich uspotfadana

do tabulek (relaci), nad kterymi jsou definovany operace. Ulozeni dat v tabulkach musi spliiovat

podminku prvni normalni formy, coz znamena, Ze Udaje v jednotlivych sloupcich tabulky musi byt

atomické. Tato vlastnost se ovSem pro dolovani dat vzdy nehodi. Proto pokud vyuZivame relacni

databaze, tak Casto také vyuzivame datové sklady, ve kterych se shromazd’uji data z operacnich

databazi a miizeme na né pohlizet z historické perspektivy.

Relacni databaze nejsou ale jedinym zdrojem dat. Téch mtze byt mnoho, a proto nasleduje

kratky prehled nékterych moznych variant.

Transak¢ni databaze — v podstaté se jedna o soubor, kde kazdy fadek (zdznam) reprezentuje
jednu transakci.

Textové databaze — pod timto pojmem rozumime kolekci dokumentli a pomocnych struktur
(datovych souborti, napt. XML). Dolovanim naptiklad miizeme zjist'ovat, jakym jazykem
je dokument napsan.

Multimedialni databaze — obsahuji multimedialni data, tedy obrazova, video a audio data.
Web — z ur¢itého pohledu se jedna o velice rozsahlou databazi s obrovskym potencialem
pro dolovani. Napiiklad miizeme automaticky tfidit webové stranky podle jejich obsahu.

a dalsi

9 Han,

J., Kamber, M., Data mining: Concepts and Techniques. USA, Academic Press 2001, s. 6 - 7



2.3  Predzpracovani dat

Data, ktera se ukladaji v operacnich databazich podnikii nejsou optimalizovana pro analyzu. Jedna se
spiSe o podnikovou dokumentaci a archivaci tidajt. Proto se u téchto dat mizeme setkat s problémy,
které by piipadnou analyzu znemoznily. Napiiklad se miZe jednat o nasledujici:'

« Data obsahuji $patné udaje, zpisobené chybami meéficich pfistroji nebo chybou lidské

obsluhy.

+  Negkteré udaje jsou nevyplnéné. U nékterych atributi se dokonce stava, Ze jsou vyplnény

jen zcela vyjimecné — v takovych piipadech se hovoii o tzv. fidce obsazenych atributech.

« Data jsou popsana pfili§ mnoha atributy a neni zfejmé, které z nich jsou pro feSeni dané

tilohy relevantni. Uspéch zavisi na volb& vhodné mnoziny atributi.

+  Data maji formu slozitého rela¢niho schématu.

Ptedzpracovani dat ndm pomahd tyto problémy feSit. Ve vSech pripadech je Zzadouci tyto
nedostatky odstranovat, coz je zajiStovano pomoci nékolika krokdi procesu ziskavani znalosti, které
predchézeji samotnému dolovani dat (viz. obrazek 2). Jedna se o Cisténi, integraci, selekci, redukci
a transformaci dat.

Ukolem piedzpracovani dat je tedy odhalovat chyby v realnych datech, upozornit na né
a prijmout rozhodnuti, jak s nimi nalozit. Napiiklad doplnit udaje ve spolupraci s expertem z oboru
nebo pti dopliiovani vyuzit statistickych zakonitosti. Dochazi také k doplnéni vychozich dat z dalSich
datovych zdroju. Také jsou redukovany nadbytecné dimenze (mnozstvi dat), protoze s kazdou
dimenzi se exponencialné zvySuje ndrocnost zpracovani. Déle se data transformuji do tvaru vhodného

pro feSeni dané dolovaci tlohy.

2.4  Metody dolovani dat

Pomoci techniky dolovani dat mtizeme fesit velké mnozstvi zdanlivé nesouvisejicich tloh tykajicich
se mnoha obord. Je to diky tomu, Ze dolovani dat neni jedinou ustalenou metodou, ale je to spiSe
oznaceni skupiny metod. Da se tedy fici, Ze dolovani dat je vlastn¢ metodologii, kde si analytik sam
mize vybrat nejvhodnéjsi metodu pro ziskavani znalosti. Vybér této metody je jednim z prvnich
krokl v celém procesu a je tfeba ho dikladné zvazit. Pro feSeni jedné ulohy totiz mize existovat
metod vice a je pak tfeba tyto metody srovnat a vybrat tu, ktera je pro dany ucel nejlepsi.

Tato prace se zabyva podrobnym popisem jedné z téchto metod a to konkrétné asociacni
analyzou, se kterou se setkame v nasledujici kapitole. Zde je uvedeno pro ucelenéjsi prehled nekolik

jinych metod, které se Casto pouzivaji.

10 Gerstner Laboratory, CVUT v Praze: Pfedzpracovani dat pro data mining: metody a nastroje. 2006

10



2.4.1 Klasifikace a predikce

Obecné je klasifikace metodou pro rozdélovani dat do skupin dle jistych kriterii. Naproti tomu
predikce je postupem, kdy se na zakladé znamé mnoziny vstupnich hodnot a na zdklad¢ zndmych jim
odpovidajicich vystupnich hodnot, hled4 nejpravdépodobnéjsi hodnota vystupu pro piedem neznamé
kombinace vstupnich hodnot."

Za priklad klasifikace si mazeme uvést firmu, ktera ma prodejny v rlznych méstech
a shromazd’uje si informace o prodavanych vyrobcich. Z téchto informaci je mozné vytvaret skupiny
napiiklad podle obratu, podle typu zakaznika ¢i podle sortimentu. Na zakladé téchto skupin je mozné
vhodné¢ prizpusobit reklamni strategii podniku.

Jako priklad predikce nam miize poslouzit banka, ktera rozhoduje o ptidélovani tveért. Banka
ma zaznamy o vSech poskytnutych uvérech a z nich je mozné zjistit, jaci lidé meli problémy se
splacenim. Pokud tedy pfijde do banky zajemce o udéleni uvéru, Ize diky informacim o ném

odhadnout, zda dokaze tvér splacet.

2.4.2  Shlukova analyza

R. E. Bonner definoval v roce 1964 shlukovou analyzu takto: ,,Je ddna mnoZina objektii, z nichz je
kazdy definovan pomoci mnoziny znakii s nim souvisejicich. Tato mnozina znaki je pro kazdy objekt
stejnd. Mame nalezt shluky objektii (podmnoZiny piivodni mnoZiny objektit) tak, aby si ¢lenové shluku
byli vzajemnée podobni, ale nebyli si prilis podobni s objekty mimo tento shluk. . Shlukova analyza
tedy slouzi jako prostiedek k ziskéani klasifikace.'

Shlukovou analyzu v podstaté kazdy b&zn¢ pouzivame. Naptiklad pii piebirani ovoce jej
rozdélujeme na jakostni a Spatné. Nebo pfi vybéru auta si jednotlivé vozy pravdépodobné rozdélime
do shluki podle znacky, barvy, kvality apod. S daty v databazich je to podobné. Abychom se v nich

lépe vyznali, snazime se je rozdelit do tiid podle pfedem definovaného konceptu.

2.4.3 Neuronoveé sité

Jedna se v podstaté o analogii naseho lidského mozku, ktery je tvofen vzijemné propojenymi
neurony. V umélych sitich se neuron chova jako prvek, ktery piijima na vstupech podnéty od
ostatnich neurond, které jsou s nim propojeny. Pokud celkovy soucet hodnot na vstupech piekroci
stanoveny prah, neuron se aktivuje a zane ovlivitiovat ostatni neurony. Dillezitou vlastnosti téchto siti
je schopnost uceni se. Znalosti jsou pak v téchto sitich udrzovany diky nastaveni vah na jednotlivych

vazbach mezi neurony."

11 Pulpan, J.: Dolovéni dat aneb Hledani skrytych souvislosti. Cerven 2001. Clanek dostupny na URL
http://www.systemonline.cz/clanky/dolovani-dat-aneb-hledani-skrytych-souvislosti.htm (biezen 2008)

12 74k, L.: Automatizace. Ro¢nik 47, biezen 2004, &islo 3, str. 180

13 Motivovano textem Pospisil, J., Nemrava, M.: Dolovani dat a jeho aplikace. 2006, kapitola 3.4
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2.4.4 Rozhodovaci stromy

Jedna se o analytické nastroje slouzici k nalezeni pravidel a vztaht v datovém souboru pomoci
datovou strukturu, tak je algoritmus velice rychly.

Cilem je urcit takové objekty popsané souborem atributi, které¢ dokazi zaznamy rozdélit do
tiid. Problémem mize byt urCeni na kolik ,,vétvi“ se ma delit kazdy objekt. Pokud zdznamy
rozdélime do velkého mnozstvi tfid, mize nastat situace, kdy do kazdé ttidy ptislusi pouze nekolik
mélo zdznam( a nelze tak vyvodit zadna rozhodovaci pravidla. **

Stromy se skladaji z uzli, které reprezentuji testy hodnot urcitého atributu objektu. Z uzlu vede
konecny pocet hran, které jsou mnozinou hodnot daného atributu a koncové uzly (listy) reprezentu;ji
tfidy, do kterych je dany objekt klasifikovan."

Rozhodovaci stromy jsou vhodné pro ulohy, ve kterych ma byt provedena klasifikace nebo
predpovéd’. Uzitecné jsou v oblastech, ve kterych mizeme hodnoty proménnych rozdélit do relativné
malého poctu skupin. Na druhou stranu nejsou vhodné pro piipady, kdy je ukolem predpovezeni
kvantitativnich hodnot.

Rozhodovaci stromy ziskaly popularitu, protoze jejich zobrazeni je velmi snadno pochopitelné.
Popis pomoci rozhodovaciho stromu je fadou jednoduchych rozhodovacich pravidel, které casto byva
prezentovano ve formé grafu. Tyto grafy jsou snadno a bez vétSich znalosti statistickych metod

interpretovany fidicimi pracovniky.'®

14 Podle ¢lanku Rozhodovaci stromy, Data mining solutions. Rijen 2002. Clanek dostupny na URL
http://datamining.xf.cz/view.php?cisloclanku=2002102802

15 Podle ¢lunku Rozhodovaci stromy, Wikipedie. Srpen 2007. Cléanek dostupny na URL
http://cs.wikipedia.org/wiki/Rozhodovaci_stromy (duben 2008)

16 Palpan, JI.: Dolovéani dat aneb Hledani skrytych souvislosti. Cerven 2001. Clanek dostupny na URL
http://www.systemonline.cz/clanky/dolovani-dat-aneb-hledani-skrytych-souvislosti.htm (biezen 2008)
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3 Asocia¢ni analyza

Ziskévani asociacnich pravidel hleda zajimavé asociace nebo korelace (mira zavislosti mezi dvéma
proménnymi) nad velkymi mnozinami datovych polozek. Nalezeni zajimavych asociaci nad
obchodnimi transakénimi zaznamy miize pomoci v procesu obchodniho rozhodovani, jako je navrh
katalogti, ak¢nich nabidek nebo rozmisténi zbozi v obchodé."”

Nejcastéji pouzivanym piikladem asociacni analyzy je analyza nakupniho koSiku (market
basket analysis). Cilem této analyzy je odhalovat zvyklosti a stereotypy v ndkupech zakaznikii. Jedna
se tedy o hledani produktt, které si zakaznici kupuji vyznamné castéji spole¢né€. Jako elementarni
piiklad ndm muze poslouzit zavislost, ze pokud si zakaznik kupuje mouku, tak si s vysokou
pravdépodobnosti koupi i cukr. Pti rozboru této zavislosti si miizeme uvédomit, ze pokud si zakaznik
kupuje mouku, tak ji obvykle upotfebi na peceni, pii kterém vétSinou potfebuje také cukr. Diky
odhaleni této korelace pak mlize zareagovat management obchodu a to naptiklad rozestavenim zbozi
v obchodé. Vyrobky, které se prodavaji celkem Casto spole¢né, pak mlze umistit blizko u sebe
a spole¢ny prodej tak posilit. Pokud se dané vyrobky prodavaji spolecné ve vétsiné piipadi, mize
management zareagovat tak, ze tyto vyrobky umisti daleko od sebe. Zakaznik tak musi projit celym
obchodem a mize si koupit i jiné zbozi, pro které¢ ptivodné nesel. Objevenych zavislosti se da také
vyuzit pii vytvareni propagacnich letakd nebo pfi promysleni slevovych akci.

Vyuziti metod asociacni analyzy ale u podpory rozhodovani managementu nekon¢i. Vyuziva se

také pfi vyzkumech v mediciné, sociologii, ale naptiklad i v hutnictvi.

3.1  Asociacni pravidla

Z uvodu jiz vime, ze asocia¢ni pravidlo ndm reprezentuje korelaci, tedy vzajemny vztah mezi
néjakymi proménnymi. Asociacni pravidlo nam tedy mutize fikat, Ze proménna A se Casto vyskytuje ve
spojeni s proménnou B. Pokud provadime dolovani na obrovském vzorku dat, tak vzijemné
porovnani vSech prvki v databazi by mohlo trvat neumémé mnozstvi ¢asu. Je tedy tieba promyslet,
jakym zptisobem efektivné vyhledavat asocia¢ni pravidla.

Vzajemnych vztahti (pravidel) mezi vSemi zdznamy je mozné nalézt prakticky neomezené
mnozstvi. Proto je tfeba stanovit, jakym zpiisobem urcime, jestli je nalezeny vtah relevantni, tedy ma
pro nas né&jakou hodnotu. Hledame proto vztahy, které¢ se vyskytuji v zdznamech vyznamné casto
a kvili tomu musime stanovit prah, podle kterého urcime, jestli je dany vztah pro nas zajimavym
nebo neni. Vzdy si ale musime uvédomovat, ze nalezena pravidla jsou pouze hypotézami, které je

tteba zkoumanim potvrdit nebo zamitnout.

17 Zendulka, J. a kol., Ziskavani znalosti z databazi, studijni opora. Brno 2006, FIT VUT v Brn¢ s. 75
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Z ptedchoziho textu tedy vyplyva, Ze pro dolovani asociacnich pravidel vyvstavaji dvé
zakladni otazky:

« Jak efektivné vyhledavat zavislosti v obrovském mnozstvi dat?

« Jak urcit, které asociace jsou relevantni?

Odpoved’ na prvni otazku nabidne kapitola 4, ktera pojednava o dolovani asociacnich pravidel.
Nasledujici podkapitoly se snazi osvétlit odpovéd’ na otazku druhou, tedy na urCovani relevance

nalezenych asociaci.

3.2  Stanoveni relevance pravidla

Nasledujici priklady asociacnich pravidel se tykaji analyzy nakupniho koSiku. Pfedpokladejme, Ze
mame mnozinu vSech polozek zbozi, které obchod nabizi. Kazdou polozku pak mtizeme v databazi
reprezentovat boolovskou hodnotou, ktera znaci jeji pritomnost ¢i nepfitomnost v nakupnim kosiku
zakaznika. Zaznam o kazdém nakupu mizeme tedy reprezentovat bitovym vektorem. Z téchto
vektord mizeme pak analyzou ziskavat asociaéni pravidla.

Nejprve je tteba ukazat, jak vypada obecny zapis asocia¢niho pravidla:
[IA2A [3A ... Ain-1 = in (podpora = s, spolehlivost = c)

I = {i1, iz, i3, in} je mnozina vSech polozek zbozi v databazi. Uvedené pravidlo nam tika, ze
pokud si zakaznik zakoupi v8echny polozky i: ... in-1, tak si s podporou s a se spolehlivosti ¢ koupi

i polozku in. Pro lepsi pochopitelnost nasleduje konkrétni ptiklad:
televize = pokojova anténa(s = 4%, ¢ = 75%)

Toto pravidlo ukazuje, Ze ve 4% z celkového poctu ndkupl si zdkaznici koupili televizi
a zaroven pokojovou anténu. Déle se z pravidla dozvidame, ze pokud si zakaznik koupil televizi, tak
si v 75% ptipadt koupil i pokojovou anténu.

Proménna s (anglicky support) stanovuje podpor a ¢ (anglicky confidence) ukazuje spolehlivost
nalezeného pravidla. Tyto dvé proménné predstavuji zékladni miru relevance (zajimavosti)
asociacniho pravidla.

Podpora — jedna se o pravdépodobnost vyskytu zdznamu, ktery splnuje vSechny predikdty
ir ... in v datech. Jde tedy o pomer poctu zaznamii obsahujicich vSechny polozky i1 ... in
ku vSem zdaznamuim.

Spolehlivost — jedna se o podminéenou pravdépodobnost pro jev in v datech za podminky, Ze
plati vsechny predikaty i1 ... in-1. Jde tedy o pomer poctu zaznamii obsahujicich vsechny
polozky i1 ... in ku vSem zaznamum obsahujicim pouze polozky ii ... in-1.

Asociacni pravidlo, které piekro¢i uzivatelem nastavené prahové hodnoty podpory

a spolehlivosti, je povazovano za zajimavé a stava se tak soucasti vysledku dolovani.

14



3.3  Rozdéleni asociacnich pravidel

Asociacni pravidla se rozdéluji mnoha zpisoby a podle rozlisnych kritérii. Rizné druhy pravidel se
také Casto 1i8i i ve zpisobu jejich ziskavani. Nasleduje prehled nékterych typt pravidel. Tento piehled
vzhledem k rozsahlosti discipliny dolovani asociacnich pravidel neni Gplny a ukazuje jen nékolik
piiklada.'®

+ Podle typu hodnot, pouZzitych v pravidlech:

— boolovskd pravidla: nabyvaji pouze dvou stavll a pouzivaji se k urCeni pfitomnosti
nebo neptitomnosti polozky v datech.

— kvantitativni pravidla: mohou nabyvat spojitych hodnot, a proto se pomoci téchto
pravidel daji vyjadrit slozitéjsi vztahy. Nasledujici pravidlo mize poslouzit jako
priklad:

prijem = 30000 — 40000 A véek = 25 — 30 = koupi (notebook)
« Podle typu pravidel:

— implikacni: jedna se o pravidla typu A = B, coz znamena, Ze A je pfi¢innou B.

— asociacni: tato pravidla odhaluji souvislost mezi daty. Zapisuji se A ~ B, tedy
A souvisi s B.

+ Podle dimenzi obsaZenych v pravidlech:

— jednodimenziondlni pravidla: jedna se o vSechny transakéni asociace, které jsou
reprezentovany boolovskou hodnotou. Pravidla obsahuji pouze jeden predikat, tedy
napiiklad koupil:

koupil (olivy) A koupil (syr) = koupil (vino)
— multidimenziondlni pravidla: kombinuji vice predikatt. Priklad:
prijem (60000 — 75000) A vék (45 — 55) = koupil (Audi)

—  hybridné dimenzionalni pravidla: pravidla v nichz se nékteré predikaty opakuji.

Priklad:
vek (19— 25) A zaméstnani (student) A koupil (notebook) = koupil (tiskarna)
+ Podle turovni abstrakce pouzité v pravidlech:

Pti hledani asociaci mizeme také rozliSovat uroven abstrakce. Mlizeme naptiklad zkoumat

vliv véku zakaznika na vybér bud’ znacky auta nebo jen na typ vozu (sedan, kombi). Prvni

priklad je konkrétné;jsi.

+ Podle dalSich rozsifeni asocia¢nich pravidel:
Hledani asociaci mtze byt obohaceno o dalsi rozsiteni, naptiklad o korelacni analyzu,

o dalsi statistické testy pti vyhodnocovani zajimavosti pravidel, atd.

18 Podle zdrojii Burda, M.: Ziskavani znalosti z databazi — Asociaéni pravidla. VSB-TU Ostrava, 2004 a
Zendulka, J. a kol., Ziskavani znalosti z databazi, studijni opora. Brno 2006, FIT VUT v Brné
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4 Dolovani asociacnich pravidel

Kniha Data mining: Concepts and Techniques (J. Han, M. Kamber) oznacuje za autory dolovani
asociacnich pravidel skupinu tfi badatelt Agrawal, Imielinski a Swami, ktefi v roce 1993 publikovali
¢lanek ,, Mining association rules between sets of items in large databases . Zajimavosti ovSem je, ze
se touto disciplinou o né€kolik let diive zabyvala skupina Ceskych védct a to panové P. Hajek,
M. K. Chytil a T. Havranek, ktefi spoleéné navrhli metodu GUHA (General Unary Hypothesis
Automaton, Cesky automat na obecné undrni hypotézy). Tato metoda slouzila pro systematické
vytvareni hypotéz na zaklad¢ empirickych dat, tedy umoziovala generovani pravidel a to asocia¢nich,
korela¢nich ¢i implika¢nich. Rozbor této metody je ovSem nad ramec této prace.

Tato kapitola vysvétluje zakladni myslenku dolovani asociacnich pravidel. Dale se ¢tenar
seznami s principy trividlniho vyhledavani, s algoritmem Apriori a s jeho modifikacemi. Algoritmu
Apriori je vénovano hodné prostoru a to predevsim proto, Ze je v oboru dolovani asociacnich pravidel

povaZovan za zakladni.

4.1 Uvod do problematiky

V nasledujicim textu se budeme podrobngji zabyvat jiz zminovanou analyzou nakupniho kosiku, coz
znamena dolovanim jednodimenzionalnich asociacnich pravidel. Jednodimenzionalni pravidla
obsahuji pouze jeden predikat, a to v tomto ptipadé predikat koupil.

Dolovani budeme provadét na transakéni databazi, ktera zaznamenava detailni informace
o nakupech zakaznikli. Analyzovana data se tak budou skladat z fady boolovskych atributl (polozky
zbozi v obchodé¢), které obsahuji hodnotu 1 pokud si zakaznik danou polozku koupil a hodnotu

0 pokud ne (viz. tabulka).

TID polozka 1 polozka2 | polozka3 | polozka 4 polozka 5
01 1 1 0 0 1
02 0 0 0 1 0
03 1 1 1 0 0
04 1 1 1 0 1
05 0 1 0 1 1

Tabulka 1: Databaze transakci

Z této tabulky mizeme ziskat toto pravidlo:
polozkal A polozka2 = polozka5
Ziskané pravidlo mé podporu 2/5 = 0,4 = 40% a spolehlivost 2/3 = 0,67 = 67%. Pokud bychom
nastavili prahové hodnoty pro podporu na 20% a pro spolehlivost na 80%, tak bychom toto pravidlo

prohlasili za nezajimavé.
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Proces dolovani asociac¢nich pravidel probiha ve dvou krocich:

s Nalezeni frekventovanych mnozin — mnozina se nazyva frekventovanou, jestlize dosahuje
minimalni stanovené podpory.

»  Generovani silnych asociacnich pravidel — asociatni pravidlo se nazyva silné tehdy,
jestlize je vygenerovano z frekventované mnoziny a spolehlivost pravidla dosahuje

minimalni stanovené hodnoty.

4.2  Trivialni vyhledavani

Na zakladé predchoziho popisu jiz mizeme navrhnout nejjednodussi algoritmus vyhledavani
pravidel. Ten by pracoval tak, ze by generoval kombinace predikatti na pravou i levou stranu pravidla
a testovali bychom, jestli se jedna o silné asocia¢ni pravidlo.

Tento algoritmus je v praxi nepouzitelny, protoZe neni nijak omezen pocet nabizenych polozek
(atribut), ani poCet zdznamt v databdzi (transakci). Takto navrzeny algoritmus ma exponencialni
Casovou slozitost a pfi vyhledavani pravidel v obrovském mnozstvi dat dojde ke generovani

neomezeného poctu kombinaci.

4.3  Algoritmus Apriori

Apriori je nejjednodussim a ¢asto pouzivanym algoritmem pro dolovani asociaci. Samoziejmé jiz
neni tak jednoduchy jako predchozi princip trivialniho vyhledavani. Pti generovani frekventovanych
mnozin vyuziva jisté apriori znalosti (apriori = pfedem znamé), kterd algoritmu pomaha zabranit
generovani nekonecnych kombinaci.

Tato apriori znalost tika, Ze kazda podmnozina frekventované mmnoziny musi byt také
frekventovana. Vychdzime ptitom z faktu, Ze pfidani nového prvku k mnoziné nikdy nemuze
zapricinit narast podpory této mnoziny. Pokud tedy néjaka nalezena mnozina neni frekventovana, tak
ji algoritmus pfi dal§im prohledavani vylouci. Generovani frekventovanych mnozin k+/ polozek se
tedy provadi na frekventovanych mnozinach obsahujicich & polozek.

Apriori algoritmus funguje tak, ze nejprve vyhled4 vSechny frekventované mnoziny obsahujici
jednu polozku (kardinalita 1). Mnozinu frekventovanych mnozin kardinality 1 nazveme Li. V dal§im
kroku jsou vyhledavany frekventované mnoziny kardinality 2 (L2). K jejich vyhledavani je vyuzito
mnoziny Li. Pro nalezeni mnoziny L3 je vyuzito mnoziny L2, atd. Algoritmus ukonci vyhledavani
ve chvili, kdy jiz nelze najit frekventovanou mnozinu vyssi kardinality. Pro nalezeni frekventovanych
mnozin kazdého stupné je tfeba jeden cely pruchod daty.

Pro bliz§i popis generovani mnoziny Lk z mnoziny Lk-1 je tfeba jeste¢ definovat pojem kandidat
na frekventovanou mnozinu. Jde o mnozinu u niz jesté frekventovanost nebyla prokazana prichodem

daty, ale zaroven nebyla prohlasena za nefrekventovanou.
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4.3.1

Dva kroky algoritmu

Generovani frekventované mnoziny kardinality k& probihd ve dvou krocich, které popisuje tato

podkapitola.

Spojovaci krok: pro nalezeni vSech frekventovanych mnozin kardinality £ (Lk), se spojenim

mnozin z Lk1 vygeneruje mnozina kandidatd na frekventované mnoziny (Ck).
Algoritmus piedpoklada lexikografické sefazeni polozek v mnozin€. Ke spojeni dvou
mnozin li a lj (mnoziny z Lk1) dojde, pokud maji tyto mnoziny prvnich k-2 prvka
shodnych. Pro mnoziny li a lj dile musi platit, ze (k-I) — polozka je u mnoziny
li lexikograficky mensi nez u mnoziny lj. Vysledny kandidat tedy vznikne spojenim

li s posledni (k-1) polozkou l.

Vylucovaci krok: Jestlize mame vygenerovanou mnozinu Ck (nadmnozina Lk), tak z ni v tomto

4.3.2

kroku musime vyloucit vSechny mnoziny, které nejsou frekventované.
O frekventovanosti mnozin se lze presvédéit jednim prichodem databazi, coz je ovsem
u velkych databazi velmi pomalé a neefektivni. Proto pfi redukovani vyuzivame Apriori
znalosti. Z Ck tedy vylouime ty mnoziny, pro které neplati, ze vSechny jejich
podmnoziny jsou frekventované. Pro porovndvani se da vyuzit hashovaci strom, coz
vyrazné urychli vysledné prohledavani. S takto redukovanou mnozinou Ck provedeme
prichod daty a ovéfime splnéni minimalni stanovené podpory u vsSech zbylych

kandidatnich mnozin. Poté jiz ziskdvame hledanou mnozinu Lk.

Funkce algoritmu

Pro lepsi pochopeni celého principu je v této podkapitole ukazana funkce algoritmu Apriori na

jednoduchém ptikladu."

TID polozky
01 |il,i2,i5

02 |i2,14

03 |i2,13

04 |il,i2,i4

05 |il,13

06 |i2,13

07 |il,i3

08 |il,i2,i3,i5

09 |il,i2,i3

Tabulka 2: Transakcni data

19 Uvedeny piiklad je ¢asteéné pfevzat ze studijni opory: Zendulka, J. a kol., Ziskavani znalosti z databazi,
studijni opora. Brno 2006, FIT VUT v Brné s. 78 - 80
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Nejprve vygenerujeme mnozinu vSech kandidatl na frekventované mnoziny kardinality
jedna (C1). Nasleduje pruchod daty, pii kterém se zjistuje pocet vyskytt kazdé kandidatské
mnoziny. Pro kazdou mnozinu v Ci se vypocita podpora.

Ve druhém kroku dochazi k vylouceni vSech kandidatnich mnozin, které nespliiuji
minimalni stanovenou podporu. Takto vytvofime mmnozinu frekventovanych mnozin
kardinality jedna (L1). V piikladu budeme uvazovat minimalni podporu 22%.

Ve tietim kroku se vzajemnym kombinovanim polozek z L1 vytvaii mnozina kandidatii na
frekventované mnoziny kardinality dva (C2). Poté je opét jednim prichodem daty
vypocitana podpora jednotlivych kandidati. Z mmoziny C: jsou vylouCeny vSechny
kandidatni mnoziny, které nesplituji stanovenou prahovou hodnotu podpory a je tak
vygenerovana mnozina Lo.

Algoritmus pokracuje generovanim dal§i mnoziny kandidatt Cs a z ni je vySe popsanym
zpisobem vygenerovana mnozina Ls3.

Algoritmus skon¢i ve chvili, kdy po odstranéni vsech nefrekventovanych kandidatnich

mnozin zlstane mnozina Ck prazdna, tedy nezlistane zadnad frekventovana mnozina

kardinality k.
Prichod
Cl daty — Cl Ll
Mnozina | zjiSténi MnozZina | Pocet | Porovnanipodpory MMnpoZina | Pocet
1} poitu Ty 3 kandidatd s min. 17 3
{i2} vyskyti {i2} 7 podporou {i2} 7
{i3} {i3} 6 {i3} 6
{i4} {i4} 2 {i4} 2
{i5} {i5} 2 {i5} 2
c2 c2
MnoZina | Prichod Mnozina | Pocet | porovnani 7,
{il1; i2} daty — {i1;i2} 4 podpory <= =
{i1; 3} | zisteni {i1; i3} 4 kandidata M{"1° z.'zn}a P°:et
Generovani {il; i4} podtu {i1; i4} 1 s min. : ' :
kandidéti C2 | {il;i5} | vyskytd {i1; i5} 2 podporou | 1111133 4
o o {il1; i5} 2
—p | {i2;i3} {i2; i3} 4 (2, 3 .
{i2; i4} {i2; i4} 2 {;zj :4} 5
{i2; i5} {i2;i5} 2 {i2: i5} 5
{i3;i4} {i3; i4} 0 .
{i3; i5} {i3; i5} 1
{i4; i5} {i4; i5} 0
Prichod Porovnani
daty — podpory
zjisténi kandidata
Generovani 3 pjoém ¢3 S min. L3
kandidat C3 [ MnoZina | yckyq MnoZina | Pocet | podporou | Mnozina | Pocet
— P [ {i1;i2;i3} {i1;i2; i3} 2 {i1;i2; i3} 2
{i1;i2;i5} {il; i2; i5} 2 {i1;i2;i5} 2

Obrazek 3: Ukazka pribéehu algoritmu Apriori

19



Pokud jsme jiz nalezli vSechny frekventované mnoziny v datech, tak vygenerovani silnych

asociacnich pravidel jiz neni slozité. Probiha podle nasledujici rovnice:
s(A UB)

s(A)

Samotné generovani asociacnich pravidel pak probiha v nasledujicich dvou krocich:

spolehlivost(A = B) = P(B|A) =

+ Pro kazdou frekventovanou mnozinu polozek [ se vygeneruji vsechny neprazdné
podmnoziny.
«  Pro kazdou neprazdnou podmnozinu s mnoziny | se vygeneruje asociaéni pravidlo ve tvaru
s = (I — s) a podle rovnice se vypocita jeho spolehlivost. Jestlize je spolehlivost pravidla
vy$§i nez minimalni stanovena , pak je toto pravidlo silné.
Vzhledem k tomu, Ze jsou silnd asociacni pravidla generovana z frekventovanych mnozin, je
samoziejmeé, ze splituji podminku minimalni stanovené podpory.
Pro uplné dokonceni prikladu funkce algoritmu Apriori, nasleduje ukazka vygenerovani
asociacnich pravidel pro mnozinu {il, i2, i5}. Neprazdnymi podmnozinami jsou {il, i2}, {il, i5},

{i2, 05}, {il}, {i2}, {i5}. Vygeneruji se tedy nasledujici asociacni pravidla:

i2 N i5 =il; spolehlivost = 2/2 = 100% il Ni5 =12, spolehlivost = 2/2 = 100%
i2 =il A5, spolehlivost = 2/7 = 29% i5 =il A i2; spolehlivost = 2/2 = 100%
il A2 =15, spolehlivost = 2/4 = 50% il =i2 A i5; spolehlivost = 2/6 = 33%

4.3.3  ZvySeni efektivity algoritmu Apriori

« Hashovani: Pti generovani kandidati kardinality dva (C2) z frekventovanych mnozin L1,
lze pouzit hashovaci tabulku. Vygenerujeme vSechny kombinace mnozin L1 a ukladame je
do hashovaci tabulky. Vyuzijeme pii tom faktu, Ze pro identické zaznamy je vygenerovana
stejnd hash hodnota a tak jsou tyto zaznamy zafazeny do stejného seznamu v tabulce.
U kazdého seznamu tabulky je zdznam o poctu prvkli v ném obsazenych. Pokud je pocet
prvkid v nékterém seznamu mensi neZ minimalni stanovena podpora, tak vime, ze vSechny
mnoziny v ném obsazené jsou nefrekventované. Proto se s timto seznamem jiz dale
nepocita, coz vede k tispofe Casové ndro¢nosti algoritmu.

+ Rozdéleni dat: Nejprve se databaze rozd€li na n casti. Velikost n se voli tak, aby se
vSechna data vesla do paméti. V jednotlivych Castech se pak hledaji lokalni frekventované
mnoziny. Tyto potencidln€ frekventované mnoziny se stanou kandidity na ziskani
globalnich frekventovanych mnozin. Vyhodou této metody je, Ze pro nalezeni
frekventovanych mnozin jsou potieba jen dva prichody daty.

+ Redukce transakci: Pokud transakce neobsahuje zadnou frekventovanou mnozinu

kardinality k, tak nemize obsahovat ani frekventovanou mnozinu kardinality k+1. Proto je
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vhodné takové transakce z databaze bud’ vymazat nebo vhodné oznacit, aby se s nimi jiz
nepocitalo.

+  Vzorkovani: Jedna se o velmi rychlou a efektivni metodu. Nejprve se nahodné vybere
vzorek transakci z databaze tak, Ze se cely vzorek ulozi do paméti. Poté se v ném
vyhledavaji frekventované mnoziny. To vede k jisté nepfesnosti, proto se pocita s mensi
minimalni podporou. Diky tomu ziskame i n¢které mnoziny, které nejsou frekventované.
Proto nakonec ovétime frekventovanost vSech potencialné frekventovanych mnozin jednim

prichodem celou databazi.*

4.3.4 Modifikace algoritmu Apriori

Existuje n€kolik modifikaci algoritmu Apriori, které se v praxi pouzivaji. Pro piehled jsou zde
uvedeny nékteré z nich. Podrobnéjsi popis téchto algoritmil je ovS§em nad ramec této prace.

« Aprioriltemset: hlavni odliSnost algoritmu spo¢iva v odlisné reprezentaci vychozi
informace, kterd umozuje efektivngjsi provadéni nékterych operaci.”’

«  AprioriTID: tento algoritmus nepracuje pouze s fyzickou databazi na disku jako ptivodni
Apriori. Vyuziva mnozinu uloZenou v paméti, kterd je obrazem databaze. Znacnou
vyhodou je snizovani velikosti mnoziny v paméti, jelikoz prvky, které nemohou byt
vhodnymi kandidaty, viibec neobsahuje.

« AprioriTIDList: algoritmus se snazi vyuzit vyhod obou piedeslych a potladit jejich
nevyhody.”

4.4 Shrnuti

vvvvvv

nas zajimava. Jsou pro to vyuzivany rdzné statistické postupy ¢i testy. Je tieba si ale uvédomit, Ze
statistika pracuje pfedev§im s pravdépodobnosti, a proto vzdy existuje jista moznost (byt velmi
mala), ze statistické zavéry budou nepravdivé. Je tedy pravdépodobné, ze mezi ziskanymi
asociacnimi pravidly bude alespon n€které chybné.

Ziskavani asociacnich pravidel tim ale svij smysl neztraci. Na ziskané pravidla nemtzeme
pohliZet jako na jistou pravdu. Asociacni pravidla nam ukazuji, které hypotézy jsou danymi daty

podporovany, jaké vztahy jsou nejspise pravdivé a které sméry dalsiho badani jsou nad&jné.”

20 Podle zdrojii Burda, M.: Ziskavani znalosti z databazi — Asociaéni pravidla. VSB-TU Ostrava, 2004 a
Zendulka, J. a kol., Ziskavani znalosti z databazi, studijni opora. Brno 2006, FIT VUT v Brné

21 Honzik, M. J.: Vyzkum informacnich a fidicich systéma. Brno, VUT FEI, 1999

22 Zeman, D.: Description of association rules discovery, process in image databases. [Semestralni prace]
Brno, VUT FIT

23 Motivovéno zdrojem: Burda, M.: Ziskévani znalosti z databazi — Asociaéni pravidla. VSB-TU Ostrava, 2004
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5 Prakticka Cast

5.1 Uvedeni

Praktickou c¢asti této prace je implementace aplikace, ktera vhodnym zptisobem prezentuje funkcnost
algoritmu Apriori. Aplikace je implementovana v programovacim jazyce Java.

Jedna se o konzolovou aplikaci, ktera jako vstupni databazi pouziva soubor zapsany dle daného
formatu. Soubor obsahuje seznam polozek a databazi transakci. Program nejprve nacte polozky a poté
v databazi transakci pomoci algoritmu Apriori vyhledava zavislosti mezi polozkami. Po jejich
nalezeni program vygeneruje ukazkova asociacni pravidla a do uzivatelem definovaného umisténi

vytvoii HTML soubor, ktery prezentuje vysledky prubéhu algoritmu.

5.2  Navrh aplikace

Aplikace je vytvofena ze tfech zakladnich tfid. Hlavni tfidou je Main.java, kterd obsahuje funkci
main(). Tato tfida obstaravd komunikaci s uzivatelem, od kterého si vyzadda veskeré vstupni
informace. Dalsi tfidou je Loader.java. Tato tfida vytvafi abstrakci nad ¢tenymi daty, tedy obstarava
veskeré Cteni ze souboru i ze standardniho vstupu. Data pfedava v dohodnutém formaéatu. Posledni ze
zakladnich tfid je Apriori.java. Tiida obsahuje algoritmus Apriori, vyhledava zavislosti v ulozenych
datech a generuje asociacni pravidla.

Program dale obsahuje dvé pomocné ttidy, které slouzi pro ulozeni generovanych mnozin a pro
ulozeni vyslednych asociacnich pravidel.

Posledni trida, kterou aplikace obsahuje je Htmlgenerator.java, ktery slouzi pro generovani

HTML souboru prezentujiciho pribéh algoritmu a zobrazujiciho nalezené asociace.

5.2.1 Main.java

Ttida obsahuje funkci main(), ktera se vola pii spusténi programu. Nejprve se zkontroluji parametry
piikazové tadky. Poté program komunikuje pomoci metod tfidy Loader.java ptes standardni vstup
avystup s uzivatelem a vyzadd si od néj zadkladni informace jako je ndzev a cesta k souboru
s databazi a parametry pro vyhleddvani asociacnich pravidel, tedy minimalni hodnoty podpory
a spolehlivosti. Jakmile jsou zadany veskeré vstupni udaje spusti se tfida Apriori.java. Po jejim
prabehu se vola generator HTML souboru prezentujiciho vysledny pritb¢h algoritmu.

Trida také oSetfuje vSechny chybové stavy. Pokud pii béhu programu dojde k zadani
neplatného vstupu nebo je generovana vyjimka, vola se funkce printErrorExit(), ktera vytiskne na

standardni vystup chybové hldseni a ukonci béh programu.
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5.2.2 Loader.java

Tato tfida obsahuje nékolik metod, které slouzi pro komunikaci s uzivatelem. Jedna se o metody
questionString(), questionInteger() a questionTF(). Kazdd z téchto metod ma za parametr fetézec,
ktery je jako otazka vytistén na standardni vystup. Poté je od uzivatele vyzadovana syntakticky
spravna odpoveéd (naptiklad questionInteger() vyzaduje jako vstup pouze Ciselné hodnoty, jinak
vypiSe chybové hlaseni a vyZaduje opétovné =zadani hodnoty). Nacétenou a syntakticky
zkontrolovanou odpovéd’ pak metody predavaji jako svou navratovou hodnotu.

Dalsi dialezitou funkci této tiidy je také to, Ze se stard o nacitani dat ze souboru obsahujiciho
databazi polozek a transakci (podrobny popis formatu souboru je v nasledujici kapitole 6.3.2). Tuto
funkci ve tfid€ obstaravaji dvé metody a to loadItems() a loadTransa(). Prvni z téchto metod nacte ze
souboru seznam polozek, vytvori pole se vSemi indexy a také tabulku, ktera umoznuje pfevod indexu
polozky na jeji nazev. Druhd z metod funguje tak, Ze pfi volani vrati jako navratovou hodnotu jednu
transakci. Jakmile metoda ptfe¢te vSechny transakce a narazi na konec souboru, vrati prazdny fetézec
a soubor uzavre.

Posledni metodou, kterou tato tfida obsahuje, je generateTransaFile(). Tato metoda umoziuje

vygenerovat soubor s testovacimi daty.

5.2.3  Apriori.java

Jedna se o nejdiilezitéjsi tfidu celé aplikace. Apriori.java obsahuje algoritmus Apriori a veskeré
funkce, které jsou pro jeho pribéh nezbytné.

Nejprve je tfeba nastavit nékteré parametry tridy, které jsou nutné pro samotny pribch
algoritmu. Jedna se o seznam polozek v databazovém souboru, ktery je nutné pro generovani prvni
kandidatské mnoziny. Dale pak je tfeba nastavit minimalni hodnotu podpory a vzhledem k tomu, ze
tfida generuje i asociaCni pravidla, tak se musi zadati i prahova hodnota spolehlivosti. Po nastaveni
téchto hodnot se jiz vola metoda process(), ktera tidi pribéh algoritmu. Metodé se jako parametr

predava odkaz na databazovy soubor.

Cl = generateCandidate () //generovani kandidatt Cl1

executionSupport (Cl) //vypolet podpory kandidatu

L1 = checkSupport (Cl) //vylouceni nefrekventovanych
//kandidatu

while (pocet kandidéatd Ln != 0) {

Cn = generateCandidate ()

executionSupport (Cn) //pruchod v3ech transakci
//a vypocet vyskyta v Cn

Ln = checkSupport (Cn) //vylouceni mnozin, které
//nejsou frekventované

Mlustrace 1: Ukdzka principu algoritmu Apriori v pseudokodu
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Algoritmus Apriori probiha v krocich, které jsou znazornény na ptedchozi strané v pseudokodu
({lustrace 1). Pro kazdou kandidatskou mnozinu Cn algoritmus projde jednou celou databazi a ovefi
podporu vsech jejich prvki. Vyloucenim prvkll s nizkou podporou pak vznikne frekventovana
mnozina La. VSechny kandidatské i frekventované mnoziny jsou v pribéhu ukladany do vektort, aby
bylo mozné znédzornit pribeh algoritmu ve vysledném HTML souboru, ktery prezentuje vysledky.

Ttida Apriori.java obsahuje pfedev§sim pomocné metody pro pribéh algoritmu. Zahrnuje v sob¢
také jest€¢ metody pro generovani vyslednych asociacnich pravidel. Hlavni funkci pfi tom zastava
metoda generateAssociationRules(), ktera projde vSechny frekventované mnoziny nejvyssi nalezené
kardinality a vygeneruje pro n¢ silna asociacni pravidla tedy ta, kterd splituji pozadavek minimalni
stanovené spolehlivosti. Vzhledem k tomu, Ze se asociacni pravidla generuji ze vSech podmnozin
frekventované mnoziny, tak tfida obsahuje diilezitou pomocnou metodu getAllSubsets(), ktera

generuje vSechny neprazdné podmnoziny z mnoziny predané parametrem.

5.2.4  Tridy pro uloZeni dat

Program obsahuje dv¢ tiidy, které jsou v podstaté¢ vyuzivany jako datové struktury. AprioriSets.java
slouzi pro ulozeni mnoziny polozek. Pii generovani kandidatskych mnozin se vytvofi instance této
tfidy a ulozi se do ni samotna kandidatskd mnozina, dale mnozina, ze které dana kandidatskd mnozina
vznikla (je tfeba pfi generovani dalSich kandidatl) a nakonec se nastavi pocet vyskytd mnoziny na
nula. Pfi priichodu databazi se vyhledava dand mnozina v transakcich a pfipadné se zvysuje pocet
vyskytli mnoziny.

Dalsi tfidou je AssociationRules.java, ktera slouzi pro uloZeni asociacnich pravidel a jejich

spolehlivosti, které jsou vygenerovany z n¢které frekventované mnoziny.

5.2.5 Htmlgenerator.java

Jedna se o tfidu, ktera vygeneruje HTML soubor obsahujici informace o prib¢hu algoritmu. Soubor
tedy obsahuje napfiklad hodnoty parametri, se kterymi byl program spustén, ptehled polozek
v databazi, dale pak ukazky vygenerovanych asociacnich pravidel a také jsou v ném ukazky

kandidatskych a frekventovanych mnozin.

5.3 Prace s programem

5.3.1 Uzivatelem zadavana data

Program se po svém spusténi nejprve dotaze, zda si uzivatel pieje nacist stavajici soubor s databazi
transakci nebo si pfeje vygenerovat novy pro potieby testovani. V pfipadé spusténi generatoru nového

databazového souboru je tfeba zadat celkovy pocet polozek a transakci. Dale se program pta na
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konkrétni nazvy polozek, které ovSem neni nutné zadat (za ndzvy polozek se pak pouziji
identifikatory transakci). Generator souboru vytvari nadhodné databazi transakci. Pocet vyskyti
jednotlivych polozek je ovSem v takto generovanych transakcich celkem vysoky, a proto tyto
databaze obsahuji velké mmnozstvi frekventovanych mnozin, ¢imz se vyrazné lisi od redlnych
obchodnich dat. Programem vytvafené databdze se hodi pfedevSim pro potfeby testovani a také
umoziuji meéfeni Casove narocnosti algoritmu.

Jakmile program nacte ¢i vygeneruje platny databazovy soubor, tak se jest¢ dotaze na prahové
hodnoty podpory a spolehlivosti, které jsou nutné pro samotny prub¢h algoritmu Apriori a pro
nasledné generovani asociacnich pravidel. Po zadani téchto hodnot se spusti algoritmus. Po jeho

skoncent si jesté program vyzada zadani nazvu pro HTML soubor s vysledky.

5.3.2  Format vstupnich dat

Program pouziva vlastni format souboru, ktery si pro potfeby testovani miZze uzivatel lehce sam
vytvorit. Soubor je rozdélen do dvou ¢asti, pficemz prvni obsahuje seznam identifikatorti a nazva

polozek a druha ¢ast je jiz samotna databaze transakci.

*Radkovy komentéar
[itemList]

il = chléb

i2 = rohliky

i3 = maslo

i4 = jogurt

i5 = Sunka

[transactionDatabase]
i1 i2 i5

i2 14

i2 13

il i2 i4

il i3

i2 i3

il i3

il i2 i3 i5

il i2 i3

Hlustrace 2: Ukdzka databdzového souboru **

5.3.3  Prezentace vysledkii algoritmu Apriori

Program po svém pribéhu vytvoii HTML soubor prezentujici vysledky a samotny prub¢h algoritmu.
Tento soubor obsahuje ptehled vstupnich parametrti (podporu, spolehlivost, pocet polozek v databézi
a pocet transakci), dale obsahuje seznam databazovych polozek a jejich nazvl, vygenerovana

asociacni pravidla a nakonec prehled kandidatskych a frekventovanych mnozin.

24 Jedna se o databazi pouzitou v piikladu v kapitole 4.3.2
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5.4  Testovani programu

Vzhledem k tomu, Ze je program implementovan v programovacim jazyce Java, je aplikace nezavisla
na typu opera¢niho systému. Testovani programu bylo provadéno jak na MS Windows, tak na
OS Linux. Zatézovymi testy byla prokazana pfiblizné shodnd vykonnost programu na obou

zminovanych platformach.

5.4.1 Oveéreni funk¢énosti

Prvnim testem programu, pomoci kterého byla ovérena jeho spravna funkcnost, byl test na ukazkové
databazi z kapitoly 4.3.2. Vystup programu s vysledky tohoto testu je mozné najit v ptiloze 1. Z této
ukazky je patrné, ze algoritmus probé¢hl stejné, jako je uvedeno na obrdzku ilustrujicim pribch
algoritmu Apriori rovnéz v kapitole 4.3.2.

Hlavnim testem pro ovéfeni funkénosti programu byla analyza vzorku databaze z obchodniho
domu Globus, ktera byla pro potfeby testovani poskytnuta Ing. Vladimirem Bartikem, Ph.D. Jedna se
o kompletni databazi polozek nabizeny obchodnim domem (¢itd 62 154 polozek), ale databaze
transakci je pouze velmi malym vzorkem Citajicim pouhych 274 transakci. Analyzou této databaze
byla nalezena nasledujici asocia¢ni pravidla:

Caj lemon => Caj (podpora: 6%, spolehlivost: 53%)
Caj ovocnd40 => Caj (podpora: 4%, spolehlivost: 66% )
Caj maracuja => Caj (podpora: 4%, spolehlivost: 64%)
Caj orange => Caj (podpora: 4%, spolehlivost: 76%)

Pro databazi obchodniho domu s potravinami se jedna o neocekavany vysledek. Obvykle se
v nejsilngjS§im pravidle vyskytuji komodity z oblasti peciva, protoze ty jsou skutecné prodavany
nejcasteji. Fakt, ze nebyl nalezen oc¢ekavany vysledek, lze vysvétlit tim, Ze se jedna o prili§ maly
vzorek databaze. Skutecnost, Ze je toto pravidlo v tomto vzorku nejsiln€j§im, byla potvrzena i jinymi
metodami, a proto je lze prohlasit za spravné.

Test skutecné operacni databaze z obchodu také prokazal jistou odliSnost této realné databaze
od programem nahodn¢ generovanych souborid transakci. Pfi analyze transakci z Globusu byl
program spustén s podporou 3% a spolehlivosti 50%. Pfi tomto nastaveni bylo z celkového poctu
polozek v databazi nalezeno pouze 51 frekventovanych pro kardinalitu 1, coZ je necelé jedno promile.
Pro kardinalitu 2 bylo nalezeno 1275 kandidatskych mnozin, frekventovanych bylo pouze 17
a z téchto bylo vygenerovano celkem 6 silnych asociacnich pravidel. U programem generovanych
transakcénich databazi splituji pozadavek podpory 20% vSechny polozky. Obvykle byvaji s touto
podporou nalezeny i mnoziny kardinality osm a vyssi. Proto tyto generované databaze nelze
srovnavat s redlnymi a lze je vyuzit pfedevS§im k zatézovym testlim, které jsou popsany v nésledujici

kapitole.
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5.4.2  Testy doby vypoc¢tu algoritmu

Tyto testy byly provaddény na programem nahodné generovanych databéazich. Pfi tomto generovani se
vyuziva funkce Random() z baliku java.util. Tato funkce vraci hodnoty v rovnomérném rozlozeni
pravdépodobnosti. Da se tedy predpokladat, ze analyza dvou generovanych souborti se shodnym
poctem transakci i polozek bude trvat pfiblizn€ stejné dlouho. Toto tvrzeni bylo ovéfeno na analyze
ttech riznych vygenerovanych soubort, které obsahovaly 15 polozek a 10 000 transakci. Analyza
trvala u prvniho souboru 15 vtefin, u druhého 17 vtefin a u posledniho 14 vtefin. Z toho Ize usuzovat,
ze pomoci takto generovanych souborti 1ze celkem piesné testovat ¢asovou narocnost algoritmu v
zavislosti na poctu transakei ¢i na poc¢tu polozek v databazi.

Nejprve bude popsan vypocetné jednodussi test, ktery znazornuje Casovou slozitost algoritmu
v zavislosti na poctu transakci v databazi. Pro tento test bylo vygenerovano nékolik pokusnych
databazi vzdy s 15 polozkami a s rozdilnym poctem transakci. Program byl pro kazdy test spoustén se
stejnou hodnotou podpory i spolehlivosti a to s podporou 20% a spolehlivosti 70%. Informace o

pribéhu algoritmu znézornuje nasledujici graf:

Doba vypoétu v zavislosti na poétu transakci

180

=00016x - 07713
¥ -

160

140

120 >

100

80

Doha vypoctu [s]

R0
A0
wl

a 20000 40000 BO000 80000 100000 120000

Pocet transakci

Z vysledkt provedeného testu, zobrazenych v grafu je vidét, Zze zavislost doby vypoctu
algoritmu na pocCtu transakci je linedrni. V grafu se objevuji jen malé odchylky od linearni regresni

kiivky, které jsou pravdépodobné zpiisobeny nadhodnym generovanim databaze transakci.
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v databazi. Opét bylo programem vygenerovano nékolik pokusnych databazi, tentokrat se shodnym
poctem transakci, ale odliSnym poctem polozek. Program byl spoustén se shodnymi parametry jako

v predchozim testu. Dobu vypoctu znazoriuje nasledujici graf:

Doba vypoctu v zavislosti na poétu polozek

1200
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] 5 10 15 20 25 30 35

Pocet polozek

—

Doba vypoctu [s]

Z grafu muzeme vidét, Ze zavislost doby vypoctu na poctu polozek v databazi je pfiblizné
exponencidlni. Pokud je pocet polozek v databazi mensi nez 20, je doba vypoctu prakticky
zanedbatelna. Od 20 polozek ovsem doba vypoctu vyrazné nartistd. Problémem je, Ze stanovenou
podporu spliiuji mnoziny velmi vysokych kardinalit. Zajimavym faktem je, Ze pfi testu
s 20 polozkami bylo nalezeno 364 frekventovanych mnozin kardinality 5, zatimco pfi testu
s 25 polozkami jich bylo jiz 2128. K ¢asové velmi naro¢nym ¢astem algoritmu Apriori je generovani
kandidatskych mnozin, které ma kvadratickou slozitost. Vysoké pocty frekventovanych mnozin
kardinality k& tak vedou k velkému mnozstvi kandidatskych mnozin kardinality £+, coz algoritmus
vyrazn¢ zpomali.

Jak jiz ale bylo zminéno v kapitole 5.4.1, tak ve skutecnych podnikovych databazich se nachazi
frekventovanych mnozin jen velmi malo. Pro tyto databaze se d4 povazovat za obecné platnou spise
casova narocnost algoritmu v zavislosti na poctu transakci v databazi. Z toho lze usuzovat, Ze Cas
vypoctu algoritmu je dan poctem polozek v databazi a mnozstvim nachazenych frekventovanych

mnozin jednotlivych kardinalit.
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6 Z.aver

Prace se zabyva dolovanim asocia¢nich pravidel pomoci algoritmu Apriori. Teoreticka ¢ast prace
vysvétluje zakladni principy ziskdvani znalosti z dat a dale se vé€nuje asociacni analyze. Hlavni dlraz
je zde kladen na vysvétleni principi algoritmu Apriori. Také jsou zde nastinény mozZnosti zvyseni
jeho efektivity a prehled modifikaci tohoto algoritmu.

V ramci praktické ¢asti prace byl vytvofen program demonstrujici ¢innost zminovaného
algoritmu Apriori. Aplikace byla vytvoiena v programovacim jazyce Java, diky ¢emuz je nezavisla na
platformé operacniho systému. Oveéfeni funkénosti aplikace bylo provedeno na vzorku podnikové
databaze obchodniho domu Globus. Nalezené vysledky se shodovaly s vysledky analyz, které byly na
tomto vzorku provedeny jiz diive. Tim bylo prokazano, ze aplikace funguje spravné. Dale bylo
pomoci aplikace provedeno né€kolik testd, které se snazily odhalit zavislost ve vstupnich datech na
dob¢ vypoctu algoritmu. Bylo zjisténo, Ze doba vypoctu linearné stoupa se zvySujicim se poctem
transakci v databazi. Dale bylo prokazano, ze doba vypoctu vyrazné zavisi na pocétu frekventovanych
mnozin v datech.

Jako mozné rozsifeni do budoucna se nabizi implementace nékterych metod pro zvySeni
efektivity algoritmu Apriori. Také v soucasné dob¢ existuje n€kolik modifikaci tohoto algoritmu,
jejichz pouziti by mohlo vést k vyraznému snizeni doby vypoctu algoritmu. Dals$i moznosti rozsiteni
by mohlo byt interaktivni rozhrani pro prezentaci vysledkd prubéhu algoritmu, které by nabizelo

uzivateli pfesné ty informace, které chce videt.
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Priloha 1

Ukazka vystupu programu Apriori

Prezentace vysledkd algoritmu APRIORI - Mozilla Firefox

Soubor Uprawy Zobrazit Historie Zalotky NAastroje Napovéda
<: - :> - @ X | m‘ ||:| file:mhomefondraffit.vutbrfbc!javajapriorimpriorifdistN.htm|Y| bl |v|

Priklady nalezenych asociacnich pravidel

Program generuje asociacni pravidla z frekventovanych mnoZin nevyEsi nalezené kardinality.
Pravidla z mnoZiny: {i1i2 i5} podpora; 22%

1. 11 Nis==i2; spolehlivost: 100%
2. 2 Ni5==i1; spolehlivost: 100%
3. 6==i1Ai2; spolehlivost: 100%

Prabéh algoritmu Apriori

MnoZiny C,, obsahuji kandidatské podmnoZiny kardinality n. Algoritmus projde databazitransakci a spo&ita podporu
jednatlivich podmneZin C, a vylouéi ty, které nesplfiuji poZadavek minimalni stanovené podpory. MnoZina Cy, je generova
spojenim podmnoZin Ly.q. MnoZiny Ly jsou frekventovanymi mnoZinami kardinality n. To znamena, Ze vSechny jejich
podmnoZiny splfiuji poZadavek minimalni stanovené podpory.

1 L1

MnoZina Podpora| [MnoZina Podpora
T TR
7 TE% a2 7e%
@ e e
4} 22% M 2%
5 22% 6 2%

MnoZina Cq obsahuje 5 kandidatskych mnoZin.
MnoZina Ly obsahuje 5 frekventovanych mnoZin.

c2 L2

MnoZina Padpora| (Mnofina Podpora
izy M T
iy M At %
g 1% aisy 22%
sy 2% i %
203 #u i 2%
2 2% 2is 2%
j2i8) 2%
34y 0%
JaiE 1%
f4i5) 0%

MnoZina Cz obsahuje 10 kandidatskych mnoZin.
MnoZina Lz obsahuje 6 frekventovanych mnoZin.

Cc3 L3

|Mnoiina Podpora| |MnoZina Podpora
2@ 2% | |[@ed 2%
410205}  22% fli2is}  22%

MnoZina Cg obsahuje 2 kandidatskych mnoZin.
MnoZina Ly obsahuje 2 frekventovanych mnoZin.

. Hotovo
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Priloha 2

Manual k programu Apriori

Na pfilozeném CD se v adresafi program nachazi spustitelny soubor Apriorijar. Jedna se
o konzolovou aplikaci, kterou je mozné jak v MS Windows, tak v OS Linux spustit pomoci prikazu

java -jar Apriori.jar.

Pribéh programu:

Prejete si nacist stavajici soubor transakci?
(pokud ne, spusti se generdtor nového souboru) [A/N]: A

Zadejte cestu k souboru transakci: databaze.tdb

o)

Zadejte podporu [v %]: 22
Zadejte spolehlivost [v %]: 70

Vstupni informace: p=22%, s=70%, polozek: 5, transakci: 9
Generovani kandidadtni mnoziny C1
- vypocet podpory (prichod databazi)
- ulozZeni frekventované mnoziny L1

Cas vypo&tu: 0 sec

————— Generuji asociac¢ni pravidla-----
Cas vypoctu: 0 sec

Zadejte cestu a nézev pro HTML souboru s vysledky: vysledky.html

Nejprve si muze uzivatel zvolit, zda chce nacist existujici databazovy soubor nebo chce nacist
novy. Pokud se rozhodne pro novy, tak je tieba nejprve zadat cestu a nazev souboru a pak se program
dotaze na pocet polozek a pocet transakci. Poté je uzivatel dotazan na ndzvy jednotlivych polozek
(je mozné nazvy nezdavat). Jakmile existuje databazovy soubor, tak se program zeptd na hodnotu
podpory a spolehlivosti a pak se spusti algoritmus Apriori. Program vypisuje pouze informace
o aktualné¢ generované mnoziné¢. Nakonec vypiSe dobu vypoétu a vygeneruje asociacni pravidla.
Posledni informaci, kterou musi uzivatel zadat, je nadzev a cesta k HTML souboru s vysledky. Pak je
tento soubor programem vygenerovan a je mozné si jej prohlédnout v libovolném webovém

prohlizeci.
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