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AUTHOR
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Abstrakt
V současných systémech pro rozpoznáńı mluvč́ıho se zpravidla využ́ıvaj́ı krátkodobé aku-
stické př́ıznaky. Jiné př́ıznaky se použ́ıvaj́ı jen zř́ıdka. V práci se zaměř́ım na prosodické
př́ıznaky źıskané z pr̊uběhu základńıho tónu a energie. Tyto př́ıznaky modeluj́ı pr̊uběh
základńıho tónu v jednotlivých fonémech nebo slabikách. Z literatury je známo, že systémy
založené na prosodii neposkytuj́ı tak dobré výsledky jako akustické, ale spojeńım aku-
stického systému a systému založeného na prosodii se dosáhne značného zlepšeńı výsledk̊u.
To ověř́ım spojeńım s akustickým systémem vyvinutým na VUT. Při experimentech použiji
data z evaluaćı pořádaných Národńım úřadem pro standardy a technologie (NIST).

Kĺıčová slova
prosodie,základńı tón,energie,identifikace mluvč́ıho,ověřeńı mluvč́ıho, rozpoznáńı mluvč́ıho,
jazykový model, bigram, n-gram

Abstract
Most current automatic speaker recognition system extract speaker-depend features by
looking at short-term spectral information. This approach ignores long-term information.
I explored approach that use the fundamental frequency and energy trajectories for each
speaker. This approach models prosody dynamics on single fonemes or syllables. It is known
from literature that prosodic systems do not work as well the acoustic one but it improve
the system when fusing. I verified this assumption by fusing my results with state of the
art acoustic system from BUT. Data from standard evaluation campaigns organized by
National Institute of Standarts and Technology are used for all experiments.
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prosody, pitch, energy, speaker identification, speaker validation, speaker recognition, lan-
guage model, bigram, n-gram
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12. května 2008
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7 Systémy založené na segmentaci podle f0 23
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7.4 Shrnut́ı výsledk̊u . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
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Kapitola 1

Úvod

1.1 Motivace

Prvńı velkou skupinou uživatel̊u systémů pro rozpoznáńı řečńıka jsou r̊uzné bezpečnostńı
složky (policie, armáda, apod.). Těm se hod́ı nahrávat, př́ıpadně překládat odposlechy
pouze, když mluv́ı sledovaná osoba. Žádanou úlohou je také ověřováńı totožnosti osoby
podle záznamu jej́ıho hlasu.

Daľśı využit́ı se nab́ıźı při prohledáváńı záznamů z porad, přednášek, sch̊uźı a televizńıch
pořad̊u, kde nás často zaj́ımá nejen to co se ř́ıká, ale i kdo to ř́ıká. Můžeme vyhledávat pouze
v promluvách dané osoby.

Komerčně zaj́ımavým využit́ım je personalizace služeb. Kdy můžeme měnit př́ıstup
k zákazńıkovi podle toho zda je to pravidelný zákazńık nebo neznámá osoba.

1.2 NIST evaluace

Americká organizace NIST (National Institute of Standarts and Technology) pořádá od roku
1996 evaluace zaměřené na rozpoznáńı mluvč́ıho. Těchto evaluaćı se účastńı asi 40 organizaćı
z celého světa a to jak z akademické sféry, tak z pr̊umyslu. Je možné i spojeńı několika
výzkumných týmů do jednoho celku.

Ćılem je posunout výzkum v dané oblasti dále. Po každém ročńıku následuje workshop,
kde jednotlivý účastńıci prezentuj́ı metody, jakými dosáhli svých výsledk̊u. T́ımto je zajǐstěn
rychlý pokrok, protože každý účastńık evaluace muśı každý rok přij́ıt s nějakým vylepšeńım
aby uspěl.

Pr̊uběh evaluaćı rozpoznáńı mluvč́ıho je popsán v [13]. Protože při vývoji systémů
pro zpracováńı řeči je zvykem prezentovat výsledky na NIST datech, budu se i já v práci
držet tohoto pravidla.

Kromě rozpoznáńı mluvč́ıho NIST pořádá i evaluace zaměřené na detekci kĺıčových slov,
rozpoznáńı jazyka a daľśı (i mimo oblast zpracováńı řeči).

1.3 Stručný obsah práce

V kapitole 2 je definována úloha rozpoznáńı řečńıka. Dále je uveden stručný popis nej-
použ́ıvaněǰśıch metod, aby bylo možno zasadit metody založené na prosodických př́ıznaćıch
do širš́ıho kontextu. Je zde také popsán zp̊usob jak hodnotit úspěšnost jednotlivých systémů.
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V daľśı kapitole (3) je vysvětlen pojem prosodie a popsán výběr a metody źıskáńı proso-
dických př́ıznak̊u (základńı tón, energie) pro rozpoznáńı mluvč́ıho.

V kapitole 4 je podrobně rozebrána segmentace řeči do menš́ıch část́ı (od sebe odlǐsných
slabik nebo fonémů) na základě pr̊uběhu základńıho tónu a energie, která bude použita
pro rozpoznáńı mluvč́ıho v systémech popsaných v kapitole 7.

Segmentaci je také možno źıskat z fonémového rozpoznávače, který přepisuje řeč na jed-
notlivé fonémy. Rozpoznáńı mluvč́ıho založené na této segmentaci je v kapitole 8.

Při experimentech se systémem pro ropoznáńı mluvč́ıho popsaných v kapitole 6 jsou
použity pro modelováńı jazykové modely popsáné v kapitole 5.

Systémy pracuj́ıćı s prosodickými př́ıznaky se použ́ıvaj́ı hlavně ve spojeńı s ostatńımi
systémy. T́ımto spojeńım se zabývá kapitola 9.

V závěrečné kapitole 10 jsou vyhodnoceny výsledky experiment̊u, načrtnuto daľśı pokra-
čováńı projektu a naznačena souvislost s daľśımy projekty řešenými v rámci fakulty.

1.4 Návaznost na ročńıkový projekt

V rámci ročńıkového projektu jsem řešil segmentaci podle pr̊uběhu základńıho tónu pop-
sanou v [4]. Při této př́ıležitosti vznikla kapitola o rozpoznáńı řečńıka (kap. 2), o prosod-
ických př́ıznaćıch (kap. 3) a kapitola zabývaj́ıćı se segmentaćı podle pr̊uběhu základńıho
tónu (kap. 4).

Segmentace řešená v rámci ročńıkového projektu je použita pro sestaveńı systémů
využ́ıvaj́ıćıch segmentaci podle základńıho tónu (kap. 7).
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Kapitola 2

Rozpoznáńı řečńıka

Pro pojem rozpoznáńı mluvč́ıho se často použ́ıvaj́ı anglické zkratky SpeakerID nebo SpkID.

2.1 Základńı úlohy SpkID

Podle [7, str. 489] můžeme ve SpkID identifikovat dvě základńı úlohy verifikace řečńıka
a identifikace řečńıka.

Při verifikaci řečńıka ověřujeme zda daný hlas odpov́ıdá danému řečńıkovi. Vstupem
systému je řečový signál a informace o identitě řečńıka. Porovnáváme reprezentaci hlasu
neznámého řečńıka s reprezentaćı hlasu řečńıka, za kterého se neznámý řečńık vydává.
Pokud se tyto reprezentace lǐśı měně, než udává předem zadaný práh, prohláśıme o nezná-
mém uživateli, že je uživatel jehož identitu zadal (z angl. client nebo target). V opačném
př́ıpadě uživatele prohláśıme podvodńıkem (z angl. impostor nebo non-target).

V druhé úloze - identifikaci řečńıka určujeme, který známý hlas nejlépe odpov́ıdá
hlasu neznámého řečńıka. Taková úloha se pak nazývá identifikace na uzavřené množině.
Pokud připust́ıme i př́ıpad, že neznámý řečńık nemuśı být žádným ze známých řečńık̊u, jde
o identifikaci na otevřené množině. Porovnáńı prob́ıhá tak, že se vytvoř́ı reprezentace hlasu
neznámého řečńıka a ta je porovnávána s reprezentacemi hlas̊u známých řečńık̊u.

Pokud pracujeme na uzavřené množině, prohláśıme neznámého řečńıka řečńıkem s nej-
podobněǰśı reprezentaćı hlasu.

Pokud pracujeme na otevřené množině, porovnáme rozd́ıl reprezentaćı nejpodobněǰśıho
hlasu a hlasu neznámého řečńıka se zadaným prahem. Pokud je rozd́ıl větš́ı než práh neod-
pov́ıdá neznámý řečńık žádnému ze známých řečńık̊u.

Úloha identifikace řečńıka je rozš́ı̌reńım úlohy verifikace řečńıka a proto se v praxi tyto
úlohy často nerozlǐsuj́ı. Jejich striktńı rozlǐsováńı je nutné až v nejvyšš́ı úrovni abstrakce.
Na nižš́ıch úrovńıch abstrakce jako je tvorba př́ıznak̊u, jejich modelováńı apod. se postupuje
u obou úloh stejně.

2.2 Děleńı systémů pro SpkID

K SpkID existuj́ı dva př́ıstupy: textově závislé a textově nezávislé rozpoznáńı. Při tex-
tově závislém rozpoznáńı muśı uživatel vyslovit přesně zadanou promluvu. Při textově
nezávislém rozpoznáváńı nezálež́ı na vyslovené promluvě. T́ım, že předem známe promluvu
dosahuje rozpoznáńı vyšš́ı úspěšnosti, ale je pro některé úlohy nepoužitelné. Jde o úlohy,
kdy řečńık nev́ı o SpkID systému, nebo záměrně nechce spolupracovat.
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2.3 Schéma systému pro SpkID

Na obrázku 2.1 je vidět blokové schéma typického systému.

Obrázek 2.1: Blokové schéma systému pro SpkID

Vstupem je řečový signál. Ten je často filtrován a segmentován. Filtraćı se upravuje
spektrum signálu, př́ıpadně se může odstraňovat šum apod. Segmentaćı se mysĺı děleńı
signálu na menš́ı úseky (často se překrývaj́ıćı), ze kterých se extrahuj́ı př́ıznaky, př́ıznakový
vektor. Ty mohou být r̊uzné (MFCC, LPC, základńı tón . . . ). Typ použitých př́ıznak̊u
zálež́ı na konkrétńım př́ıstupu k SpkID (podrobnosti jsou v kapitole 2.4).

Př́ıznakový vektor je vyhodnocen společným modelem pro všechny mluvč́ı a mod-
elem pro ćılového mluvč́ıho 1. Abychom odst́ınili vliv prostřed́ı při poř́ızeńı nahrávky
poč́ıtáme rozd́ıl odezvy modelu pro ćılového mluvč́ıho a modelu pro všechny mluvč́ı2. Model
pro všechny mluvč́ı se také s výhodou využ́ıvá při trénováńı. Tento model natrénujeme
na datech pro všechny mluvč́ı, a modely pro ćılové mluvč́ı trénujeme pouze adaptaćı mo-
delu pro všechny mluvč́ı na daného mluvč́ıho. Tento postup je nutný, protože téměř nikdy
nemáme dostatek trénovaćıch dat od jednoho mluvč́ıho na natrénováńı modelu ćılového
mluvč́ıho.

Často se hod́ı mı́t věrohodnost (v angl. likelihood) pro danou promluvu v nějakém
rozsahu, nebo je nutné namapovat výstupy jednotlivých model̊u do jednoho rozsahu. Aby-
chom tohoto dosáhli, normalizujemee. K tomu slouž́ı např́ıklad T-normalizace nebo Z-
normalizace. Např́ıklad T-normalizace je vypočtena jako

scnorm =
sc−mean√

var
(2.1)

kde sc je věrohodnost vrácena daným modelem pro danou promluvu. Hodnoty mean a var
jsou středńı hodnota a rozptyl věrohodnosti promluvy testované proti ostatńım model̊um.

Normalizovanou likelihood porovnáme s prahem a podle výsledku porovnáńı přǐrad́ıme
dané promluvě (př́ıznakovému vektoru) mluvč́ıho, př́ıpadně rozhodneme zda daná promluva
pocháźı od daného mluvč́ıho.

V praxi se pro zvýšeńı úspěšnosti často spojuj́ı výsledky v́ıce systémů založených na r̊uz-
ných př́ıznaćıch.

1Pokud provád́ıme identifikaci mluvč́ıho neznáme model ćılového mluvč́ıho. Zkouš́ıme tedy postupně
všechny modely a vybereme ten, který pro př́ıznakový vektor vraćı největš́ı odezvu.

2v angličtině se použ́ıvá termı́n Universal Background Model - UBM. V české literatuře se můžeme také
setkat s označeńım model světa.
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2.4 Možnosti jak dělat SpkID

2.4.1 Akustický př́ıstup

Pro systém plat́ı blokové schéma uvedené na obrázku 2.1. Jednotlivé systémy se lǐśı v použi-
tých př́ıznaćıch a modelovaćım př́ıstupu. Př́ıkladem systému použ́ıvaj́ıćıho akustický př́ıstup
může být systém BUT-GMM popsaný v kapitole 9.

Nejpouž́ıvaněǰśı př́ıstupy pro modelováńı jsou GMM (Gaussians mixture model [7, str.
521]), HMM (Hidden Markov model [7, str. 523]), neuronové śıtě [10] a SVM (Support
vector machine) [2].

Př́ıznaky je možno dělit na ńızkoúrovňové a vysokoúrovňové. Nı́zkoúrovňové př́ıznaky se
źıskávaj́ı jednodušeji a proto se začaly použ́ıvat dř́ıve. Jde o relativně jednoduše źıskatelné
hodnoty zpravidla popisuj́ıćı krátký úsek řečového signálu. Mohou vycházet jak ze spektra
signálu, tak z časové oblasti. Podle [7, str. 505] se nejprve použ́ıvaly koeficienty lineárńı
predikce (LPC). Později se začaly použ́ıvat kepstrálńı koeficienty LPC a melovské kepstrálńı
koeficienty (MFCC). Dnes jsou nejpouž́ıvaněǰśı MFCC [7, str. 162].

2.4.2 Vysokoúrovňové SpkID

Do této skupiny patř́ı systémy použ́ıvaj́ıćı komplexněǰśı př́ıznaky, které se v́ıce bĺıž́ı zp̊usobu
jakým rozpoznává jednotlivé mluvč́ı člověk. Jejich źıskáńı bývá složitěǰśı, proto se začaly
pro rozpoznáńı mluvč́ıho použ́ıvat později. Často popisuj́ı deľśı úsek řečového signálu než
ńızkoúrovňové př́ıznaky. Tyto př́ıznaky se ukazuj́ı být komplementem k př́ıznak̊u aku-
stickým. Spojeńım výsledk̊u systému založeného na akustickém př́ıstupu s výsledky systému
založeného na vysokoúrovňových př́ıznaćıch významně zvýš́ıme úspěšnost rozpoznáńı mluvč́ı-
ho [4]. V [5] jsou vysokoúrovňové př́ıznaky děleny na fonotaktické a prosodické.

Ve fonotaktickém př́ıstupu se využ́ıvá výstup fonémového rozpoznávače pro trénováńı
model̊u pro ćılového mluvč́ıho a modelu světa. Modelujeme frekvence výskyt̊u fonému (nebo
sekvenćı fonémů) v řeči.

Prosodickým př́ıznak̊um se budu věnovat v následuj́ıch kapitole 3 a v kapitole 4, kde je
v́ıce podrobnost́ı o jejich źıskáváńı a zpracováńı.

2.5 Hodnoceńı úspěšnosti systémů pro SpkID

Při rozpoznáváńı mluvč́ıho mohou nastat čtyři možné výsledky:

• identita řečńıka a zadaná identita se shoduj́ı a systém rozpozná řečńıka dané identity,
jde o správné přijet́ı

• identita řečńıka a zadaná identita se shoduj́ı a systém nerozpozná řečńıka dané iden-
tity, jde o nesprávné odmı́tnut́ı

• identita řečńıka a zadaná identita se neshoduj́ı a systém rozpozná řečńıka dané iden-
tity, jde o nesprávné přijet́ı

• identita řečńıka a zadaná identita se neshoduj́ı a systém nerozpozná řečńıka dané
identity, jde o správné odmı́tnut́ı

Existuj́ı tedy dvě skupiny chyb, chyby nesprávného odmı́tnut́ı a chyby nesprávného přijet́ı.
Potom můžeme systém charakterizovat pomoćı poměru chyb nesprávného přijet́ı FAR

FAR =
nFA

nimpostor
(2.2)
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kde nFA udává počet pokus̊u, kdy systém nesprávného řečńıka přijal, a nimpostor je celkový
počet pokus̊u, kdy měl systém měl odmı́tnout (šlo o podvodńıka), a pomoćı poměru počtu
chyb nesprávného odmı́tnut́ı FRR

FRR =
nFR

nclient
(2.3)

kde nFR udává počet pokus̊u, kdy systém správného řečńıka odmı́tl, a nclient je celkový
počet pokus̊u, kdy měl systém přijmout (šlo o správného řečńıka).

V praxi se pro rychlé ohodnoceńı systémů hod́ı mı́t pouze jedno č́ıslo. T́ım je často mı́ra
rovnosti chyb ERR (Equal eRror Rate) daná vztahem 2.4, nebo hodnota ztrátové funkce
DCF (Detection Cost Function) daná vztahem 2.6.

Pro určeńı mı́ry rovnosti chyb hledáme takové nastaveńı prahu, kdy se mı́ra chyb ne-
správného odmı́tnut́ı a nesprávného přijet́ı rovná. Protože přesné nalezeńı hodnoty prahu
ΘERR je obt́ıžné, použ́ıvá se přibližná hodnota ERR určená jako

ERR =
FRR(Θ′ERR) + FAR(Θ′ERR)

2
(2.4)

kde Θ′ERR urč́ıme jako
Θ′ERR = argmin|FRR(Θ)− FAR(Θ)| (2.5)

Hodnotu ztrátové funkce (DCF) pro daný práh urč́ıme jako

DCF = cost(FR) · FRR · P (client) + cost(FA) · FAR · P (impostor) (2.6)

kde cost(FR) znač́ı cenu nesprávného odmı́tnut́ı a cost(FA) cenu nesprávného přijet́ı. Hod-
nota P (client) označuje apriorńı pravděpodobnost, že jde o správného řečńıka a P (impostor)
je apriorńı pravěpodobnost, že jde o podvodńıka a zároveň plat́ı

P (impostor) = 1− P (client) (2.7)

Při hodnoceńı systémů pro SpkID je kromě úspěšnosti nutné udat za jakých podmı́nek
bylo těchto výsledk̊u dosaženo. Jde o vlastnosti soustavy pro nahráváńı dat (mikrofony,
vzorkovaćı frekvence, podmı́nky při nahráváńı apod.), množstv́ı trénovaćıch dat pro natréno-
váńı modelu, nastaveńı prahu (obr. 2.1) atd.

2.5.1 Grafická podoba hodnoceńı

Č́ıselné hodnoty FRR a FAR jsou závislé na nastaveńı prahu Θ. Pro grafické porovnáńı
výsledk̊u systémů pro SpkID se často použ́ıvá ROC křivka (Receiver Operating Character-
istic). Ta zobrazuje závislost FRR na FAR, přičemž hodnota Θ je parametrem závislosti.

Pokud do jednoho obrázku zaneseme v́ıce ROC křivek, s malými rozd́ıly měr FRR
a FAR budou tyto křivky př́ılǐs bĺızko u sebe a obrázek se stane nepřehledným. Tento jev
je ještě v́ıce pośılen pro malé hodnoty měr FRR a FAR.

Řešeńım je použit́ı křivky DET (Detection error Trade-off curve), zavedené v [6], která
má na osách kvantily normovaného normálńıho rozděleńı, které odpov́ıdaj́ı poměrným
počt̊um chyb FRR a FAR. T́ımto postupem dostáváme nelineárńı osy.

Úspěšnost systému je t́ım lepš́ı č́ım v́ıce se pr̊uběh ROC nebo DET křivky bĺıž́ı k počátku.
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Kapitola 3

Prosodie

V [7, str. 64] se k prosodii ṕı̌se:

Termı́nem prosodie se označuj́ı takové vlastnosti řečového signál̊u, které souviśı
předevš́ım s frekvenćı základńıho tónu (výškou hlasu), intenzitou (hlasitost́ı)
a časováńım. Mezi aspekty řeči spojené s časováńım patř́ı rytmus (a s t́ım
spojené rozvržeńı př́ızvuku) a rychlost řeči (trváńı slabik a hlásek). Změny
základńıho hlasivkového tónu tvoř́ı melodii (resp. intonaci) promluvy. Proso-
dické rysy se přitom vztahuj́ı k větš́ım řečovým jednotkám (jako jsou slabiky,
slova, celé věty, nebo dokonce i větš́ı promluvy).

3.1 Základńı tón

Frekvence základńıho hlasivkového tonu odpov́ıdá frekvenci prvńıho formantu (nabývá hod-
not asi od 50Hz u muž̊u až po 400Hz u dět́ı). Základńı tón se udává bud’ v hertźıch. Často
označuje jako f0

1. Můžeme se setkat i s pojmem perioda základńıho tónu, která se udává
ve vzorćıch nebo sekundách. O základńım tónu má smysl mluvit pouze u znělých hlásek.

Naivńı jednoduchá metoda filtrovat signál dolńı propust́ı nelze použ́ıt, d́ıky značnému
rozsahu hodnot základńıho tónu. Pokud bychom zvolili lomovou frekvenci např́ıklad 100 Hz,
nedetekovali bychom vyšš́ı hodnoty a pokud bychom zvolili vyšš́ı hodnotu lomové frekvence,
tak by se ve spektru objevovali i vyšš́ı harmonické.

Pro detekci základńıho tónu se využ́ıvá poznatek, že jde o prvńı maximum výkonového
spektra. Základńı tón se určuje vždy pro jeden znělý rámec2.

3.1.1 Autokorelačńı metoda

Pro řečový rámec spoč́ıtáme autokorelačńı funkci

R(m) =
N−1−m∑

n=0

s(n)s(n+m) (3.1)

Základńı tón je vzdálenost maxima Rmax od nultého koeficientu R(0). Pokud je hodnota
maxima Rmax výrazně menš́ı než hodnota R(0) je rámec neznělý.

1V anglické literatuře se můžeme setkat s pojmem pitch.
2v angličtině označovaný jako frame, použ́ıvá se délka 20 až 30 ms a přesah 10 ms pro vzorkovaćı frekvenci

8 kHz.
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Tato metoda často nenalezne správnou hodnotu. V praxi se nepouž́ıvá. Př́ıklad pr̊uběhu
základńıho tónu vygenerovaného autokorelačńı metodou je v prvńım grafu na obrázku 3.1.

3.1.2 Kroskorelačńı metoda

Odstraňuje problém se zmenšuj́ıćım se počtem vzork̊u, ze kterých jsou poč́ıtány vyšš́ı au-
tokorelačńı koeficienty zahrnut́ım předchoźıho rámce do výpočtu.

CCF (m) =
zr+N−1∑

n=zr

s(n)s(n−m) (3.2)

T́ım se ovšem změńı celková energie signálu. To můžeme řešit normalizaćı

NCCF (m) =
∑zr+N−1

n=zr s(n)s(n−m)√
E1E2

(3.3)

kde

E1 =
zr+N−1∑

n=zr

s2(n) E2 =
zr+N−1∑

n=zr

s2(n−m) (3.4)

Metoda poskytuje lepš́ı výsledky než autokorelace, ale výsledky jsou stále v praxi nepoužitelné.
Výstupem jsou často dvojnásobné nebo v́ıcenásobné hodnoty vlivem nedostatečného potlačeńı
vlivu vyšš́ıch formant̊u.

Př́ıklad pr̊uběhu základńıho tónu vygenerovaného normalizovanou kroskorelačńı metodou
je na obrázku 3.1 v prvńım grafu.

3.1.3 Program wavesurfer

Ve zpracováńı řeči často použ́ıvaný program pro rychlý náhled na řečový signál. Má v́ıce
funkćı než jen detekci základńıho tónu.

Pro detekci základńıho tónu pož́ıvá knihovnu ESPS (Entropic Speech Processing Sys-
tem) kde je implementována metoda AMDF (Average Magnitude Difference Function).

Program š́ı̌ren ve jako open source, oficiálńı stránky jsou na adrese http://www.speech.
kth.se/wavesurfer/. Program se již nevyv́ıj́ı. Nevýhodou wavesurferu je jeho nestabilita
při zpracováńı deľśıch nahrávek než několik deśıtek sekund.

Př́ıklad pr̊uběhu základńıho tónu vygenerovaného programem wavesurfer je na obrázku
3.1 v druhém grafu.

3.1.4 Program praat

Daľśı z programů použ́ıvaný ve zpracováńı řeči. Má ve srovnáńı s programem wavesurfer
větš́ı množstv́ı funkćı a má možnost spuštěńı z př́ıkazové řádky. Je složitěǰśı na ovládáńı
a detekce základńıho tónu mu trvá déle než wavesurferu. Základńı výhody proti wavesurferu
jsou stabilita a subjektivně lepš́ı výsledky detekce základńıho tónu.

Detekce základńıho tónu v praatu je založena na přesné autokorelačńı metodě (algorit-
mus v dodatku A). Podrobný popis metody detekce základńıho tónu a srovnáńı s daľśımi
metodami je v článku [1].

Program je š́ı̌ren pod licenćı GNU GPL, oficiálńı stránky jsou na adrese http://www.
fon.hum.uva.nl/praat/.

Př́ıklad pr̊uběhu základńıho tónu vygenerovaného programem praat je na obrázku 3.1
v druhém grafu.
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Obrázek 3.1: Srovnáńı metod detekce základńıho tónu

3.1.5 Srovnáńı detektor̊u f0

Detektory základńıho tónu je nutno porovnávat subjektivně, protože data označená základ-
ńım tónem jsou velmi těžko dostupná. Požadavky na detektor použitelný pro SpkID:

• měl by produkovat vyhlazený pr̊uběh

• neměl by detekovat vyšš́ı násobky f0

• mı́sta s malou amplitudou signálu by měl označit jako neznělá

• možnost ovládáńı z př́ıkazové řádky

• vysoká rychlost detekce a malé nároky na pamět’ poč́ıtače

Na obrázku 3.1 jsou porovnány r̊uzné metody detekce základńıho tónu. V prvńım
grafu je porovnáńı autokorelačńı metody s metodou kroskorelačńı. V druhém grafu jsou
porovnány programy wavesurfer a praat. V posledńım grafu je vidět signál, na kterém bylo
srovnáńı prováděno.

Z výsledk̊u je vidět nepoužitelnost základńıch metod. Tyto metody jsou ovšem základem
pro tvorbu pokročileǰśıch metod.

Programy praat a wavesurfer poskytuj́ı srovnatelné výsledky, ale program praat umožňu-
je ovládáńı z př́ıkazové řádky a je stabilněǰśı. Proto byl pro daľśı experimenty vybrán pro-
gram praat.
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Obrázek 3.2: Krátkodobá energie signálu a jej́ı logaritmovaná podoba

3.2 Krátkodobá energie

Koĺısáńı hlasitosti můžeme modelovat pr̊uběhem krátkodobé energie. Ta je pro i-tý rámec
definována jako:

E(i) =
N∑

j=0

s2(iN + j) (3.5)

kde N je délka řečového rámce ve vzorćıch a s(n) je řečový signál.
V obrázku 3.2 je pr̊uběh energie poč́ıtané podle výše uvedeného vztahu na prvńım

grafu. Z d̊uvodu značného dynamického rozsahu hodnot a vlastnost́ı lidského sluchu je lepš́ı
pracovat s logaritmickou energíı podle vztahu:

Elog(i) = log

 N∑
j=0

s2(iN + j)

 (3.6)

Pr̊uběh Elog je na obrázku 3.2 uveden jako druhý graf. Třet́ı pr̊uběh je řečový signál,
pro který je poč́ıtána energie.
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Kapitola 4

Segmentace podle f0

Pro rozpoznáńı mluvč́ıho je třeba źıskat př́ıznakový vektor charakterizuj́ıćı daného mluvč́ıho.
K tomu vedou následuj́ıćı kroky:

1. Rozděleńı řečového signálu na rámce. Pro každý rámec je určen základńı tón (kap.
3.1) a energie.(kap. 3.2).

2. Pr̊uběh základńıho tónu je vyhlazen a rozdělen na segmenty (kap. 4.1).

3. Krátké segmenty jsou eliminovány (kap. 4.2).

4.1 Základńı segmentace a vyhlazeńı

Abychom zabránili vzniku velkého množstv́ı segment̊u a odstranili šum provád́ıme vyhlazeńı
pr̊uběhu základńıho tónu. K tomu se daj́ı využ́ıt dvě metody. Pr̊uměrovaćı filtr a mediánový
filtr.

Pr̊uměrovaćı filtr

y(i) =
1

2k + 1

k∑
n=−k

x(i+ k) (4.1)

poč́ıtá aritmetický pr̊uměr vzork̊u v okénku délky 2k + 1.
Mediánový filtr

y(i) = median(i− k : i+ k) (4.2)

poč́ıtá medián vzork̊u na okénku délky 2k + 1.
Z obrázku 4.1 je vidět, že se nejlepš́ı výsledky poskytuje mediánový filtr, proto je použit

v následuj́ıch experimentech. Pr̊uměrovaćı filtr nezachovává svislé hrany a nedostatečně
vyhlazuje pr̊uběh signálu. Mediánový filtr tyto hrany posunuje o k vzork̊u, což ovšem lze
jednoduše kompenzovat.

Pro každý vzorek filtrovaný mediánovým filtrem y(i) spoč́ıtáme jeho odchylku od před-
choźıho vzorku ∆y(i) = y(i − 1) − y(i). Pokud je odchylka kladná označ́ıme trend vzorku
jako kladný, pokud je záporná, jako záporný a pokud je nulová označ́ıme trend vzorku jako
ticho. Hranici segmentu poznáme jako změnu trendu vzork̊u. T́ımto postupem dostaneme
signál dělený na segmenty se stejným trendem.
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Obrázek 4.1: Srovnáńı mediánového a pr̊uměrovaćıho filtru

4.2 Spojováńı segment̊u

Základńı segmentaćı (kap. 4.1) vznikne značný počet krátkých segment̊u1. Blokové schéma
algoritmu pro eliminaci krátkých segment̊u je na obrázku 4.2.

Nejprve načteme segment. Rozhodneme zda je následuj́ıćı segment krátký nebo dlouhý.
Pokud jde o dlouhý segment, tak vyṕı̌seme prvńı načtený segment a pokračujeme v nač́ıtáńı
daľśıho segmentu.

Pokud jde o krátký segment pokračujeme v nač́ıtáńı krátkých segment̊u, které spojujeme
s dlouhým segmentem tak dlouho dokud nenajdeme daľśı dlouhý segment.

Pokud je následuj́ıćı dlouhý segment stejný jako ten předchoźı, oba segmenty spoj́ıme a
pokračujeme zjǐst’ováńım zda je daľśı segment krátký. Pokud se segmenty lǐśı spoj́ıme prvńı
dlouhý segment s následuj́ıćımi krátkými segmenty a vyṕı̌seme takto źıskaný segment. S
druhým dlouhým segmentem pokračujeme ve zjǐst’ováńı, zda je daľśı segment krátký.

4.3 Tvorba př́ıznak̊u

Na obrázku 4.3 je vidět děleńı signálu na rámce podle trendu základńıho tónu v prvńım
grafu. Pr̊uběh energie (druhý graf) je dělen na stejné segmenty jako základńı tón. Trend
segmentu je určen jako pr̊uměrný trend. Spoč́ıtá se suma rozd́ıl̊u dvou po sobě následuj́ıćıch
hodnot energie a podle znaménka této sumy je určen trend energie stejně jako trend
základńıho tónu v kap. 4.1.

Trend základńıho tónu a energie označ́ıme jako:

• (+) pokud trend stoupá - odchylka dvou po sobě následuj́ıćıch vzork̊u je kladná

• (-) pokud trend klesá - odchylka dvou po sobě následuj́ıćıch vzork̊u je záporná

• (uv) pokud je trend nulový - odchylka dvou po sobě následuj́ıćıch vzork̊u je nulová
1Za krátký segment je považován segment dlouhý jeden rámec. Tato hodnota je ověřena experimenty

popsanými v kapitole 7.1.
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Obrázek 4.2: Algoritmus eliminace krátkých segment̊u

Pokud je trend f0 roven nule, jde o neznělý úsek řeči, nebo ticho. Takovým úsek̊um se
nepřǐrazuje žádné označeńı pro trend energie.

Takto pro každý segment vygenerujeme jedno z možných označeńı z množiny
{++,+−,−+,−−, uv}.

Prvńı segment na obrázku 4.3 má trend f0 roven 0 proto je označen jako uv (je neznělý,
a proto pro trend E neńı generován př́ıznak). Následuj́ıćı segment má trend základńıho tónu
a energie kladný je tedy označen ++. Pro př́ıklad na obrázku 4.3 dostáváme tuto sekvenci
př́ıznak̊u:

uv ++ -- +- -- uv ++ -- ++ -- +- -- uv ++

V prvńım grafu na obrázku 4.3 je modrou barvou zobrazen pr̊uběh základńıho tónu
(resp. energie) bez filtrace mediánovým filtrem. Červenou barvou je vykreslen pr̊uběh trendu
základńıho tónu (resp. energie). Hranice segment̊u je zobrazena šedou barvou. U každého
segmentu je také zobrazen jeho trend.

Na začátku pr̊uběhu (kolem vzorku 30) je vidět spojeńı dvou segment̊u. Ke spojeńı
došlo, protože mezera mezi segmenty je kratš́ı než minimálńı délka segmentu.

Na pr̊uběhu základńıho tónu přibližně mezi rámci 100 a 150 je zřetelně vidět vyhlazeńı
pr̊uběhu a eliminace krátkých segment̊u.

4.4 Délka segmentu

Samotná délka segmentu neńı pro rozpoznáváńı vhodná, protože segmenty r̊uzné délky jsou
kvalifikovány jako odlǐsné i když se délka lǐśı třeba jen o jeden nebo dva vzorky. Řešeńım je
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kvantováńı délek segment̊u do několika hladin. V článku [4] jsou použity tři hladiny (krátký,
středńı a dlouhý segment).

Pro určeńı kvantizačńıch úrovńı je nutné vypoč́ıtat histogram délek segment̊u v trénova-
ćıch datech. Na základě histogramu urč́ıme kvantizačńı hranice tak, aby na každou z kvan-
tizačńıch úrovńı připadlo 33 % segment̊u.

Např́ıklad pro data z obrázku 4.3 dostáváme následuj́ıćı segmentaci:

uv(13) ++(29) --(7) +-(23) --(3) uv(11) ++(3)
--(26) ++(5) --(7) +-(27) --(2) uv(14) ++(3)

kde v závorkách je délka segmentu. Pokud krátký segment označ́ıme jako S, středńı M
a dlouhý L, tak pro hranice 4 a 8 vzork̊u dostaneme sekvenci př́ıznak̊u:

uvL ++L --M +-L --S uvL ++S --L ++M --M +-L --S uvL ++S
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Kapitola 5

Jazykový model

Úkolem jazykového modelu je určit pro každou posloupnost slov1 W apriorńı pravděpodob-
nost P (W ). Pravděpodobnost posloupnosti K slov můžeme určit jako

P (w1w2w3 . . . wk) = P (w1)P (w2|w1) . . . P (wK |w1 . . . wK−1) =
K∏

i=1

P (wi|wi−1
1 ) (5.1)

Znalost celé historie by byla pro praktické nasazeńı modelu nepoužitelná, a proto je tato
historie omezena na n posledńıch slov. Vycháźıme z předpokladu, že omezeńı historie př́ılǐs
nezhorš́ı výsledky.

P (w1w2w3 . . . wk) ≈
K∏

i=1

P (wi|wi−n+1 . . . wi−1) (5.2)

Takový model potom nazýváme n-gramovým jazykovým modelem. Pro n = 1 máme
označeńı unigram, pro n = 2 bigram a pro n = 3 trigram. Nejčastěji použ́ıvané jsou modely
bigramové a trigramové.

5.1 Trénováńı

Pro odhad parametr̊u n-gramového modelu na trénovaćım korpusu se použ́ıvá vztah

P (wi|wi−n+1 . . . wi−1) =
N(wi−n+1, . . . , wi)
N(wi−n+1, . . . , wi−1)

(5.3)

kde N(wi−n+1, . . . , wi) je počet výskyt̊u n-gramu wi−n+1, . . . , wi v trénovaćıch datech
a N(wi−n+1, . . . , wi−1) je počet výskyt̊u (n− 1)-gramu wi−n+1, . . . , wi−1.

Ze vztahu 5.3 vyplývá nevýhoda n-gramových model̊u. Nelze př́ımo určit pravděpodob-
nost n-gramu, pokud se tento n-gram v trénovaćıch datech ani jednou neobjevil.

To se řeš́ı sńıžeńım pravděpodobnost́ı n-gramů, které se v trénovaćıch datech objevily
a zvýšeńım pravděpodobnost́ı n-gramům, které se v trénovaćıch datech neobjevily. Tomuto
postupu se ř́ıká vyhlazováńı. Vyhlazováńı jazykového modelu je otevřený problém. Základńı
metody vyhlazováńı jsou v [7, str.232].

1Slovem je zde myšlen jakýkoliv řetězec daného jazyka. Jazykem L označujeme podmnožinu L ⊆ Σ∗,
kde množina Σ∗ obsahuje všechny řetězce nad abecedou Σ. Slovo v tomto kontextu tedy nemuśı odpov́ıdat
slovu přirozeného jazyka, ale může být např́ıklad textovou reprezentaćı př́ıznakového vektoru.
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5.2 Př́ıklad bigramového modelu

Pro trénovaćı sekvenci

uv -+ +- uv +- uv -+ uv +- uv +- uv -+ +- uv -+ +-
uv -+ +- uv ++ uv ++ -- uv ++ -- ++ uv ++ -+ uv -+
uv -+ uv ++ -- uv -+ ++ -+ +- uv ++ -+ uv +- uv -+
+- -- uv -+ +- -- uv -+ uv -+ uv

urč́ıme pravděpodobnosti jednotlivých bigramů vyplněńım tabulky 5.1. Bigramy seskupu-
jeme v tabulce podle kontextu (prvńı slovo bigramu). Pro každý bigram urč́ıme jeho četnost
v testovaćıch datech. Sečteme četnosti v rámci kontextu. Výsledná pravděpodobnost bi-
gramu se urč́ı (podle vztahu 5.3) jako četnost bigramu lomeno celková četnost přes celý
kontext.

bigram četnost pravděpodobnost
uv -+ 12 12/21
uv +- 3 3/21
uv ++ 6 6/21
celkem 21
-+ uv 6 6/14
-+ +- 7 7/14
-+ ++ 1 1/14
celkem 14

...
...

...

Tabulka 5.1: Určeńı pravděpodobnost́ı bigramů na trénovaćı promluvě

Pokud máme určit pravděpodobnost testovaćı promluvy:

uv +- uv -+ ++ -- +- uv -+ ++ -+ +- uv -- ++ uv -+

proti výše natrénovanému modelu vyplňujeme tabulku 5.2.
Pro každý bigram trénovaćı promluvy urč́ıme jeho četnost, kterou vynásob́ıme pravdě-

podobnost́ı tohoto bigramu z tabulky 5.1. Celková pravděpodobnost promluvy je potom
součinem pravděpodobnost́ı jednotlivých bigramů.

bigram pravděpodobnost bigramu
uv +- 1 · 3/21 = 1/7
uv -+ 3 · 12/21 = 12/7
uv -- 1 · 0/21 = 0
-+ ++ 2 · 1/14 = 1/7
-+ +- 1 · 7/14 = 1/2

...
...

...

Tabulka 5.2: Určeńı pravděpodobnosti testovaćı promluvy

V tabulce 5.1 neńı uvedena pravděpodobnost bigramu uv --, protože se neobjevil
v trénovaćıch datech. Tento problém se řeš́ı pomoćı tzv. vyhlazováńı.

Tabulky 5.1 a 5.2 jsou pro zjednodušeńı zkráceny.
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Kapitola 6

Data a programové nástroje

Každý provedený experiment bude obsahovat tyto kroky:

1. segmentace, sestaveńı př́ıznak̊u pro trénovaćı i testovaćı sadu

2. natrénovańı jazykového modelu pro každého mluvč́ıho a modelu UBM

3. testovańı model̊u podle testovaćıho předpisu

4. vyhodnoceńı výsledk̊u

6.1 Data

Jde o telefonńı data namluvená dobrovolńıky a nahraná se vzorkovaćı frekvenćı 8 kHz
v kódováńı µ-law. Každý soubor obsahuje záznam jednoho rozhovoru, kde v levém kanálu
mluv́ı prvńı mluvč́ı a v pravém kanálu druhý mluvč́ı. Před spuštěńım experiment̊u je nutné
každý kanál uložit do jednoho souboru.

Pokud neńı uvedeno jinak jsou v experimentech použ́ıvaná pro trénováńı a testováńı
NIST SRE 2006 data. Pro srovnáńı byly některé experimenty provedeny i na NIST SRE
2005 datech.

6.1.1 NIST SRE 2005

Trénovaćı sada obsahuje data od 646 mluvč́ıch, kde je 372 žen a 274 muž̊u. Pro každého
mluvč́ıho trénovaćı sada obsahuje jednu promluvu dlouhou přibližně dvě a p̊ul minuty.

Testujeme verifikaci mluvč́ıho na 31 194 testovaćıch párech model mluvč́ıho, soubor,
přičemž testovaćı sada obsahuje 2 751 test̊u kdy soubor patř́ı danému mluvč́ımu a 27 951
kdy jde o jiného mluvč́ıho.

6.1.2 NIST SRE 2006

Trénovaćı sada obsahuje data od 816 mluvč́ıch, kde je 462 žen a 354 muž̊u. Pro každého
mluvč́ıho trénovaćı sada obsahuje jednu promluvu dlouhou přibližně dvě a p̊ul minuty.

Testovaćı sada předepisuje 53 966 testovaćıch dvojic model mluvč́ıho, soubor, přičemž
testovaćı sada obsahuje 1 854 test̊u kdy soubor patř́ı danému mluvč́ımu a 22 159 kdy jde
o jiného mluvč́ıho.
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6.2 SRILM

Pro trénováńı a testováńı jazykových model̊u jsem použil SRILM (The SRI Language Mod-
eling Toolkit) popsaný v [9]. Jde o implementaci n-gramových model̊u použ́ıvaj́ıćı Good-
Turing̊uv odhad a Katz̊uv diskontńı model pro vyhlazováńı. Volbou parametr̊u je možno
aplikovat i jiné vyhlazovaćı postupy.

6.2.1 Trénováńı

Pro trénováńı jazykového modelu se použ́ıvá př́ıkaz

ngram-count -text train.sri -order 2 -lm speaker.lm

kde soubor train.sri obsahuje pro každý trénovaćı soubor jeden řádek, na kterém jsou
výsledky segmentace. Začátek jednoho z trénovaćıch soubor̊u (kcbz a.seg) má tvar:

uv -- +- -- ++ -- uv -+ +- -- +- uv -+ +- -- +- uv -+ ++

Parametr order udává řád n-gramového modelu. Natrénovaný model je uložen do soubo-
ru speaker.lm. Výše uvedený soubor kcbz a.seg je použit pro trénováńı modelu mluvč́ıho
T1442, který potom má potom tvar:

\data\
ngram 1=7
ngram 2=18

\1-grams:
-0.8084025 ++ -1.374973
-0.7423826 +- -1.427503
-0.7652456 -+ -1.481132
-0.638842 -- -1.606071
-2.634477 </s>
-99 <s> -0.3464347
-0.5852593 uv -1.64391

\2-grams:
-0.9420081 ++ -+
-0.1208222 ++ --
-0.9420081 ++ uv
-1.198657 +- -+
-0.3294254 +- --
-0.3413246 +- uv
-0.5740313 -+ ++
-0.2730013 -+ +-
-0.7289332 -+ uv
-0.6777807 -- ++
-0.60206 -- +-
-0.2757241 -- uv
-0.1760913 <s> uv
-0.6381051 uv ++
-0.9391351 uv +-
-0.2537379 uv -+
-1.098836 uv --
-1.92814 uv </s>

\end\

21



6.2.2 Adaptace z UBM

Protože pro kompletńı natrénováńı jazykového modelu pro každého mluvč́ıho je nutné velké
množtv́ı dat, které nejsou k dipozici, bylo nutné použ́ıt adaptaci z UBM. Mı́ru adaptace
modelu ovlivňujeme hodnotou lambda, udávaj́ıćı váhu modelu ćılového mluvč́ıho.

V grafech s výsledky test̊u je lambda uvedena na ose x.

6.2.3 Testováńı

Pro testováńı modelu mluvč́ıho se použ́ıvá př́ıkaz

ngram -order 2 -lm speaker.lm -mix-lm UBM.lm -lambda 0.5 -ppl speaker.tst

Parametr order udává řád n-gramového modelu použitého pro test. Testovaný jazykový
model se nač́ıtá ze souboru speaker.lm. Parametry -lambda a -mix-lm se použ́ıvaj́ı pro
adaptaci modelu mluvč́ıho z modelu UBM (viz. 6.2.2). Soubor speaker.tst obsahuje testo-
vaćı data, kde výsledek segmentace pro každý testovaný soubor je na jednom řádku.

Segmentaćı dostaneme pro každý soubor jiný počet segment̊u. Aby bylo možné jednotlivé
výsledky porovnávat je je nutno normalizovat počtem segment̊u.

Výsledkem testováńı je pro každý soubor logprob (celková logaritmická pravděpodobnost),
ppl (perpelxita) a ppl1 (perplexita 1), ze které nás zaj́ımá ppl1. Vyjadřuj́ıćı

ppl1 = 10−logprob/words (6.1)

kde logprob je celková logaritmická pravděpodobnost modelu a words je počet segment̊u
v souboru.

Např́ıklad výsledkem testováńı souboru oamp a.seg proti modelu mluvč́ıho T1442 násle-
duj́ıćı výstup programu ngram:

file data/NIST-SRE/test/segment-data/oamp_a.seg: 1 sentences, 1039 words, 0 OOVs
0 zeroprobs, logprob= -466.169 ppl= 2.80698 ppl1= 2.80977

Z výstupu je vidět, že soubor oamp a.seg obsahuje 1039 segment̊u. Pro normalizaci
délkou segmentu by bylo nutné dělit logprob touto hodnotou. Než z výstupu extrahovat
počet segment̊u a t́ım dělit logprob, je jednoduš́ı extrahovat perplexitu ppl1 a tu logarit-
movat.

Každý testovaćı soubor testujeme jak proti modelu mluvč́ıho (ppl1speaker) a proti UBM
(ppl1ubm), výsledné skóre je potom

score = log(ppl1ubm)− log(ppl1speaker) (6.2)

Pokud je score kladné je soubor přijat (testovaćı soubor odpov́ıdá danému modelu).

6.3 Evaluace výsledk̊u

Výsledky se vyhodnocuj́ı skriptem použ́ıvaným pro vyhodnocováńı výsledk̊u NIST SRE
evaluace 2005 a 2006. Tento skript porovná výsledky testováńı s referenčńımi a vypoč́ıtá
hodnoty ERR (Equal eRror Rate) a DCF (Detection Cost Function) a vykresĺı DET křivku
(Detection error trade-off). Vı́ce podrobnost́ı o problému evaluace systémů pro rozpoznáńı
řečńıka je v kapitole 2.5.
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Kapitola 7

Systémy založené na segmentaci
podle f0

V článku [4] jsou popsány postupy rozpoznáńı mluvč́ıho založené na prosodických př́ıznaćıch.
V základńım systému je použit př́ıznakový vektor obsahuj́ıćı pouze dvojici trend základńıho
tónu a trend energie. Tento systém byl dále rozš́ı̌ren o délku segmentu.

Kromě segmentace podle základńıho tónu je možno segmentovat i podle energie. Tento
př́ıstup je také ověřen.

7.1 Základńı systém f0, E

7.1.1 Vyhlazováńı pr̊uběh̊u f0 a E

Pro vyhlazováńı pr̊uběhu základńıho tónu je použit mediánový filtr. V pr̊uběźıch základńıho
tónu se objevuj́ı pauzy kratš́ı než je polovina okna mediánového filtru. Tyto krátké seg-
menty ticha by pak byly potlačeny, proto je možno modifikovat mediánový filtr tak, aby se
neaplikoval na vzorky označuj́ıćı ticho.

7.1.2 Laděńı parametr̊u segmentace

Výslednou segmentaci ovlivňuje nastaveńı konstanty minseg, určuj́ıćı minimálńı délku seg-
mentu, který je v algoritmu spojováńı segment̊u (je popsán v kap. 4.2) označen jako krátký.

Daľśı možnost jak ovlivnit segmentaci je chováńı algoritmu pro spojováńı segment̊u
po segmentu ticha. Za ńım zpravidla následuje několik krátkých segment̊u, ty by se podle
p̊uvodńıho algoritmu spojili se segmentem ticha a došlo by k posunu hranice segmentu. Je
tedy možno tento algoritmus modifikovat, aby tyto segmenty nespojoval.

7.1.3 Výsledky

Z možnost́ı laděńı segmentace a mediánového filtru jsem otestoval tyto systémy:

segment1 Minseg = 4, normálńı mediánový filtr, krátké segmenty po segmentu ticha se
s t́ımto segmentem nespojuj́ı.

segment2 Minseg = 4, upravený mediánový filtr, krátké segmenty po segmentu ticha se
s t́ımto segmentem spojuj́ı.
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Obrázek 7.1: Srovnáńı výsledk̊u systémů f0, E

minseg Systém pracuj́ıćı s minimálńı délkou segmentu (minseg=1). Tento systém použ́ıvá
stejnou segmentaci i mediánový filtr jako segment2.

minseg 2005 Stejný systém jako minseg použ́ıvaj́ıćı bigramový model, ovšem trénován
a testován na NIST SRE 2005 datech.

Systém minseg 2005 slouž́ı pro porovnáńı vlivu použitých dat na výsledky.
V experimentech jsem se také pokoušel zjistit závislost výsledk̊u na použit́ı bigramového,

trigramového nebo 4-gramového modelu.
Výsledky experiment̊u jsou vyneseny v grafu 7.1.3. Na ose x je parametr adaptace

z UBM lambda. Na ose y je hodnota ERR (Equal eRror Rate).
Když porovnáme systémy lǐśıćı se segmentaćı segment1 bigram (fialový), segment2 bi-

gram (žlutý) a minseg bigram (červený) je vidět postupný pokles chybovosti v závislosti
na nastaveńı segmentace z ERR = 35, 92% na ERR = 32, 85%.

Ze srovnáńı systémů založených na stejné segmentaci lǐśıćı se řádem použitého jazykového
modelu např́ıklad pro minseg bigram (červený), minseg trigram (zelený) a minseg 4-gram
(modrý) jsou vidět, že nejlepš́ı výsledky poskytuje bigramový model. Pokles ze ERR =
36, 72% na ERR = 32, 85%.

Pr̊uběh chybovosti pro systémy minseg bigram trénované a testované na NIST SRE 2005
a 2006 se lǐśı pouze desetiny procenta.

7.2 Základńı systém f0, E + délka segmentu

Ke dvojici trend základńıho tónu a trend energie je přidána délka daného segmentu. Seg-
mentace je stejná jako u systému minseg (kap. 7.1.3). Kvantizace délky segmentu na základě
analýzy histogramu délek segmentu v trénovaćıch datech je popsána v kapitole 4.4.

V grafu 7.2 jsou srovnány tři systémy prvńı (červený) použ́ıvá kvantizačńı úrovně:

• krátký segment - délka 0 až 3 rámce

• středńı segment - délka 4 až 7 rámce
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Obrázek 7.2: Srovnáńı výsledk̊u systémů f0, E + délka segmentu

• dlouhý segment - deľśı než 8 rámc̊u

vypočtené analýzou histogramu délek segment̊u na trénovaćıch datech.
Druhý systém (zelený) použ́ıvá odhadnuté hranice 6 a 12 rámc̊u.
Třet́ı systém (modrý) je založen na NIST SRE 2005 datech a použ́ıvá následuj́ıćı roz-

ložeńı kvantizačńıch úrovńı:

• krátký segment - délka 0 až 2 rámce

• středńı segment - délka 3 až 5 rámce

• dlouhý segment - deľśı než 6 rámc̊u

Na ose x je parametr adaptace z UBM lambda. Na ose y je hodnota ERR (Equal eRror
Rate).

Ve srovnáńı se základńım systémem neńı minimálńı chybovost kolem lambda = 0, 5, ale
lež́ı v oblasti nejnižš́ıch hodnot parametru adaptace lambda. Pro základńı systém s délkou
segmentu je tedy nutné hodně vyhlazovat pomoćı UBM.

Nejmenš́ı chybovost systému založeného na odhadnutých hranićıch byla ERR = 41, 26%.
Pro hranice určené analýzou histogramu poklesla na ERR = 30, 85% což je zlepšeńı o v́ıce
než 10%.

Pr̊uběhy výsledk̊u systému trénovaného a testovaného na datech z roku 2005 jsou asi
o jedno procento horš́ı než výsledky lepš́ıho ze systémů trénovaného a testovaného na datech
z roku 2006, ale křivka vykazuje stejný tvar.

7.3 Segmentace podle E

Jako alternativńı postup k segmentaci podle pr̊uběhu základńıho tónu můžeme použ́ıt seg-
mentaci podle pr̊uběhu energie. Ta pracuje stejně jako segmentace podle pr̊uběhu základńıho
tónu, jen je mı́sto pr̊uběhu základńıho tónu použ́ıván pr̊uběh energie.
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Obrázek 7.3: Srovnáńı výsledk̊u systémů založených na segmentaci podle pr̊uběhu energie

Oba testované systémy byly založeny na bigramovém jazykovém modelu a použ́ıvaly
stejné parametry segmentace jako systém minseg(kap. 7.1.3). Prvńı systém použ́ıval pouze
př́ıznaky ze segmentace.

Druhý systém k př́ıznak̊um ze segmentace přidává délku segmentu. Analýzou histogramu
délek segment̊u trénovaćıch dat dostáváme kvantizaci:

• krátký segment - délka 0 až 4 rámce

• středńı segment - délka 5 až 9 rámc̊u

• dlouhý segment - deľśı než 10 rámc̊u

Pr̊uběhy ERR těchto systémů v závislosti na nastaveńı adaptačńı konstanty lambda jsou
zobrazené v grafu 7.3.

Když srovnáme systém minseg bigram s kapitoly 7.1.3 se systémem Ef0, dostáváme
o v́ıce než 11% vyšš́ı chybovost. Porovnáńı výsledk̊u po přidáńı délky segmentu k základńımu
systému vycháźı pro segmentaci podle základńıho tónu dokonce o v́ıce než 12% lépe. Z toho
docháźım k závěru, že segmentace podle energie neńı vhodná.

7.4 Shrnut́ı výsledk̊u

Nejlepš́ıch výsledk̊u dosahuj́ı bigramové modely, protože pro natrénováńı model̊u vyš́ıch
řád̊u neńı dostatek dat.

Nejlepš́ım základńım systémem f0, E je systém označený jako minseg. Úpravami v seg-
mentaci a filtraci základńıho tónu bylo dosaženo zlepšeńı výsledk̊u o tři procenta oproti
systému segment1 a je pravděpodobné, že daľśı práce by mohla přinést ještě lepš́ı výsledky.

Přidáńım délky segmentu dosáhneme zlepšeńı výsledk̊u.o dvě procenta, ale je nutné
přesně určit kvantizačńı hranice.

Při použit́ı NIST SRE 2005 dat dosáhneme obdobných výsledk̊u jako při použit́ı NIST
SRE 2006 dat.
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Kapitola 8

Systémy založené na segmentaci
fonémového rozpoznávače

8.1 Fonémový rozpoznávač

V experimentech byl použit výstup mad’arského fonémového rozpoznávače [11] vyvinutého
skupinou Speech@FIT [12].

Důvodem pro mad’arský rozpoznávač je rozpoznáńı 61 fonémů, což je v́ıce než je běžné
v ostatńıch jazyćıch. Pro rozpoznáńı řečńıka neńı d̊uležité znát jazyk jakým daný řečńık
mluv́ı a proto si můžeme dovolit použ́ıt fonémový rozpoznávač natrénovaný na jiný jazyk.

Pro rozpoznáńı fonému se nepouž́ıvá pouze př́ıznakový vektor z jednoho rámce, ale i
př́ıznakové vektory z rámc̊u, které daný rámec předcháźı a následuj́ı. Jak je vidět z obrázku
8.1 kontext je dělen na dvě poloviny (levou a pravou), kde každá je zpracovávána odděleně.
Tomuto postupu se ř́ıká split temporal context (STC) (daľśı informace jsou v [8]). Postu-
pem STC se snižuje množstv́ı dat potřebných k trénováńı neuronových śıt́ı a výpočetńı
náročnost.

Vstupńı řečový signál je filtrován melovskou bankou filtr̊u. Pro odděleńı je použito Han-
ningovo okno. Poté je zredukována dimenze př́ıznakového vektoru pomoci diskrétńı kosinové
transformace. Následuje normalizace hodnot ve dvou kroćıch implementovaná pomoćı tř́ı
neuronových śıt́ı. Nejprve je zvlášt’ normalizován levý a pravý kontext a v druhém kroku
je výstup spojen pomoćı třet́ı neuronové śıtě. Všechny śıtě jsou tř́ıvrstvé a obsahuj́ı 1500
neuron̊u. Výstup je generován pomoćı HMM dekodéru obsahuj́ıćı tři stavy pro každý model.

Pro použit́ı fonémového rozpoznávače v rozpoznáńı mluvč́ıho je nutno nastavit kon-
stantu vyjadřuj́ıćı jak často se může generovat daľśı foném na jinou hodnotu než při použit́ı
k jiným účel̊um (rozpoznáńı řeči, identifikace jazyka atd.).

8.2 Základńı systém

Kromě segmentace podle základńıho tónu je možno využ́ıt výstup z fonémového rozpoznáva-
če. Ten obsahuje pro každý segment trojici začátek segmentu, konec segmentu a rozpoznaný
foném.

Segmentace prob́ıhá ve třech kroćıch. Nejprve je načten jeden segment z výstupu fonémo-
vého rozpoznávače, poté je ze souboru z dvojicemi základńı tón, energie vypoč́ıtán trend
daného segmentu a nakonec je vygenerován výstupńı př́ıznakový vektor obsahuj́ıćı v př́ıpadě
základńıho systému trend základńıho tónu a trend energie.
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Obrázek 8.1: Schéma fonémového rozpoznávače

8.3 Rozš́ı̌reńı základńıho systému

K základńı segmentaci můžeme přidat

• délku segmentu

• foném

• délku segmentu a foném

Délka fonému je stejně jako u segmentace podle f0 kvantována do tř́ı hladin. Kvantizačńı
úrovně urč́ıme pomoćı histogramu délek segment̊u trénovaćıch dat tak, aby do každé úrovně
připadla třetina segment̊u. Zde vyšlo rozděleńı

• krátký segment - délka 0 až 4 rámce

• středńı segment - délka 5 až 7 rámc̊u

• dlouhý segment - délka 8 a v́ıce rámc̊u

8.4 Výsledky

Porovnáńı chybovosti ERR (Equal eRror Rate) systémů založených na segmentaci podle
fonémového rozpoznávače je v grafu 8.2. Na ose x je parametr adaptace z UBM lambda
a na ose y je hodnota ERR (Equal eRror Rate).

U všech systémů je použit bigramový jazykový model, protože vyšš́ı řád modelu nepřináš́ı
zlepšeńı výsledk̊u rozpoznáńı. Základńı systém založený na trigramovém modelu má chy-
bovost ERR = 38, 44% a ten samý systém založený na bigramovém modelu má chybovost
pouze ERR = 35, 81%. Na obrázku 8.2 na trigramech založený systém neńı.

Nejlepš́ıch výsledk̊u dosahuje systém použ́ıvaj́ıćı trend základńıho tónu, trend energie,
délku segmentu a foném, který je jen nepatrně lepš́ı než systém použ́ıvaj́ıćı trend základńıho
tónu, trend energie a foném.

Základńı systém použ́ıvaj́ıćı jen trend základńıho tónu a trend energie je lepš́ı pokud
použijeme segmentaci podle základńıho tónu. Přidáńım fonému dojde k zásadńımu zlepšeńı
výsledk̊u.

Systémy je nutno testovat v celém rozsahu adaptačńı konstanty lambda, protože každý
systém potřebuje jiné nastaveńı.
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Obrázek 8.2: Srovnáńı výsledk̊u systémů založených na segmentaci podle fonémového
rozpoznávače

Při použit́ı NIST SRE 2005 dat dosáhneme obdobných pr̊uběh̊u výsledk̊u jako při pou-
žit́ı NIST SRE 2006 dat, ovšem tyto pr̊uběhy jsou posunuty směrem k horš́ım výsledk̊um.
To je velmi dobře vidět z obrázku 8.2.

29



Kapitola 9

Spojeńı se SpkID založeném na
akustickém modelováńı

Jako zástupce systému založeného na akustických př́ıznaćıch byl vybrán systém označovaný
jako BUT-GMM. vyvinutý skupinou Speech@FIT [12] pro NIST SRE 2006 evaluaci.

9.1 BUT-GMM

Systém využ́ıvá GMM pro tvorbu modelu mluvč́ıho a modelu UBM. Důležitým prvkem
systému je adaptace model̊u mluvč́ıch z UBM.

Podle [3] je hlavńım problémem při rozpoznáńı mluvč́ıho odstranit vlivy prostřed́ı,
ve kterém prob́ıhalo pořizováńı nahrávek. Toho se dosahuje pomoćı

• cepstral mean substraction

• feature warpingu

• RASTA filtrace (RelAtive SpecTrAl)

• HLDA (Heteroscedastic Linear Discriminant Analysis)

• feature mappingu

• eigenchannel adaptation

Podrobný popis těchto technik je v [3].
Jako př́ıznaky jsou použity Mel-frekvenčńı kepstrálńı koeficienty (MFCC).

9.2 Výsledky

Pro spojeńı se systémem BUT-GMM byly vybrány dva systémy. Prvńı označený jako f0E-
len je systém založený na segmentaci podle základńıho tónu s délkou segmentu (nejlepš́ı
systém popsaný v kapitole 7.2). Druhý systém označený jako fonem je systém založený
na výstupu fonémového rozpoznávače s délkou segmentu a fonémem (systém base-len-fonem
z kapitoly 8.4).

Experiment prob́ıhal na NIST SRE 2006 datech (kap. 6.1.1).
Jak je vidět v tabulce 9.2 spojeńım systému založeného na prosodických př́ıznaćıch

s tradičńım systémem pro rozpoznáńı řečńıka dojde ke zlepšeńı úspěšnosti rozpoznáńı. A to
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Systém ERR DCF
BUT-GMM 3,45 % 1,78 %
BUT-GMM + f0E-len 3,45 % 1,78 %
BUT-GMM + fonem 3,24 % 1,77 %

Tabulka 9.1: Výsledky spojeńı s tradičńım systémem SpkID

při spojeńı se systémem fonem ze ERR = 3,45 % na ERR = 3,24 %, což je relativńı zlepšeńı
o 6,1 %.
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Kapitola 10

Závěr

10.1 Shrnut́ı výsledk̊u experiment̊u

V tabulce 10.1 jsou porovnány výsledky jednotlivých systémů na základě použité segmen-
tace. Nejlepš́ıch výsledk̊u dosahuje segmentace podle základńıho tónu a nejhorš́ıch segmen-
tace na základě energie.

V tabulce 10.2 jsou jednotlivé systémy porovnány v závislosti na jakých datech jsou
trénovány a testovány. Výsledky jednotlivých systémů jsou srovnatelné. Zaj́ımavým bodem
u výsledk̊u źıskaných na NIST SRE 2005 datech je lepš́ı úspěšnost systému založeného
na segmentaci fonémového rozpoznávače a fonému než systému založeného na segmentaci
fonémového rozpoznávače, délce segmentu a fonému.

Po spojeńı nejlepš́ıho systému založeného na segmentaci z fonémového rozpoznávače se
systémem založeným na akustických př́ıznaćıch BUT-GMM se zlepš́ı uspěšnost rozpoznáńı
mluvč́ıho o v́ıce než 6 % (viz. kap. 9).

10.2 Pokračováńı projektu

Výzkumná skupina Speech@FIT [12] se pravidelně zúčastňuje evaluaćı systémů pro rozpoz-
náńı řečńıka pořádaných organizaćı NIST. V systému skupiny Speech@FIT nebyly v minu-
losti použity prosodické př́ıznaky a já doufám, že v př́ı̌st́ıch letech již budou tyto př́ıznaky
obsaženy. Dobrým d̊uvodem pro jej́ıch použit́ı je relativńı zlepšeńım výsledk̊u o 6 % (viz.
kap.9).

V kapitole 7.1 je vidět, že výsledky systému značně ovlivňuj́ı modifikace provedené
v segmentaci. Z toho usuzuji, že segmentace podle základńıho tónu je otevřený problém
a hledáńım daľśıch modifikaćı je možno dosáhnout zlepšeńı výsledk̊u.

V [4] je popsán ještě jeden postup tvorby prosodických př́ıznak̊u založený na Dynamic

Použitá segmentace
Systém podle f0 podle E podle fonem.

ERR DCF ERR DCF ERR DCF
základńı segmentace 32,85% 61,62% 44,00% 83,54% 35,81% 67,39%
délka segmentu 30,85% 57,56% 43,15% 81,53% 38,24% 72,17%

Tabulka 10.1: Srovnáńı výsledk̊u segmentačńıch metod
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NIST SRE data
Systém 2005 2006

ERR DCF ERR DCF
základńı f0E 32,97% 62,09% 32,85% 61,62%
základńı f0E + délka 32,90% 62,21% 30,85% 57,56%
základńı fonem 36,06% 67,94% 35,81% 67,39%
základńı fonem + délka 39,94% 75,28% 38,24% 72,17%
základńı fonem + fonem 32,42% 61,20% 29,56% 55,89%
základńı fonem + délka a fonem 33,01% 62,47% 29,23% 55,09%

Tabulka 10.2: Srovnáńı výsledk̊u v závislosti na použitých datech

Time Warping. T́ımto postupem jsem se v práci nezabýval, a proto by bylo vhodné se
v daľśıch navazuj́ıćıch projektech na tento postup zaměřit.

Podle [4] je úspěšnost metod založených na prosodických př́ıznaćıch silně závislá na množ-
stv́ı trénovaćıch dat. Daľśı zlepšeńı úspěšnosti rozpoznáváńı by tedy mělo přinést natrénováńı
model̊u na větš́ım množstv́ı promluv od daného mluvč́ıho.
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Dodatek A

Algoritmus detekce základńıho
tónu v praatu

Podrobné hodnoceńı algoritmu a jeho srovnáńı s ostatńımi metodami je v [1].

A.1 Parametry

TimeStep perioda detekce základńıho tónu ze vstupńıho signálu.

MaximumNumberOfCandidatesPerFrame maximálńı počet kandidát̊u na rámec.

MinimumPitch určuje minimálńı hodnotu detekovaného základńıho tónu.

MaximumPitch určuje maximálńı hodnotu detekovaného základńıho tónu.

VoicingThreshold práh pro znělý rámec.

SilenceThreshold práh pro neznělý rámec.

OctaveCost favorizuje vyšš́ı hodnoty základńıho tónu.

VoicedUnvoicedCost cena přechodu ze znělého na neznělý rámec.

OctaveJumpCost cena přechodu na vyšš́ı hodnoty základńıho tónu.

A.2 Pr̊uběh algoritmu

1. Předzpracováńı - Hannigovým oknem se odstrańı hodnoty signálu od 95% do 100%
Nyquistovy frekvence. To prob́ıhá v kmitočtové oblasti.

2. Výpočet maximálńı absolutńı hodnoty (použito v detekci zda je rámec znělý nebo
neznělý).

3. Děleńı signálu na rámce. Jeden rámec každých TimeStep sekund. Pro každý rámec
se poč́ıtá nejvýše MaximumNumberOfCandidatesPerFrame pár̊u zpožděńı, které jsou
kandidáty pro hodnoty periody základńıho tónu. Odstraněńı neznělých kandidát̊u
prob́ıhá později. Pro každý rámec:
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Obrázek A.1: Na signál x(t) je aplikováno okno w(t). T́ım dostaneme signál a(t). Výsledný
pr̊uběh rx(τ) dostaneme děleńım autokorelace ra(τ) signálu a(t), autokorelaćı okna rw(τ).

(a) Vem segment signálu, kde délka segmentu je omezena parametrem MinimumPitch.
Okno by mělo být dlouhé tak, aby se do něj vlezly tři periody MinimumPitch.

(b) Odečti středńı hodnotu.

(c) Je dokázáno, že prvńı kandidát je vždy neznělý. Váha kandidáta je určena pomoćı
dvou parametr̊u VoicingThreshold a SilenceThreshold.

(d) Vynásob oknem:

a(t) = (x(tmid −
1
2
T + t)− µx)w(t) (A.1)

kde x(t) je vstupńı signál, T je délka rámce, tmid je střed rámce, µx je středńı
hodnota rámce a w(t) je okénková funkce

w(t) =
1
2
− 1

2
cos

2πt
T

(A.2)

(e) Naplň polovinu délky okna nulami.

(f) Doplň segment nulami tak, aby jeho délka byla mocninou dvou.

(g) Proved’ rychlou Fourierovu transformaci.

(h) Umocni vzorky na druhou ve frekvenčńı oblasti.

(i) Proved’ rychlou inverzńı Fourierovu transformaci. Dostáváme autokorelaci ra(τ)
signálu.

(j) Děĺıme autokorelaci signálu ra(τ) autokorelaćı okna rw(τ). Dostáváme vzorko-
vanou hodnotu rx(τ) (viz. obrázek A.1)

(k) Najdi hodnoty a umı́stěńı maxim v nevzorkované pr̊uběhu rx(τ). Hledej pouze
umı́stěńı maxim, které odpov́ıdá základńımu tónu mezi MinimumPitch a Maxi-
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mumPitch. Pro neznělé je śıla definována jako:

R ≡ V oicingThreshold+ max

0, 2−
local absolute peak

global absolute peak
SilenceThreshold

1+V oicingThreshold

 (A.3)

a pro znělé

R ≡ r(tmax)−OctaveCost2 · log(MinimumPitch · τmax) (A.4)

Po provedeńı kroku 3 pro každý rámec dvojice frekvence, śıla (Fni, Rni), kde
index n nabývá hodnot od 1 do počtu rámc̊u a index i od 1 do počtu kandidát̊u
na rámec. Je tedy z těchto kandidát̊u potřeba vybrat ten nejlepš́ı ve vztahu k
ostatńım.

4. Pro každý rámec n, je pn č́ıslo mezi 1 a počtem kandidát̊u na rámec. Hodnoty {pn|1 ≤
n ≤ počet rámc̊u} definuje cestu přes kandidáty {(Fnpn , Rnpn)|1 ≤ n ≤ počet rámc̊u}.
S každou možnou cestou je vázána cena

cost({pn}) =
numberOfFrames∑

n=2

transitionCost(Fn−1,pn−1 , Pnpn)−
numberOfFrames∑

n=1

Rnpn

(A.5)
kde funkce transitionCost je definována jako

transitionCost(F1, F2) =

 0 if F1 = 0 and F2 = 0
V oicedUnvoicedCost if F1 = 0 xor F2 = 0
OctaveJumpCost|2 log F1

F2
| if F1 6= 0 and F2 6= 0

(A.6)
Nejlepš́ı cesta je taková, která má nejnižš́ı cenu. Nejlepš́ı cesta se dá naj́ıt pomoćı
postup̊u dynamického programováńı, jako je např́ıklad pomoćı Viterbiho algoritmus
popsaný např́ıklad v [7, str. 209].
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